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RESUMO

Trabalho de Graduacdo
Curso de Ciéncia da Computagao
Universidade Federal de Santa Maria

MINERA(;AO DE DADOS DISTRIBUIDA E ESCALAVEL USANDO APACHE
MAHOUT
Autor: Adriano Pereira
Orientador: Prof*. Andrea Schwertner Chardo
Local e data da defesa: Santa Maria, 06 de Dezembro de 2010.

Grandes volumes de dados vém sendo gerados por ferramentas computacionais. Nes-
tes dados, podem haver padrdes implicitos, a partir dos quais pode ser possivel extrair
novos conhecimentos. A minera¢do de dados preocupa-se com a busca de relagdes, es-
pecialmente, em grandes quantidades de dados, possibilitando a extra¢do de novas infor-
macoes Uuteis. O uso de computagdo distribuida permite a descentraliza¢do dos dados e a
aceleracdo do processo de mineracdo. Apache Mahout é uma ferramenta para a minera-
cao de dados distribuida, que faz uso do modelo de programag¢ao MapReduce, prometendo
escalabilidade ao dividir a carga de trabalho em tarefas independentes entre si. Este traba-
lho tem como objetivo verificar o desempenho do Apache Mahout, através da selecdo de
algoritmos implementados pela ferramenta, preparacdo de um conjunto de dados, e exe-
cucdo destes algoritmos, neste conjunto de dados, em diferentes ambientes distribuidos,
analisando a escalabilidade da ferramenta, quanto ao ganho de desempenho em relagcao
ao acréscimo de nodos ou nucleos ao processamento.

Palavras-chave: Mineracao de Dados; Mineracdo de Dados Distribuida; Apache Mahout.



ABSTRACT

Trabalho de Graduacdo
Undergraduate Program in Computer Science
Universidade Federal de Santa Maria

SCALABLE AND DISTRIBUTED DATA MINING WITH APACHE MAHOUT
Author: Adriano Pereira
Advisor: Prof®. Andrea Schwertner Charao

Huge data sets have been generated from computing tools. Implicit patterns could
be present in this data. Data mining worries in look for relationship, specially, in large
data sets, enabling the extration of useful new information. Distributed computing allows
the data decentralization and speeds up the data mining process. Apache Mahout is a
distributed data mining tool, which uses MapReduce program model, promising scala-
bility by spliting the workload in independents tasks, among themselves. This work has
as objective to verify Apache Mahout’s performance, through a implemented algoritms’
choice, data set preparation and mining of these data in differents distributed environ-
ments, analyzing the tool’s scalability, as the performance improvement due to nodes’ or
cores’ addition to the processing.

Keywords: Data Mining, Distributed Data Mining, Apache Mahout.
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1 INTRODUCAO

A evolucdo da tecnologia de informacdo, a partir da década de 60, transformou siste-
mas simples de processamentos de arquivos em sofisticadas bases de dados. O progresso
continuo das tecnologias de hardware visualizado nas ultimas trés décadas culminou com
a criacdo de poderosas ferramentas computacionais. Estas ferramentas impulsionaram a
industria de informacao, gerando uma grande quantidade de bases de dados (HAN; KAM-
BER, 2006). O crescimento da quantidade de dados disponiveis ocorre em todas as dreas
de esforco humano, como em dados de transacdes de mercado, uso de cartdes de crédito,
detalhes de chamadas de telefone, estatisticas de governo, bases de dados moleculares e
registros médicos (HAND; MANNILA; SMYTH, 2001).

Com a disponibilidade de grandes volumes de dados digitais, surge interesse em in-
vestigar teorias e ferramentas para auxiliar a extracao de informacgdo e conhecimento tteis
deles (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996). Manter bases de dados ape-
nas para realizacao de consultas e processamento de transagdes niao € mais visto de ma-
neira satisfatéria. Dessa forma, o préximo alvo trata da investiga¢do avancada dos dados
(HAN; KAMBER, 2006), a partir da qual € possivel encontrar relagdes e padrdes implici-
tos, descobrindo informacdes tteis. Neste ponto estd a mineragdao de dados, um processo
de descoberta de novas relagdes, tendéncias e padrdes significativos, através da filtragem
de grandes quantidades de dados armazenados em repositorios, utilizando tecnologias de
reconhecimento de padrdes, matematicas e estatisticas (LAROSE, 2005).

Diferentes razdes levam a distribuicdo geografica dos dados de interesse, como ques-
tdes de seguranca e uso de diferentes bases de dados, tornando invidvel a aplicacdo cen-
tralizada dos processos de mineracdo (KARGUPTA et al., 1999). O uso de técnicas cen-
tralizadas nao é adequado aos cendrios atuais, devido a complexidade das tarefas de mine-

racdo. Nestes caso, técnicas de sistemas distribuidos podem ser utilizadas, possibilitando
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a distribuicio dos dados e acelerando o processo (PEREZ et al., 2007).

Inspirado nas primitivas map e reduce das linguagens funcionais, o modelo de progra-
macao MapReduce foi proposto por Dean e Ghemawat (2008), prometendo escalabilidade
ao dividir a carga de trabalho em tarefas que podem ser executadas de forma independente
e paralela. A ferramenta Apache Hadoop possui um framework, distribuido como cédigo
fonte aberto, que implementa este modelo (The Apache Software Foundation, 2007a).

Existem varias ferramentas para a mineracao de dados, especialmente, que executam
os algoritmos de forma distribuida. Neste trabalho serd feita uma andlise do desempenho
do software Apache Mahout, uma solucao recente de ferramenta para emprego de mine-
racdo de dados em ambiente distribuido e escaldvel. O Apache Mahout € uma biblio-
teca de algoritmos de mineracio de dados e aprendizagem de méquina, escrita utilizando
o framework MapReduce disponibilizado pelo Apache Hadoop (The Apache Software
Foundation, 2010a).

1.1 Justificativa

Este trabalho justifica-se ao passo da necessidade visualizada para a execucdo de al-
goritmos de mineracdo de dados, utilizando ferramentas computacionais. Técnicas e fer-
ramentas de mineracdo de dados sdo utilizadas em vérios tipos de aplicagdo, como em
marketing, vendas, aplicacdes médicas e processo de controle industrial (BERRY; LI-
NOFF, 2004).

Com o surgimento de novas tecnologias, dispostas a implantar a mineragdo de forma
distribuida, visualiza-se a necessidade da realizacdo de testes, para verificar o comporta-
mento, quanto ao desempenho, dessas novas abordagens. A partir da escolha de algorit-
mos de mineragdo, preparacdo de um conjunto de dados e execugdo destes algoritmos,
analisando o conjunto de dados preparado, em diferentes ambientes distribuidos, pode-se
verificar o desempenho da ferramenta.

A escolha pela ferramenta Apache Mahout deu-se em funcdo de ser uma solugdo
recente, distribuida como cédigo fonte aberto, e que faz uso do modelo de programacao

MapReduce para a implementacdo dos algoritmos, prometendo, com isso, ser escalavel.
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1.2 Objetivos

Este trabalho tem como objetivo geral investigar a ferramenta Apache Mahout como
solucdo para mineracio de dados distribuida e escaldvel. Para realizar esta andlise, sera
feita a preparacdo de um conjunto de dados a serem minerados, escolhidos e executados
algoritmos de minerac@o implementados pela ferramenta, e feita a andlise do desempenho
obtido em diferentes ambientes de execucao.

Especificamente, o trabalho tem como objetivos:

e Estudar o funcionamento do Apache Mahout, identificando os algoritmos suporta-
dos pela ferramentas e os requisitos para seu funcionamento em ambientes centra-

lizado e distribuido;

e Selecionar um conjunto de algoritmos de minera¢do implementados pela ferra-

menta;

e Preparar uma fonte de dados, selecionando e convertendo os dados de forma a serem

suportados pela ferramenta; e

e Avaliar os resultados de desempenho obtidos, a partir da execucao do aplicativo em

diferentes ambientes distribuidos.

1.3 Estrutura do Texto

Este trabalho estd organizado da seguinte maneira: o capitulo 2 traz uma fundamen-
tacdo tedrica acerca dos assuntos abordados no trabalho, tratando da mineragao de dados,
minera¢do de dados distribuida e escaldvel, e das ferramentas utilizadas. O capitulo 3 fala
sobre o desenvolvimento do trabalho, indicando os requisitos para a instalagcdo e confi-
guracdo das ferramentas, sobre os algoritmos selecionados para os testes, as formas de
utilizacdo da ferramenta e os passos realizados para a preparagdo dos dados investigados.
O capitulo 4 fala sobre os testes realizados e os resultados obtidos. Por fim, o capitulo 5

conclui o trabalho, indicando sua contribuicio e possiveis trabalhos futuros.



2 FUNDAMENTACAO

Neste capitulo estdo descritos conceitos tedricos que fundamentam este trabalho, as-

sim como as ferramentas utilizadas para o desenvolvimento dele.

2.1 Mineracao de Dados

A existéncia de grandes quantidades de dados sem a disponibilidade de ferramentas
para andlise pode ser vista como uma situacao de "dados ricos, mas informacdes pobres",
uma vez que é humanamente impossivel analisar esse imenso volume sem o uso de fer-
ramentas computacionais (HAN; KAMBER, 2006). O interesse em analisar esses dados
cresce com a possibilidade de extragdo de informagOes potencialmente tteis para seus
donos. Essa € uma preocupacio da mineracdo de dados (HAND; MANNILA; SMYTH,
2001), cujas ferramentas podem descobrir padrdes uteis, contribuindo em dreas como es-
tratégias de negdcios, bases de conhecimento, além de pesquisas cientificas (HAN; KAM-
BER, 2006).

Segundo Hand et al. (2001) , minera¢@o de dados € a "andlise de conjuntos de dados,
geralmente grandes, para encontrar relagdes ndo suspeitas e resumir os dados em novas
maneiras, compreensiveis e uteis para seu dono". Para Han e Kamber (2006) , mineracdo
de dados refere-se a extracdo, ou mineracdo, de conhecimento a partir de grandes volumes
de dados.

Os algoritmos de mineragdo de dados envolvem técnicas de estatistica, aprendizagem
de maquina, reconhecimento de padrdes, inteligéncia artificial, recuperacio de informa-
cdo, processamento de sinais e andlise espacial ou temporal de dados. A mineracdo de
dados € considerado um dos mais promissores desenvolvimentos interdisciplinares nas

tecnologias de informacdo (LAROSE, 2005).
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2.1.1 Descoberta do Conhecimento em Bases de Dados

A mineracdo de dados € uma das etapas do processo de descoberta de conhecimento
em bases de dados (knowledge discovery in databases). A descoberta do conhecimento é
vista como a extracdo de conhecimento ttil a partir de um conjunto de dados, enquanto
que minera¢do de dados € a aplicacdo de algoritmos especificos para encontrar padroes
nesses dados (FAY YAD; PIATETSKY-SHAPIRO; SMYTH, 1996).

Como um processo, descoberta de conhecimento em bases de dados consiste em uma
sequéncia iterativa de passos (HAN; KAMBER, 2006). Este processo inicia com a de-
finicdo de seus objetivos, onde é entendido o dominio da aplicacdo. Na segunda etapa,
constroi-se o conjunto de dados que serd alvo da descoberta. A terceira fase trata de lim-
par e pré-processar os dados, removendo ruidos e decidindo estratégias para lidar com
a falta de campos. No quarto passo, o volume de dados € reduzido e projetado, dimi-
nuindo o ndmero de varidveis a serem analisadas e encontrando formas de representacio
em funcdo dos objetivos do processo. Em seguida, na quinta etapa, encontra-se uma ta-
refa de mineracdo apropriada ao processo de descoberta realizado. A sexta etapa consiste
em escolher algoritmo e método de mineracdo apropriados para a andlise, com base na
tarefa de mineracdo. O sétimo passo € a mineracdo de dados em si, no qual sdo busca-
dos padrdes de interesse, em uma forma de representacao particular. A oitava etapa trata
da interpretacdo dos padrdes minerados, envolvendo a visualizacdo da saida de dados da
etapa anterior. Por fim, o nono passo engloba o uso do conhecimento descoberto a partir
de todo o processo (FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996). A figura 2.1

ilustra as etapas da descoberta do conhecimento.

2.1.2 Modelo de Processo CRISP-DM

Em meio a necessidade de padronizagdo de processos e modelos de mineracdo de da-
dos, a construcao de um modelo nao proprietario, livre e bem documentado, possibilitaria
a organizacgdes obterem melhores resultados no processo. Diante deste contexto, surge,
em 1996, o Cross-Industry Standard Process for Data Mining (CRISP-DM) (SHEARER,
2000), um projeto que desenvolveu um modelo de processo de mineragdo de dados neutro
em termos de industria e ferramenta (DATA MINING, 2010). CRISP-DM prové um pro-
cesso padrdo para que a mineracdo de dados seja realizada apropriadamente na resolugdo

de problemas, tanto em pesquisa quanto em aplicacdes comerciais (LAROSE, 2005).
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Figura 2.1: Mineracdo de dados como um passo da descoberta do conhecimento
(FAYYAD; PIATETSKY-SHAPIRO; SMYTH, 1996)

Transformagao

Pré-processamento

CRISP-DM € um modelo de processo e metodologia para a conducdo completa de
um projeto de mineracdo de dados, dividindo-o em seis fases (SHEARER, 2000). A
sequéncia de execugdo € adaptativa, estando as fases subsequentes atreladas as saidas
das fases precedentes. A figura 2.2 ilustra o ciclo de vida de um projeto que segue o
CRISP-DM. Nela, as setas internas indicam as dependéncias mais comuns, enquanto que
as externas indicam o ciclo natural (LAROSE, 2005). As seis fases do processo estdo
descritas a seguir, segundo Larose (2005) e Shearer (2000).

A primeira fase trata do entendimento do negocio, onde se deve compreender os obje-
tivos e requirimentos do projeto, em uma perspectiva de negdcio ou pesquisa. Com isso,
pode-se traduzi-los para uma definicdo de problema de minerag¢do de dados. Nesta fase,
deve-se preparar uma estratégia preliminar para atingir os objetivos do projeto. O enten-
dimento do negdcio compreende a determinacdo dos objetivos do negdcio, avaliagio da
situacdo, determinagdo dos objetivos da mineracao e produgdo do plano do projeto.

O entendimento dos dados é a segunda fase do processo. O analista passa a familiarizar-
se com os dados, a partir de uma colecao inicial. Nesta etapa, pode-se identificar proble-
mas nestes dados, encontrar conhecimento inicial e detectar subconjuntos que possam
ser utilizados para formular hipéteses acerca da falta de dados, ou ainda que contenham
padrdes adicionais. Esta etapa é formada por quatro passos principais: compilacdo dos
dados iniciais, descri¢cao, exploragao e verificacao da qualidade dos dados.

Na terceira fase do processo, preparagdo dos dados, estdo as atividades de construgdo
do conjunto final de dados, a partir dos dados brutos iniciais. Nesta fase, sdo selecionados

casos e varidveis apropriados e de interesse a analise. Quando necessario, sdo realizadas
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transformacoes nestes dados, que também devem ser limpos para que estejam apropria-
dos para as ferramentas de modelagem. A fase de preparacdo compreende os passos de
selecdo, limpeza, construcdo, integra¢do e formatacao dos dados.

Modelagem é a quarta fase do processo CRISP-DM. Nesta etapa, sdo selecionadas
técnicas de modelagem, e suas configuracdes sdo calibradas para otimizar os resultados.
Em geral, mais de uma técnica pode ser utilizada para o mesmo problema de mineracdo
de dados. Algumas delas necessitam que os dados estejam em um formato especifico;
portanto, pode ser necessdrio voltar a fase de preparagc@o dos dados. Os passos envolvidos
nesta etapa abrangem a selecdo da técnica de modelagem, a geracdo de caso de teste,
criacdo e avaliacdo de modelos.

Na quinta fase, avaliagdo, verifica-se se os modelos escolhidos na fase de modelagem
estdo de acordo com os objetivos do negdcio, avaliando-os em termos de efetividade e
qualidade. Por fim, pode-se decidir sobre a utilizacdo dos resultados da mineracdo. A
fase de avaliagdo conta com os passos de avaliagdo dos resultados, revisdao do processo e
determinacdo dos passos posteriores.

A tltima fase do processo € o desenvolvimento, onde € feito uso do modelo gerado
anteriormente. Nesta etapa, o conhecimento descoberto deve ser apresentado de modo
que o interessado na mineracao tome conhecimento das formas em que pode utilizar este
conhecimento. Os passos da sexta fase do processo sdo: planejar o desenvolvimento, o

monitoramento € a manutenc¢do, produzir o relatério final e revisar o projeto.

2.1.3 Pré-processamento dos dados

E necessério preparar os dados para a mineracdo, pois, em geral, eles tendem a ser
incompletos, inconsistentes, e contem ruidos (HAN; KAMBER, 2006). A mineracao de
dados muitas vezes € realizada em bases com dados antigos, nas quais hd campos expira-
dos, ndo mais relevantes ou, ainda, faltam valores. Com o pré-processamento, espera-se
minimizar o "lixo" que entra na andlise, para minimizar a saida de "lixo" no resultado
(LAROSE, 2005). Dados incompletos podem ocorrer em virtude da auséncia de atributos
de interesse a mineracdo, ou do desinteresse por estes atributos no momento da modela-
gem ou inser¢ao dos dados. Ruidos sdo referentes a atributos contendo valores incorretos,
o que pode acontecer por erro de maquina ou mesmo erros humanos durante a entrada dos

dados. A inconsisténcia dos dados pode ocorrer em virtude do uso de diferentes fontes de
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Figura 2.2: CRISP-DM: metodologia para minera¢do de dados (LAROSE, 2005)

dados, com nomenclaturas préprias, diferentes daquelas de outras fontes. A seguir, sdo
descritas as etapas de pré-processamento dos dados, segundo Han e Kamber (2006) . A

figura 2.3 ilustra estas etapas.

Limpeza. Nesta etapa, valores ausentes sao preenchidos, ruidos sao removidos, anoma-
lias e inconsisténcias sdo identificadas ou removidas. Usudrios ndo confiam na
mineragdo de dados que ndo estejam "limpos". Além disso, minerar dados que nao

passaram por um processo de limpeza pode provocar resultados inconsistentes.

Integracdo. A necessidade da andlise de diversas fontes de dados distintas torna necessa-
ria a integracao desses dados. A etapa de integracdo dos dados consiste em unificar
diferentes bases de dados, padronizando nomes de atributos e identificando incon-

sisténcias.

Transformacao. Os algoritmos de mineracdo necessitam que os dados estejam em for-

matos especificos, como, por exemplo, normalizados. Para tanto, é necessario trans-
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formar a base de dados investigada, de forma que os dados analisados estejam em

um formato apropriado.

Reducao. A grande quantidade de dados disponiveis para andlise pode tornar o processo
de mineracdo demasiadamente custoso. Neste caso, € necessdrio reduzir o grande
volume de dados em um conjunto menor, ou selecionar atributos de interesse, do

qual ainda seja possivel obter resultados iguais, ou semelhantes.

Limpeza
Integracao
—_—
Transformacéo —2,32,100, 59,48 —>» —0.02, 0.32, 1.00, 0.59, 0.48
Reducao atributos atributos
Al A2 A3 .. Al26 Al A3 .. All5
T1 z Tl
8 T2 S T4
2 T3 —> g
£ T4 E T1456
T2000

Figura 2.3: Etapas do pré-processamento dos dados (HAN; KAMBER, 2006)

Vale salientar que o sucesso da mineracdo de dados depende da correta preparacao

e populacdo da base que serd investigada. O processo de coleta deve estar consolidado,
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garantindo a integridade e corretude dos dados (BERNARDI, 2010), para que o processo
de mineracdo possa ser executado corretamente, possibilitando as etapas posteriores a

extragao de conhecimento util.

2.1.4 Tarefas de Mineracao

Com base nos objetivos da andlise dos dados, pode-se categorizar a mineragao de
dados em tipos de tarefas (HAND; MANNILA; SMYTH, 2001). A seguir sdo descritas

os tipos de tarefa comumente classificados:

Agrupamento (clustering), consiste no agrupamento de registros em classes de objetos
similares. Denomina-se cluster um conjunto de registros similares entre si, e dife-
rentes dos registros presentes nos outros clusters. A tarefa de agrupamento busca
segmentar a entrada de dados em subgrupos (clusters) homogéneos, maximizando a
similaridade entre os registros de um mesmo cluster, e minimizando a similaridade

entre registros de diferentes clusters (LAROSE, 2005).

Classificacao (classification), trata da classificacio de registros em relagdo a uma varia-
vel de categoria. A partir dessa varidvel, sdo delimitadas classes discretas, as quais
estardo relacionados os registros da base de dados analisada. Primeiramente, € reali-
zada uma andlise dos dados ja classificados, a partir dos quais € possivel "aprender”
o método utilizado para classificar os registros (LAROSE, 2005); feito isso, € pos-
sivel examinar as caracteristicas de novos registros, associando-os, devidamente, a

uma das classes pré-definidas (BERRY; LINOFF, 2004).

Estimativa (estimation), consiste em estimar o valor de uma variavel desconhecida em
um novo registro. Pode-se considerar que se trata de uma tarefa de classificacao
com valores continuos, enquanto que a classificacdo em si trata de valores discretos
(BERRY; LINOFF, 2004). A estimativa € realizada a partir da andlise das varidveis
conhecidas do registro, em relagao aos valores dos registros ja presentes na base de

dados (LAROSE, 2005).

Predicao (prediction), tarefa semelhante a classificagdo e a estimativa, porém com 0s
valores previstos para o futuro. Pode-se considerar uma adaptacdo das técnicas

de estimativa e classificacdo, onde os casos de treinamento utilizam histéricos dos
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valores dos registros. Os comportamento histérico dos dados € utilizado na cons-
trucdo do modelo, de forma que, quando o modelo € utilizado em novos registros,

o resultado € uma previsao para o futuro (BERRY; LINOFF, 2004).

Associacao (association), busca descobrir relacdes entre dois ou mais atributos, veri-
ficando quais deles "devem estar juntos" (LAROSE, 2005). Também conhecida
como grupos de afinidade, é uma abordagem simples para gerar regras a partir de

dados (BERRY; LINOFF, 2004).

Descricao (description), consiste em descrever padrdes e tendéncias em um conjunto de
dados, possibilitando explicagdes acerca desses padrdes e tendéncias (LAROSE,
2005). Uma boa descri¢do pode, a0 menos, sugerir por onde comecar a busca por

explicacdes a respeito dos dados (BERRY; LINOFF, 2004).

Recomendacao (recommendation), através da andlise dos dados, auxilia usudrios reco-

mendando itens, que possam vir a ser de interesse (SARWAR et al., 2001).

2.2 Mineracao de Dados Distribuida e Escalavel

2.2.1 Conceituacao

Em geral, técnicas de mineracdo de dados sdo centralizadas e monoliticas. Esse tipo
de abordagem tem se tornado inadequada para diversos cendrios atuais, em virtude da
complexidade das tarefas de mineracdo e de problemas relacionados a seguranca dos da-
dos, os quais podem estar distribuidos entre vérias organizacdes (PEREZ et al., 2007).
Neste contexto, verifica-se a necessidade de processos de mineracdo de dados distribui-
dos e com alto desempenho, permitindo cendrios com volumes de dados cada vez maiores
(WEGENER et al., 2009).

Segundo Wegener et al. (2009), abordagens utilizando o sistema de arquivos distri-
buido Google File System e o modelo de programacao MapReduce provaram-se eficazes
na andlise de grandes quantidades de dados paralelamente, em clusters de computadores.
Sendo assim, pode-se construir sistemas de mineracao de dados distribuida, os quais uti-
lizam multiplos processadores e bases de dados para acelerar a execu¢do do processo de
minera¢do, possibilitando, também, a distribuicdo dos dados (PEREZ et al., 2007).

Sistemas distribuidos podem trabalhar em diferentes escalas. Um sistema € dito es-

calavel se continua eficiente frente ao aumento do nimero de recursos e usuarios (COU-
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LOURIS; DOLLIMORE; TIM, 2000). Segundo Jogalekar e Woodside (2000), um sis-
tema € considerado escaldvel se pode ser implementado efetiva e economicamente sobre
uma série de diferentes "tamanhos", devidamente definidos.

Escalabilidade estd relacionada com o aumento do desempenho de um sistema, em
virtude de seu crescimento. Em aplicacdes de mineracdao de dados, escalabilidade signi-
fica tirar proveito do gerenciamento de bases de dados paralelas e processadores adicio-
nais, possibilitando trabalhar com volumes maiores de dados, construir mais modelos e
aumentar sua corretude apenas adicionando processadores. Idealmente, a escalabilidade
deveria ser linear: dobrando o nimero de processadores, o processo deveria ser executado

na metade do tempo original (SMALL; EDELSTEIN, 1997).

2.2.2 Ferramentas

Exites vdrias ferramentas que implementam algoritmos de mineracdo de dados de
forma distribuida. Em sua maioria, as ferramentas tentam utilizar a ferramenta Weka
em ambientes distribuidos, tornando paralelas algumas de suas opera¢des (WEGENER
et al., 2009). Em seguida, sdo listadas algumas ferramentas para mineracdo de dados

distribuida:

Weka-Parallel, trata-se de uma modificacdo da ferramenta Weka, permitindo a execu-
¢ao da mineracdo de dados em ambientes distribuidos, através da implementacao
paralela da metodologia de validacao cruzada. Técnicas de classificagdo, regressao,
agrupamento e selecdo utilizam a metodologia de validag¢do cruzada, a qual € ine-
rentemente paralelizdvel. Assim como a ferramenta Weka, Weka-Parallel € escrita

em linguagem de programacdo Java (CELIS; MUSICANT, 2002).

Grid-enabled Weka, realiza a mineracdo de dados de forma distribuida, através da dis-
tribuicdo da execugdo das tarefas, em um ambiente de grade. A arquitetura do
Grid-enabled Weka € baseada em vérios servidores que realizam a execucao da mi-
neracdo de tarefas. Estas tarefas sdo divididas e distribuidas, entre os servidores

disponiveis, pelos clientes (KHOUSSAINOV; ZUO; KUSHMERICK, 2004).

WekadWs, € um framework que estende a ferramenta Weka, suportando mineracio de
dados distribuida em ambientes de grade, de modo a explorar a distribuicao dos

dados e aumentar o desempenho da aplicacdo. Para permitir a mineracao distri-
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buida, cada algoritmo de mineracao de dados disponibilizado pela biblioteca Weka
€ exposto como um Web Service. Embora a mineracdo seja feita em um ambi-
ente distribuido, as fases de pré-processamento e visualiza¢do dos dados sao feitas

localmente (TALIA; TRUNFIO; VERTA, 2005).

MapReduce Weka, trata-se de uma nova arquitetura para sistemas de mineracao de gran-
des volumes de dados, apresentada em Wegener et al. (2009). Implementa uma
interface grafica para os usudrios, e utiliza o modelo de programagcdo MapReduce,
em clusters ou grades computacionais. A arquitetura € baseada em um Data Mining
Client, que realiza requisi¢des, através de interface grafica baseada na ferramenta
Weka (Weka Explorer), para o cluster. Para cada requisi¢ao, € criada uma ins-
tancia de Data Mining Server, responsavel pela execu¢do da mineracdo de dados,
executando a parte sequencial do algoritmo e submetendo tarefas paralelizaveis ao

framework MapReduce, da ferramenta Apache Hadoop.

GridMiner, é um framework que traz como objetivo facilitar a minera¢do de dados em
um ambiente de grade, provendo uma interface que abstraia a complexidade da
grade, embora permita o controle e a visualizacdo das tarefas de mineracdo. Grid-
Miner é uma aplicacdo orientada a servigos, implementada sobre a ferramenta Glo-
bus (PETER et al., 2004), uma tecnologia utilizada para a constru¢do de grades
computacionais (GLOBUS, 2010).

2.3 Ferramentas Utilizadas no Trabalho

Nesta secao estao descritas as ferramentas Apache Hadoop e Apache Mahout, utiliza-
das neste trabalho. A ferramenta Apache Mahout realiza a minerag@o dos dados utilizando
recursos do Apache Hadoop, para que essa minerag¢do possa ser executada em um ambi-
ente distribuido. O Apache Hadoop esta descrito primeiramente, pois € um requisito para

a execucdo distribuida do Apache Mahout.

2.3.1 Apache Hadoop

O projeto Apache Hadoop € um conjunto de programas, de codigo aberto, voltados
a computacao distribuida e escaldvel (The Apache Software Foundation, 2007b). Dentre
os subprojetos do Apache Hadoop, destacam-se o sistema de arquivos distribuido, Ha-

doop Distributed File System (HDFS), e o framework MapReduce, para processamento
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distribuido de grandes volumes de dados.

2.3.1.1 Hadoop Distributed File System

O Hadoop Distributed File System (HDFS) é um sistema de arquivos distribuido,
tendo entre seus objetivos ser tolerante a falhas e permitir o armazenamento de grandes
quantidades de dados.

O modelo de arquitetura do HDFS € mestre/escravo. Em um infraestrutura que utilize
HDEFS, existe um mestre onde ha uma instancia de NameNode; além de varias instancias
de DataNode, em geral, uma em cada né escravo.

Os arquivos gerenciados pelo HDFS sdo divididos em blocos, sendo armazenados
pelos DataNodes. As tarefas de manipulacdo de arquivos e diretérios, como operagdes
de abrir, fechar e renomear, e de mapeamento dos blocos aos DataNodes sdo realizadas
pelo mestre NameNode. As operagdes com blocos, como criagdo, remogao e replicaco,
sdo realizadas pelos escravos DataNodes, a partir das instru¢des do mestre NameNode.
Também € responsabilidade dos DataNodes servir requisi¢des de leitura e escrita, a partir
dos sistemas de arquivos dos clientes (The Apache Software Foundation, 2007c).

E responsabilidade do NameNode gerenciar o espaco de nomes do sistema de arqui-
vos, mantendo a drvore de diretérios. O NameNode deve conhecer em qual DataNode
estd cada bloco, possibilitando a localiza¢do dos arquivos. Os DataNodes armazenam e
recuperam blocos, quando solicitado pelos clientes ou pelo NameNode, além de comu-
nicar ao NameNode, periodicamente, a lista de blocos que estd armazenando (WHITE,
2009).

A implementacao do HDFS ¢é feita em linguagem de programacdo Java, possibilitando
que qualquer maquina com suporte a Java Virtual Machine possa executar tanto DataNode

quanto NameNode.

2.3.1.2 MapReduce

O modelo de programacao MapReduce foi introduzido por Dean e Ghemawat (2008),
sendo voltado ao processamento paralelo de grandes volumes de dados, em arquiteturas
distribuidas, abstraindo detalhes de paralelizacdo, tolerancia a falhas, distribuicdo dos
dados e balanceamento de carga.

Inspirado nas primitivas map e reduce das linguagens funcionais, o modelo MapRe-

duce based-se em aplicar uma operagdo, map, em cada registro do volume de dados de
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entrada. Dessa forma, gera-se um conjunto intermedidrio de pares chave/valor, sendo
aplicada uma operacdo reduce nos pares que compartilham a mesma chave.

Hadoop MapReduce é um modelo de programacao e framework (The Apache Soft-
ware Foundation, 2007a); uma implementa¢do de cédigo fonte aberto para o modelo de
programacdo MapReduce. O processamento de uma tarefa divide a entrada em partes
independentes, as quais sdo processadas paralelamente pela operacdo de map. A saida
desta operacdo € utilizada como entrada para a operacao reduce. Este modelo promete
escalabilidade em virtude de os processamentos de map e reduce serem feitos de maneira
independente, permitindo a distribui¢do dessas tarefas em diferentes nimeros de nodos,
presentes no sistema.

O framework Hadoop MapReduce é composto por um nodo mestre, onde € executado
o JobTracker, e um conjunto de nodos escravos, sendo executada, em cada escravo, uma
instancia de TaskTracker (The Apache Software Foundation, 2007a). Para o framework,
um job é uma unidade de trabalho solicitada pelo cliente. O job € dividido em tasks, do
tipo map e reduce. O JobTracker coordena os jobs em execugdo no sistema, escalonando
as tasks para serem executadas nos TaskTrackers. Os TaskTrackers executam essas tasks,
reportando o progresso da execugdo ao JobTracker. Em caso de falha, o JobTracker pode

re-escalonar a task, para ser executada em outro TaskTracker (WHITE, 2009).

2.3.2 Apache Mahout

O Apache Mahout é uma biblioteca de algoritmos de mineracdo de dados e aprendi-
zagem de maquina escaldvel, escrita em linguagem de programacao Java, de cédigo fonte
aberto (The Apache Software Foundation, 2010a). Esta biblioteca foi implementada uti-
lizando o modelo de programa¢do MapReduce; para tanto, faz uso da infraestrutura ofe-
recida pelo Apache Hadoop, descrito na se¢do 2.3.1.

Atualmente, a ferramenta Apache Mahout suporta principalmente quatro casos de uso:
(i) recomendacgdo, onde se tenta encontrar itens com potencial interesse dos usudrios, a
partir de seus comportamentos; (ii) agrupamento, em que itens sdo agrupados a partir
de topicos comuns; (iii) classificacdo, que, com base em uma categorizacdo existente, é
capaz de escolher em qual grupo incluir determinado item; (iv) mineragdo por frequéncia
de grupos de itens, onde se identifica, a partir de um conjunto de grupos de itens, quais

itens aparecem juntos.
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Em virtude de sua implementagdo utilizar o framework MapReduce do Apache Ha-
doop e o sistema de arquivos distribuidos HDFS, os algoritmos do Apache Mahout podem
ser executados em ambientes distribuidos e escaldveis, desde que o Apache Hadoop es-
teja configurado. Sem a configuracdo do Apache Hadoop, a computacao seré centralizada
localmente.

O termo escaldvel da definicdo da ferramenta esté relacionado com suporte a grandes
conjuntos de dados, em virtude de seus algoritmos de mineracdo serem implementados
sobre a ferramenta Apache Hadoop, utilizando o paradigma MapReduce; com os casos
de interesse dos usudrios, devido ao uso de uma licenga comercialmente amigével; e a co-
munidade desenvolvedora e utilizadora da ferramenta (The Apache Software Foundation,
2010a).

A ferramenta Apache Mahout oferece uma Application Programming Interface (API),
para a utilizacdo de seus algoritmos no desenvolvimento de mineradores de dados. Ela
estd implementada em linguagem de programacgdo Java. A ferramenta também pode ser
utilizada através de um executdvel em linha de comando, a partir do qual é possivel rea-
lizar a minerac@o de dados. Ambas formas de utilizacdo suportam execucao distribuida e

local.



3 DESENVOLVIMENTO

Este capitulo ird descrever os passos realizados durante o desenvolvimento deste tra-
balho. Com base nas etapas descritas pela metodologia CRISP-DM, para alcangar os
objetivos deste trabalho, devem ser realizados os passos de preparacao dos dados e mo-
delagem. Primeiramente, o capitulo descrevera os requisitos para instalar e configurar as
ferramentas Apache Mahout e Apache Hadoop. Em seguida, serdo expostos os algorit-
mos implementados pelo Mahout que foram selecionados para a execugdo dos testes, e
justificada essa escolha. Entdo, serdo tratadas as formas de utilizagdo do Mahout, como
uma API Java e como um aplicativo em linha de comando. Por fim, serdo abordadas as

tarefas executadas para a preparacao dos dados a serem minerados.

3.1 Instalacao e Configuracao

Os requisitos para o correto funcionamento do Apache Mahout estdo relacionados a
linguagem de programacdo na qual foi escrito e a infraestrutura fornecida pelo Apache
Hadoop. Os requisitos do Hadoop sdo decorrentes da linguagem de programacdo em que
foi escrito, e da forma de comunicagdo entre os nodos do ambiente.

O ambiente distribuido onde o sistema € executado pode ser composto por nodos com
diferentes capacidades de processamento € armazenamento, desde que estejam devida-
mente configurados com o Apache Hadoop. Em geral, adota-se um nodo como mestre,
onde se executam instancias de NameNode, gerenciando o HDFS, e JobTracker, geren-
ciando os jobs de MapReduce. Os demais nodos sdo escravos, em que sdo executadas
instancias de DataNode e TaskTracker, para o gerenciamento dos blocos do sistema de ar-
quivo e execucdo das tarefas de map e reduce, respectivamente. Neste sistema, executa-se
a ferramenta Apache Mahout, ou um sistema desenvolvido a partir de sua API, o qual re-

aliza a mineracdo em um conjunto de dados presente no HDFS. Dessa forma, sdo criados
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jobs, contendo tasks de map e reduce, escalonadas pelo JobTracker entre os TaskTrackers.
Por fim, a saida da mineracdo é obtida em um conjunto de arquivos, salvos no HDFS. A

figura 3.1 ilustra esse tipo de situacao.

DataNode "
TaskTracker

o i ( ) 5 NameNode

\ JobTracker
Mahout

°

& T DataNode
——TaskTracker

" DataNode
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Figura 3.1: Ambiente distribuido com Apache Hadoop executando Apache Mahout

A seguir, sdo descritos os requisitos necessdrios para o correto funcionamento das

ferramentas Apache Mahout e Apache Hadoop.

3.1.1 Requisitos do Apache Mahout

Com relagdo a linguagem de programacao, Apache Mahout € escrito em Java. Por-
tanto, € necessario que o dispositivo computacional onde ele serd executado possua uma
Maquina Virtual Java (JVM). Recomenda-se o uso de versdes superiores a 1.6.0 para a
JVM.

Para que o Mahout seja executado de forma distribuida, é necessario que o ambi-
ente computacional esteja configurado, corretamente, com o Apache Hadoop, em versao
0.20.0 ou superior. Dessa forma, os requisitos sdo os da ferramenta Apache Hadoop, des-
critos na proxima se¢do. Para executar o Mahout de forma centralizada, ndo é necessério
que o Hadoop esteja configurado.

Requisitos de hardware, como processador, tamanho em disco e memoria, sdo de-

pendentes da aplicacdo que utilizard o Mahout, ndo havendo padrao pré-definido (The
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Apache Software Foundation, 2010a).

3.1.2 Requisitos do Apache Hadoop

O Apache Hadoop também € escrito em linguagem de programacgdo Java, sendo ne-
cessdria a disponibilidade de JVM em cada nodo do ambiente de execu¢do, em versao
igual, ou superior, a 1.6.0.

Quanto a forma de comunicacao entre os nodos, Apache Hadoop utiliza o protocolo
de comunicacdo SSH. Para que ndo haja a necessidade de autenticacdo interativa utili-
zando senha, utiliza-se o esquema de chaves publica para a autenticagdo. Dessa forma, os
componentes do sistema devem ter suporte ao protocolo e estar devidamente configurados
para que a comunicagdo seja realizada corretamente.

Apesar de ser suportado tanto pela plataforma GNU/Linux, quanto pela Win32, re-
comenda-se que esta seja utilizada apenas como uma plataforma de desenvolvimento.
Aquela pode ser utilizada como plataforma de desenvolvimento e producdo (The Apache

Software Foundation, 2007b).

3.1.3 Configuracao
3.1.3.1 Apache Hadoop

A configuragdo do Apache Hadoop € realizada a partir de arquivos, localizados den-
tro do diretério conf. As alteragdes realizadas neste trabalho, para ter-se um ambiente

distribuido, foram nos seguintes arquivos:

core-site.xml defini¢do da URI e porta do NameNode (mestre).

hdfs-site.xml defini¢do do nimero de blocos replicados, definido como o valor unitario.
mapred-site.xml defini¢cdo do hostname do JobTracker (mestre).

masters definicdo do nodo mestre, onde sdo executados NameNode e JobTracker.
slaves definicdo dos nodos escravos, onde sao executados DataNode e TaskTracker.

Também deve-se definir a varidvel de ambiente JAVA_HOME, no arquivo hadoop-
env.sh, apontando para o diretério contendo os arquivos da JVM.
Para que seja possivel realizar a comunicacao entre os nodos do sistema, € necessario

que eles estejam aptos a aceitar conexao pelo protocolo SSH, utilizando o esquema de
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autenticacdo de chave publica. Para tanto, deve-se criar chave publica para o nodo mestre
do sistema, onde estio executando NameNode e JobTracker, e adiciona-la na lista de

chaves conhecidas pelos nodos escravos.

3.1.3.2 Apache Mahout

O Apache Mahout pode ser executado de duas maneiras: como um aplicativo em linha
de comando, ou como um API para programas escritos em Java.

A configurag@o necessdria para ser utilizado da primeira maneira consiste na defini¢do
das varidveis de ambiente HADOOP_HOME, a qual deve conter o diretério onde estdao os
arquivos do Apache Hadoop, e HADOOP_CONF _DIR, contendo o caminho para direto-
rio conf do Hadoop.

Para ser utilizado como uma API, deve-se construir um arquivo JAR, passado como
parametro ao arquivo executdvel do Hadoop, sem necessidade de outros tipos de configu-

racdo, além das necessdrias ao Apache Hadoop.

3.2 Escolha dos Algoritmos

Para a realizac@o do teste de desempenho da ferramenta, escolheram-se trés algorit-
mos de mineracao, sendo eles: K-Means, Parallel FPGrowth (FPG), e o algoritmo de
calculo da similaridade de itens. O algoritmo K-Means é um algoritmo de agrupamento.
Ja o FPG € um algoritmo de mineragdo de padrdes frequentes (Frequent Pattern Mining,
FPM), enquadrando-se na tarefa de associagcdo, enquanto que o algoritmo de similaridade
de itens faz parte dos algoritmos de filtragem colaborativa baseada em itens (Collabora-
tive Filtering, CF), executando uma tarefa de recomendacao.

O algoritmo K-Means foi escolhido por ser um algoritmo simples e efetivo para a
tarefa de agrupamento (LAROSE, 2005). A similaridade no cluster ¢ medida através do
valor médio dos objetos presentes nele, o que pode ser visto como o centro de gravidade
ou centrdide. O funcionamento do K-Means segue os seguintes passos (HAN; KAMBER,

2006), os quais estdo, parcialmente, ilustrados pela figura 3.2:
1. Definir um ndmero k de classes (clusters), em que os dados serdo divididos;
2. Escolher k registros, aleatoriamente, para serem os centrdides iniciais dos clusters;

3. Encontrar, para cada registro, o centréide mais proximo. Para tanto, utiliza-se al-
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guma métrica para encontrar a distancia do registro analisado em relacdo aos cen-
troides;

4. ApO6s agrupar todos os registros, encontrar o novo centréide para cada cluster;

5. Repetir os passos 3 a 5 até o limite de execucdo, ou convergir.

. =} (@) . ] (@) o =} (@) o o o
C o - @] D. o O‘ o
. o .\ (@] o o . o
(=] o o 0 o Q o Q
o @] o] @] @] o] o o
o o [ 0 ([ ) o
(@] o o o o o (@] o
@] o @] o]
Definicdo dos Centréides Agrupamento Definicdo dos Novos Centréides Agrupamento

Figura 3.2: Exemplo de execucao do K-Means

Escolheu-se avaliar o desempenho do algoritmo FPGrowth, por ser considerado um
método eficiente e escaldvel para mineracdo de grandes e pequenos padrdes, sendo um
dos mais populares algoritmos de mineracao de frequéncia de padrdoes (HAN et al., 2004)
(BORGELT, 2005). O funcionamento do FPGrowth consiste em verificar, primeiramente,
a frequéncia de cada valor dos campos de registros de entrada. Entdo, sdo eliminados os
valores cujas frequéncias sejam menores que um minimo definido. Por fim, encontram-se
os k padrdes mais altos, para cada um dos n registros resultantes, sem os valores elimi-
nados, gerando-se um total de n x k padrdes (The Apache Software Foundation, 2010b).
Um exemplo de execucdo do algoritmo FPGrowth, contendo os valores de entrada e a

respectiva saida, encontra-se na figura 3.3.

Itens por Transagdo

Eii B Item  Padroes Frequentes Gerados
12,13 15 {12,15:2}, {11, 15: 2}, {12, 11, 15: 2}
1,12, 14

.13 14 {12,14: 2}

12,13 13 {12,13:4}, {I1,13: 4}, {12, 11,13: 2}
1,13

11,12, 13, 15 11 {I2,11: 4}

1,12, 13

Figura 3.3: Exemplo de execu¢do do FPGrowth (adaptado de Han e Kamber (2006))

Optou-se por analisar um algoritmo de CF por ser uma técnica difundida entre empre-

sas de comércio virtual INGERSOLL, 2009). Analisando-se histérico de preferéncias, e
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tendo como base a similaridade de grupos de usudrios, sdo fornecidas sugestdes de itens,
em forma de recomendagdao (BERRY; LINOFF, 2004). O algoritmo verifica um conjunto
de itens e calcula a similaridade deles, dois a dois, de forma a selecionar os itens mais
similares. Para realizar este cdlculo, verificam-se os usudrios que estdo, de alguma forma,
relacionados a ambos os itens, aplicando-se alguma técnica para determinar a similari-
dade entre eles (SARWAR et al., 2001). A figura 3.4 ilustra um exemplo de entrada e

saida para a aplicacdo do algoritmo de cdlculo de similaridade entre itens.

ID Usuario| ID ltem | Preferéncia
1

ID ltem | ID ltem | Similaridade
1 2 0.36
0.52
0.55
0.75
0.38
0.59

CF
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Figura 3.4: Exemplo de execug¢do do algoritmo de cédlculo de similaridade

3.3 Utilizacao do Mahout

A ferramenta Apache Mahout possui uma API (Application Programming Interface),
contendo um conjunto de classes que implementam os algoritmos de mineracdo de da-
dos e classes auxiliares. Os algoritmos foram desenvolvidos utilizando recursos da API
fornecida pelo Apache Hadoop, de modo a fazer uso do sistema de arquivos distribuido,
HDFS, e do framework MapReduce.

A listagem 3.1 ilustra um trecho de c6digo de um programa que utiliza a API do
Mahout, para executar o algoritmo de agrupamento K-Means. A classe KMeansDriver
possui um método estdtico para a execucao do algoritmo, chamado run. O método recebe
como parametros os locais onde estdo os dados de entrada, os clusters iniciais, o local
onde serdo salvos os arquivos de saida do processo, e outros argumentos proprios do
algoritmo. A classe Path € originaria da API do Apache Hadoop, sendo utilizada para
referenciar a um arquivo, ou diretério, dentro do HDFS, se executado em um ambiente

configurado com o Hadoop, ou dentro do sistema de arquivos local, se o Hadoop nao
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estiver em execucao.

Listing 3.1: Exemplo de cddigo utilizando a API do Mahout

Path vectorsPath = new Path("vectors");

Path clustersInitPath = new Path("clustersInit");

Path saidaPath = new Path("output");

DistanceMeasure measure = new EuclideanDistanceMeasure();
double convergenceDelta = 0.01;

int maxIterations = 5;

boolean runClustering = true;

boolean runSequential = false;

KMeansDriver.run(vectorsPath, clustersInitPath, saidaPath, measure,
convergenceDelta, maxIterations, runClustering, runSequential);

Também € possivel utilizar o Apache Mahout através de um aplicativo em linha de
comando. Trata-se de um script, que faz uso de um aplicativo desenvolvido com base na
API da ferramenta, disponibilizando algoritmos de mineracdo e funcionalidades de trans-
formacdo e visualizacdo de dados. Para utiliz4-lo, informam-se a funcionalidade desejada
€ 0s parametros necessarios para o seu funcionamento. O aplicativo calcula o tempo gasto
durante o processamento e, se configurada a variavel de ambiente HADOOP_HOME, re-

aliza o processamento de forma distribuida.

3.4 Preparacao dos Dados

Os dados analisados neste trabalho sdo provenientes de um sistema de informacgdes
académicas, do Centro de Processamento de Dados (CPD), da Universidade Federal de
Santa Maria (UFSM). Os dados estao em formato Comma-Separated Values (CSV), sendo
referentes a alunos, bolsistas e projetos da institui¢do; empréstimos realizados pelos alu-
nos nas bibliotecas e candidatos a ingressar na UFSM. Dados de identificacdo pessoal
foram embaralhados, para preservar a anonimidade.

Conforme mencionado na se¢do 2.1.3, é necessario pré-processar os dados antes de
executar a minera¢do. Em especial, € necessdrio integrar e transformar os dados, gerando
maiores volumes de informacao para os testes, e possibilitando a correta utilizacdo dos
dados como entrada dos algoritmos de minera¢do implementados pelo Mahout, testados

neste trabalho.
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3.4.1 Integracao

Para a integracdo dos dados, desenvolveram-se aplicativos, em linguagem de pro-
gramacdo Java, que geram um novo conjunto, a partir da juncdo dos dados iniciais.
Realizaram-se juncgdes entre informacdes de alunos e bolsistas, alunos e projetos, alu-
nos e empréstimos e alunos e candidatos. A juncdo foi realizada através de atributos de
relacdo, existentes nas estruturas dos dados.

O algoritmo utilizado para a integracdo dos dados consiste em, dados dois conjuntos
de dados, denominados mestre € escravo, primeiramente, mapear os registros do escravo
através de indices, referentes a cada atributo de relacdo. A figura 3.5 ilustra esse mape-
amento. A partir dai, percorre-se os registros do mestre, verificando, nos indices de atri-
butos de relagdo, quais registros de escravos podem ser integrados ao registro do mestre
analisado. Com isso, gera-se um novo conjunto de dados, cujos registros sio compostos
pelos valores dos registros do mestre, mais os valores dos registros dos escravos relacio-
nados. A listagem A.2 traz o trecho de cddigo que ilustra esse processo de integragao.

O novo conjunto de dados foi gerado em formato CSV. Utilizou-se a biblioteca Java

CSV (DUNWIDDIE, 2006) para a manipulacdo dos conjuntos iniciais de informacoes.

Atr Rel 1 Escravos
1  ) Atr Rel 1 Atr Rel 2 Outros Atr
2 1 2 x|vy]z
2 6 A|B|C
3 M| K|U
) 4 Z|D|L
N
5 AlcC|X
6 . c|0)| 2
Atr Rel 2
] . 3 D|T|U
2 . 4 E|G|W
3
: > N N T|K|L
N

Figura 3.5: Mapeamento de indices utilizado para a integracdo dos dados

3.4.2 Transformacao dos Dados

Algoritmos de minerac@o necessitam que os dados estejam em formato especifico, o
que € valido para a ferramenta Apache Mahout. Algoritmos de agrupamento e classifi-

cacdo necessitam que os dados estejam em formato de vetor n-dimensional de nimeros
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reais, onde n indica o ndmero de atributos utilizados para descrever os objetos no cluster
(The Apache Software Foundation, 2010a). Dessa forma, para a correta execugao do al-
goritmo K-Means, faz-se necessario converter os dados de entrada, que estao no formato
CSYV, para o formato vetorial aceito pela ferramenta.

Apache Mahout oferece trés formas automadticas de transformacdo dos dados para o
formato vetorial, além da possibilidade de criacio manual dos vetores. Em virtude de o
objetivo deste trabalho ndo ser o resultado final da mineragdo, mas o desempenho da fer-
ramenta, optou-se por analisar e selecionar a melhor forma automatizada para criagdao dos
vetores, ao invés de gerd-los manualmente. A seguir sdo descritas as formas automaéticas

de criagdo dos vetores.

A partir de texto, onde os vetores sdo gerados em fun¢do da frequéncia das palavras

presentes em arquivos de texto analisados.

A partir de indice Lucene. Lucene é uma ferramenta para indexagéo e busca em arqui-
vos texto (The Apache Software Foundation, 2010c). Os vetores podem ser gerados
a partir de um indice Lucene, de forma semelhante a criagdo a partir de texto. Leva-

se em consideracdo um atributo de busca do indice.

A partir de arquivos ARFF. Attribute-Relation File Format (ARFF) é o formato de ar-
quivo utilizado pela ferramenta Weka. Trata-se de um arquivo texto que descreve
um conjunto de registros, formados por uma lista de atributos. Um arquivo ARFF
€ composto por um cabecalho, que descreve os atributos, e pelos registros de dados
(ARFF, 2008). Para cada registro, gera-se um vetor. A dimensao dos vetores € a

quantidade de atributos presentes.

Optou-se por adotar a forma de geracdao dos vetores a partir de arquivos ARFF, por
ser a mais apropriada aos tipos de dados analisados. As outras duas formas de criacio de
vetores (a partir de texto e indice Lucene) sdo apropriadas para a mineragdo de arquivos
de texto puro. Foi desenvolvido um aplicativo, em Java, para a transformacao dos dados,
do formato CSV, para o formato ARFF.

Para a execucdo do algoritmo FPGrowth, os arquivos de entrada devem estar em for-
mato texto, onde cada linha é um registro, composto por vérios valores de campos, separa-
dos por algum caractere especial. Dessa forma, desenvolveu-se um aplicativo para trans-

formar os dados do formato CSV para o formato aceito pelo FPGrowth. Basicamente,
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eliminam-se os cabecalhos e substituem-se os delimitadores e separadores de campos, do
arquivo CSV, por algum caractere especial especificado, gerando arquivos compativeis
com o formato esperado pela entrada do algoritmo FPGrowth.

A entrada para os algoritmos de CF consiste em um conjunto de registros, cujas tuplas
sdo formadas por identificador de usudrio, identificador de item e um valor de preferéncia
do usudrio por aquele item. Estes dados devem compor um arquivo CSV, onde cada linha
¢ um registro, e os valores sdo separados por virgula. Para a transforma¢do dos dados
para este formato, desenvolveu-se um aplicativo que recebe, além dos dados dos registros
de entrada, a indicacdo de qual campo € referente ao identificador de usudrio, e qual faz
referéncia ao item. Dessa forma, gera-se um novo arquivo CSV, onde o primeiro campo
de cada registro € o identificador de usudrio, o segundo € o identificador do item, e o

terceiro é a quantidade de vezes que o usudrio estd relacionado aquele item.



4 RESULTADOS

A fim de alcangar os objetivos deste trabalho, investigou-se o desempenho da ferra-
menta Apache Mahout em diferentes ambientes distribuidos, sendo verificado seu fun-
cionamento em méquinas mono e multiprocessadas. Foram analisados trés algoritmos
implementados pela ferramenta, para verificar o comportamento de diferentes classes de
mineracdo disponibilizadas. Os testes foram realizados a partir da inclusdo de nds, ou
aumento da capacidade de processamento, através da alteragdo do numero de tasks de
map/reduce aceitas, ao sistema distribuido, para verificar o comportamento da ferramenta,

em relacdo a escalabilidade.

4.1 Ambientes de Teste

Para a verificacdo do desempenho da ferramenta Apache Mahout, utilizaram-se trés
ambientes de teste. Um deles é composto por maquinas heterogéneas, e os outros dois
sdo clusters de maquinas idénticas. Conforme recomendagao verificada pela se¢do 3.1.2,
utilizaram-se maquinas com plataforma GNU/Linux para realizacio dos testes. A seguir,

s@o descritas as configura¢des de cada ambiente.

Ambiente Heterogéneo. Este ambiente é composto por duas maquinas heterogéneas, co-

nectadas por rede ethernet. As miquinas que compdem este ambiente sao:

Tabela 4.1: Mdquinas - ambiente heterogéneo

Nome Mdéquina Processador Nucleos | Clock | Cache | RAM
Haroldo Intel Xeon E5335 8 2.00GHz | 4AMB | 4GB
Vostro Intel Core 2 Duo CPU T7250 2 2.00GHz | 2MB | 2GB

Neste ambiente, a mdquina Vostro foi definida como mestre, onde se executaram

instancias de NameNode e JobTracker. A méaquina Haroldo foi definida como es-
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cravo, executando instancias de DataNode e TaskTracker. Nesta mdquina, alterou-
se as configura¢des do Apache Hadoop, no arquivo mapred.xml, de forma a suportar
de uma a oito tarefas de map e reduce, possibilitando execu¢des em paralelo, apro-
veitando a quantidade de nucleos disponiveis. Mediram-se os tempos de execucao
com cada uma dessas oito configuragdes, assim como a execugdo local, com a pos-

sibilidade de uso dos oito nucleos.

Cluster Gates. O cluster Gates € composto por 6 maquinas idénticas, interligadas. Trata-
se de um cluster do Laboratério de Alto Desempenho (LAD), da Pontificia Uni-
versidade Catodlica do Rio Grande do Sul (PUCRS). Neste ambiente, alterou-se o
nimero de maquinas testadas, de modo a verificar a escalabilidade em termos de
nimeros de nodos e tempo de execucdo. A configuracdo das maquinas do cluster
Gates € a seguinte: processador AMD Opteron Processor 246, 2.00GHz de clock,
IMB de memoria cache e §GB memoéria RAM.

Cluster Atlantica. O cluster Atlantica é composto por 8 maquinas idénticas, interligadas.
Também faz parte do LAD, da PUCRS. Assim como no cluster Gates, alterou-se
o nimero de maquinas durante a execucdo dos testes no Atlantica. As mdaquinas
deste cluster possuem processador Intel Xeon E5520, 2.27GHz de clock, SMB de

memoria cache e 16GB de memoria RAM.

Para realizar a configuracdo automatica do Apache Hadoop, em ambos os clusters,
desenvolveu-se um script, em linguagem Shell. Dada uma lista de nodos disponiveis para
a realizagdo da computacdo, sdo gerados os arquivos de configuracio descritos na se¢ao
3.1.3.1. O primeiro nodo da lista € definido como mestre, e os demais, como escravos.
Definiu-se que ndo haveria replicacdo de blocos no sistema de arquivos distribuido, ou
seja, ha apenas uma cépia de cada bloco de arquivo no HDFS. A listagem A.1 ilustra o

codigo desse script.

4.2 Casos de Teste e Desempenho

Foram definidos trés casos de teste, nos quais foram executados os algoritmos defini-
dos na se¢do 3.2, em diferentes ambientes distribuidos. Para cada teste de desempenho,
foram realizadas trés execucgdes, sendo informada a média entre elas. A seguir, sdo des-

critos os casos de teste, € os resultados obtidos em cada um deles.
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4.2.1 Casol

No primeiro caso de teste, executou-se o algoritmo K-Means, para o agrupamento
dos dados em 5 clusters, num total de 5 iteracdes maximas. Os dados testados foram
provenientes da integracdo entre as informacdes de alunos com empréstimos, totalizando
508MB em arquivo texto, e 157.6MB no arquivo de vetores correspondente. O arquivo é
formado por 961635 registros, compostos por 45 campos. Os testes foram realizados nos
clusters Gates e Atlantica, sendo realizadas execucdes local, sem utilizacdo do Hadoop, e
distribuida. No Gates, fez-se uso de um a seis nodos, enquanto que, no Atlantica, utilizou-
se de um a oito nodos. Em ambos, fez-se uso de um processador em cada nodo.

A tabela 4.2 traz o resultado da execu¢do do primeiro caso de teste, para a execucao
no cluster Gates. O resultado também estd resumido no grafico da figura 4.1. Percebe-
se que houve ganho de desempenho adicionando-se nodos ao ambiente. O ganho mais
significativo deu-se entre as trés primeiras situacdes, onde se passou da execugdo local
para uma execucao distribuida, com dois e trés nodos. A partir da execu¢do com quatro
nodos, o ganho ndo foi tdo significativo. A curva de aceleracdo, exposta no grafico da
figura 4.1, ilustra a situagdo, estando mais acentuada no inicio, e tendendo a se estabilizar

a partir dos quatro nodos.

Tabela 4.2: Desempenho K-Means - cluster Gates

Numero de Nodos | Tempo de Execu¢do (ms) | Aceleragdao
1 (Local) 399163 1
2 374279 1,0664
3 299217 1,3340
4 276054 1,4459
5 269658 1,4802
6 261492 1,5264

O desempenho obtido pela execugdo no cluster Atlantica, para o primeiro caso de tes-
tes, esta resumida na tabela 4.3 e no grafico da figura 4.3. Percebe-se que houve pequeno
ganho ao adicionar nodos ao ambiente, apesar de a execu¢do com dois nodos ter desem-
penho semelhante a execucgdo local. Até a execu¢do com quatro nodos, houve pequena
melhora, ndo observada em relagdo ao quinto nodo, cujo desempenho foi semelhante
a execugdo com quatro. Com sete e oito nodos, houve ligeira queda no desempenho,
comparadas a execucdo com seis, verificando uma tendéncia de estabilizacdo, o que esta

ilustrado no grafico da aceleragdo, na figura 4.4.
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Figura 4.1: Tempo de execugdo do algoritmo K-Means - cluster Gates (em ms)
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Figura 4.2: Aceleragdo do algoritmo K-Means - cluster Gates

Tabela 4.3: Desempenho K-Means - cluster Atlantica

Numero de Nodos | Tempo de Execucdo (ms) | Aceleragcdo
1 (Local) 207694 1
2 208151 0,9978
3 193547 1,0730
4 189230 1,0975
5 190377 1,0909
6 185176 1,1216
7 194152 1,0697
8 186802 1,1118

4.2.2 Casoll

O segundo caso de teste consistiu na execucao do algoritmo FPGrowth, eliminando

valores de campos com frequéncia menor que 2, verificando os 50 padrdes mais altos.
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Figura 4.3: Tempo de execu¢do do algoritmo K-Means - cluster Atlantica (em ms)
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Figura 4.4: Aceleragdo do algoritmo K-Means - cluster Atlantica

Utilizou-se os dados provenientes da integra¢do dos dados de alunos com candidatos, to-
talizando 6MB em arquivo, com 9984 registros de 52 campos. Os testes foram realizados
no cluster Gates, sendo realizadas execugdes local, sem utilizacdo do Hadoop, e distri-
buida, fazendo uso de dois a seis nodos, utilizando um processador em cada nodo; e no
ambiente heterogéneo, distribuido, variando-se a capacidade de execucao de tasks de map
e reduce entre um e oito, além de uma execucao local, sem utilizacdo do Apache Hadoop.

A tabela 4.4 e o gréfico da figura 4.5 ilustram os resultados obtidos com o segundo
caso de teste, no cluster Gates. Neste caso, verificou-se que o desempenho piorou do
ambiente de execugdo local para o distribuido e que o tempo de execucdo distribuida,
com diferentes nimeros de nodos, foi semelhante. Isso se deve ao fato de que a execucdo,
mesmo no ambiente distribuido, foi realizada de forma sequencial, o que foi verificado

visualizando-se os rastros da execucdo, através da interface Web disponibilizada pelo
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Hadoop. Nesta interface, ilustrada pela figura 4.7, pode-se verificar os jobs e as tasks
que estdo em execu¢do, a cada instante. Assim, os atrasos da comunica¢do e o Onus
trazido pela distribuicdo fisica dos dados, no HDFS, fizeram com que o tempo de execugao
distribuida fosse maior que o tempo de execucdo local. Nao houve grandes diferencas
entre as execucdes distribuidas, o que pode ser visualizado pela curva de aceleracdo, na

figura 4.6, que € praticamente constante.

Tabela 4.4: Desempenho FPGrowth - cluster Gates

Numero de Nodos | Tempo de Execucdo (ms) | Aceleragcdao
1 (Local) 2391794 1
2 2553442 0,9366
3 2551015 0,9375
4 2515010 0,9510
5 2574364 0,9290
6 2565894 0,9321
3000000
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Figura 4.5: Tempo de execug¢do do algoritmo FPGrowth - cluster Gates (em ms)

Os resultados obtidos pela execu¢@o do segundo caso de teste, no ambiente hetero-
géneo, estdo resumidos pela tabela 4.5 e pelo grafico da figura 4.8. Verificou-se que,
assim como no cluster Gates, nao houve diferengas na execugao distribuida do algoritmo,
mesmo variando-se o nimero de tarefas de map e reduce suportadas, visto que a execucao
foi feita de forma sequencial. Com isso, o desempenho local foi superior aos desempe-
nhos das execugdes distribuidas. A curva de aceleracdo das execugdes distribuidas, na
figura 4.9, ilustra a baixa variacdo de tempo das execucdes com diferentes ndmeros de

tarefas de map/reduce suportadas.
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Figura 4.6: Aceleracdo do algoritmo FPGrowth - cluster Gates

File Edit View History Bookmarks Tools Help

ﬁ v e @ | [®) | hitp:/flocalhost:50060/tasktrackerjsp ~

| [@] tracker_apereira:localhost/127.0...| &F ~

Version: 0.20.2, r911707 =

Compiled: Fri Feb 19 08:07:34 UTC 2010 by chrisdo
Running tasks
‘ Task Attempts ‘ Status | Progress | Errors
|attempt 201012161523 0001 r 000000 0| RUNNING |0,00% |
Non-Running Tasks
| Task Attempts | Status
| attempt 201012161523 0001 m 000000 0 | SUCCEEDED
Tasks from Running Jobs
| Task Attempts ‘ Status | Progress | Errors i
|attempt 201012161523 0001 r 000000 0 |[RUNNING  |0,00% |

|attempt 201012161523 0001 m 000000 0 | SUCCEEDED |100,00% |

Done

Figura 4.7: Interface Hadoop - Tasktracker

4.2.3 CasoIIl

O terceiro caso de teste consistiu na aplicacdo do algoritmo de cdlculo de similaridade
de itens, utilizando a classe de similaridade "COOCCURRENCE", limitando o nimero
de itens similares entre si a 50. Utilizou-se como entrada os dados referentes aos emprés-
timos de alunos na biblioteca, cujo arquivo original possui 78.5MB, e o arquivo gerado

pela transformagdao, 6MB. O arquivo € formado por 424844 registros, com 3 campos



Tabela 4.5: Desempenho FPGrowth - ambiente heterogéneo

N° de Tasks Suportadas | Tempo de Execugdo (ms) | Aceleragdo

1 2067429 1
2 2066970 1,0002
3 2113763 0,9780
4 2074813 0,9964
5 2066942 1,0002
6 2073745 0,9969
7 2104256 0,9824
8 2065882 1,0007

8 (Local) 1935254 #
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Figura 4.8: Tempo de execug¢do do algoritmo FPGrowth - ambiente heterogéneo (em ms)
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Figura 4.9: Aceleracdo do algoritmo FPGrowth - ambiente heterogéneo

cada. Realizaram-se testes nos clusters Atlantica e Gates, e no ambiente heterogéneo, ha-

vendo execugdo local, sem configuragdo do Hadoop, e execugdes distribuidas. No cluster

Atlantica, utilizou-se de um a oito nodos; no Gates, de um a seis. Em ambas execugdes,
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utilizou-se um processador por nodo. No ambiente heterogéneo, variou-se a capacidade
de execucdo de tasks de map e reduce, de forma a suportar de uma a oito tarefas de cada
tipo (map ou reduce).

Os resultados obtidos com as execugdes do terceiro caso de teste, no cluster Atlantica,
estdo ilustrados na tabela 4.6 e no grafico da figura 4.10. Percebeu-se que a execugdo local
deste algoritmo foi mais rdpida que a execucao distribuida, o que pode ter acontecido em
virtude da relativa baixa quantidade de dados analisada. Com relacdo ao processamento
distribuido, pode-se verificar que houve ganho de desempenho até as execu¢des com cinco
nodos. As maiores diferencas de ganho estdo entre as execucdes com dois, trés e quatro
nodos. Entre quatro e cinco, nao houve diferenca significativa na execucdo. Entre cinco e
seis, houve ganho de desempenho, que nio foi observado com a execucdo nos ambientes
com sete e oito mdquinas, comparados com a execugao com seis. O gréfico de aceleracio,

ilustrado na figura 4.11, mostra essa situacao.

Tabela 4.6: Desempenho célculo de similaridade de itens - cluster Atlantica

Nuimero de Nodos | Tempo de Execucdo (ms) | Aceleragcdao
1 (Local) 564605 1
2 756292 0,7465
3 699585 0,8070
4 652646 0,8651
5 656677 0,8597
6 628270 0,8986
7 624400 0,9042
8 629413 0,8970

800000

700000 -

600000 -
500000 -
400000 -
300000 - T T T T T T T

Local 1 escravo 2 escravos 3 escravos 4 escravos 5 escravos 6 escravos 7 escravos

Figura 4.10: Tempo de execug¢do do algoritmo de cédlculo de similaridade de itens - cluster
Atlantica (em ms)



48
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Figura 4.11: Aceleracdo do algoritmo de cdlculo de similaridade de itens - cluster Atlan-
tica

Para o cluster Gates, o desempenho estd ilustrado pela tabela 4.7 e pelo grafico da
figura 4.12. Verificou-se que o desempenho da execucao distribuida, entre dois a quatro
nodos, foi pior que a execugdo local, havendo melhora do desempenho relativo entre eles.
Com cinco nodos, o desempenho foi equivalente a execucao local, e, com seis, teve-se
ligeira melhora. A curva de aceleragdo, na figura 4.13, mostra essa queda de desempenho

inicial, no ambiente distribuido, e a crescente melhora.

Tabela 4.7: Desempenho célculo de similaridade de itens - cluster Gates

Nimero de Nodos | Tempo de Execucdo (ms) | Aceleracao
1 (Local) 1032848 1
2 1209943 0,8536
3 1118437 0,9234
4 1044602 0,9887
5 1027764 1,0049
6 985982 1,0475

A tabela 4.8 e o gréfico da figura 4.14 ilustram os resultados obtidos pela execucao
do terceiro caso de teste, no ambiente heterogéneo. Verificou-se ganho de desempenho,
relativo ao aumento da capacidade de execucdo de tarefas de map/reduce e, consequen-
temente, uso de vérios nucleos para o processamento. Os ganhos foram obtidos até a
defini¢do de cinco tarefas. A partir da execu¢do com seis, o desempenho manteve-se
constante, o que pode ser visto na curva do grifico de aceleracdo, que compara as execu-
coes distribuidas, na figura 4.15. Ainda assim, a execucao distribuida, com capacidade de

execucao de oito tarefas, foi 14% mais lenta que a execugdo local. Isso deve ser observado
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Figura 4.12: Tempo de execug¢do do algoritmo de cédlculo de similaridade de itens - cluster

Gates (em ms)
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Figura 4.13: Aceleracdo do algoritmo de calculo de similaridade de itens - cluster Gates

em virtude do custo da comunicacgdo e transferéncia dos dados.

Tabela 4.8: Desempenho célculo de similaridade de itens - ambiente heterogéneo

N° de Tasks Suportadas | Tempo de Execugdo (ms) | Aceleragdo

1 1420529 1
2 1183433 1,2003
3 1092270 1,3005
4 1072038 1,3250
5 1028090 1,3817
6 1025862 1,3847
7 1033030 1,3751
8 1037381 1,3693

8 (Local) 909959 #
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Figura 4.14: Tempo de execucao do algoritmo de calculo de similaridade de itens - ambi-
ente heterogéneo (em ms)
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Figura 4.15: Aceleracdo do algoritmo de célculo de similaridade de itens - ambiente
heterogéneo - execucdes distribuidas

4.3 Avaliacao dos Resultados

A partir dos desempenhos obtidos pela execucdo dos trés casos de teste delimitados,
verificou-se que a ferramenta Apache Mahout possui comportamentos diferenciados para
os algoritmos analisados, K-Means, FPGrowth e célculo de similaridade de itens, bem
como em relacdo ao poder de processamento do ambiente utilizado. A execuc¢do do al-
goritmo K-Means, no primeiro caso de teste, mostrou um ganho mais significativo no
acréscimo de maquinas ao ambiente de processamento do cluster Gates, se comparado
com o Atlantica, sendo que os nodos do primeiro possuem um poder de processamento
menor que os do segundo. Neste caso, a execugdo local foi pior que as execucdes distri-

buidas, nos dois clusters, apesar de as diferencas no desempenho terem sido menores no
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Atlantica que no Gates.

Pode-se verificar que o algoritmo FPGrowth, implementado pela ferramenta, nao faz
uso da paralelidade e escalabilidade oferecidas pelo modelo de programacao MapReduce.
O segundo caso de teste ilustra essa situagdo, pois nao houve diferencas entre as execucoes
distribuidas, com diferentes nimeros de nodos, ou entre as execugdes com diferentes
capacidades de processamento, em uma maquina com mais de um nucleo. Verificou-se
que o algoritmo FPGrowth tem uma execu¢do sequencial, uma vez que apenas uma task
de map, ou reduce, é langada pelo JobTracker por vez, sendo escalonada em qualquer um
dos nodos disponiveis.

Também visualizou-se situacdes onde a execucao local foi mais vantajosa que a dis-
tribuida, em termos de desempenho. O terceiro caso de teste, com a execucdo do algo-
ritmo de cdlculo de similaridade de itens, mostra isso. Essa situacdo pode ter ocorrido
em virtude da pequena quantidade de dados analisada, onde o custo para a distribuicao
das tarefas e manuten¢ao dos dados, no HDFS, acabam sendo superiores ao beneficio da
execucao distribuida.

Com excecdo do segundo caso de teste, onde a execucao foi realizada de forma se-
quencial, pode-se verificar que houve um comportamento de escalabilidade da ferramenta,
ao adicionar-se nodos ou aumentar a capacidade de processamento em ambientes multi-
processados. Essa escalabilidade tem um limite, o que foi verificado pelos resultados ob-
tidos nos casos de teste I e III. Além disso, pode-se verificar que € possivel tirar proveito
do uso de mdquinas com mais de um ntcleo, alterando-se as configuracdes do Apache
Hadoop. O terceiro caso de teste, quando executado no ambiente heterogéneo, mostra
esta situacdo.

Apesar de a andlise dos resultados da mineragao fugir do escopo deste trabalho, pode-
se observar que, para algoritmos de agrupamento e, consequentemente, classificacdo, o
formato de vetores utilizado dificulta a visualizagdo dos resultados obtidos. As informa-
coes analisadas que, muitas vezes, sao oriundas de bases de dados, devem ser transfor-
madas para um formato de vetores, cujos campos sdo formados por nimeros de ponto
flutuante. Embora haja formas autométicas de conversdo dos arquivos para este formato
vetorial, ndo se encontraram formas de conversdo dos vetores resultantes e, consequente-

mente, do resultado obtido, para o formato inicial.



5 CONCLUSAO

Este trabalho apresentou uma andlise de desempenho do Apache Mahout, para a mine-
racdo de dados distribuida e escaldvel, utilizando o modelo de programac¢do MapReduce.
Conjuntos de dados, provenientes do sistema de informacdes académicas de alunos da
UFSM, foram preparados para serem investigados pela ferramenta. Selecionaram-se trés
algoritmos, K-Means, FPGrowth e caculo de similaridade de itens, para a realizacdo dos
testes. Realizaram-se testes em trés ambientes distintos, um deles composto por duas
maquinas heterogéneas, e os outros sendo clusters com diferentes capacidadedes de pro-
cessamento. Verificou-se o comportamento de escalabilidade da ferramenta, em relacao
ao desempenho obtido com o aumento do niimero de maquinas disponiveis, e variacdo da
capacidade de processamento, em méaquinas multiprocessadas.

Verificou-se que os algoritmos K-Means e de cdlculo de similaridade de itens, im-
plementados pela ferramenta, sdo capazes de tirar proveito de uma execucao distribuida.
Também observou-se ser possivel utilizar-se maquinas com varios nucleos de processa-
mento para aumentar o desempenho da execucdo destes algoritmos. Identificou-se um
comportamento de escalabilidade neles, embora em pequena escala, devido a pequena
quantidade de maquinas disponiveis para o processamento, € ao tamanho dos dados. Para
os dois algoritmos, os ganhos, ao adicionar-se nodos ao processamento, foram mais sig-
nificativos em um ambiente formado por maquinas com menor poder de processamento.
Para o K-Means, as execugdes distribuidas obtiveram melhor desempenho que as centra-
lizadas, o que ndo foi visualizado, em geral, para o célculo de similaridade de itens, pro-
vavelmente em virtude da menor quantidade de dados analisada. Encontrou-se, também,
situacdo onde a execucgdo € realizada de forma sequencial, com o algoritmo FPGrowth.
Embora faca uso do modelo MapReduce, a execu¢ao sequencial do FPGrowth torna indi-

ferente a quantidade de nds, ou nucleos, disponiveis para o processamento, uma vez que
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ele ndo aproveita a paralelidade e escalabilidade promovidas por este modelo.

A ferramenta Apache Mahout € uma solu¢do recente para mineragcdo de dados distri-
buida. A falta de testes do comportamento desta ferramenta torna vélido este trabalho, que
tem como contribui¢do a exposi¢do do comportamento da ferramenta, para a mineragao
de um conjunto real de dados, em diferentes ambientes distribuidos.

Como trabalhos futuros, sugere-se uma investigacao da ferramenta em ambientes onde
haja a disponibilidade de um nimero maior de maquinas, € com uma quantidade maior
de dados. Também pode-se investigar o desempenho da ferramenta em outros tipos de

sistemas distribuidos, como em um ambiente de computacdo em nuvem.



54

REFERENCIAS

ARFF. Attribute-Relation File Format (ARFF). Disponivel em: http://www.cs.

walkato.ac.nz/~ml/weka/arff.html. Acesso em: novembro de 2010.

BERNARDI Elder. Uma Arquitetura para Suporte 2 Mineracio de Dados Paralela
e Distribuida em Ambientes de Computacio de Alto Desempenho. 2010. Dissertacdo

(Mestrado) — Pontificia Universidade Catdlica do Rio Grande do Sul.

BERRY, M. J.; LINOFF, G. S. Data Mining Techniques: for marketing, sales, and cus-

tomer relationship management. [S.1.: s.n.], 2004.

BORGELT, C. An implementation of the FP-growth algorithm. In: OSDM ’05: PROCE-
EDINGS OF THE 1ST INTERNATIONAL WORKSHOP ON OPEN SOURCE DATA
MINING, 2005, New York, NY, USA. Anais... ACM, 2005. p.1-5.

CELIS, S.; MUSICANT, D. R. Weka-Parallel: machine learning in parallel. [S.1.]: Car-
leton College, CS TR, 2002.

COULOURIS, G.; DOLLIMORE, J.; TIM, K. Distributed Systems - Concepts and
Design. 3.ed. [S.1.: s.n.], 2000.

DATA MINING, C. I. S. P. for. CRISP-DM - Home. Disponivel em: http://www.

crisp—-dm.org/ Acesso em: setembro de 2010.

DUNWIDDIE, B. Java CSV Library. Disponivel em: http://sourceforge.

net/projects/javacsv/. Acesso em: novembro de 2010.

FAYYAD, U. M.; PIATETSKY-SHAPIRO, G.; SMYTH, P. From data mining to kno-
wledge discovery: an overview. Advances in knowledge discovery and data mining,

Menlo Park, CA, USA, p.1-34, 1996.



55

GLOBUS. Welcome to the Globus Toolkit Homepage. Disponivel em: http://www.

globus.org/toolkit/. Acesso em: setembro de 2010.
HAN, J.; KAMBER, M. Data Mining: concepts and techniques. [S.1.: s.n.], 2006.

HAN, J.; PEL J.; YIN, Y.; MAO, R. Mining Frequent Patterns without Candidate Ge-
neration: a frequent-pattern tree approach. Data Mining and Knowledge Discovery,

Hingham, MA, USA, v.8, n.1, p.53—-87, January 2004.
HAND, D.; MANNILA, H.; SMYTH, P. Principles of Data Mining. [S.1.: s.n.], 2001.

INGERSOLL, G. Introducing Apache Mahout. Disponivel em: http://www.ibm.
com/developerworks/java/library/j-mahout/. Acesso em: novembro de

2010.

KARGUPTA, H.; BYUNG-HOON; HERSHBERGER, D.; JOHNSON, E. Collective
Data Mining: a new perspective toward distributed data analysis. In: ADVANCES IN
DISTRIBUTED AND PARALLEL KNOWLEDGE DISCOVERY, 1999. Anais... AA-
AI/MIT Press, 1999. p.133-184.

KHOUSSAINOV, R.; ZUO, X.; KUSHMERICK, N. Grid-enabled Weka: a toolkit for
machine learning on the grid. [S.l.]: University College Dublin, Irland, 2004.

LAROSE, D. T. Discovering Knowledge in Data: an introduction to data mining.
[S.1.: s.n.], 2005.

PEREZ, M. S.; SANCHEZ, A.; ROBLES, V.; HERRERO, P.;; PENA, J. M. Design and
implementation of a data mining grid-aware architecture. Future Gener. Comput. Syst.,

Amsterdam, The Netherlands, The Netherlands, v.23, n.1, p.42-47, 2007.

PETER, B.; ALEXANDER, W.; IVAN, J.; TIOA, A. M. GridMiner: a framework for
knowledge discovery on the grid - from a vision to design and implementation. In: CRA-

COW GRID WORKSHOP, 2004, Cracow, Poland. Proceedings... [S.1.: s.n.], 2004.

SARWAR, B.; KARYPIS, G.; KONSTAN, J.; REIDL, J. Item-based collaborative filte-
ring recommendation algorithms. In: WORLD WIDE WEB, 10., 2001, New York, NY,
USA. Proceedings... ACM, 2001. p.285-295. (WWW °01).



56

SHEARER, C. The CRISP-DM Model: the new blueprint for data mining. Journal of
Data Warehousing, [S.1.], v.5, n.4, 2000.

SMALL, R. D.; EDELSTEIN, H. A. Scalable data mining. Building, using, and mana-
ging the data warehouse, Upper Saddle River, NJ, USA, p.151-172, 1997.

TALIA, D.; TRUNFIO, P.; VERTA, O. Weka4WS: a wsrfenabled weka toolkit for dis-
tributed data mining on grids. In: EUROPEAN CONFERENCE ON PRINCIPLES AND
PRACTICE OF KNOWLEDGE DISCOVERY IN DATABASES (PKDD 2005, 9., 2005.
Proceedings. .. Springer-Verlag, 2005. p.309-320.

The Apache Software Foundation. Welcome to Hadoop MapReduce! Disponivel em:

http://hadoop.apache.org/mapreduce/ Acesso em: setembro de 2010.

The Apache Software Foundation. Welcome to Apache Hadoop! Disponivel em:

http://hadoop.apache.org Acesso em: setembro de 2010.

The Apache Software Foundation. Welcome to Hadoop Distributed File System! Dis-

ponivel em: http://hadoop.apache.org/hdfs/ Acesso em: setembro de 2010.

The Apache Software Foundation. Apache Mahout:: scalable machine-learning and
data-mining library. Disponivel em: http://mahout.apache.org/ Acesso em:

setembro de 2010.

The Apache Software Foundation. Parallel Frequent Pattern Mining - Apache Mahout
- Apache Software Foundation. Disponivel em: https://cwiki.apache.org/
confluence/display/MAHOUT/Parallel+Frequent+Pattern+Mining.

Acesso em: novembro de 2010.

The Apache Software Foundation. Apache Lucene - Overview. Disponivel em: http:

//lucene.apache.org. Acesso em: novembro de 2010.

WEGENER, D.; MOCK, M.; ADRANALE, D.; WROBEL, S. Toolkit-Based High-
Performance Data Mining of Large Data on MapReduce Clusters. Data Mining
Workshops, International Conference on, Los Alamitos, CA, USA, v.0, p.296-301,
20009.

WHITE, T. Hadoop: the definitive guide. [S.1.: s.n.], 2009.



APENDICE A CODIGOS FONTE

Listing A.1: Script para Configuracdo do Hadoop
#!/bin/bash

# recupera lista dos nodos disponiveis

NODOS=$(cat $SPBS_NODEFILE)

# diretorio do hadoop
HADOQOP_DIR="/home/adriano.pereira’hadoop—gates"
# path dos nodos escravos
SLAVES_DIR="$HADOOP_DIR/conf/slaves"

# path do nodo mestre
MASTERS_DIR="$HADOOP_DIR/conf/masters"

# path da configuracao do map—reduce
MAPREDUCE_DIR="$HADOOP_DIR/conf/mapred—site.xm]"
# path de configuracao do numero de blocos
BLOCK_DIR="$HADOOP_DIR/conf/hdfs—site.xml"
# path de configuracao do HDFS
HDFS_DIR="$HADOOP_DIR/conf/core—site.xml"

# diretorio de logs
LOGS_DIR="$HADOOP_DIR/logs"

# 1é todos os nodos para um vetor

=0

for LINHA in $NODOS; do
SLAVES[$I]=$LINHA
I=$[$1+1]

done

MASTER=${SLAVES[0]}

# escreve nodos escravos

cat > $SLAVES_DIR << END

‘I=1

for SLAVE in ${SLAVES[@]} ; do
echo ${SLAVES[$1]}
[=$[$1+1]

done*

END

# primeiro nodo sempre é o mestre



echo SMASTER > $MASTERS_DIR

# edita arquivo de configuracao do HDFS (namenode)
cat > SHDFS_DIR << END
<?xml version="1.0"7>
<?7xml—stylesheet type="text/xsl" href="configuration.xsl"?>
<configuration>
<property>
<name>fs.default.name</name>
<value>hdfs://$MASTER:55000</value>
</property>
</configuration>
END

# edita arquivo de configuracao do numero de blocos replicados (namenodes)
cat > $BLOCK_DIR << END
<?xml version="1.0"?>
<?xml—stylesheet type="text/xsl" href="configuration.xsl"?>
<configuration>
<property>
<name>dfs.replication</name>
<value>1</value>
</property>
<property>
<name>dfs.name.dir</name>
<value>/tmp/namenode</value>
</property>
<property>
<name>dfs.data.dir</name>
<value>/tmp/datanode</value>
</property>
</configuration>
END

cat > SMAPREDUCE_DIR << END
<?xml version="1.0"7>
<7xml—stylesheet type="text/xsl" href="configuration.xsl"?>
<configuration>
<property>
<name>mapred.job.tracker</name>
<value>$MASTER:5431 1</value>
</property>
</configuration>
END

# acessa cada nodo e exclui arquivos temporarios
rm —f $SLOGS_DIR/x
for NODO in $NODOS; do
echo $SNODO
ssh $NODO "rm_,—rf_/tmp/x;_exit"
done
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# acessa o no mestre e inicia o HDFS e o MapReduce
ssh SMASTER "$HADOOP_DIR/bin/hadoop_namenode_,—format; $HADOOP_DIR/bin/start
—dfs.sh; $SHADOOP_DIR/bin/start—mapred.sh;_exit"

Listing A.2: Trecho de Cédigo da Integragdo de Registros

// Para cada registro no mestre
while (readMaster.readRecord()) {
/] Registros do escravo que estdo relacionados com o registro do mestre em questao
indexSlaves = new Vector<Integer>();
valuesMaster = readMaster.getValues();
// Para cada atributo em comum
cmSize = commomAttr.size();
for (i=0;1< cmSize; i++) {
hash = index[i];
// Recupera o valor do atributo no registro do mestre
attrValue = readMaster.get(commomAttr.get(i));
// Recupera os indices dos registros nos escravos que contém o mesmo campo
vAux = hash.get(attrValue);
if (VAux !=null) {
/I Adiciona no vetor de indice dos registros de escravos para esse registro mestre, se
ainda ndo estiver 14
for (Integer in : vAux) {
if (!indexSlaves.contains(in)) {
indexSlaves.add(in);

}

}
}
/I Acessa todos os registros escravos e imprime arquivo de saida
for (Integer inSlave : indexSlaves) {
vmSize = valuesMaster.length;
for (k = 0; k < valuesMaster.length; k++) {
/I Escreve no arquivo de saida, caso ndo seja um campo em comum
if (\commomAttr.contains(readMaster.getHeader(k))) {
fileOut.write(TQUAL + valuesMaster[k] + TQUAL);
fileOut.write(DELIMITER);
}
}

/] Escreve valores do escravo

valuesSlave = regSlaves.get(inSlave);

vsSize = valuesSlave.length;

for (1=0;1< vsSize; 1++) {
fileOut.write(TQUAL + valuesSlave[l] + TQUAL);
if (1 + 1 < valuesSlave.length) {

fileOut.write(DELIMITER);

}

}
fileOut.write("\n");



