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RESUMO

Dissertacdo de Mestrado
Programa de P6s-Graduagdo em Engenharia de Producgao
Universidade Federal de Santa Maria

MODELO BETA AUTORREGRESSIVO DE MEDIAS MOVEIS: CRITERIOS DE
SELECAO E APLICACOES
AUTORA: RENATA ROJAS GUERRA
ORIENTADOR: FABIO MARIANO BAYER
Local da Defesa e Data: Santa Maria, 27 de fevereiro de 2015.

A modelagem e a previsao de séries temporais € um campo de ampla aplicabilidade em
diversas dreas cientificas e tecnoldgicas. No ambito especifico de varidveis restritas ao intervalo
(0,1), como taxas e proporgdes, a utilizacdo de modelos cldssicos, que supdem normalidade
da varidvel de interesse, pode ndo ser adequada. Neste contexto, Rocha e Cribari-Neto (2009)
propuseram o modelo beta autorregressivo de médias méveis (BARMA). Por assumir que a va-
ridvel de interesse possui distribui¢do beta, que € uma distribui¢cdo mais flexivel que a normal
e com suporte restrito ao intervalo (0, 1), o SARMA possibilita modelagens e previsdes mais
condizentes com a natureza desses dados. Contudo, apenas a escolha do modelo paramétrico
mais adequado ndo garante a acurdcia do modelo ajustado. A identificacdo das defasagens a se-
rem incluidas também exerce um papel de relevancia neste sentido. E neste propésito que foram
desenvolvidos os critérios de selecdo de modelos, ou critérios de informacao. Estes comparam
as capacidades de explicacao entre um grupo de modelos candidatos e selecionam, dentro deste
grupo, o modelo que minimiza a perda de informacdes. Diante do exposto, este trabalho tem o
objetivo de avaliar, via simula¢des de Monte Carlo, o desempenho de diferentes critérios de se-
lecdo no modelo SARMA. Por meio de um extenso estudo de simulagao, considerando diversos
cendrios e tamanhos amostrais, foram avaliados os desempenhos em amostras de tamanho finito
dos critérios AIC, BIC, HQ, AICc, BICc e HQc. Como resultados numéricos gerais, destaca-se
que os critérios HQ, BICc e HQc foram os que alcancaram os melhores niveis de identifica-
cdo do modelo verdadeiro. Utilizando os critérios de sele¢do sugeridos no estudo de simulagdo
também foram ajustados modelos SARMA a dados reais. Para isso, foram considerados o in-
dice de inadimpléncia de crédito e a relacdo entre o crédito consignado e o crédito total pessoa
fisica, ambos do Sistema Financeiro Nacional. Também foram ajustados os classicos modelos
ARIMA comparativamente ao modelo SARMA na realizacdo de previsdes e posterior compa-
racao entre os resultados de ambas as aplicacdes. Para as duas varidveis ha um grau razodvel de
proximidade entre os dados originais e previstos, com superioridade do SARMA tanto dentro
quanto fora do conjunto de observacgdes utilizado para estimacdo dos modelos.

Palavras-chave: Crédito consignado. Critérios de selecdo de modelos. Inadimpléncia de cré-
dito. Modelo SARMA. Simulacido de Monte Carlo.
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Time series modeling and forecasting has many applicability in scientific and techno-
logical researchs. Specifically about variables restricted to the interval (0, 1), which includes
rates and proportions, the classical regression models could not be suitable because they assume
normality. In this context, Rocha and Cribari-Neto (2009) proposed the beta autoregressive
moving average (3ARMA) model. It admits that the variable of interest is beta distributed. The
beta distribution is more flexible than the normal distribution and also assumes that de depen-
dent variable is restricted to the interval (0, 1). Through SARMA is possible to obtain results
closer to the nature of the data. But just choose the better parametric model does not guarantee
the accuracy of the fitted model. To identify the lags is also relevant to ensure the accuracy of
the adjusted model. It is in this purpose that the model selection criteria, or information crite-
ria, were developed. They compare the explanatory capacity of a group of models and select,
among this group, the model which minimizes the information loss. In this context, this paper
aims to evaluate by Monte Carlo simulations the performance of different selection criteria in
BARMA model. Considering several scenarios and sample sizes, the selection criteria evaluated
was AIC, BIC, HQ, AICc, BICc and HQc. The results indicate that BICc, HQ and HQc had the
better performance identifying the true model among the candidate models. Using the selection
criteria indicated by the simulation study, were also adjusted SARMA models to real data. It
were considered the credit delinquency and the relationship between payroll loan and individual
credit, both variables are from national financial system. It was adjusted the classical ARIMA
models too. This models were compared with SARMA in applications. For both variables was
found a reasonable proximity between the original data and the predicted by the models, with
advantage for SARMA, as much inside as outside the sample.

Keywords: SARMA model. Credit delinquency. Model selection criteria. Monte Carlo Simu-
lation. Payroll loan.
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1 INTRODUCAO

Modelos estatisticos que supdem normalidade dos dados, como o modelo de regres-
sdo linear (GUJARATI; PORTER, 2011) e os modelos autorregressivos, integrados e de médias
moveis (ARIMA) (BOX; JENKINS, 1976), sao amplamente utilizados em diversas dreas cienti-
ficas e tecnoldgicas, especialmente em aplicacdes empiricas no campo da engenharia de produ-
cdo (EDIGER; AKAR, 2007; BABAI et al., 2013; RAMOS; SANTOS; REBELO, 2015). Den-
tre esta variada gama de aplicacOes, a taxa de desemprego (VICENTE; LOPEZ-MENENDEZ;
PEREZ, 2015), utilizacdo de capacidade produtiva (CASARIN; DALLA VALLE; LEINSEN,
2012), propor¢ao de participacdo de um produto no mercado e indice de inadimpléncia (LOU-
Z1IS; VOULDIS; METAXAS, 2012) sdo destacaveis como exemplos de varidveis duplamente
limitadas comumente modeladas. Entretanto, quando a varidvel de interesse estd contida no
intervalo (0, 1), como nestes dltimos casos, a utilizacdo de modelos cldssicos que supdem nor-
malidade muitas vezes torna-se inapropriada, uma vez que este pode predizer valores da varidvel
resposta fora do intervalo unitdrio padrao (CRIBARI-NETO; ZEILEIS, 2010).

Uma das solu¢des mais utilizadas para corrigir este problema € a transformacao da varia-
vel resposta. Todavia, este procedimento dificulta a interpretacdo dos parametros estimados em
relacdo a varidvel original e ndo considera as possiveis assimetrias dos dados (BAYER, 2011).
Assim, no intuito de dirimir os prejuizos acarretados por esta problemadtica, Ferrari e Cribari-
Neto (2004) propuseram o modelo de regressdo beta. Este considera que a varidvel resposta de
interesse possui distribuicdo beta e, com isso, permite uma modelagem mais adequada a dados
do tipo taxas e propor¢des que sdo restritas a intervalos duplamente limitados. Seguindo esta
linha, Rocha e Cribari-Neto (2009) introduziram o modelo beta autorregressivo de médias moé-
veis (SARMA). Este consiste em uma extensdo do modelo de regressdo beta para previsdes de
séries temporais e tem forma semelhante aos modelos ARIMA (BOX; JENKINS, 1976). Po-
rém, em contraponto com o0 ARIMA, que supde normalidade dos dados, o SARMA assume que
a variavel de interesse possui distribui¢io beta, sendo ttil para modelagem e previsao de séries
temporais que assumem valores no intervalo (0, 1).

Neste contexto, hd um crescente interesse no estudo de extensdes, melhoramentos e apli-
cacoes desses modelos que assumem distribui¢io beta para a varidvel de interesse. Cribari-Neto
e Zeileis (2010) apresentam a modelagem de regressao beta no sistema R (R Core Team, 2013).

Ainda para o modelo de regressdo beta, ha trabalhos que abordam melhoramentos inferenci-
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ais (OSPINA; CRIBARI-NETO; VASCONCELOS KLAUS, 2006; BAYER; CRIBARI-NETO,
2013), modelagens e generalizacdes (SIMAS; SOUZA; ROCHA, 2010; OSPINA; FERRAR]I,
2011; PEREIRA, 2010), técnicas de diagnodstico (ESPINHEIRA; FERRARI; CRIBARI-NETO,
2008a,b) e aplicacoes (SILVA; SOUZA, 2014; ALMEIDA; SOUZA, 2015). No ambito de sé-
ries temporais, Amisano e Casarin (2007), Billio e Casarin (2011) e Casarin, Dalla Vale e
Leinsen (2012), utilizam abordagens bayesianas para realizar inferéncias em processos beta au-
toregressivos (SAR) de primeira ordem. Guolo e Varin (2014) também contribuem para o tema
ao modelar a incidéncia do virus da gripe no Canadd por meio de uma cépula gaussiana com
matriz de correlagdo correspondente a processos autorregressivos e de médias moveis com dis-
tribui¢do beta. Essas sdo algumas das principais inovagdes em termos de modelos de previsdao
em séries temporais que assumem distribui¢do beta. Entretanto, hd um campo consideravel de
estudos a serem desenvolvidos em termos do SARMA, principalmente no ambito de pesquisas
metodoldgicas.

Dentre os tépicos em destaque, cabe ressaltar a proposi¢do, a utilizagdo e a avaliagdo de
critérios de selecdo de modelos. Torres (2005), Bayer (2011) e Bayer e Cribari-Neto (2015a;
2015b), que realizam tal andlise no contexto de regressao beta, ressaltam que o processo de
escolha do conjunto de covaridveis tteis a partir de um conjunto mais amplo de regressores
¢ parte reconhecidamente fundamental do processo de modelagem e constitui uma constante
preocupacdo dos pesquisadores. Desta forma, este € um tema recorrente também em outras
classes de modelos (HANNAN; QUINN, 1979; PAN, 2001; KLETTING; GLATTING, 2009;
MARHUENDA; MORALES; PARDO, 2014) e em pequenas amostras (ISHIGURO; SAKA-
MOTO; KITAGAWA, 1997; BENGTSSON; CAVANAUGH, 2006; SEGHOUANE, 2010).

O importante papel dos critérios de selecao de modelos € ainda mais evidente ao se tratar
de modelos compostos por termos autorregressivos € de médias moveis. Conforme Gujarati
e Porter (2011), estes tipos de modelos sdo por vezes denominados ateoréticos pois ndo sao
derivados de nenhuma teoria econdmica. Estes utilizam procedimentos predominantemente
estatisticos, como os critérios de sele¢do, para determinar a ordem de defasagens dos termos
autorregressivos e de médias méveis do modelo.

Diante do exposto, insere-se o seguinte questionamento: como selecionar a ordem de de-
fasagens que propiciard o melhor balanceamento entre a complexidade e capacidade explicativa
nos modelos FARMA? Para responder a essa pergunta serdo avaliados, por meio de um estudo

de simulacdo de Monte Carlo, critérios de selecao de modelos originalmente desenvolvidos para
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regressao linear, modelos autorregressivos e modelos lineares generalizados (MLG) (MCCUL-
LAGH; NELDER, 1989), os quais podem ser diretamente estendidos aos modelos SARMA.
Além disso, também serdo apresentadas aplicagdes do SARMA e dos critérios de selecao em
séries temporais relacionadas ao volume de crédito do Sistema Financeiro Nacional (SFN).

No intuito de realizar previsdes mais acuradas, serdo considerados comparativamente os
modelos SARMA e ARIMA para a previsdo do comportamento destas séries temporais reais.
Com isso, torna-se possivel verificar se as proje¢des obtidas através do SARMA s@o mais acu-
radas que as obtidas por meio de modelos ARIMA. As varidveis utilizadas nas aplicacdes sdo o
indice de inadimpléncia do total de crédito disponivel e a relagdo entre o crédito consignado e o
crédito total pessoa fisica, ambos para o SFN. A escolha destas séries temporais é embasada em
seus importantes papéis na dindmica de crédito do pais e, por conseguinte, no desenvolvimento

da economia brasileira (ALMEIDA, 2013).

1.1 Justificativa

A construcao de projecdes eficazes para o comportamento de séries temporais € de suma
importancia ndo sé na engenharia de produ¢do, mas também na economia, ciéncias sociais,
climatologia e diversas outras dreas do conhecimento. Com isso, a estima¢cdo de modelos que
ndo representam satisfatoriamente o comportamento da varidvel poderd incorrer em diversos
prejuizos as institui¢cdes que utilizarem tais informagdes em seu processo de tomada de decisdo.

No ambito especifico de séries temporais restritas ao intervalo (0, 1), a estimagdo de
modelos ARIMA torna-se inadequada uma vez que supde que a varidvel de interesse é normal-
mente distribuida. Cribari-Neto e Zeileis (2010) argumentam que, nesses casos, modelos esta-
tisticos que assumem distribui¢do normal podem predizer valores fora do intervalo de possiveis
ocorréncias da varidvel. Ademais, ao supor normalidade o pesquisador nao estard considerando
o possivel comportamento assimétrico dos dados, caracteristica comum em varidveis do tipo
taxas e propor¢des (SOUZA; CRIBARI-NETO, 2013). Ja a utilizacdo do SARMA possibi-
lita a realiza¢do de previsdes mais condizentes com a natureza dos dados, pois a distribuicao
beta possui essas caracteristicas, ou seja, tem formato de carater variado e suporte restrito ao
intervalo unitdrio padrao.

Entretanto, apenas escolha do modelo paramétrico mais adequado, neste caso via mo-
delos SARMA, ndo garante a capacidade preditiva do modelo estimado. O processo de identi-

ficacdo das defasagens a serem incluidas nos termos autorregressivos (AR) e de médias moveis
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(MA) também desempenha papel particularmente importante neste sentido. Isto ocorre princi-
palmente porque os modelos que possuem mais parametros nem sempre sao os que melhor se
adaptam aos dados. A inclusdo excessiva de parametros pode apenas tornar a estimagdo mais
custosa e a andlise mais complexa, devendo ser buscado o equilibrio entre a melhora no ajuste
e a complexidade do modelo (EMILIANO, 2009).

Conforme Giampaoli, Raposo e Torres (2009), os critérios de selecao foram criados para
auxiliar no processo de decisdo do modelo mais apropriado dentre um conjunto de modelos can-
didatos. Eles comparam as respectivas capacidades de explicacdo de cada modelo candidato e
selecionam aquele que minimiza a perda de informacdes. Entretanto, um critério de selecao
nem sempre € melhor que o outro (MCQUARRIE; TSAI, 1998). Eles podem obter compor-
tamentos diferentes de acordo com as especificidades do modelo utilizado (EMILIANO et al.,
2009). Com isso, € necessdrio avaliar o desempenho dos diversos critérios para cada classe de

modelos, bem como identificar aquele que € mais adequado a natureza dos dados.

1.2 Objetivos

1.2.1 Objetivo geral

Avaliar o desempenho de diferentes critérios de selecdo no modelo SARMA e realizar

aplicagdes a dados reais.

1.2.2  Objetivos especificos

e Destacar os critérios de selecdo mais usuais na literatura cientifica;

e Utilizar simulacdes de Monte Carlo para verificar quais critérios sao melhores para a
selecao de modelos SARMA em amostras de tamanho finito;

e Apresentar aplicacdes do SARMA, e dos critérios de sele¢do avaliados, para modela-
gem do indice de inadimpléncia e da relacdo entre o crédito consignado e o crédito total pessoa
fisica do SFN;

e Comparar o desempenho dos modelos ARIMA e SARMA nas aplicacdes realizadas.
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2 REFERENCIAL TEORICO

Nesta sec¢do s@o apresentados os modelos ARIMA e SARMA. Ambos sdo utilizados
para identificacdo, estimacao e previsdo de séries temporais e tém suas estruturas de regressao
compostas em termos autorregressivos e de médias moveis. O ARIMA € til para varidveis
que assumem distribuicdo normal. J4 o SARMA assume distribui¢do beta para a varidvel de
interesse, sendo uma generalizacao do modelo de regressao beta (FERRARI; CRIBARI-NETO,
2004) especificamente para a modelagem de varidveis do tipo taxas e propor¢des ao longo do

tempo.

2.1 O modelo ARIMA

Por fornecer informagdes relevantes na elaboracdo de estratégias de gestdo e planeja-
mento, uma das principais caracteristicas consideradas ao modelar séries temporais consiste na
capacidade preditiva do modelo a ser estimado. Foi nesse propésito que Box e Jenkins (1976)
propuseram a classe de modelos ARIMA. Este parte do pressuposto que a andlise probabilis-
tica das propriedades da série temporal fornece ferramentas suficientes para a previsao de seu
préprio comportamento.

O ARIMA assume que a varidvel de interesse y possui distribuicdo normal, com densi-

dade definida por:

1
vV 2mo?

a qual € destacdvel por seu formato simétrico, com achatamento e posicionamento relacionados

_(@=w)?
fly; u,0?) = e< 20 >,—oo<p<oo,c72>0, (2.1)

aos valores dos parametros y e o2 e grafico em forma de sino. Neste caso, temos que

E(y) = p

Var(y) = o”.

Além da suposicdo de normalidade, um aspecto frequentemente mencionado em ané-
lises de previsdo diz respeito a estacionaridade das séries. Se uma série temporal apresentar
média e variincia constantes ao longo do tempo e se sua covariancia entre dois periodos de-

pender apenas da defasagem entre os mesmos, e nao da época em que for calculada, entdo esta
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atende os requisitos da chamada estacionaridade fraca (GRANGER; NEWBOLD, 1986). A
importancia da verificacdo desta caracteristica justifica-se pelo fato de que se uma série é nao
estaciondria os choques aleatorios que ocorrerem tendem a se perpetuar, tornando impossivel
estimar todos os periodos da série e fazendo com que as inferéncias obtidas a partir destas
informacdes ndo sejam validas (POKORNY, 1987).

Quando a série temporal € estaciondria a estrutura de regressdo dos modelos de previsao
pode ocorrer através de apenas termos AR, apenas termos MA, ou ainda através de modelos com
termos autoregressivos e de médias méveis, chamados modelos ARMA (WHEELWRIGHT;
MAKRIDAKIS, 1985). Assim, seja y;, t = 1, ..., n, um conjunto de n ocorréncias da varidvel
de interesse y gerada por um processo ARMA estacionério, em que cada y; possui densidade
definida em (2.1), com média i, varidncia constante o2, a especificacio do modelo ARMA ¢

dada por:
p q
e =0k Qi+ ) 0T 2.2)
=1 7=1

Desta forma o valor esperado da varidvel dependente, F(y;) = ., é explicado pelos seus p

valores passados y;_; (termo AR(p)) e pelas ¢ médias méveis r,_; (termo MA(¢)), em que

Tt = Yt — Ht, (2.3)
er, ~ N(0,0%). O termo « corresponde ao intercepto, enquanto que ¢ = (1, ,¢p,) €
0 = (01, -- ,0,) sao os vetores que representam os parametros dos termos AR e MA, respecti-

vamente.
O método usualmente utilizado para estimagdo do vetor paramétrico & = (a, ¢, 6, 0?)
€ o de maxima verossimilhanca. Assim, partindo da equacdo (2.3), temos que 0 processo

ARMA(p, q) pode ser escrito como:
p q
Ty =y — (a+ Z PiYYi—i + Z 0iri—;).
i=1 j=1
Neste caso, a funcdo de verossimilhanca é dada por:

L(y; €) = (21)7"*(0) " exp {—7 > (- ut)Q} 7 (2.4)

em que /; em (2.4) é dado pela estrutura definida em (2.2). A log-verossimilhanc¢a condicional

a escolha de y; e r; € escrita da seguinte forma:

Uy 8) =Y b, %), (2.5)
t=1
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em que,

Si(a, ,0)

202 ’

onde S, («, ¢, 0) é a chamada soma de quadrados condicional (MORETTIN; TOLOI, 2006).

li(p;0%) = —nlogo —

Os estimadores de maxima verossimilhanga (EMV’s) do vetor £ serdo os respectivos valores
que maximizam a log-verossimilhanca dada em (2.5). Detalhes sobre fungdo escore, matriz
de informacdo de Fisher e demais procedimentos inferenciais nos modelos ARIMA podem ser
encontrados em Box e Jenkins (1976), Box, Jenkins e Reinsel (2008) e Morettin e Toloi (2006).

Se a série temporal for gerada por um processo AR, entdo o vetor de parametros 6 serd
igual a zero. Analogamente, se a série temporal for gerada por um processo MA, entdo o vetor
de parametros ¢ serd igual a zero. Caso a série de dados analisada seja ndo estaciondria, uma
das alternativas para solucionar o problema € a sua diferenciagdo tantas vezes quanto necessario
para estacionariza-la (MORETTIN; TOLOI, 2006). Quando ¢ preciso diferenciar uma série d
vezes para tornd-la estaciondria, diz-se que esta é integrada de ordem d, ou I(d). Foi atentando
para este fato que Box e Jenkins (1976) incluiram o termo I na defini¢do dos modelos ARMA.
Com isso, se um modelo ARMA com p termos autorregressivos € g termos de médias méveis €
baseado em uma série /(d), entdo este serd um ARIMA(p, d, g).

Também podem ser encontradas outras variagdes e generalizagdes desse modelo: os
modelos SARIMA acrescentam um componente sazonal (BOX; JENKINS; REINSEL, 2008);
os modelos ARFIMA consideram que a ordem de integragdo do modelo ndo necessariamente
corresponde a periodos inteiros (HOSKING, 1981); os GARMA sdo modelos dinamicos uteis
para modelar varidveis com diferentes distribui¢des da familia exponencial e baseados nos
MLG (BENJAMIN; RIGBY; STASINOPOULOS, 2003); por fim, o modelo SARMA repre-

senta os casos em que a varidvel resposta esta restrita ao intervalo (0, 1).

2.2 O modelo BARMA

Foi com o objetivo de definir um modelo dindmico para séries temporais do tipo taxa
e/ou propor¢do que Rocha e Cribari-Neto (2009) desenvolveram o modelo SARMA. O modelo

assume que a variavel de interesse y possui distribuicao beta com densidade definida por:

I'(¢)
(1)L (1 = p)9)

Flyim @) = 5 y A -y 0 <y < 1 (2:6)

em que

E(y) = p
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Var(y) = %

sabendo que V(i) = u(1 + p) € a fungdo de varilncia, onde p € o pardmetro que representa
a média e ¢ pode ser interpretado como um pardmetro de precisdao. Quanto maior for o valor
de ¢, menor serd a variancia de y fixando-se . Esta € uma reparametrizacao da densidade beta
original, proposta por Ferrari e Cribari-Neto (2004) na definicdo do modelo de regressao beta.
Em contraponto com a curva normal, a distribuicdo beta tem a vantagem de ser mais
flexivel, podendo assumir formato de cardter variado, de acordo com os valores dos dois pa-
rametros que indexam a fun¢do densidade. Com isso, a distribui¢do beta pode assumir formas
simétricas, assimétricas a esquerda ou assimétricas a direita, entre outras (SOUZA; CRIBARI-
NETO, 2013). A Figura 2.1 ilustra o comportamento da curva da densidade beta conforme se

alteram os valores dos parametros ¢ e ji.

0.1 0.9
© — g ]
0 0.3 0.7
© 09 0.5
B 3
b b
%] 0]
& §o
a7 Q=]
-
o
o
o — o —
T T T T T I T T T T T I
0.0 0.2 0.4 0.6 0.8 1.0 0.0 0.2 0.4 0.6 0.8 1.0
y y
(a) p =15 (b) ¢ =300

Figura 2.1 — Densidades beta para diferentes valores de y (indicados no grafico) e ¢

O suporte da distribui¢do beta € o intervalo unitdrio continuo (0,1) e o SARMA pressu-
poe estacionaridade dos dados (ROCHA; CRIBARI-NETO, 2009). Entretanto, se a série tem-
poral apresentar padrdes tipicos de auséncia de estacionaridade, a aplicagdo do modelo ainda é
vidvel mediante a diferenciacdo da série. Quando uma série temporal € diferenciada ocorre uma
alterac@o no intervalo de restri¢do passando, por exemplo, para (—1, 1) na primeira diferenca,
(—2,2) na segunda diferenca e (—d,d) na d-ésima diferenga. Conforme salientam Rocha e
Cribari-Neto (2009), o BARMA também ¢ vélido se a varidvel resposta € restrita a um intervalo
duplamente limitado em (a, b), onde a e b sdo escalares e a < b. Nestes casos, pode-se aplicar

a transformacdo (y — a)/(b — a) para modelar y; dentro do intervalo unitdrio padrio.
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Dessa forma, sendo y;, ¢ = 1,...,n, um conjunto de n ocorréncias da varidvel de
interesse y, em que cada y; possui densidade dada por (2.6), com média y; e precisdo constante

¢, o modelo SARMA ¢ definido por:
P q
g() = a+ Z ©ig(Yi—i) + Z 0iri—j, (2.7)
i=1 j=1

em que o termo « € o intercepto, p e g sdo as ordens autorregressiva e de médias moéveis do
modelo, cujos vetores paramétricos sdo ¢ e 0, respectivamente. Além disso, r,_; representa os
vetores do termo de erro na ¢t — j defasagem e g(-) representa uma fungio de liga¢cdo monétona
e duas vezes diferencidvel. Fungdes de ligagdo usuais para dados no intervalo (0,1) sdo as
funcdes logit e probit. Para maiores informagdes sobre fungdes de ligacdo ver McCullagh e
Nelder (1989).

Para estimagdo do vetor paramétrico v = (o, ¢, ¢ ,0") ", onde ¢ = (1,02, ..,¢p)"
el = (01,0y..., Qq)T, ¢ utilizado o método de médxima verossimilhanca. Assim, partindo da
Equacdo (2.7), tem-se que a funcao de log-verossimilhanca condicional as primeiras m obser-

vagdes, onde m = max{p, ¢}, do vetor de pardmetros  pode ser escrita como:
Uyiv) =D b, 6),
t=1
em que

li(p, @) =logT'(¢) —log I'(ps¢) — log T'((1 — pe)9)

+ (e — 1) logys + {(1 — pur)p — 1)} log(1 — ).

Ja o vetor escore U(y) é construido a partir das derivadas parciais da log-verossimilhanga con-

dicional em relagcdo a cada um dos parimetros desconhecidos «, ¢, ¢ e 6. Assim, temos:

Ua(y) = o1 T(y" — p*),
Us() = Z {uly™ = p) +log(l — ) — V(1 — pe)d) + ()},

t=m+1

Up() = oP T (y* — 1*),

Up(v) = oR"T(y* — 1),
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em que y; = logy:/(1 — i) e pf = V(ud) — V(1 — )9, y* = (y:n—i-l? . >Z/Z)T’ o=
(1hsts - - )T, 1 éum vetor (n—m)x 1 com nimeros ume 7" = diag(1/g(tmi1, - - -5 1/9(11n)),
P é uma matriz (n —m) X p cujo elemento (7, j) € dado por ¢(y;+m—;), ¥(.) € a funcdo digama

e R é uma matriz (n —m) X ¢, em que o elemento da i-ésima linha e j-ésima coluna é dado por
Titm—j-

A obtencdo dos EMV’s ocorre mediante a resolucdo do seguinte sistema:

Uy =0
Uy =0
U,=0 -
Up=0

Como a solugdo desse sistema ndo possui forma fechada, é necessaria a utilizagdo de um al-
goritmo de otimizagdo ndo-linear para a determinagdo dos EMV’s. Neste trabalho o algoritmo
quasi-Newton BFGS (PRESS et al., 2007; NOCEDAL; WRIGHT, 1999; MITTELHAMMER;
JUDGE; MILLER, 2000) é utilizado para obtencao dos EMV’s.

Para inferéncias intervalares e testes de hipdteses em grandes amostras é necessario o
conhecimento da matriz de informagdo de Fisher. A matriz de informag¢do de Fisher conjunta

pode ser expressa matricialmente por:

Kaa Kad) Kacp Ka@
Koo Koy Kgp Ko
pa Kwd) wa KW
Koo Koy Koo, Koo

em que Koo = ¢tr(W), Koy = K, = 1'T¢, Kop = K, = ¢PTW1, Koy = Ky, =
ORTW1, Kyy = tr(D), Koy = K1, = PTT¢, Kyg = K}, = RTT¢, Kpp = 6P WP, K s =
Ky, = ¢R'WP, Kgg = ¢R"WR. O termo W ¢é representado por W = diag{wp 1, ..., wn},

K =K()=

com

o — ¢{¢(ut¢) + 0T ((1— )o)}
' g7 (p1t)? ’

¢={cms1,- - catremque e, = O{Y T (1) =T (1) @) (1—pue) }, e D = diag{ds1, - - -, du},
comd; = " () p? — T (1 — pe)d) (1 — ) — 10 T (¢p). Maiores detalhes e derivadas parciais

da funcdo log-verossimilhanca condicional podem ser vistos em Rocha e Cribari-Neto (2009).
Desta forma, sob certas condi¢des de regularidade, e para tamanhos amostrais grandes,
a distribui¢do conjunta dos EMV’s do vetor paramétrico v é aproximadamente normal com

dimensdo k = p + ¢ + 2, de modo que

6 5 O

(0%

NNk (b 7K_1 )
¥
0
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sendo &, ¢, p e § os EMV’s de seus respectivos pardmetros.
Para anélise de diagndstico do modelo ajustado € importante a consideracao de um bom

residuo. Os residuos padronizados sdo dados por:

Yo — e _ Yt — [ '
Vovar(y) (1 —m)/1+¢

Quando o modelo estd corretamente ajustado, os residuos devem estar proximos da distribui¢do

T

P __
P =

(2.8)

normal padrdo, ou seja, espera-se que os residuos estejam no intervalo (-3,3), com média zero
e variancia unitdria constante.

Para previsdes passos a frente, as estimativas 7 de «y s@o utilizadas para estimar i;, para
t > n. Sabendo que, para N > n, as previsdes dos erros ry sdo iguais a zero, para prever o
valor da média do processo, em que 1" > n, deve-se utilizar 7, /i; e 7, substituindo 7; por zero se
t > n (isto € suficiente para obter /i, e, analogamente, [i,,1 2, fi,,+3, € aSsim sucessivamente) e

substituindo vy, por (i, se n < t < T'. Por exemplo, a estimativa da média para n + 1 € dada por:
p q .
i1 =g ' [ a+ Z Gig(Yn+1-i) + Z 0T ni1-j
i=1 j=1
2.3 Critérios de selecao

A escolha do modelo mais adequado para representar uma base de dados é de fundamen-
tal relevancia, tanto no ambito da andlise de regressdo em dados de corte transversal quanto de
séries temporais, porém nio é uma tarefa elementar. E necessério que o pesquisador se embase
em principios cientificos além do conhecimento prévio acerca de um fenomeno (BURNHAN;
ANDERSON, 2004). E neste contexto que se inserem os critérios de selecdo, os quais sdo
utilizados para identificar quais covaridveis devem ser inclusas em um determinado modelo de
regressdo.

Como o comportamento dos critérios de selecao pode diferir conforme o modelo a ser
utilizado (EMILIANO, 2009), surge a necessidade ndo apenas do desenvolvimento de novos cri-
térios para a selecdo em diferentes classes de modelos (SHI; TSAI 2002; FAN; TANG, 2013;
BAYER; CRIBARI-NETO, 2015a; LV; LIU, 2014), mas também da realizacdo de comparacdes
de desempenho entre os critérios ja existentes (STONE, 1979; HERWARTZ, 2007; SINIKSA-
RAN, 2008). Em geral, quando o objeto de estudo é analisar qual critério mais se adapta a uma
determinada classe de modelos, sdo consideradas as propriedades de consisténcia e eficiéncia

assintética dos critérios de selecdo.
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Assumindo que o verdadeiro modelo possui dimensdo infinita e, por conseguinte, nao
estd incluso na classe de modelos candidatos, um critério de sele¢do € dito assintoticamente
eficiente se seleciona aquele modelo que possui 0 menor erro quadratico médio a medida que o
tamanho da amostra aumenta (SHIBATA, 1981). J4 o conceito de consisténcia considera que o
verdadeiro modelo possui dimensao finita e faz parte do conjunto de modelos candidatos. Um
critério de selecdo € consistente se identifica o modelo correto com probabilidade assintotica-
mente igual a um (MCQUARRIE; TSAIL 1998).

A comparagdo do desempenho entre dois ou mais critérios de selecdo em amostras de
tamanho finito pode ser realizada através de simula¢des de Monte Carlo que consideram a
frequéncia em que cada critério identifica o verdadeiro modelo. Este método € utilizado nos
trabalhos de Marhuenda, Morales e Pardo (2014), que buscaram comparar o desempenho de
alguns critérios de informacdo para o modelo Fay—Herriot, e Emiliano, Vivanco e Menezes
(2014), que avaliaram o comportamento dos critérios de informa¢do em modelos com distri-
buicdo normal e ARIMA. Baillie, Kapetanios e Papailias (2014), que propuseram o Modified
Information Criteria (MIC) para séries temporais com memoria longa, também utilizaram esta
metodologia ao comparar a performance do MIC com os critérios de informacao usuais.

Além disso, os trabalhos de Cetin e Erar (2002), Davies, Neath e Cavanaugh (2005) e Hu
e Shao (2008) também buscaram avaliar a propor¢ao em que cada critério € capaz de selecionar
o modelo correto. O mesmo ocorre com os critérios de sele¢do introduzidos por Ishiguro,
Sakamoto e Kitagawa (1997), Cavanaugh e Shumway (1997), Shibata (1997), Bengtsson e
Cavanaugh (2006), Shang e Cavanaugh (2008) e Seghouane (2010). Estes sdo destacdveis
por serem baseados na log-verossimilhanca bootstrap e por buscarem melhores resultados no
ambito de pequenas amostras.

A maior parte dos trabalhos acima mencionados utiliza critérios baseados na distancia
de Kullback-Leibler (K-L) entre o modelo candidato e o verdadeiro. Esta classe de critérios
de selecdo, também chamados de critérios de informagdo (IC), é destacavel por sua ampla
aplicabilidade pratica em termos de volume de utilizacdo. Dentre estes, o AIC (AKAIKE,
1974) foi o primeiro a ser desenvolvido, sendo também o mais utilizado. A definicdo do AIC

ocorre conforme segue:
AIC = —20(y;7) + 2k,

em que o primeiro termo consiste numa estimativa da distancia K-L por meio de ¢(y; %), que

representa a log-verosimilhanca do modelo estimado, e 2k € uma estimativa para o viés, em que
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k representa o nimero de parametros do modelo.

O AIC € um estimador assintoticamente ndo viesado para a distancia K-L e também ¢
assintoticamente eficiente, entretanto seu desempenho pode ser pobre em pequenas amostras.
Desta forma, Sugiura (1978) e Hurvich e Tsay (1989) buscaram melhorar o resultado do AIC

em pequenas amostras e derivaram o AICc, onde

o qual representa uma versao corrigida do critério de Akaike em amostras menores. Tanto para
o critério AIC quanto para os demais IC, o melhor modelo serd aquele que obtiver o menor
valor para o critério.

Outro critério bastante referenciado na literatura cientifica € o critério bayesiano de

Schwarz (BIC), proposto por Akaike (1978) e Schwarz (1978) € definido por:
BIC = —2/(y; %) + klog(n).

O BIC assume que o modelo original possui dimensao infinita e, portanto, ndo pertence ao
grupo de modelos candidatos.

Assim como o AIC, o critério BIC € consistente e assintoticamente eficiente € ndo ne-
cessariamente estende suas propriedades para amostras menores. Com isso, McQuarrie (1999)
utilizou a relacdo entre o AIC e o AICc para definir uma versao corrigida do critério de infor-

macao bayesiano, o BICc que € definido como:

nklog(n)
BICc = —20(y;y) + —————.
)+ —

Hannan e Quinn (1979) também realizaram um estudo acerca dos critérios de selecao,

porém com foco em modelos autorregressivos de séries temporais € propuseram outro critério

assintoticamente eficiente para a selecdo de modelos desse tipo, o HQ:
HQ = —2((y; %) + 2k log(n).

O critério HQ também pode ser expandido para outras classes de modelos, porém nao € tao
utilizado quanto os AIC e BIC.
A versdo corrigida do HQ, o HQc, foi proposta por McQuarrie e Tsai (1998) e tem a

seguinte estrutura:

2k log(log(n)) .

HQc = —2((y; 4
Qc N+ =7
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3 AVALIACAO NUMERICA DE CRITERIOS DE SELECAO

Com implementacdo computacional desenvolvida em linguagem R (R Core Team, 2013),
a avaliagdo numérica do desempenho dos critérios de selecdo no modelo SARMA foi realizada
via simulag¢des de Monte Carlo. Considerou-se R = 10.000 réplicas de Monte Carlo e cinco
diferentes tamanhos amostrais, sendo n = 30, 50, 80, 120, 200. Em cada iteracdo sdo geradas
n ocorréncias da varidvel aleatéria y;, com densidade beta dada pela Equacgdo (2.6), em que a
média y; € determinada por uma estrutura semelhante a da Equacao (2.7).

Também foram analisados cinco cendrios de modelos. Estes diferem essencialmente
nos vetores de parimetros AR e MA do modelo SARMA verdadeiro e também nas classes de
modelos candidatos consideradas. A Tabela 3.1 descreve detalhadamente a composi¢ao de cada

cenario.

Tabela 3.1 — Descri¢d@o dos cendrios de acordo com as classes de modelos candidatos e 0 modelo

verdadeiro

Cenarios Modelo Verdadeiro Classes de modelos candidatos
Y1 P2 0 02 | BAR(p)" OBMA(9)™ PBARMA(p, 9™

Cenariol 0,5 —-0.4 Sim
Cendrio 2 0,46 —0,53 Sim
Cenario3 0,5 —-0,4 0,46 —0,53 Sim Sim Sim
Cenario4 0,5 —0,4 Sim Sim Sim
Cenario 5 0,46 —0,53 Sim Sim Sim

* com p variando de 1 até 6
** com ¢ variando de 1 até 6
*** com p e q variando de 1 até 6

No Cendrio 1, cujo modelo verdadeiro € o SAR(2), consideram-se como candidatos
apenas a classe de modelos SAR, com ordem de defasagem p indo de um até seis . No Cenario
2, onde o modelo verdadeiro é um SMA(2), a classe de modelos candidatos analisada é o FMA,
com ordem de defasagem ¢ indo de um até seis. Ja nos demais cendrios, tanto o AR, quanto
o SMA e o SARMA sao considerados como modelos candidatos, onde os valores de p e ¢
variam de um até seis. Todos os cendrios serdo gerados primeiramente com precisdo ¢ = 20
e posteriormente com ¢ = 120, além de incluirem o termo de intercepto & = —1. A Equagdo

(3.1) apresenta o caso particular do SARMA(2,2), como no Cendrio 3, onde:

g(pe) = o+ ©1yi—1 + ©ayr—o + 0171 + O o, (3.1)

em que ¢ € o parametro de precisdo, « € o intercepto, ¢, € s sao os termos AR e 6 e 5 sdo os
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termos MA. A fun¢do de ligacdo utilizada € a logit, ou seja,

logit(p) = log ( al )

L —

z

Dessa forma, a média y; de cada y;, parat = 1,...,n, é:

= exp(a+Q1y—1+Poyi—o+017 1 +021; )
¢ = )
L+exp(a+@1yi—1+payi—o+01r—14+6021_2)

Para obter tais expressdes em relacdo aos Cendrios 1 e 4 basta igualar a zero os parametros 6, e
f,. Analogamente, ao considerar que ; € @ possuem valor zero, obtém-se as expressoes que
representam os Cendrios 2 e 5.

Uma vez que o modelo verdadeiro pertence a classe de modelos candidatos, em cada
réplica de Monte Carlo sdo ajustados e calculados os valores dos critérios em todos os possi-
veis modelos pertencentes a este conjunto. Desta forma, o critério mais adequado a um dado
cendrio serd aquele que selecionar com maior frequéncia o verdadeiro modelo. Também sera
verificada a propor¢do em que cada critério selecionou um modelo com ordem de defasagens &
igual (cendrios 3, 4 e 5), superior (sobreidentificacdo) e inferior (subidentificacdo) a do modelo
verdadeiro. Os critérios de sele¢do avaliados s@o os descritos na Secdo 2.3, nomeadamente:
AIC, AICc, BIC, BICc, HQ e HQc.

Esta abordagem para avaliacdo de critérios de selecdo é amplamente aplicada quando
o objeto de estudo € identificar o melhor critério para uma determinada classe de modelos. A
metodologia também foi utilizada por Hannan e Quinn (1979), Hurvich e Tsai (1989), McQuar-
rie, Shumway e Tsai (1997), Pan (1999), Shang e Cavanaugh (2008), Acquah (2010) e Bayer e
Cribari-Neto (2015a).

Os resultados das porcentagens de identificacdo do modelo verdadeiro para cada cenario
e diferentes valores de precisdo encontram-se na forma de resumo grafico nas Figuras 3.1 e
3.2 e os resultados completos encontram-se nas Tabelas 3.2, 3.3 e no Apéndice A. Conforme
esperado devido as propriedades de consisténcia e eficiéncia assintotica, em geral, os critérios
melhoraram seu desempenho a medida que o tamanho da amostra aumenta. Também € possivel
perceber que, os resultados foram muito préximos para os diferentes valores de precisao.

No Cendrio 1, verifica-se que todos os critérios obtiveram altos graus de identificabili-
dade quando a classe de modelos candidatos consiste apenas nos SAR. Para n = 200, o AIC,
que € o critério com pior resultado neste caso, identificou o modelo correto em 63, 72% das
vezes quando ¢ = 20 e 63,23% para ¢ = 120. Quando os termos de médias méveis passam

a integrar a classe modelos candidatos (Cendrio 4), ha uma queda expressiva na capacidade de
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Figura 3.1 — Frequéncia (em %) de identificacdo dos modelos com precisio ¢ = 20

identificagcdo do AIC, AICc e BIC, porém os demais critérios mantiveram a alta identificabili-
dade mesmo em amostras pequenas.

Para os modelos SMA as porcentagens de identificagdo foram inferiores em compara-
¢do com o SAR. No Cendrio 2 o AICc, que obteve o melhor resultado, identificou o modelo
verdadeiro 35, 45% das vezes para ¢ = 20 e 34, 18% para ¢ = 120, ambos em n = 200. No
Cendrio 5 o melhor resultado para o maior tamanho amostral foi do HQc (17,44% e 14,37%
para ¢ = 20 e ¢ = 120, respectivamente). Assim como no SAR, no SMA o AIC e o BIC dimi-
nuem consideravelmente seu desempenho quando aumentado o nimero de modelos candidatos
independentemente do grau de precisao.

Com relacdo ao Cendrio 3, foi este o cendrio que obteve o desempenho menos favoravel
em comparagdo com os demais. As Tabelas 3.2 e 3.3 demonstram que, 2 medida que o tamanho
da amostra aumenta, também aumenta o nimero de vezes que os critérios identificam o modelo
verdadeiro. Entretanto, mesmo com tamanhos amostrais maiores, o SARMA subidentificou o
verdadeiro modelo mais vezes do que identificou para todos os critérios exceto o AIC. .

As tabelas também evidenciam que nem sempre o critério que mais identifica o nimero
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Figura 3.2 — Frequéncia (em %) de identificacdo dos modelos com precisdo ¢ = 120

correto de parimetros k € aquele que mais seleciona o modelo verdadeiro. O caso mais expres-
sivo é o do BIC. Este critério seleciona um modelo com & = 4 em 19,01% dos casos quando
n = 30 e ¢ = 20. Porém, o grau de identificacdo do modelo correto, ou seja, o SARMA(2, 2)
é de apenas 5,22% nas mesmas condi¢des. No Apéndice A encontram-se discriminadas para
os demais cendrios as frequéncias de sobreidentificacdo, subidentificacdo e de identificagdo da
quantidade de defasagens £ iguais a do modelo correto.

Em geral, hda um decaimento no desempenho de todos os critérios a medida que au-
menta a complexidade do modelo verdadeiro ou da classe de modelos candidatos. Além disso,
¢ observdvel que os termos de médias moveis sdo menos passiveis de identificacdo que os autor-
regressivos. Este resultado converge com o apontado por Emiliano, Vivanco e Menezes (2014)
ao realizar simulacdes para avaliar o grau de identificabilidade do AIC, AICc e BIC em modelos
AR(1), AR(2), ARMA(2, 1), ARMA(2, 2), MA(1) e MA(2). Ademais, conforme McQuarrie e
Tsai (1998), vale ressaltar que a magnitude dos parametros do modelo também pode influenciar
na sua identificagdo.

De acordo com Torres (2005), nem sempre € possivel eleger o melhor critério, pois
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seu desempenho depende do modelo verdadeiro. Esta afirmagdo converge com o resultado
obtido para os critérios AIC e BIC, que apresentaram altas divergéncias de resultados em termos
de capacidade de identificacio do modelo correto entre os diferentes cendrios. Ja o BICc,
HQ e HQc alcancaram os melhores niveis de identificacdo em comparacdo com os demais
critérios, sendo os mais indicados para a selecdo de modelos da classe SARMA. Quando o
modelo verdadeiro é o SAR, o BICc seleciona o modelo correto uma quantidade de vezes
ligeiramente superior ao HQ e HQc. Em contrapartida, estes ultimos apresentaram melhores
porcentagens de identificacdo quando os modelos verdadeiros sdo SMA ou SARMA. Desta
forma, ao realizar aplicacdes do SARMA, sugere-se a utilizacdo dos critérios BICc, HQ e HQc
concomitantemente, uma vez que estes mantiveram um comportamento semelhante entre si.
Devido a semelhanca nos resultados, indica-se que, em auxilio a utilizagdo destes trés
critérios para a selecdo de modelos da classe SARMA, seja também considerada para a esco-
lha do modelo a anélise de diagndstico dos residuos por meio dos residuos padronizados, da
estatistica (), de Ljung e Box (1978), e a capacidade de previsdo através do cdlculo da raiz do
erro médio quadritico (RMSE) e o erro absoluto médio percentual (MAPE) entre os valores
reais observados e os preditos pelo modelo. J4 na Sec¢do 4 pode-se verificar o comportamento
dos critérios BICc, HQ e HQc no ambito de aplicacdes. Nesta, os critérios sdo utilizados como
ferramenta de auxilio na determinagdo de qual modelo SARMA ¢ mais adequado ao comporta-
mento do indice de inadimpléncia de crédito e a relacdo entre o crédito consignado e o crédito

total pessoa fisica.



Tabela 3.2 — Frequéncia (em %) de identificacdo no Cendrio 3 com precisdo ¢ = 20

Ordem do modelo AIC AICc BIC BICc HQ HQc
n =30
k>4 73,74 22,37 3436 1,89 4949 11,01
k=4 12,96 18,52 19,01 5,76 15,65 14,24
k<4 13,30 59,11 46,63 92,35 3486 74,75
modelo verdadeiro 3,47 340 522 0,67 3,17 2,28
n = 50
k>4 68,48 33,34 20,01 246 3421 1343
k=4 11,63 1429 15,64 5,79 12,40 12,04
k<4 19,89 52,37 64,35 91,75 53,39 74,53
modelo verdadeiro 3,87 3,09 446 098 2,61 241
n =80
k>4 56,19 32,31 947 1,92 20,01 11,07
k=4 15,18 13,41 13,25 4,30 11,32 10,12
k<4 28,63 5428 77,28 93,78 68,67 78,81
modelo verdadeiro 5,19 2,80 3,70 0,62 2,18 1,84
n =120
k>4 47,67 29,81 485 1,15 12,67 8,22
k=4 17,69 15,02 1225 342 11,26 9,99
k<4 34,64 55,17 8290 9543 76,07 81,79
modelo verdadeiro 7,47 4,09 4,18 050 255 2,10
n = 200
k>4 41,67 2786 2,71 053 8,12 6,21
k=4 21,02 19,29 11,44 3,82 13,30 12,44
k<4 37,31 52,85 85,85 95,65 78,58 81,35
modelo verdadeiro 10,84 6,87 5,74 1,10 4,09 3,78
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Tabela 3.3 — Frequéncia (em %) de identificacdo no Cendrio 3 com precisdo ¢ = 120

Ordens do modelo  AIC AICc BIC BICc HQ HQc
n =30
k>4 63,71 1420 2427 1,36 36,38 6,56
k=4 13,17 13,28 15,52 298 13,13 8,96
k<4 23,12 72,52 60,21 95,66 50,49 84,48
modelo verdadeiro 6,75 4,74 7,49 043 537 3,03
n = 50
k>4 60,75 26,03 1458 143 2596 9,53
k=4 11,66 11,79 12,1 3,59 10,31 8,76
k<4 27,59 62,18 73,32 9498 63,73 81,71
modelo verdadeiro 5,78 4,08 5,35 1,25 3,57 295
n =80
k>4 5490 30,16 729 1,14 1686 8,62
k=4 12,44 11,22 10,08 2,58 9,12 7,47
k<4 32,66 58,62 82,63 96,28 74,02 83,91
modelo verdadeiro 5,92 3,14 4,28 0,81 2,55 2,11
n =120
k>4 50,48 30,86 481 0,87 1246 8,03
k=4 1494 13,02 965 2,70 9,77 8,46
k<4 34,58 56,12 85,54 96,43 77,77 83,51
modelo verdadeiro 7,30 3,56 4,13 0,64 231 2,02
n = 200
k>4 4342 3046 263 042 875 6,70
k=4 18,25 1595 9,53 3,11 11,28 10,40
k<4 38,33 53,59 87,84 9647 79,97 8290
modelo verdadeiro 9,38 480 4,76 0,59 296 2,69

30
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4 APLICACOES A DADOS REAIS

A aplicag@o dos critérios de sele¢do e do SARMA em dados reais, ocorrera no contexto
do mercado de crédito do SFN. A definicao do tema se justifica pela relagdo complementar entre
o setor e o desenvolvimento da atividade economica do pais (ALMEIDA, 2013). Por representar
uma possibilidade de financiamento as empresas (SANTOS, 2008), o mercado de crédito pro-
vém recursos que permitem investimentos em diversos setores da economia (SOUZA, 2007) e
estimulam o crescimento econémico (LEVINE, 1997).

O comportamento do mercado de crédito afeta a tomada de decisdes de diferentes seg-
mentos sociais, econdmicos e politicos, tendo implicacdes tanto em momentos de expansao
quanto de retragdo econdmica (SAITO, 2012). No Brasil, o comportamento do volume de cré-
dito disponibilizado no SFN apresenta forte crescimento como propor¢do do Produto Interno
Bruto (PIB). Esta relagdo chegou ao patamar de 55,66% no més de dezembro de 2014 (Fi-
gura 4.1).

Saito, Savoia e Lazier (2014) verificaram que os paises integrantes da Organizacdo para
a Cooperacao e Desenvolvimento Econdmico (OCDE) também registraram crescimento con-
sistente de suas relacdes de Crédito/PIB, apresentando diferengas apenas no ritmo da evolucao.
Além disso, algumas mudangas institucionais que buscaram atenuar o risco inerente as opera-
coes no mercado de crédito também contribuem para tal cenario (MENDONCA; SACHSIDA,
2013).

Crédito/PIB
0.45 0.50 0.55
| |
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Figura 4.1 — Evolucao da participagdo crédito/PIB no Brasil



32

Em face a esta realidade, as varidveis aqui utilizadas consistem no indice de inadimplén-
cia de crédito e a relacdo entre o crédito consignado em folha de pagamento e o total da carteira
de crédito pessoa fisica (CC/Crédito PF). Ambas sdo variaveis percentuais do SFN e, portanto,
restritas ao intervalo (0, 1), o que justifica a utilizacdo do SARMA. Esta escolha é também
motivada pela relevancia das mesmas na dindmica de crédito brasileira. Em outros ambitos
da engenharia de produgio, o uso do SARMA também pode ser estendido a séries temporais
restritas a intervalos duplamente limitados.

Além destas aplicacdes, as dreas de economia, ciéncias sociais aplicadas, fisica, me-
teorologia, epidemiologia e os demais campos da engenharia também sao exemplos de dreas
com amplas possibilidades de aplicacdes para o SARMA. Assim, ao avaliar se hd superioridade
deste modelo na previsdo do indice de inadimpléncia e na relacdo CC/Crédito PF, bem como
apresentar uma aplicagdo dos critérios de sele¢do aqui analisados, o presente trabalho pretende
fornecer um importante instrumento na construcdo de aplicacdes também em outras varidveis.
Além da modelagem e previsao das séries temporais através do SARMA, também é considerado

comparativamente o desempenho dos modelos ARIMA.

4.1 Modelando o indice de inadimpléncia

Por estar diretamente interligado a mensuracdo do risco de crédito (CIFTER; YILMA-
ZER; CIFTER, 2009; CHAIBI; FTITI, 2015), o nivel de inadimpléncia é destacado na gestao
das institui¢des financeiras e das agéncias reguladoras (MARINS; NEVES, 2013). Também
verifica-se a ligacdo entre esta varidvel e o cendrio macroecondmico (LINARDI, 2008; CAS-
TRO, 2013), podendo-se destacar sua relacdo negativa com a oferta de crédito (MENDONCA;
SACHSIDA, 2013), a estabilidade financeira dos bancos (TABAK; CRAVEIRO; CAJUEIRO,
2010) e o spread bancario (MANHICA; JORGE, 2012).

Um dos principais indicadores de inadimpléncia € o atraso com mais de 90 dias por
parte do tomador, conceito utilizado no Novo Acordo de Capital de Basiléia (Basiléia II) pu-
blicado em 2004 (BCBS, 2004). Por ser um indicador de qualidade dos ativos (MEEKER;
GRAY, 1987), este indice é acompanhado com bastante atengdo pelo mercado financeiro brasi-
leiro (ANNIBAL, 2009). Trabalhos como os de Barseghyan (2010) e Abid, Ouertani e Zouari-
Ghorbel (2014) buscam analisar a inadimpléncia de crédito através da identificacdo das va-
ridveis determinantes de suas flutuagdes. J4 Crook e Banasik (2012), que estimam modelos

ARIMA para compara¢cdo com modelos de vetores autorregressivos, € Zaniboni (2013), que
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utilizam modelos ARIMA e ARMA com varidveis explicativas (ARMAX), atentam para a ne-
cessidade de construir projecdes eficazes para a inadimpléncia também em termos das proprias
informacdes passadas, como € o caso deste estudo.

Para tanto, a base de dados utilizada € proveniente do Sistema Gerenciador de Séries
Temporais (SGS)' do Banco Central do Brasil. O SGS disponibiliza os valores ao longo do
tempo para uma série de varidveis relacionadas ao crédito do SFN e tem como principal fonte o
Sistema de Informagdes de Crédito (SCR), da mesma institui¢do. Foi utilizada a série temporal
mensal da inadimpléncia agregada no periodo de janeiro de 2002 a maio de 2014, sendo os
ultimos seis meses reservados para a andlise da capacidade preditiva dos modelos. Este indice
consiste no percentual da carteira de crédito com pelo menos uma parcela de atraso superior a
90 dias e engloba operagdes contratadas no segmento de crédito livre e crédito direcionado, ndo
fazendo distingdo por modalidade de crédito e nem entre clientes pessoa fisica e juridica.

Ao analisar o comportamento da série ao longo do periodo, Figura 4.2, observa-se um
movimento de declinio. Segundo Mendoncga e Sachsida (2013) tais diminui¢des inicialmente
podem ser explicadas pela expansdao do volume das operacdes de crédito ocorrida no Brasil
desde os anos 2000. Partindo de patamares por volta dos 0,049 no inicio de 2002, a partir
de 2004 a inadimpléncia passou a se manter em niveis proximos aos seus valores médios e

medianos de 0,038 e 0,036, respectivamente (Tabela 4.1).

Tabela 4.1 — Medidas descritivas para a inadimpléncia de crédito

Medidas Inadimpléncia
Média 0,038
Mediana 0,036
Desvio Padriao 0,006
Minimo 0,028
Maximo 0,056
Assimetria 1,15201
Curtose 3,84084

Jarque-Bera p-valor < 0,001

Além do aumento no volume de crédito, o periodo também coincide com a adogao de
algumas reformas institucionais que deram mais seguranga na concessao de crédito no Brasil.
Sao estes os casos da criagdo do SCR em 2002 e das regulamentacdes do crédito consignado
em 2003, da alienacdo fiducidria no mercado de capitais, de automdéveis e imdveis em 2004.

Ademais, € de 2004 a publicacdo de Basiléia II (BCBS, 2004), que impde medidas para uma

! Endereco web: https://www3.bcb.gov.br/sgspub/
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gestdo mais parcimoniosa dos riscos de crédito, de mercado e do risco operacional (YANAKA;

HOLLAND, 2010).

0.040 0.045 0.050 0.055

indice de inadimpléncia

0.030 0.035

I I I I I I I
2002 2004 2006 2008 2010 2012 2014

Figura 4.2 — Indice de inadimpléncia do SFN no periodo de marco de 2011 a dezembro de 2013

O final de 2008 e ano subsequente, época que ocorreu a crise financeira global, tam-
bém € destacdvel pela alteracdo no comportamento da série, onde houve aumento na taxa de
inadimpléncia em compara¢do com o periodo anterior a crise. Conforme Vazquez, Tabak e
Souto (2012) a crise financeira global impactou o Brasil no terceiro trimestre de 2008 e pri-
meiro trimestre de 2009. Segundo os autores, a rapida deteriora¢do na qualidade do crédito no
Brasil que houve neste periodo foi um reflexo do comportamento das varidveis financeiras e ma-
croecondmicas. Entretanto, Vazquez, Tabak e Souto (2012) também verificaram que o mercado
de crédito doméstico alcangou um certo isolamento dos efeitos da crise, o que € provavelmente
atribuido a forte expansdo do volume de crédito como medida compensatoria.

Quanto as caracteristicas sazonais da varidvel, fica evidente que a reducio da inadim-
pléncia do SFN ocorreu de forma gradativa ao longo do tempo, havendo apenas alguns picos
que correspondem justamente aos anos de 2004 e 2008 e se estendem por alguns meses. O
comportamento da série € indiferente a época do ano, tendo desempenho semelhante ao longo
dos meses.

Ja os coeficientes de assimetria e curtose, apresentados na Tabela 4.1, permitem verificar

que os resultados divergem consideravelmente daqueles esperados no caso em que a varidvel
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possui distribui¢do normal. Fato que € corroborado pelo teste de Jarque-Bera (JB) (JARQUE,;
BERA, 1987) que refuta a hipétese de que a varidvel € normalmente distribuida. O histograma
da variavel (Figura 4.3) também fornece subsidios para a rejeicao da hipétese de normalidade.
As observagdes se concentram essencialmente na primeira metade da figura, sendo que a maior
parte dos valores se encontra entre 0,03 e 0,04 e o restante se distribui irregularmente na cauda
direita. Cribari-Neto e Souza (2013) também verificaram esse tipo de comportamento em sua
andlise. Eles salientam que varidveis do tipo taxa e propor¢do, em geral, ndo sdo normalmente

distribuidas, sendo tipicamente assimétricas. Neste caso, a utilizacdo do modelo ARIMA, que

pressupde normalidade dos dados, ficaria comprometida.

o
~

---- Distribuicdo normal

Figura 4.3 — Histograma e densidades estimadas do indice de inadimpléncia do SEN

Percebe-se que o indice de inadimpléncia de crédito possui vasta amplitude, curtose e
auséncia de simetria (Tabela 4.1). Varidveis com grandes oscilagdes tendem a ndo serem esta-
ciondrias, pois nao mantém sua média e varidncia constantes ao longo do tempo. Fato este que
€ agravado pelo comportamento descendente do correlograma da varidvel, que parte de seus
valores maximos e decai lentamente conforme a defasagem aumenta (Figura 4.4). Este ¢ um
comportamento tipico de séries temporais ndo estaciondrias. Desta forma, cabe a realizacdo de
algum teste para assegurar a estacionaridade da série. Neste estudo considera-se o teste Kwiat-
kowski, Phillips, Schmidt e Shin (KPSS) (KWIATKOWSKI et al., 1992) para estacionaridade.

O resultado do teste KPSS rejeita a hipdtese nula de estacionaridade da série, com p-
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Figura 4.4 — Correlogramas do indice de inadimpléncia em nivel e em primeira diferencga

valor igual a 0,06689. Este resultado é convergente com o observado dos correlogramas em

nivel (Figura 4.4). Assim, conforme ja mencionado na Se¢do 2.1, a alternativa mais indicada

quando h4 auséncia de estacionaridade em uma série temporal consiste em tomar a sua dife-

renca. Ao realizar a diferenciacdo da série temporal observa-se que a mesma deixa de apre-

sentar o padrdo decrescente caracteristico de processos ndo estaciondrios. Uma vez que o teste

KPSS corroborou a hipétese de que a série € estaciondria em primeira diferenga a um nivel de

significancia de 1%, assumimos que o processo gerador da série é integrado de ordem um I(1) e

utilizamos a transformagdo para aplicacdo do SARMA em intervalos limitados. Na Figura 4.5

€ apresentado o comportamento da série em primeira diferenca.
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Figura 4.5 — Série de inadimpléncia de crédito em primeira diferenca

4.1.1 Modelagem e discussao

Tendo-se identificado a ordem de integracdo da série temporal é necessario determinar
a ordem de p e ¢ dos modelos ARIMA e SARMA. Para a definicdo das defasagens, foram
analisados os critérios AIC e BIC para o modelo ARIMA, por serem os mais usuais para o
referido modelo (HOTTA; NETO, 1993; MACDONALD; LERER, 1994; DE LUNA, 2000;
MAIA, 2008; BISWAS; BHATTACHARY YA, 2013; MONDAL,; SHIT; GOSWAM, 2014; KIM
etal., 2015). Para o SARMA foram utilizados os critérios BICc, HQ e HQc, conforme indicado
no estudo de simulacdo (Secao 3). Foram geradas diferentes combinagdes de p e ¢, com seus
valores variando de zero até dez e selecionados os ARIMA com menores resultados nos critérios
AIC e BIC. Para o SARMA foram selecionados os modelos com menores resultados para o
BICc, HQ e HQc.

A partir destes, levou-se em consideracio a significancia dos parametros estimados e a
andlise de diagnostico dos residuos. Esta técnica € denominada superajustamento, ou seja, a0
estimados modelos com parametros extras para verificar se sua inclusdo diminui significativa-

mente a variancia residual caso estes sejam diferentes de zero (MORETTIN; TOLOI, 2006).
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No caso do ARIMA o modelo que apresentou o melhor ajuste foi o ARIMA(1,1,5)
com termos de médias mdveis que incluem as defasagens 1,3,5,6 e 7 (Tabela 4.2). Dentre os
dez modelos com menor valor para os critérios de selecdo, este possui resultados ligeiramente
inferiores aos demais para 0 MAPE e RMSE. Além disso, o ARIMA(1,1,5) com defasagens
1,3,5,6 e 7 para as médias méveis possui menor valor de AIC dentre os modelos analisados.
De acordo com o teste Ljung e Box, este modelo também ndo rejeita a hipotese nula de que os

residuos sao ruido branco.

Tabela 4.2 — Critérios para identificacdo do modelo ARIMA para a inadimpléncia de crédito
Modelo AIC BIC Q[p-valor] RMSE MAPE
ARIMA(1,1,1)} -1420,76 -1411,89 0,6300 [0,43] 0,001586 2,97802
ARIMA(1,1,2)>  -1424,31 -1412,49 0,6879 [0,41] 0,001554 2,87825
ARIMA(1,1,3)2  -1429,78 -1415,00 0,4166[0,52] 0,001512 2,86007
ARIMA(1,1,4)3  -1444,83 -1427,10 0,0590 [0,81] 0,001419 2,67165
ARIMA(1,1,5)3  -1443,21 -1422,52 0,0266 [0,87] 0,001417 2,68207
ARIMA(1,1,5)%* -1451,25 -1421,69 0,0100 [0,96] 0,001380 2,52979
ARIMA(1,1,6) -1444,24  -1420,59 0,0012[0,97] 0,001402 2,64886
ARIMA(1,1,7) -1447,61 -1421,01 0,0590 [0,81] 0,001373 2,55105
ARIMA(1,1,8) -1445,62 -1416,07 0,0488 [0,83] 0,001373 2,55537
ARIMA(1,1,9) -1444,54 -1416,98 0,0002 [0,99] 0,001368 2,56176

! Todas as estimativas significativas a pelo menos 1%
2 Todas as estimativas significativas a pelo menos 5%

3 Todas as estimativas significativas a pelo menos 10%
4 termo de médias méveis inclui as defasagens MA= (1,3, 5,6, 7)

Ao analisar os créditos inadimplentes mediante a 6tica dos modelos SARMA, conforme
Tabela 4.3, o BARMAC(1,1) € a escolha mais adequada. Além de possuir todos as estimativas
dos parametros significativas, exceto o intercepto, foi este o modelo que obteve os melhores
resultados em termos dos critérios BICc, HQ e HQc. Dentre os modelos com estimativas signi-
ficativas o SARMA(1,1) obteve um valor intermedidrio em termos de MAPE e o menor valor
de RMSE, juntamente com SARMA(2,1). A respeito do teste de Ljung e Box, nenhum dos
modelos apresentados refuta a hipétese de que os residuos desse s@o ruido branco.

As Tabelas 4.4 e 4.5 apresentam respectivamente as estimativas dos parametros dos
modelos ARIMA e SARMA selecionados. No ARIMA todos os parametros sdo significativos
a 1%. Jano SARMA a significancia das estimativas ocorre a 5%, exceto no intercepto. Além
disso, em ambos os casos foram encontrados resultados razoaveis em termos de MAPE, RMSE.
Assim, tendo selecionado os melhores modelos, passa-se a andlise das projecdes obtidas nas

duas modelagens.
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Tabela 4.3 — Critérios para identificacdo do modelo SARMA para a inadimpléncia de crédito

Modelo BICc HQ HQc Q[p-valor] RMSE MAPE
BAR(1)! -1589,70  -1595,39 -1595,11 0,3124[0,58] 0,00081 1,49775
BAR(2)? -1577,47 -1585,21 -1584,74 0,3270[0,57] 0,00080 1,48597
BAR(3) -1568,27 -1578,14 -1577,43 0,0276 [0,87] 0,00077 1,42646

BARMA(L,1)®> -1591,22 -1598,96 -1598,49 0,6820 [0,41] 0,00079 1,47890
BARMA(1,2) -1576,38 -1586,25 -1585,54 0,0831[0,77] 0,00078 1,45699
BARMA(2,1)2  -1575,74 -1585,61 -1584.90 0,0141[0,91] 0,00079 1,46170

BMA(1,3) -1568,29 -1580,36 -1579,36 0,0001 [0,99] 0,00075 1,41443
BMA(1) -1587,40 -1593,09 -1592,82 0,0060 [0,93] 0,00082 1,49718
BMA(2) -1572,15 -1579,90 -1579,43 0,3115[0,58] 0,00081 1,48929

BARMA(2,2)"  -1569,37 -1581,44 -1580,45 0,0017[0,97] 0,00079 1,46598
! Todas as estimativas significativas a pelo menos 1%
2 Todas as estimativas significativas a pelo menos 5%

Tabela 4.4 — Estimativas do modelo ARIMA selecionado para a inadimpléncia de crédito

Estimativa Desvio Padrao z|p-valor]
D1 0,8406 0,0854 9,8459[<0,001]
§1 -0,6889 0,1131 -6,0887[<0,001]
ég 0,1911 0,0686 2,7857[0,0053]
<9A5 -0,4352 0,0780 -5,5791[<0,001]
0}; 0,3236 0,0964 3,3574[<0,001]
9} -0,3154 0,0688 -4,5870[0,0045]

Tabela 4.5 — Estimativas do modelo SARMA selecionado para a inadimpléncia de crédito

Estimativa Desvio Padrido z[p-valor]
Qa -0,0001 0,0003 0,2891[0,7725]
D1 0,7347 0,2736 2,6850[0,0073]
6, -2,0500 1,1550 1,7748[0,0759]

Uma das formas para verificagdo de qual modelo explica melhor o comportamento do
indice de inadimpléncia € através da comparacdo dos resultados das previsdes. Em primeira
instancia a andlise grafica € relevante por apresentar indicios acerca da acurdcia preditiva dos
modelos. Desta forma, na Figura 4.6 sdo apresentados os valores preditos dos respectivos mo-
delos ARIMA e SARMA selecionados em contraponto com a série original.

Verifica-se que ambos os modelos foram capazes de captar adequadamente os movi-
mentos da série temporal, tendo apresentado resultados semelhantes aos originais, porém com
superioridade do SARMA. Além disso, através da Figura 4.7, € possivel visualizar que os re-

siduos padronizados do modelo SARMA ajustado possuem comportamento aleatdrio ao redor
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do zero e todas as ocorréncias no intervalo (-3,3). Por outro lado, os residuos padronizados
do modelo ARIMA apresenta amplitude varidvel ao longo das observacdes, indicando possi-
vel presenca de heteroscedasticidade, e também alguns valores fora do intervalo (-3,3). J4 no
caso da Tabela 4.6, enquanto o ARIMA forneceu previsdes com RMSE de 0,00194 e MAPE
de 6,36341, o SARMA tem um valor de apenas 0,00052 para a raiz do erro médio quadratico

e 1,40817 para o erro absoluto médio percentual.

Tabela 4.6 — Previsodes para o indice de inadimpléncia de crédito para meses fora da amostra
Periodo Valor observado Previsdao ARIMA Previsio SARMA

dez/2013 0,02960 0,03088 0,03026
jan/2014 0,02970 0,03165 0,02990
fev/2014 0,02970 0,03176 0,02995
mar/2014 0,03000 0,03216 0,02990
abr/2014 0,03040 0,03256 0,03002
mai/2014 0,03110 0,03298 0,03004
MAPE - 6,36341 1,40817
RMSE - 0,00194 0,00055

Na Figura 4.8 encontram-se os correlogramas dos residuos padronizados dos modelos
ARIMA e SARMA ajustados. Verifica-se que os residuos padronizados obtidos através do mo-
delo SARMA sao mais favoraveis, em que todas as autocorrelagdes e autocorrelacdes parciais
residuais ndo sdo significativamente diferentes de zero. Assim, como ainda nao ha outras aplica-
coes do modelo na drea de engenharia de produgdo e econometria, mesmo no ambito internacio-
nal, este resultado € um primeiro indicio empirico de que a utilizacdo do modelo SARMA pode
efetivamente causar um incremento positivo nos resultados das previsdes de séries temporais de
razdes ou proporcoes, tanto em termos de reducao dos erros de previsao, quanto na melhora no

ajuste.
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Figura 4.6 — Valores originais e previstos dentro e fora da amostra para a série de inadimpléncia

de crédito do SEN
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Figura 4.7 — Residuos padronizados dos modelos para a inadimpléncia de crédito
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Figura 4.8 — Correlogramas dos residuos padronizados dos modelos ARIMA e SARMA da
inadimpléncia de crédito
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4.2 Modelando o crédito consignado

A disseminacdo dos empréstimos consignados em folha de pagamento (CC) ocorrida na
ultima década causou uma reestruturacdo no mercado de crédito brasileiro. Além de reduzir
significativamente a taxa de juros (RODRIGUES et al., 2006), o CC influenciou a redugdo do
risco de inadimpléncia (SOUZA, 2007; SILVA, 2009) e expansdao do volume de crédito no
segmento pessoa fisica (JUNIOR, 2009). A promulgacdo da Lei 10.820, de 17 de dezembro
de 2003, foi a principal responsavel por estas transformacdes. Originada da Medida Proviséria
130, de 17 de setembro de 2003, esta dispde acerca do crédito com consignacdo em folha de
pagamento e regulamenta sua oferta aos trabalhadores da iniciativa privada e aposentados ou
pensionistas do Instituto Nacional do Seguro Social — INSS.

A despeito de ter menor rentabilidade em comparacdo com outras modalidades de cré-
dito pessoal, o baixo custo operacional e menor risco de inadimpléncia tem aumentado a par-
ticipacdo do CC na oferta total de crédito pessoa fisica. De acordo com Medeiros (2013), esta
nova realidade também alterou a estrutura organizacional de muitas institui¢des financeiras, que
passaram a desenvolver atividades especializadas no mercado de crédito consignado.

O 1indice utilizado neste estudo consiste na participacao do crédito consignado sobre o
crédito total no segmento pessoa fisica das institui¢des financeiras no Brasil - CC/Crédito PF.
A série temporal foi calculada a partir de dados SGS. O periodo considerado abrange marco de
2007 a agosto de 2014, sendo os dltimos seis meses reservados para a andlise da capacidade
preditiva do modelo.

Segundo Takeda e Bader (2005), logo nos primeiros anos apds a promulgacdo da Lei
10.820 houve um crescimento do CC em relacdo ao saldo das carteira de crédito. Este compor-
tamento também ¢é observado na Figura 4.9, onde a série possui um movimento de ascendéncia
ao longo do tempo. A varidvel parte do patamar de 0, 217 no inicio de 2007, tem valor médio
em torno de 0, 250 (Tabela 4.7) e segue evoluindo até alcangar seu maximo em agosto de 2014.
Marisco e Fernandes (2012) apresentam uma possivel justificativa para este comportamento.
Segundo os autores, devido as baixas taxas de juros oferecidas, € comum que os consumidores
utilizem o CC para liquidar dividas antigas ou ainda para adquirir bens e servi¢os de forma mais
rdpida e menos burocratica.

Nota-se também que o tnico periodo de decaimento da série coincide com a crise fi-

nanceira no final de 2008. De acordo com Martins (2011), tanto a queda da taxa de juros
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Figura 4.9 — Crédito consignado como propor¢ao do crédito total PF no periodo de marco de
2007 a agosto de 2014

americana quanto a quebra do Banco Lehman Brothers influenciaram a percepcao de risco dos
bancos brasileiros e provocaram um aumento no spread das operagdes de crédito realizadas.
Desta forma, como o crédito consignado possui taxas menores, é provavel que neste periodo os
bancos tenham realocado suas carteiras para modalidades mais lucrativas.

De acordo com os valores apresentados na Tabela 4.7, o coeficiente de assimetria en-
contrado estd proximo de zero, porém o resultado de 2,029 para a curtose € mais distante do
esperado em varidveis que possuem distribuicdo normal. Este fato é corroborado pelo teste
JB, o qual rejeita a hipétese nula de normalidade a 10% de significAncia. Neste caso, uma vez
que o modelo ARIMA pressupde normalidade, a utilizagdo do mesmo fica comprometida. A
Figura 4.10, que contém o histograma da relacdo CC/Crédito PF também permite verificar que
o comportamento da série € bastante divergente do esperado quando a varidvel € normalmente

distribuida.
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Tabela 4.7 — Medidas descritivas para o crédito consignado como propor¢do do crédito total PF

Medidas CC/Crédito PF
Média 0,250
Mediana 0,246
Desvio Padrao 0,033
Minimo 0,205
Maximo 0,318
Assimetria 0,437
Curtose 2,073

Jarque-Bera p-valor < 0,05

---- Distribuicao normal

15

10

0.15 0.20 0.25 0.30 0.35

Figura 4.10 — Histograma e densidades estimadas do indice de CC/Crédito PF

Outro fator perceptivel se refere ao grau de oscilacdo da mesma, que mantém-se ao redor
de niveis médios em determinados periodos e depois se altera para outros niveis temporarios.
Conforme Morettin e Toloi (2006) este € um caso tipico em séries econdmicas, que comumente
apresentam ndo estacionaridade homogénea. A Figura 4.11 é de grande auxilio neste sentido,
pois ao verificar que no correlograma em nivel hd um decaimento da autocorrelagdo conforme
as defasagens aumentam, tendo-se outro indicio de auséncia de estacionaridade. Além disso, o
teste KPSS rejeita a hipdtese nula de estacionaridade da série em nivel, com estatistica calculada
de 2,91 para a série em nivel e 0,45 para a estacionaridade em tendéncia. Na Figura 4.12 €

apresentado o comportamento da série em primeira diferenca.



@
o _| 2|
5}

©
© > _|
a4 =}

<
< t_|
S o

0.2
I
0.2
I

3 3 \ \

e —— T T T T
0.0 0.5 1.0 15 0.5 1.0 15

(a) correlograma em nivel (b) correlograma parcial em nivel

< < |

STy S \ - B

f————— — - — —
0.0 0.5 1.0 15 0.5 1.0 15

(c) correlograma em primeira diferenca (d) correlograma parcial em primeira dife-

renga
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Figura 4.12 — Série de CC/Crédito PF em primeira diferenca
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Ao realizar a diferenciacdo da série temporal observa-se que nesta a varidvel deixa de
apresentar o padrao tipico de séries temporais ndo estaciondrias (Figura 4.11). Ja o teste KPSS
corroborou a hipétese de estacionaridade em primeira diferenca e com tendéncia deterministica,
a um nivel de significincia de 10%. Este resultado é condizente com o observado na Tabela 4.7,
onde verificou-se que a série possui forte tendéncia crescente. Desta forma, assumimos que o
processo gerador da série € integrado de ordem um, I(1), com tendéncia e utilizamos a transfor-

macao para aplicacdo do SARMA em intervalos limitados.

4.2.1 Modelagem e discussdao

Assim como na Subsecdo 4.1.1, foram analisados os critérios AIC e BIC para definicao
das defasagens do modelo ARIMA e o BICc, HQ e HQc para a determinacio da ordem de p e
q do SARMA. Também foi utilizada a técnica de superajustamento, levando em consideracio a
significancia dos pardmetros estimados, o teste de Ljung e Box (1978), o RMSE e MAPE.

No caso do ARIMA, conforme evidenciado na Tabela 4.8, o modelo IMA(1,1) foi se-
lecionado pois apresentou o melhor ajuste. Este € o Gnico em que os parametros estimados
sdo significativos. Além disso, o IMA(1,1) apresentou o segundo menor RMSE, que € superior
apenas ao do IMA(1,10). O ultimo, entretanto, além de utilizar uma quantidade demasiada de
parametros, possui os piores resultados em termos de AIC e BIC. De acordo com o teste Ljung

e Box, o IMA(1,1) ndo rejeita a hipdtese nula de que os residuos sao ruido branco.

Tabela 4.8 — Critérios para identificacdo do modelo ARIMA para indice de CC/Crédito PF
Modelo AIC BIC Q[p-valor] RMSE  MAPE
IMA(1,1) ! -797,19 -770,59 0,0014[0,97] 0,001621 0,53495
IMA(1,2)  -799,15 -774,96 0,0023[0,96] 0,001622 0,53341
IMA(1,3)  -799,13 -777,36 0,0013[0,97] 0,001643 0,54735
IMA(1,4)  -800,99 -781,64 0,0002[0,99] 0,001646 0,54092
IMA(1,5)  -800,42 -783,48 0,0037[0,95] 0,001674 0,54061
IMA(1,6)  -802,40 -787,89 0,0032[0,96] 0,001674 0,54113
IMA(1,7)  -801,83 -789,73 0,0238[0,88] 0,001702 0,55208
IMA(1,8)  -803,40 -793,73 0,0071[0,93] 0,001706 0,55443
IMA(1,9)  -805,00 -797,74 0,1315[0,72] 0,001710 0,56031
IMA(1,10) -795,82 -766,79 0,0002[0,99] 0,001605 0,52876

! Todas as estimativas significativas a pelo menos 1%

Para a modelagem SARMA, os resultados expressos na Tabela 4.9 permitem obser-
var que todos os modelos selecionados apresentaram valores bastante proximos em termos de

RMSE e MAPE. Além disso, o teste () de Ljung e Box (1978) ndo rejeitou a hipdtese de que



48

os residuos sdo ruido branco em nenhum dos casos. Tanto para o BICc, quanto para o HQ
e HQc o modelo SMA(1) apresentou os melhores resultados, seguindo pelo SAR(1). Além
disso, estes modelos foram os Unicos que apresentaram significancia em todas as estimativas

dos parametros.

Tabela 4.9 — Critérios para identificacdo do modelo SARMA para indice de CC/Crédito PF
Modelo BICc HQ Hqc Q[p-valor] RMSE MAPE
BAR(1)! -910,99 -917,92 -917,16 0,0563[0,81] 0,000829 0,26171
BARMA(1,1) -906,96 -915,92 -914,76 0,0044[0,95] 0,000824 0,26594
SARMA(1,2) -890,20 -901,33 -899,68 0,0747[0,78] 0,000820 0,26055

BAR(3) -878,97 -890,09 -888,45 0,0106[0,92] 0,000815 0,25741
SARMA(2,1) -889,38 -900,51 -898,86 0,0056[0,94] 0,000825 0,26425
BAR(2) -894,15 -903,11 -901,95 0,0064[0,94] 0,000827 0,26357
BARMA(2,2) -885,04 -898,46 -896,25 0,0019[0,97] 0,000820 0,26078
BMA(Q3) -876,55 -887,67 -886,03 0,0001[0,99] 0,000823 0,26233
BMA(2) -893,64 -902,59 -901,44 0,0003[0,99] 0,000825 0,26487
BMA(1)* -911,04 -917,96 -917,19 0,0001[0,99] 0,000824 0,26695

! Todas as estimativas significativas a pelo menos 1%

Neste contexto, o modelo utilizado para delinear o comportamento da série € o SMA(1).
As Tabelas 4.10 e 4.11 apresentam as estimativas dos modelos ARIMA e SARMA selecionado,
respectivamente. Observa-se a significancia das estimativas da primeira defasagem do termo
de média mével. J4 o termo ¢ representa o elemento de tendéncia linear identificado no teste

KPSS.

Tabela 4.10 — Estimativas do modelo ARIMA selecionado para indice de CC/Crédito PF

Estimativa Desvio Padriao z[p-valor]
0, 0,4236 0,0931 4,5495 [<0,0001]
t 0,0011 0,0003 3,6732 [<0,0001]

Tabela 4.11 — Estimativas do modelo SARMA selecionado para indice de CC/Crédito PF

Estimativa Desvio Padriao z[p-valor]
Q -0,0003 0,0009 0,3622 [0,7172]
0, 1,5738 0,5212 3,0193 [0,0025]
t 0,0001 0,0000 3,2464 [0,0012]

O procedimento utilizado para estimar a varidvel de tendéncia € descrito por Morettin e
Toloi (2006) como tendéncia polinomial. Neste caso, a varidvel de tendéncia foi ajustada como

um polindmio de primeiro grau em fun¢do do tempo, que assumird os valores de 1,2, 3,... n.
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Tanto no modelo IMA(1) quanto no SMA(1) foram encontrados valores significativos e positi-
vos para o coeficiente de tendéncia, o que vai de encontro com o observado no teste KPSS e na
inspecdo grafica da série temporal em nivel.

No que se refere a eficicia preditiva do modelo selecionado, a Figura 4.13 permite veri-
ficar que para ambos ha um grau razodvel de proximidade entre os dados originais e previstos

tanto dentro (antes da linha vertical) quanto fora (ap6s a linha vertical) do horizonte temporal

amostrado.
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Figura 4.13 — Valores originais e previstos dentro e fora da amostra para a relagao de CC/Crédito
PF

Os residuos padronizados dos modelos ajustados estdo descritos na Figura 4.14. Nesta
€ possivel observar que em ambos os casos os residuos padronizados possuem comportamento
aleatério proximo de zero e com todas ocorréncias pertencentes ao intervalo (—3,3). Além
disso, os correlogramas totais e parciais dos residuos padronizados (Figura 4.15) corroboram
a ideia de que ambos os modelos estdo adequados em termos de andlise de diagndstico. En-
tretanto, ao comparar a capacidade preditiva dos modelos, fica evidente a superioridade do
BARMA selecionado. Além de apresentar resultados visivelmente mais proximos aos da sé-
rie original (Figuras 4.13 e 4.14), o modelo SMA(1) possui menor MAPE e RMSE para as
previsoes fora da amostra (Tabela 4.12).

Desta forma, considerando todos os critérios mencionados, pode-se dizer que o ARIMA

e 0 SARMA, sdo capazes de representar adequadamente os movimentos do CC como propor¢ao



Tabela 4.12 — Previsoes para a relacdo CC/Crédito PF para meses fora da amostra

Periodo  Valor observado Previsio ARIMA Previsio SARMA
mar/2014 0,3061 0,3083 0,3080
abr/2014 0,3087 0,3093 0,3103
mai/2014 0,3107 0,3104 0,3126
jun/2014 0,3137 0,3115 0,3150
jul/2014 0,3168 0,3126 0,3174
ago/2014 0,3182 0,3136 0,3198
MAPE - 0,9089 0,4747
RMSE — 0,0035 0,0010
+
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(a) Residuos padronizados do modelo ARIMA

(b) Residuos padronizados do modelo SARMA

Figura 4.14 — Residuos padronizados dos modelos para o CC/Crédito PF
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do crédito total. Entretanto, é destacada a superioridade do modelo SARMA selecionado. No

que se refere aos critérios de selecdo, vale ressaltar que o BICc, o HQ e o HQc apresentaram

comportamento semelhante no que tange a identificacio do melhor modelo candidato. Esse

resultado vai de encontro com os obtidos nas simula¢cdes de Monte Carlo, onde o desempenho

dos critérios foi bastante similar dentro de cada um dos cenarios.
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Figura 4.15 — Correlogramas dos residuos padronizados dos modelos ARIMA e SARMA do
CC/Crédito PF
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5 CONCLUSAO

Os principais propdsitos desta dissertacdo foram avaliar o desempenho de critérios de
selecdo para o SARMA e apresentar aplicagdes deste em varidveis relacionadas ao crédito no
SEN. No ambito especifico da modelagem e previsao de séries temporais restritas a interva-
los limitados, a estimacdo de modelos ARIMA pode tornar-se inadequada pela suposi¢ao de
normalidade. Neste contexto, o SARMA seria uma alternativa mais apropriada, uma vez que
assume que a variavel de interesse tem distribui¢do beta.

Para avaliar o desempenho dos critérios de selecdo na identificacdo do modelo verda-
deiro foram realizadas simula¢des de Monte Carlo. Considerou-se cinco diferentes tamanhos
amostrais e cinco tipos de cendrios, os quais diferem no vetor de parametros AR e MA do mo-
delo verdadeiro e na classe de modelos candidatos, variando também os valores do pardmetro
de precisdao. Os critérios de selecdo analisados melhoraram seu desempenho a medida que o
tamanho da amostra aumenta, o que era esperado em virtude das propriedades de consisténcia
e eficiéncia assintotica. Constatou-se também que ndo houve alteragdo no grau de identifica-
cdo correta dos critérios em fun¢do da modificacdo no valor de ¢. Além disso, o desempenho
de todos os critérios decaiu conforme aumentava a complexidade do modelo verdadeiro e da
classe de modelos candidatos. Os modelos SMA e SARMA obtiveram menor percentual de
identificacdo que o SAR.

Entre os critérios analisados, o AIC, AICc e o BIC foram os que apresentaram as maiores
divergéncias de resultados ao comparar os diferentes cendrios. Os demais critérios apresentaram
resultados semelhantes entre si, onde o BICc apresentou desempenho ligeiramente superior ao
HQ e HQc nos Cendrios 1 e 4. Por outro lado, nos demais cendrios o HQ e o HQc obtiveram um
percentual de acertos levemente superior ao BICc. Devido a semelhanga nos bons resultados
entre estes, indica-se a utilizagc@o dos trés critérios para a selecdo de modelos SARMA. Esses
trés critérios, nomeadamente o BICc, o HQ e o HQc, foram os critérios utilizados neste estudo
para a selecdo dos modelos SARMA nas aplicacdes realizadas. As varidveis selecionadas para
aplicagdao do modelo SARMA e dos critérios de sele¢dao foram a inadimpléncia de crédito e a
relacdo entre o CC e o crédito PF, ambas relacionadas ao mercado de crédito do SFN.

No intuito de realizar comparagdes, foram ajustados e realizadas previsdes através da
estimacdo tanto de modelos ARIMA quanto de modelos SARMA. Para ambas as varidveis o

primeiro indicio da inadequa¢do da modelagem ARIMA ocorreu ja na andlise descritiva dos
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dados. Ja no processo de identificagdo do modelo para a inadimpléncia de crédito e a relacdo
CC/Crédito PF, apesar de 0 ARIMA e o SARMA captarem adequadamente os movimentos da
série, o segundo apresentou previsdes mais proximas aos valores originais tanto para os valores
ajustados dentro da amostra, quanto para os resultados obtidos fora do horizonte temporal amos-
trado. Este resultado condiz com o esperado, uma vez que o SARMA é um modelo especifico
para séries temporais continuas restritas ao intervalo unitdrio padrao.

A andlise grafica dos residuos dos modelos selecionados também evidencia a superiori-
dade do SARMA em descrever o comportamento da inadimpléncia de crédito e do CC/Crédito
PE. Com isso, devido ao fato de ndo haverem outras aplicacdes do SARMA na dreas de en-
genharia de producdo e econometria, os resultados obtidos sdo um primeiro indicio empirico
de que o SARMA pode efetivamente causar um incremento positivo tanto em termos de qua-
lidade do ajuste quanto acerca dos resultados para previsdes de séries temporais de propor¢des
ou taxas restritas a intervalos limitados.

Além disso, ao tratar dos critérios de selecdo no ambito de aplicagdes do SARMA,
ressalta-se que os trés critérios de melhor desempenho nas simula¢des de Monte Carlo também
foram capazes de identificar modelos de boa qualidade em termos de significancia das estimati-
vas e andlise de residuos. Assim como nas simulagdes de Monte Carlo, o BICc, o HQ e o HQc
também mantiveram um comportamento semelhante entre si no contexto da selecdo de modelos

BARMA para a inadimpléncia de crédito e para o CC/Crédito PF.
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APENDICE A - Tabelas de frequéncia (em %) de identificacao dos modelos

Nesta sec@o encontram-se discriminadas as propor¢des em que cada critério selecionou
um modelo com ordem de defasagens k igual a do modelo verdadeiro (Cendrios 4 e 5), sobrei-

dentificou e subidentificou o modelo verdadeiro.



Tabela A.1 — Frequéncia (em %) de identificacdo no Cendrio 1 com ¢ = 20
Ordem do modelo AIC AICc BIC BICc HQ HQc

n =30
k>2 46,06 25,77 21,13 8,23 36,56 17,97
k=2 4473 58,67 58,04 61,00 50,91 61,56
k<2 9,21 15,56 20,83 30,77 12,53 2047
n = 50
k>2 41,48 30,73 13,79 7,71 27,81 18,19
k=2 55,53 65,07 76,56 79,17 66,99 74,69
k<2 299 420 965 13,12 520 7,12
n =80
k> 2 39,05 33,00 9,89 6,86 22,67 1722
k=2 60,45 66,38 87,29 89,65 76,13 81,23
k<2 0,50 062 282 349 120 1,55
n =120
k> 2 37,87 33,95 7,16 546 19,48 15,99
k=2 62,09 66,01 9240 94,01 80,34 83,81
k<2 0,04 004 044 053 0,18 0,20
n = 200
k> 2 36,28 33,87 5,37 4,60 1631 14,59
k=2 63,72 66,13 94,63 9540 83,69 8541
k<2 0,00 0,00 0,00 0,00 0,00 0,00

Tabela A.2 — Frequéncia (em %) de identificagdo no Cendrio 2 com ¢ = 20
Ordem do modelo AIC AICc BIC BICc HQ HQc

n =30
k>2 61,40 37,77 30,49 10,47 50,69 25,89
k=2 11,72 15,75 13,83 12,90 12,89 15,78
k<2 26,88 46,48 55,68 76,63 36,42 58,33
n = 50
k>2 4429 32,77 13,02 598 29,08 18,30
k=2 17,11 18,93 15,07 12,89 17,60 17,96
k<2 38,60 48,30 7191 81,13 53,32 63,74
n =80
k> 2 35,56 28,64 6,09 3,84 18,11 13,08
k=2 22,40 23,39 1594 14,24 21,67 21,14
k<2 42,04 4797 7797 81,92 60,22 65,78
n =120
k> 2 33,53 29,38 4,14 3,13 14,69 11,80
k=2 26,89 27,775 17,76 16,28 25,86 25,07
k<2 39,58 42,87 78,10 80,59 59,45 63,13
n = 200
k> 2 32,41 29,78 2,36 1,94 12,11 10,55
k=2 34,70 3545 22,63 21,41 33,49 3296

k<2 32,89 34,777 75,01 76,65 54,40 56,49




Tabela A.3 — Frequéncia (em %) de identificagdo no Cendrio 4 com ¢ = 20

Ordem do modelo AIC AICc BIC BICc HQ HQc
n =30
k> 2 95,49 55,65 7991 19,22 75,18 41,02
=2 3,14 2596 12,76 3545 14,10 31,71
k<2 1,37 18,39 7,33 45,33 10,72 27,27
modelo verdadeiro 0,49 22,12 1,83 31,38 11,63 27,25
n = 50
k> 2 95,22 60,67 77,36 17,41 58,37 39,04
k=2 3,57 29,66 1443 50,70 30,11 43,14
k<2 1,21 9,67 821 31,89 11,52 17,82
modelo verdadeiro 1,19 27,60 3,57 48,27 28,18 40,72
n =80
k> 2 95,80 59,74 80,35 13,74 43,64 3298
k=2 3,57 36,02 13,37 66,30 48,23 56,58
k<2 0,63 424 6,28 1996 8,13 10,44
modelo verdadeiro 2,33 35,06 6,08 65,30 47,20 55,50
n =120
k> 2 95,36 56,01 8421 10,23 3443 28,78
=2 430 4226 12,36 79,74 61,53 66,67
k<2 0,34 1,73 343 10,03 4,04 4,55
modelo verdadeiro 3,74 42,00 8,609 79,35 61,23 66,33
n = 200
k> 2 94,82 51,65 87,72 6,87 2527 2247
k=2 5,15 48,16 11,71 91,00 74,03 76,75
k<2 003 0,19 057 2,13 070 0,78
modelo verdadeiro 5,07 48,14 11,18 90,91 74,00 76,70
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Tabela A.4 — Frequéncia (em %) de identificagdo no Cendrio 5 com ¢ = 20

Ordem do modelo AIC AICc BIC BICc HQ HQc
n =30
k>2 91,09 49,93 61,30 13,80 69,99 34,39
k=2 7,77 17,11 32,03 17,65 1093 19,26
k<2 1,14 3296 6,67 68,55 19,08 46,35
modelo verdadeiro 0,63 7,52 1,51 8,64 450 8,74
n =50
k> 2 86,31 53,11 44,14 9,75 49,85 29,19
k=2 12,54 1698 49,27 17,35 15,87 20,58
k<2 1,15 2991 6,59 72,90 3428 50,23
modelo verdadeiro 0,31 6,63 0,77 798 644 8,74
n =80
k> 2 80,51 51,21 32,59 6,76 33,43 23,00
k=2 17,95 19,80 60,75 18,24 21,88 23,65
k<2 1,54 2899 6,66 75,00 44,69 53,35
modelo verdadeiro 0,43 8,02 0,73 8,58 9,37 10,38
n =120
k> 2 76,31 47,83 27,06 459 2461 18,70
=2 21,92 24,66 67,09 20,12 2793 28,74
k<2 1,77 27,51 5,85 7529 4746 52,56
modelo verdadeiro 0,61 10,27 0,78 10,00 12,63 13,08
n = 200
k>2 74,56 46,27 26,33 2,770 18,55 15,89
k=2 24,23 30,53 69,42 2546 35,83 35,88
k<2 1,21 2320 425 71,84 45,62 4823
modelo verdadeiro 0,76 14,03 091 13,08 17,27 17,44
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Tabela A.5 — Frequéncia (em %) de identificacdo no Cenério 1 com ¢ = 120
Ordem do modelo AIC AICc BIC BICc HQ HQc

n =30
k> 2 4490 26,77 21,77 8,57 36,14 1847
k=2 44,02 54,62 53,60 55,52 48,51 57,30
k<2 11,08 18,61 24,63 3591 15,35 24,23
n = 50
k>2 41,07 30,71 13,86 7,87 27,76 18,01
k=2 54,37 62,97 7220 74,11 64,61 71,66
k<2 456 6,32 13,94 18,02 7,63 10,33
n =80
k> 2 39,09 32,81 9,55 6,63 2244 16,89
k= 59,86 65,99 85,51 87,30 75,39 80,49
k<2 1,05 1,20 494 6,07 2,17 2,62
n =120
k>2 37,96 33,65 7,28 5,65 19,61 16,13
k= 61,89 66,20 91,57 92,94 80,06 83,40
k<2 0,15 0,15 1,15 1,41 033 047
n = 200
k> 2 36,77 34,27 5,02 430 1642 14,51
k= 63,23 65,73 94,97 95,68 83,58 85,49
k<2 0,00 000 0,01 0,02 0,00 0,00

Tabela A.6 — Frequéncia (em %) de identificagdo no Cendrio 2 com ¢ = 120
Ordem do modelo AIC AICc BIC BICc HQ HQc

n =30
k>2 55,52 30,70 23,62 7,56 43,75 19,86
k=2 13,29 16,46 14,31 1241 14,17 15,85
k<2 31,19 52,84 62,07 80,03 42,08 64,29
n = 50
k> 2 40,07 28,62 10,24 4,79 24,79 14,78
k=2 17,45 18,56 14,06 11,37 17,06 16,82
k<2 42,48 52,82 75,770 83,84 58,15 68,40
n =80
k>2 33,47 26,69 4,79 3,01 1626 11,29
k=2 22,16 23,29 15,39 13,29 21,37 21,02
k<2 44,37 50,02 79,82 83,70 62,37 67,69
n =120
k>2 31,00 26,67 3,16 2,15 12,59 9,84
k=2 26,79 27,39 17,60 1593 24,87 24,30
k<2 4221 4594 79,24 81,92 62,54 65,86
n = 200
k>2 31,56 29,06 2,34 1,84 11,43 991
k=2 33,62 34,18 22,13 21,12 32,65 32,34

k<2 34,82 36,76 75,53 77,04 5592 57,75




Tabela A.7 — Frequéncia (em %) de identificacdo no Cendrio 4 com ¢ = 120

Ordem do modelo AIC AICc BIC BICc HQ HQc
n =30
k> 2 91,92 4433 7349 12,87 62,38 30,39
=2 7,13 34,83 23,37 39,74 23,91 39,39
k<2 0,95 20,84 3,14 47,39 13,71 30,22
modelo verdadeiro 0,35 30,18 0,97 35,68 20,36 34,62
n = 50
k>2 92,63 51,20 71,51 12,37 47,86 30,25
k=2 6,61 38,12 2541 52223 38,86 49,49
k<2 0,76 10,68 3,08 3540 13,28 20,26
modelo verdadeiro 0,95 35,75 2,03 50,16 36,62 46,91
n =80
k> 2 94,67 54,01 76,31 10,35 37,61 27,78
k=2 444 4146 18,70 6647 53,85 60,93
k<2 0,89 4,53 4,99 23,18 8,54 11,29
modelo verdadeiro 1,36 39,99 283 65,34 52,36 59,41
n =120
k> 2 96,37 54,35 82,80 893 32,18 26,52
=2 3,15 43,68 13,35 77,89 6297 67,67
k<2 048 197 3,85 13,18 4,85 5,81
modelo verdadeiro 1,84 43,09 4,03 77,35 62,31 66,98
n = 200
k>2 96,88 52,46 89,74 649 24,68 21,55
k=2 3,02 47,12 8,77 89,15 73,99 76,98
k<2 0,10 042 149 436 1,33 1,47
modelo verdadeiro 2,72 47,00 5,94 88,97 73,84 76,81
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Tabela A.8 — Frequéncia (em %) de identificacdo no Cendrio 5 com ¢ = 120

Ordem do modelo AIC AICc BIC BICc HQ HQc
n =30
k> 2 82,34 39,83 51,36 10,03 57,21 26,46
=2 15,41 19,90 4096 17,80 15,22 20,75
k<2 2,25 40,27 7,68 72,17 27,57 52,79
modelo verdadeiro 0,96 8,02 1,65 7,71 593 8,67
n = 50
k>2 79,47 44,04 3841 7,79 39,69 23,60
k=2 17,08 19,20 49,40 15,57 18,17 20,21
k<2 345 36,76 12,19 76,64 42,14 56,19
modelo verdadeiro 0,57 7,30 093 642 7,10 8,18
n =80
k> 2 76,59 46,72 29,71 5,63 29,77 20,13
k=2 20,19 21,53 5925 17,94 22,82 24,17
k<2 3,22 31,75 11,04 76,43 47,41 55,70
modelo verdadeiro 0,35 744 0,68 7,03 8,36 9,02
n =120
k> 2 73,11 46,24 2483 3,93 21,95 16,99
=2 24,55 24,40 66,52 1995 27,50 27,92
k<2 2,34 2936 8,65 76,12 50,55 55,09
modelo verdadeiro 0,88 8,87 0,83 8,31 10,76 11,05
n = 200
k> 2 74,56 4590 2494 3,01 18,07 1544
k=2 18,56 29,50 49,99 24,62 34,72 3491
k<2 6,88 24,60 2507 72,37 4721 49,65
modelo verdadeiro 0,99 10,95 1,10 10,64 14,23 14,37
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