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As tecnologias atuais de aquisição, armazenamento e transmissão de dados digitais
geram grandes quantidades de dados. Esse aumento quantitativo é diretamente proporci-
onal à ampliação das bases de dados multimídia, onde se inserem as bases de imagens.
Fatores relevantes que contribuem para esta ampliação são o acesso e a geração de da-
dos multimídia, os quais são freqüentemente utilizados pela população através dos meios
de comunicação atuais. Desta forma, percebe-se claramente a necessidade existente por
sistemas automatizados, capazes de lidar com o armazenamento e a recuperação destes
dados em um tempo aceitável para os padrões atuais. Para este fim, são desenvolvidos
sistemas de recuperação de imagens por conteúdo, onde este conteúdo é descrito através
de suas características visuais de baixo nível, como forma, textura e cor. Para que um
sistema deste tipo seja considerado ideal, ele deve ser eficiente e eficaz. A eficácia será
resultado da maneira de como foram obtidas as informações de baixo nível das imagens,
considerando diferentes condições de foco, oclusão e iluminação. A eficiência é con-
seqüência dos resultados obtidos utilizando-se a organização das informações extraídas.
Os métodos de agrupamento constituem em uma das técnicas úteis para diminuir a com-
plexidade computacional destes sistemas, uma vez que agrupa informações com caracte-
rísticas semelhantes, sob determinado critério, porém sem perder a representatividade das
informações extraídas.

Este trabalho propõe um método para recuperação de imagens baseada em conteúdo,
que utiliza apropriadamente as técnicas de agrupamento, uma técnica de detecção de can-
tos e um método para normalizar as imagens no aspecto da iluminação, visando através
disso obter descritores da imagem que sejam robustos e possam ser aplicados eficiente-
mente em um sistema de recuperação de imagens por conteúdo - CBIR(Content Based
Image Retrieval).

Palavras-chave: Características de cor, técnicas de agrupamento, técnicas de detecção
de cantos, classificação de Imagens por conteúdo.



ABSTRACT
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TECHNIQUES OF CLUSTER-BASED FEATURES FOR CLASSIFICATION OF
COLOR IMAGES
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The current technologies for acquisition, storage and transmission of digital data, gen-
erate large amounts of data. This quantitative increase is directly proportional to the ex-
pansion of multimedia databases, where the bases are part of images. Factors contributing
to this expansion is the generation of data access and multimedia, which are frequently
used by the population through the media today. Thus, we find a clear need exists for
automated systems, capable of dealing with the storage and retrieval of data in a time
acceptable to the current standards. To this end, systems are designed for content retrieval
of images, where the content is described through its low-level visual features such as
shape, texture and color. To have such a system is considered ideal, it must be efficient
and effective. The effectiveness will result from the way the information was obtained as
a low level of images, considering different conditions of focus, lighting and occlusion.
The efficiency is a consequence of the results obtained using the organization of informa-
tion extracted. The methods of grouping are in one of the useful techniques to reduce the
computational complexity of these systems, reducing the computational complexity of the
methods implemented, but without losing the representation of information extracted.

This work proposes a method for retrieval of images based on content, using appro-
priate techniques of clustering, a technique for detecting edges and a method to normalize
the images in the aspect of enlightenment, to get through it the image descriptors that are
robust and can be applied efficiently in a retrieval system for images by content - CBIR
(Content Based Image Retrieval).

Keywords: cluster-based, color features, content based image retrieval, corner detection.
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1 INTRODUÇÃO

A proposta deste trabalho é criação um novo método que utiliza de maneira apropriada

duas técnicas da área da Visão Computacional presentes no estado da arte da literatura,

que originalmente possuem objetivos distintos, para que atuando em conjunto consigam

gerar metadados robustos, que posteriormente são utilizados eficientemente em um Sis-

tema de Recuperação de Imagens por Conteúdo - CBIR. A primeira técnica se refere

à detecção de cantos proposta por (HARRIS; STEPHENS, 1988) e que está presente em

recentes publicações á área da visão Computacional, como por exemplo, (GEVREKCI;

GUNTURK, 2009), (WEIJER; GEVERS; GEUSEBROEK, 2005), e é apontada como a mais ro-

busta técnica disponível com este objetivo específico (ZOU et al., 2008). A segunda é a

técnica de agrupamento mean-shift, uma técnica também presente no estado da arte na

área de visão computacional que pode ser observado em (ZHAO; KNIGHT; REID, 2008),

(KALPATHY-CRAMER; HERSH, 2008), (SHOTTON; BLAKE; CIPOLLA, 2008), (VENUGOPAL;

SUDHAMANI, 2008), (LI; SHIH; HSU, 2004), e que possui características primárias que

atendem plenamente o problema a ser resolvido por este trabalho, que é a classificação de

imagens coloridas heterogêneas através seu conteúdo de baixo nível.
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2 REVISÃO DA LITERATURA

2.1 Imagens e seus Metadados: Em Busca da Semântica

O chamado semantic gap ou gargalo semântico é um dos principais fatores que difi-

cultam a recuperação de imagens digitais, que é entendido como a diferença entre a per-

cepção de alto nível que os usuários tem perante as imagens e as características de baixo

nível que são extraídas das imagens para caracteriza-las, possibilitando sua recuperação

automática através de um sistema CBIR(Content Based Imagem Retrieval). Este gargalo

semântico ainda pode ser influenciado pela subjetividade humana, onde uma pessoa pode

interpretar a mesma imagem de diversas maneiras e conforme o seu (des)conhecimento a

priori.

O gargalo semântico ainda pode ser reduzido pela inclusão de informação de alto ní-

vel através do usuário em sistemas que já indexam informações de baixo nível, sendo

considerada uma prática corrente. Desta maneira, a tarefa de comparação e recuperação

de imagens considera não somente as características de baixo nível, extraídas automati-

camente das imagens, como também as características de alto nível que são informadas

pelo usuário. Estas características podem ser, por exemplo, palavras chave frequente-

mente usadas em sistemas de recuperação baseados na web ou descrições na forma de

pequenas anotações incluídas em um banco de dados de imagens.

Semantic gap é um problema amplamente discutido na literatura, porém ainda é uma

questão em aberto nas pesquisas em Visão Computacional. Recentemente duas técnicas

baseadas em relevance feedback que foram integradas à um sistema CBIR, aumentando

a precisão na recuperação das imagens em 42%, quando do uso das texturas da imagem

(TRAINA; MARQUES; JR., 2006).

A grande maioria das pesquisas em sistemas de recuperação de imagens por conteúdo,

utilizam características visuais de baixo nível, devido à boa eficiência computacional que
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se consegue atingir através de métodos de recuperação que utilizam-se estas característi-

cas.

2.2 A Recuperação de Imagens por Conteúdo

As imagens podem ser descritas através de atributos independentes do seu conteúdo

visual, visando à indexação posterior. Dentre estes atributos podemos incluir o nome do

arquivo, formato gráfico, tamanho físico, dimensões espaciais, etc. Muito embora estes

atributos possam ser eficientemente gerenciados por um sistema gerenciador de banco de

dados (SGBD), as consultas restringem-se somente aos atributos disponíveis, os quais não

descrevem o conteúdo semântico das imagens.

A descrição textual pode ser eficientemente gerenciada por sistemas de recuperação

de informação (LUX; GRANITZER; KLIEBER, 2004), porém, este tipo de técnica requer

intervenção humana para obter as descrições textuais de cada imagem individualmente,

onde problemas de subjetividade e incompletude podem vir a ocorrer na descrição das

imagens, já que a interpretação visual da imagem varia de acordo com o conhecimento,

objetivo, experiência e percepção de cada analisador.

Finalmente, é possível utilizar características visuais de baixo nível, tais como textura,

formas, posição, distribuição de cores, para descrever, representar e comparar imagens. A

Recuperação de imagens baseada em conteúdo é baseada no conceito de busca de imagens

por similaridade, ou seja, quando um usuário submeter uma consulta (imagem exemplo),

o sistema deve recuperar o conjunto de imagens mais similares à imagem de referência,

organizadas em ordem decrescente de similaridade. CBIR é uma área multidisciplinar

que envolve, principalmente, técnicas de banco de dados, processamento de imagens,

recuperação de informação e reconhecimento de padrões, incluindo também interfaces

usuário-máquina.

2.2.1 Fusão de Descritores

Neste tipo de solução, a idéia é descobrir mecanismos para explorar as vantagens de

diferentes descritores encontrados na literatura e combiná-los em uma aplicação especí-

fica. O problema é que de fato, não existem descritores que apresentam alto desempenho

(eficácia e eficiência) em todos os sistemas nos quais são utilizados.
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2.2.2 Fusão de Evidências Textuais e Visuais

Esta solução é baseada em anotações textuais, onde as palavras-chaves são associa-

das às imagens armazenadas na base de dados e as consultas são feitas de forma textual,

trazendo problemas de interpretação por parte do usuário e elevado tempo de trabalho. Po-

rém, essa abordagem introduz, de fato, informação semântica ao processo de recuperação

de imagens. A idéia é utilizar anotações textuais em conjunto com o conteúdo de baixo

nível das imagens, aproveitando assim as qualidades implícitas em ambas as abordagens.

2.2.3 Realimentação de Relevância (relevance feedback)

A forma mais usual para fazer uma consulta em um sistema CBIR é informar uma

imagem de entrada, e o sistema retornar as imagens mais semelhantes em ordem decres-

cente (rank), baseando-se nos descritores utilizados pelo sistema. Uma tarefa não trivial

é permitir que o usuário forneça parâmetros adicionais ao sistema de busca, uma vez que

exigiria do mesmo um conhecimento bastante detalhado das características dos descrito-

res utilizados. Para resolver este problema, o relevance feedback é usada a realimentação

de relevância, que é uma técnica utilizada para recuperação de informações textuais (XU;

XIAOWEI; TRESP, 2003). O relevance feedback é usado por pesquisadores atuantes na área

de recuperação de imagens por conteúdo (ZHOU; HUANG, 2003) e (KIM; CHUNG; BAR-

NARD, 2005). A idéia é permitir que o usuário expresse sua necessidade durante a especi-

ficação da consulta, sem a necessidade de preocupar-se com propriedades de baixo nível.

As características de alto nível, mais utilizadas na representação de imagens, permitem

que o usuário indique, por exemplo, as imagens relevantes dentro das imagens retornadas.

A cada consulta, o algoritmo de classificação e realimentado com outros dados provenien-

tes de consultas anteriores produzidas pelo usuário. As propriedades visuais que melhor

definem as imagens relevantes são usadas, permitindo que o sistema produza novas con-

sultas a partir da consulta original, produzindo assim, resultados similares, conforme o

critério escolhido.

O objetivo do relevance feedback é tratar duas questões importantes da recuperação

das imagens por conteúdo que são: evitar que o usuário tenha necessidade de conhecer

as características de baixo nível utilizada no processo de classificação, necessitando ape-

nas a percepção visual do usuário e atender o caráter subjetivo de diferentes pessoas em

diferentes circunstâncias. Com o uso de relevance feedback estas duas questões passam
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despercebidas pelo usuário.

2.2.4 A Importância da Recuperação de Imagens no Contexto Atual

Os preços cada vez mais acessíveis de equipamentos que permitem a geração e arma-

zenamento de imagens digitais, têm tornado as pesquisas em recuperação de imagens por

conteúdo cada vez mais relevantes em nossos dias, devido à sistemas eficazes para geren-

ciar toda esta informação gerada. Aliado a esses fatores, o crescimento e popularização da

Internet torna a disponibilização de imagens digitais bastante abundante. Essas grandes

coleções de imagens estão disponíveis nas mais diversas áreas do conhecimento, como:

imagens médicas, presentes no trabalho de (ANTANI; LONG; THOMA, 2008) e (CHANG et

al., 2008), sensoriamento remoto, conforme (TOBIN et al., 2006), (LIU; HE, 2008) e (XIE;

ROBERTS; JOHNSON, 2008). A popularização do acesso a imagens digitais tem permitido

que esta área de pesquisa busque soluções específicas para a recuperação de imagens em

setores da sociedade não previstos em primeira instância, como por exemplo organização

de imagens digitais pessoais (WEN; CHEN; TANG, 2008). Em 2006 algumas estimativas

que demonstraram alguns números impressionantes para a produção audiovisual nos anos

vindouros. Em todo o mundo, 1-2 hexabytes (bilhões de gigabytes) de conteúdo eletrô-

nico seriam produzidos e 80 bilhões de imagens digitais seriam produzidas. Além disso,

mais de um bilhão de imagens relacionadas a transações comerciais estariam disponíveis

e deveriam aumentar dez vezes nos dois anos seguintes (KOMPATSIARIS, 2006).

2.3 Sistemas de Indexação e Recuperação de Imagens (CBIR)

Sistemas de recuperação de imagens por conteúdo são focados na idéia de simila-

ridade de imagens, onde, dado um banco de dados de imagens com grande número de

imagens, o usuário necessita recuperar imagens similares a uma determinada imagem

exemplo ou um esboço de imagem fornecido como entrada. O processo de recupera-

ção é baseado na comparação das imagens por meio de descritores (TORRES; FALCãO,

2006), que devem armazenar de maneira eficaz determinadas características extraídas das

imagens. A arquitetura típica de um sistema de recuperação de imagens por conteúdo

é demonstrada na Figura 2.1. A arquitetura básica de um sistema de recuperação de

imagens por conteúdo possui duas funcionalidades principais: a inserção de dados e o

processamento de consultas.
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Figura 2.1: Arquitetura típica de um sistema de recuperação de imagens por con-
teúdo. Fonte:(TORRES e FALCÃO,2006)

2.3.1 Arquiteturas Existentes

Os sistemas CBIR possuem atualmente duas abordagens principais. Uma delas é ba-

seada no conteúdo da imagem e a outra é baseada em texto. Estas abordagens podem ser

divididas em 4 categorias, que são baseadas em atributo, anotação, objetos e característi-

cas. A Figura 2.2 mostra a distribuição das abordagens.



19

Figura 2.2: Abordagens em recuperação de imagens

A abordagem baseada em atributo representa o conteúdo da imagem como um con-

junto de características extraídas manualmente da mesma imagem, como assunto, catego-

ria, autor, origem, data de criação, etc. Esta abordagem faz uso de métodos de indexação

oferecidos por sistemas de gerenciamento de bancos de dados, e a SQL (Structured Query

Language). Devido à subjetividade de quem está extraindo as informações, um dos mai-

ores problemas desta abordagem é que elas nem sempre poderão descrever o conteúdo da

imagem de maneira apropriada.

A abordagem baseada em anotação utiliza-se de um texto que descreve o conteúdo da

imagem. A recuperação destas imagens é efetuada através de palavras-chaves ou frases,

onde são freqüentemente utilizados operadores booleanos. Esta abordagem traz como

principal vantagem a possibilidade de abstração de uma imagem, porém com a desvan-

tagem de exigir que a anotação seja feita de maneira manual, também trazendo consigo

o problema da subjetividade. Reconhecimento de objetos é outra abordagem trabalhada,

onde o objetivo é interpretar cenas, pessoas, ações e objetos presentes na imagem.

Por fim, a abordagem que parte das características de baixo nível (cor, textura e

forma) realiza de forma automática a indexação das imagens. Este procedimento automá-

tico reduz consideravelmente o tempo necessário para indexar uma coleção de imagens,

tornando-se assim bastante importante na recuperação em grandes coleções de imagens.
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2.3.2 Extração de Características

(AMSALEG; GROS; BERRANI, 2004) afirmam que as imagens são consideradas como

dados complexos, pois suas características são representadas por um número usualmente

elevado de atributos. Para tratar esse tipo de dado é necessário extrair informações que

melhor o represente. Esse processo, denominado extração de características, permite

identificar as propriedades inerentes da imagem que serão utilizadas para recuperar ima-

gens de maneira eficiente. As características da imagem podem ser consideradas como

globais e locais. Em um processo de busca por imagens similares são retornadas as ima-

gens mais semelhantes globalmente, obtidas por meio de um descritor que codifica as

informações globais da imagem. As técnicas de extração de características globais não se

preocupam com detalhes de regiões individuais da imagem, podendo ocasionar o apare-

cimento de informações irrelevantes no resultado de uma consulta.

Contudo, não é possível detectar quando duas imagens contêm objetos similares em

locais diferentes, seja em segundo plano, em diferentes pontos de vista ou diferentes vari-

ações de iluminação. Por não conseguir capturar aspectos de semântica mais local da ima-

gem, a extração de características pode produzir, assim, uma descontinuidade semântica.

Para resolver esse problema, técnicas de processamento de imagens têm focado no reco-

nhecimento de objetos, tipicamente para extrair informações locais contidas em pequenas

regiões das imagens. Nas técnicas de extração de características locais, as imagens são

segmentadas em regiões menores que podem ser utilizadas para identificar objetos com

um alto nível semântico, podendo obter um reconhecimento robusto em relação à rotação

e translação da imagem, variação de iluminação e oclusões parciais. Algumas caracte-

rísticas da imagem podem ser detectadas automaticamente, porém sua precisão depende

da complexidade da imagem. As características extraídas automaticamente da imagem

são categorizadas como baixo nível (raw features) e são baseadas, principalmente, nos

atributos de cor, textura e forma. A comparação de imagens efetuadas em sistemas CBIR

busca simular a percepção humana comparando as características visuais de cor, textura

e forma (KOSARA; MIKSCH, 2002). Apesar de a cor ser um atributo bastante utilizado

e eficaz na recuperação de imagens, dependendo da aplicação e do domínio específico,

essa característica pode não ser a mais adequada, sendo necessário o uso dos atributos

de textura e forma. Deve-se observar que, muitas vezes é necessário o uso de múltiplos

atributos para alcançar uma resposta desejada (MIRMEHDI; PERISSAMY, 2002).
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2.3.2.1 Usando Cores

As cores presentes em uma imagem possuem um papel significativo na indexação e

recuperação. Existem diferentes representações de cores que incluem desde o tradicional

modelo RGB(red, green, blue), o mais simples modelo que mapeia diretamente as ca-

racterísticas físicas do dispositivo de exibição, até o HSI (hue, saturation, intensity) que

reflete mais precisamente o modelo de cores para a percepção humana.

Muitos trabalhos de extração de características baseadas em distribuição de cores es-

tão concentrados nos histogramas de cor, onde a intersecção de histogramas é utilizada

(SWAIN; BALLARD, 1990). Os histogramas de cor são invariantes à translação e rotação

das imagens, sendo que, com a normalização dos histogramas, obtém-se também a in-

variância à escala. De qualquer forma, os histogramas de cor não indicam a localização

espacial dos pixels na imagem.

Muitas operações podem ser feitas com os histogramas de cor, mudando parâmetros

e limiares, por exemplo, a Figura 2.3 apresenta a imagem original e seu respectivo his-

tograma. Ao se aplicar uma operação de alongamento (stretch) sobre a imagem, o histo-

grama ficaria como na Figura 2.4, tendo como resultado uma imagem melhor definida.

Alguns trabalhos, que utilizam a distribuição de cores na imagem para montar o vetor

de características baseado nos coeficientes wavelets são apresentados por (ALBUZ; KOCA-

LAR; KHOKHAR, 2001) , conseguindo diminuir o tempo de busca das imagens similares,

mas a eficiência da busca não é tão boa (máximo de 35% de eficiência).

Figura 2.3: Imagem com a saturação original e seu respectivo histograma
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Figura 2.4: Imagem saturada e seu respectivo histograma

Embora existam sistemas comerciais muito populares que utilizam os histogramas de

cores em sistemas de recuperação de imagens por conteúdo como por exemplo: (FLICK-

NER et al., 1995a), (SMITH; CHANG, 1996), (MA; MANJUNATH, 1999a), esta abordagem

mostra algumas dificuldades pelo próprio caráter não invariante do histograma de cores.

Além disso, se a imagem contém um número alto de cores, então o vetor de características

será muito grande e a indexação de vetores com essa dimensão torna-se problemática

2.3.2.2 Usando Formas

Deve-se indicar que em sistemas de recuperação de imagens por conteúdo, o atributo

forma é o que apresenta maior dificuldade, especialmente pelo fato de ter que segmentar e

conhecer o tamanho dos objetos contidos na imagem. Vários esquemas foram propostos

na literatura para a recuperação de imagens baseadas na forma. (GONZALES; WOODS R.,

1993) propôs uma técnica hierárquica que mistura métodos de momentos invariantes com

arco poligonal 2D. O sistema IRUS proposto por (ADORAM; LEW, 1999) utiliza contornos

ativos para a segmentação de objetos. Uma análise multiescala de objetos bidimensionais

aplicando Gabor wavelets é apresentada em (CESAR-JR., 1997).

Atualmente, os sistemas CBIR que são baseados em formas, procuram explorar o

contorno e também o conteúdo do interior destes objetos (ZHANG; LU, 2004) , mas estas

definições dependem muito do domínio das imagens em questão. (TORRES et al., 2008)

afirma que é um desafio encontrar uma descrição ideal para cada tipo de aplicação, con-

siderando informações de contorno, interior ou uma combinação dos métodos para obter

uma recuperação de imagens mais eficiente.
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2.3.2.3 Usando Texturas

Não existe uma definição clara de textura (TUCERYAN; JAIN, 1993), mas os autores

concordam em defini-la como as mudanças na intensidade da imagem que formam deter-

minados padrões repetitivos. Esses padrões podem ser o resultado de propriedades físicas

da superfície do objeto (rugosidade), ou ser o resultado de diferenças de reflexão tal como

a cor na superfície. A Figura 2.5 mostra alguns exemplos de imagens com textura. Muito

embora o reconhecimento de objetos através de suas respectivas texturas seja simples para

os seres humanos, esta tarefa é considerada complexa para os sistemas computacionais.

Nos sistemas CBIR as características de textura são muito úteis, por esta estar presente

na maioria de superfícies naturais exibe texturas. A extração de metadados a partir das

texturas vem despertando interesse na comunidade científica, tendo em vista que os des-

critores de textura podem medir algumas propriedades das imagens como regularidade,

suavidade, granularidade, entre outras (TORRES et al., 2008). Aplicações desenvolvidas

incluindo a recuperação de imagens por conteúdo, considerando a textura pode ser obser-

vados em (LIU et al., 2007).

Figura 2.5: Imagens com textura

A análise de textura tem por objetivo estabelecer o relacionamento de vizinhança dos

elementos e seu posicionamento em relação aos demais (conectividade), o número de

elementos por unidade espacial (densidade) e a sua regularidade (homogeneidade). A

identificação das texturas de imagens visa permitir sua segmentação em determinadas re-

giões, que possuam a mesma textura, porém da mesma forma que no caso da extração de

características por cores, apresentam-se dificuldades com a invariância e a dimensionali-

dade do vetor de características.
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2.3.2.4 Abordagens Híbridas

É possível imaginar que a combinação de vários descritores de imagens possam ser

utilizados em conjunto para caracterizar determinada imagem em um sistema CBIR. Po-

rém, o fato é que cada tipo de descritor tem um comportamento ótimo em aplicações

específicas. É um desafio da área de Visão Computacional descobrir quais os descritores

que produzem uma determinada combinação entre si, para recuperar imagens de maneira

automática eficiente. (TORRES et al., 2008) afirma que não existem descritores que apre-

sentam alto desempenho (eficácia e eficiência) em todas as aplicações, sendo este um dos

desafios a ser explorado na pesquisa de sistemas CBIR (LEW et al., 2006).

2.3.3 Trabalhos relacionados

Os sistemas de recuperação de imagens por conteúdo primordiais datam da década

de 80 (CHANG; FU, 1980). Os mais importantes começaram a surgir durante a década

de 90. Dentre os sistemas comerciais de recuperação de imagens baseados em conteúdo

mais conhecidos são o QBIC da IBM (FLICKNER et al., 1995b), que foi pioneiro na área

e é um dos mais importantes até hoje e o Virage que foi desenvolvido para recuperação

de vídeos e imagens. Após o QBIC, outros sistemas foram desenvolvidos, como o Ne-

tra (MA; MANJUNATH, 1999b) e o Photobook (PENTLAND; PICARD; SCLAROFF, 1996),

onde foram sendo agregados novos recursos que incluíram características de cor e textura

para descrever seu conteúdo. O Blobworld (CARSON et al., 1999) introduziu o uso de

segmentação de imagens e o PicHunter implementou um mecanismo de realimentação de

relevância (relevance feedback). A abordagem proposta no sistema MARS (RUI; HUANG;

MEHROTRA, 1997) faz uso de uma solução de realimentação de relevância e tem destaque

perante os demais sistemas pelo envolvimento de múltiplas pesquisas em sua implemen-

tação, que incluem visualização computacional, recuperação de informação e sistemas de

gerenciamento de base de dados.

Encontram-se dispníveis via Web, sistemas de dominio público como o GIFT (GNU

Image-Finding Tool) e várias versões de demonstrações disponíveis on-line, como o Viper

e o Compass (Computer Aided Search System). Uma descrição mais apurada desses e de

outros sistemas CBIR pode ser vista em (VELTKAMP; TANASE, 2002). Tendências das

pesquisas relecionadas a sistemas CBIR pode ser visto em: (DATTA et al., 2008).

Recentemente, (VENUGOPAL; SUDHAMANI, 2008) utilizou uma técnica de agrupa-
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mento de dados em conjunto com uma técnica de indexação R* Tree em um sistema

CBIR. Os resultados foram utilizados como parâmetro de comparação para atestar a efi-

ciência do método desenvolvido e apresentado neste trabalho.

2.3.4 Comparações e Critérios de Similaridade

Para concluir o quanto uma imagem é similar à outra, após a escolha de uma imagem

de comparação, é necessário avaliar a melhor função de distância para o cálculo de si-

milaridade entre os metadados coletados das imagens, o que a literatura constantemente

chama de vetores de características. Tradicionalmente, sistemas CBIR utilizam medi-

das Euclidianas, para medir distâncias entre a imagem consultada (suas características

extraídas) e as características das outras n imagens já representadas também por suas ca-

racterísticas. A função de distância é utilizada de acordo com a estrutura e conteúdo dos

metadados, podendo ser necessário utilizar mais de uma função de distância. Esta escolha

irá depender das especificidades do conjunto de imagens que está sendo usado e os seus

respectivos metadados. Algumas das medidas de similaridade mais utilizadas, conhecidas

e encontradas na literatura, estão descritas a seguir:

2.3.4.1 Distância de Minkowski

Esta técnica trata-se da generalização da distância entre 2 pontosX = (x1, x2, x3, ..., xn)

e Y = (y1, y2, y3, ..., yn) em um plano. Está descrita em (PLATANIOTIS; ANDROUTSOS; VE-

NETSANOPOULOS, 1998) para recuperação de imagens coloridas baseadas em contexto.

Esta métrica é conhecida também como distância Lp. Na Equacão (2.1) pode-se observar

a sua fórmula matemática, onde p representa a norma:

DMinkowski
p

√√√√ n∑
k=0

|xk − yk|p (2.1)

2.3.4.2 Distância Euclidiana

Trata-se de outra especialização da distância de Minkowski para norma-2, ou L2. É a

distância linear entre os pontosX = (x1, x2, x3, ..., xn) e Y = (y1, y2, y3, ..., yn), com sua

fórmula definida pela Equação (2.2) para n dimensões. Pode-se perceber que a fórmula da

distância euclidiana para n = 2 é equivalente a fórmula da Equação (2.2) , que representa

a forma de um círculo.
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DE =
√

(x1 − y1)2 + (x2 − y2) + (x3 − y3)2 + ...+ (xn − yn)2 (2.2)

2.3.4.3 Distância de Mahalanobis

Distância não linear entre pontos X = (x1, x2, x3, ..., xn) e suas médias

X = (x1, x2, x3, ..., xn)

. Sua fórmula matemática é representada pela Equação (2.3) em que é calculada a distân-

cia do ponto X até o centro do grupo X, C representando a matriz inversa da co-variância

entre os pontos. Nessa distância é necessário que já haja um agrupamento prévio, pois

a métrica a ser feita nos pontos leva em consideração os pontos já pertencentes a esse

grupo.

DM =

√
((X −X)T ∗ C−1(X − X̄) (2.3)

A obtenção de C é dada pela Equação (2.4) em que a função E(z) representa o valor

esperado. Nota-se que na diagonal principal dessa matriz encontram-se as variâncias e

que também essa matriz tem a propriedade de ser espelhada


E[(x1 − x̄1)(x1 − x̄1)]E[(x1 − x̄1)(x2 − x̄2)] . . . E[(x1 − x̄1)(xn − x̄n)]
E[(x2 − x̄2)(x1 − x̄1)]E[(x2 − x̄2)(x2 − x̄2)] . . . E[(x2 − x̄2)(xn − x̄n)]

...
E[(xn − x̄n)(x1 − x̄1)]E[(xn − x̄n)(x2 − x̄2)] . . . E[(xn − x̄n)(xn − x̄n)]

 (2.4)
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3 TÉCNICAS ATUAIS DE GERAÇÃO DE METADADOS
DA IMAGEM

3.1 A Detecção dos Cantos

A extração de determinados pontos de interesse da imagem durante o processamento

de imagens digitais é base para diversas áreas do conhecimento. O interesse na detec-

ção de pontos (cantos ou quinas) reside no fato destes pontos possuírem características

que variam fortemente em relação aos vizinhos e que os distinguem. Tais característi-

cas normalmente estão relacionadas ao brilho e intensidade, a análise matemática dessas

características permite o cálculo da posição destes pontos na imagem. Por outro lado

os cantos têm grande importância em processamento digital de imagens por possuírem

características de não serem afetados por rotações da imagem e serem detectados sob

diferentes condições de iluminação. É desejável que um detector de cantos atenda aos

seguintes requisitos (WANG W., 2004)

• Detecte todos os cantos que realmente existam na imagem;

• Não detecte falsos cantos;

• A localização do canto deve ser a mais fiel possível;

• O detector de cantos deve ser capaz de manter sua eficiência sob diferentes circuns-

tâncias de aplicação;

• O detector deve ser robusto com respeito a ruídos;

• O detector deve ser computacionalmente eficiente.

Desde o desenvolvimento do primeiro detector de cantos por (MORAVEC, 1977), vá-

rias outras tentativas têm sido empregadas por diversos autores na busca de um detector
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de cantos ideal. Este trabalho divide os métodos de detecção de cantos em quatro grupos:

o primeiro grupo diz respeito aos métodos relacionados a arestas, o segundo refere-se aos

métodos baseados em topologia, o terceiro aos métodos baseados em autocorrelação e o

quarto aos métodos alternativos.

3.1.1 Abordagens Baseadas em Arestas

(KITCHEN; ROSENFELD, 1982) foram os pioneiros na aplicação de operadores de gra-

diente na detecção de cantos. Eles utilizaram o Laplaciano da função gaussiana para a

identificação de locais de máximo sobre bordas detectadas. Os cantos eram identificados

com a aplicação da supressão não máxima. Esta metodologia apresenta como fragilidade

a alta sensibilidade à presença de ruídos.

3.1.2 Abordagens Baseadas na Topologia

(BEAUDET, 1978) desenvolveu um operador invariante à rotação. A detecção do canto

é baseada no cálculo do determinante da matriz Hessiana, a qual inclui derivadas de se-

gunda ordem tornando o método sensível a ruídos e a variação de escala. (DERICHE; GI-

RAUDON, 1992) estenderam o método proposto por (BEAUDET, 1978) pela aplicação de

múltiplas escalas na suavização gaussiana. Os cantos são definidos nos pontos de cruza-

mento por zero, nas diferentes escalas aplicadas. Embora a metodologia apresente ganho

quanto à posição relativa dos cantos detectados permanece ainda a alta sensibilidade aos

ruídos da imagem.

3.1.3 Abordagens Baseadas em Auto-Correlações

A metodologia desenvolvida em (MORAVEC, 1977) introduz o conceito de ponto de

interesse ou pontos que representem um máximo local para a função da imagem con-

siderada. Uma máscara de operador de gradiente centrada nestes pontos de interesse é

aplicada para medir a variação da intensidade de brilho em diferentes direções. Moravec

implementou esta metodologia através do cálculo de autocorrelação local não normali-

zada em 4 e 8 diferentes direções (vizinhança 4 e 8), resultando numa resposta ansio-

trópica altamente sensível a ruídos devido ao uso de máscaras com dimensões entre 3x3

e 5x5. (HARRIS; STEPHENS, 1988) contribuíram para a extensão e aperfeiçoamento do

método de Moravec, principalmente com vistas à utilização de um operador gaussiano e

aumento da vizinhança de pesquisa de variação da função da imagem. A autocorrelação
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local é calculada a partir de derivadas de primeira ordem (gaussiano), produzindo uma

resposta isotrópica. A partir do trabalho de (FORSTNER, 1986), um importante melhora-

mento foi incorporado, relacionado ao uso de máscaras circulares e a decomposição da

matriz de autovalores.

(ZHENG; WANG; KHWANG, 1999), motivados por reduzir a complexidade computacio-

nal do método de Harris e Stephens, introduziram simplificações no algoritmo do referido

método cujas modificações implicaram em otimização computacional e de localização

dos cantos, porém tiveram como conseqüência a diminuição da capacidade de detec-

ção de cantos. (TRIGGS, 2004) denomina o operador resultante dos desenvolvimentos

e aprimoramentos desempenhados independentemente por (FORSTNER, 1986) e (HAR-

RIS; STEPHENS, 1988) quanto ao operador de Moravec como operador Forstner-Harris.

3.1.4 Detectores de Cantos Alternativos

(SMITH; BRADY, 1995) desenvolveram o detector de cantos e linhas denominado SU-

SAN (Smallest Univalue Segment Assimilating Nucleus). O algoritmo assume que dentro

de uma pequena máscara circular a intensidade de brilho pertencente a diferentes objetos

varie pouco, o mesmo calcula também o número de pixels que possuem brilho similar ao

brilho do pixel central ou núcleo da máscara. Estes pixels são chamados USAN (Univa-

lue Segment Assimilating Nucleus), os cantos são detectados aplicando-se o procedimento

descrito a toda a imagem proporcionando o cálculo da mínima USAN. O método possui

robustez quanto a ruídos (por não utilizar derivadas parciais), é agil computacionalmente,

porém, sua repetibilidade é baixa. (TRAJKOVIC; HEDLEY, 1998) desenvolveram uma me-

todologia para detectar cantos a partir do algoritmo SUSAN, porém, assumindo que um

canto seja uma variação abrupta de intensidade de brilho em todas as direções. Este mé-

todo apresenta alta eficiência computacional, entretanto não apresenta adaptabilidade a

variações na imagem comparável ao detector de cantos de Harris. O operador CSS (Cur-

vature Scale Space) detecta cantos através da busca direta de pontos de máxima curvatura

sobre uma linha de contorno, ou seja, busca sobre a linha de contorno as máximas varia-

ções de direção (MOKHTARIAN; SUOMELA, 1998).

3.1.5 O Detector de Harris: Fundamentação e Algoritmo

A idéia básica do detector de cantos de Harris (HARRIS; STEPHENS, 1988) consiste

em definir um pequeno quadrado dentro da imagem e deslocar em várias direções. Estas
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variações de deslocamento provocam pequenas variações de intensidade neste quadro.

Dependendo do tipo de variação de intensidade, este quadro contém um canto, uma borda

ou mesmo uma região plana. A Figura 3.1 mostra esta característica.

Figura 3.1: Idéia básica do detector de cantos Harris

A especificação matemática é demonstrada como:

E(x, y) =
∑

w(u, v).|Ix+u,y+v − Iu,v|2 (3.1)

onde I é a intensidade da imagem, E a variação de intensidade introduzida pelo pe-

queno deslocamento da imagem e w especifica o tipo de janela do quadro, sendo a unidade

na região retangular especificada e zero nas demais regiões.

Se a janela considerada for pequena (2x2 pixels), então é possível simplificar por uma

aproximação bilinear

A especificação matemática é demonstrada como:

E(u, v) = [u, v].M

[
u
v

]
(3.2)

onde M é uma matriz 2x2 computada a partir das derivadas da imagem

M =
∑

W (x, y).

[
( ∂I

∂x
)2 ∂I

∂x
.∂I
∂I

∂I
∂x
.∂I
∂y

(∂I
∂y

)

]
(3.3)

sendo I(x,y) a intensidade da imagem considerada.

O cálculo das derivadas parciais da imagem é feito da seguinte forma
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∂I

∂x
= I(x, y)⊗ (−1, 0, 1) (3.4)

∂I

∂y
= I(x, y)⊗ (−1, 0, 1)T (3.5)

ou seja, a convolução com um filtro derivativo horizontal e vertical. Harris ainda

propõe que

(
∂I

∂x

)2

,

(
∂I

∂y

)2

(3.6)

e

∂I

∂x
.
∂I

∂y
(3.7)

sejam filtrados utilizando uma janela circular gaussiana para diminuir o ruído causado

pela janela binário e retangular das derivadas. Segundo o autor, os autovalores(λ1 e λ2)

da matriz M, representam a característica da região analisada. quando os dois autovalores

são pequenos, temos uma região "plana"’. Se um dos autovalores for maior que o outro,

então temos uma borda da imagem. Se os dois autovalores forem grandes e próximos

temos um canto da imagem.

Harris propôs a utilização de uma função chamada de resposta aos cantos para evitar

a decomposição dos autovalores da matriz M, definida como

R = detM − k.(trace{M})2 (3.8)

detM = λ1.λ2 =

(
∂I

∂x

)2

.

(
∂I

∂y

)2

− ∂I

∂x
.
∂I

∂y
(3.9)

trace{M} = λ1 + λ2 =

(
∂I

∂x

)2

.

(
∂I

∂y

)2

(3.10)

onde k é uma constante empírica de valores típicos proposto por Harris entre 0,04 e 0,06.

Então, dependendo do valor de R temos a classificação da região da imagem em região

plana, canto ou borda.

Se a resposta da função for um valor pequeno, será classificada como uma região

plana; Se a resposta for um valor grande mas negativo, então será classificada como borda.
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E se a resposta for um valor grande mas positivo, será classificada como um ponto carac-

terístico.

Figura 3.2: Classificação em função de R

Para detectarmos os pontos de canto da imagem (pontos característicos) é necessário

encontrar os pontos com alto valor de resposta aos cantos. Apenas as regiões acima de

um limiar são analisadas (R > limiar) a fim de eliminar a possibilidade de encontrar

pontos característicos em regiões planas. Para a determinação da posição precisa dos

pontos característicos, é proposto determinar os máximos locais do resultado como sendo

a posição dos pontos. Para a determinação dos máximos locais, uma janela de tamanho

fixo é aplicada e o máximo global desta janela é julgado como sendo um máximo local da

imagem. Esta janela é deslocada em toda a imagem a fim de encontrar todos os máximos

locais (pontos característicos).

Na Figura 3.3 é mostrado um exemplo da detecção de pontos característicos. A partir

da imagem original (A) são apresentados apenas os valores de R maiores que um limiar

são analisados (B), e por fim, os máximos locais encontrados são determinados como

sendo pontos característicos (C).
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Figura 3.3: Imagem Original(A), valores de R > limiar (B) e os máximos locais ou
cantos (C)

Observações importantes a respeito do detector de cantos de Harris:

• A sensibilidade a ruídos é função da dimensão da máscara gaussiana utilizada; más-

caras maiores elevam o custo computacional e podem acarretar borramentos na

imagem;

• Quanto a localização dos cantos seu melhor desempenho diz respeito as formas em

L;

• Embora por vezes seja relatado na literatura como um operador isotrópico (rotaci-

onalmente invariante), na verdade em função de que os autovalores da matriz Mw

são calculados usando gradientes horizontais e verticais, resulta num operador ani-

sotrópico;

• Por efetuar convolução da imagem com máscara gaussiana, ele não é o método com

o menor custo computacional, porém, o detector de cantos de Harris é largamente

utilizado, está presente no estado da arte no que se refere à técnicas de detecção de

cantos e normalmente tem vantagem sobre os demais métodos quando considerados

todos os quesitos para um detector de cantos ideal, que pode ser comprovado em

recente publicação de (ZOU et al., 2008) onde é demonstrada a superioridade do

detector de cantos Harris (HARRIS; STEPHENS, 1988).

3.2 O Agrupamento dos dados

Agrupamento é uma classificação não supervisionada de padrões (observações, itens

de dados ou vetores de características) em grupos. Intuitivamente, cada grupo é composto

por padrões que são similares entre si e dissimilares em relação aos padrões de outros

grupos (JAIN; MURTY; FLYNN, 1999).
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Um exemplo de agrupamento é descrito na Figura 3.4. O padrão de entrada é mostrado

na Figura 3.4 a) e os grupos são mostrados na Figura 3.4 b) . Pontos dentro de um mesmo

grupo apresentam um mesmo rótulo.

Figura 3.4: Etapas de uma tarefa de agrupamento

3.2.1 Etapas do Processo de Agrupamento

A Figura 3.5 descreve hipotéticamente uma seqüência típica das atividades envolvi-

das em uma tarefa de agrupamento, incluindo um caminho de retorno pelo qual a saída do

processo de agrupamento pode afetar as tarefas seguintes (JAIN; MURTY; FLYNN, 1999).

Os padrões representativos se referem ao número de classes, ao número de padrões ava-

liados e ao número, tipo e escalas de características disponíveis no processo de agrupa-

mento. A seleção de características é o processo de identificar o subconjunto mais eficaz

de características para serem utilizadas no agrupamento. A similaridade entre padrões

é normalmente medida por meio de uma função de distância definida entre pares de pa-

drões. Por fim, a etapa de agrupamento consiste na técnica utilizada para formar grupos a

partir desses valores de similaridade (JAIN; MURTY; FLYNN, 1999).

Figura 3.5: Etapas de uma tarefa de agrupamento
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3.2.2 Paradigmas de Agrupamento

3.2.2.1 hierárquico

Um modelo hierárquico de agrupamento constrói uma hierarquia de grupos ou, em

outras palavras, uma árvore de grupos, conhecida como dendrograma. Dessa forma, esse

método permite explorar dados sob diferentes níveis de granularidade (BERKHIN, 2002).

As estratégias de agrupamento hierárquico podem ser divididas em dois modelos básicos:

aglomerativos e divisivos. Uma estratégia aglomerativa começa com cada elemento como

um grupo independente e os une sucessivamente em grupos cada vez maiores. Por outro

lado, uma estratégia divisiva começa com um grande grupo e o divide sucessivamente em

grupos menores (BERKHIN, 2002).

3.2.2.2 Modelo particional

Um modelo particional de agrupamento obtém uma única partição dos dados ao invés

de um estrutura de grupos, como o dendrograma produzido pelos métodos hierárquicos

(JAIN; MURTY; FLYNN, 1999). K-means e K-medoids são os dois métodos particionais

de agrupamento mais conhecidos (HASTIE; TIBSHIRANI; FRIEDMAN, 2001). K-means é

voltado para aplicações em que todas as variáveis são quantitativas e as dissimilaridades

entre elas podem ser medidas em um espaço Euclidiano. K-medoids é uma generalização

do K-means no sentido que outras funções de distâncias, além da distância Euclidiana,

podem ser utilizadas para medir as dissimilaridades entre os elementos (BERKHIN, 2002).

3.2.2.3 Aplicações de técnicas de agrupamento

Muitos pesquisadores têm utilizado métodos de agrupamento na recuperação de docu-

mentos (SAHOO et al., 2006) ,(ZHAO et al., 2002). (FERRAGINA; GULLI, 2005) propuseram o

SnakeT, um método hierárquico de agrupamento para organizar os resultados de diversos

mecanismos de busca sob demanda. Eles utilizaram a hierarquia obtida para complemen-

tar a análise sequencial dos resultados retornados pelos mecanismos de busca disponíveis.

Um processo de agrupamento pode ser aplicado em diferentes contextos. Por exem-

plo, alguns métodos utilizam agrupamento no seu próprio espaço de características (BAEZA-

YATES et al., 2003).

(COOPER et al., 2005) propuseram um método de agrupamento baseado na similari-

dade entre sequências de fotos. Os autores mostraram que fotografias de um mesmo
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evento e muito próximas no tempo podem reduzir 33% do tempo de processamento de

uma consulta nesse sistema. Kim e Chung (KIM, 2003) utilizaram uma técnica adaptativa

de agrupamento para filtrar os resultados de um sistema de recuperação de imagens por

conteúdo. (SHYU et al., 2004) introduziram uma estrutura unificada para facilitar o agru-

pamento em bancos de atributos e recuperar imagens utilizando modelos mediadores de

Markov (MMM Markov Models Mediators).

(HELLER; GHAHRAMANI, 2005) desenvolveram um algoritmo hierárquico aglomera-

tivo de agrupamento baseado em probabilidades. Entretanto, esse método é inviável para

recuperação de imagens por conteúdo, uma vez que é difícil encontrar um modelo proba-

bilístico apropriado para representar imagens.

(KINOSHENKO et al., 2005) propuseram uma técnica para particionar uma imagem em

subconjuntos disjuntos. Nesse método, o sistema divide cada consulta em subclasses re-

presentativas e encontra a subclasse mais similar armazenada para cada parte da consulta.

Dessa forma, a consulta é hierarquicamente classificada em partes. Entretanto, o método

escolhe essas classes de maneira fortemente conexa, isto é, as classes das imagens pre-

cisam representar uma estrutura hierárquica, por exemplo, o relacionamento presente na

imagem de um carro e suas partes. Em geral, é difícil encontrar essas hierarquias em

imagens de domínio geral, mas sim, em domínios específicos e bem conhecidos.

3.2.3 Mean-Shift: Fundamentação e Algoritmo

O algoritmo de deslocamento pela média talvez seja o melhor segmentador existente

na atualidade (BRASDSKI G. R.; THRUN, 2006). Esta afirmação é confirmada também em

recentes publicações encontradas na literatura (ZHAO; KNIGHT; REID, 2008), (KALPATHY-

CRAMER; HERSH, 2008), (SHOTTON; BLAKE; CIPOLLA, 2008), (VENUGOPAL; SUDHA-

MANI, 2008), (WANG et al., 2008), (HAN; PAN, 2008), (RAO; MARTINS; PRíNCIPE, 2009)

que utilizam este método de agrupamento de dados em suas implementações.

O algoritmo de deslocamento pela média mean-shift é uma técnica robusta de clas-

sificação de agrupamentos que não exige conhecimento a priori sobre a quantidade de

grupos, nem restringe o formato destes agrupamentos. O mean-shift trata-se de um mé-

todo iterativo que estima a moda (regiões mais densas) de distribuições multivariadas

obtidas no espaço de atributos. A quantidade de agrupamentos é obtida automaticamente

pela descoberta dos centros destas modas.
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Em virtude destas características, empregou-se o procedimento de (COMANICIU; MEER,

2002) para a etapa de segmentação da imagem colorida. Tendo em vista que o propósito

deste trabalho é a classificação de imagens coloridas heterogêneas, logo, não há conhe-

cimento prévio de qual o melhor número de agrupamentos que o método deveria gerar

em cada imagem. Métodos de agrupamento importantes como o K-means, por exemplo,

exigem que sejam informados alguns parâmetros antes da execução da tarefa de agrupa-

mento, o que tornaria inviável seu uso para resolver o problema proposto por este trabalho.

A Equação (2.11) define o vetor de deslocamento pela média, sendo primeiramente

apresentada por (FUKUNAGA; HOSTETLER, 1975), como um algoritmo de classificação

não-paramétrica, e mostra que a estimativa do gradiente de densidade é dado por:

(∇̂f(x)) (3.11)

e normalizado

(∇̂f(x)/f̂(x)) (3.12)

pode ser calculada através do deslocamento amostral pela média em um kernel uni-

forme centrado em x, ou seja, com as mesmas dimensoes de altura e largura, por exemplo.

O deslocamento pela média é um excelente estimador não supervisionado do gradiente de

densidade não-paramétrico, e o vetor de deslocamento pela média representa a diferença

entre uma média local, calculada em uma janela com raio (banda de passagem) h no

espaço d-dimensional, e o centro desta janela.

→
M h

(x) =
h2

(d+ 2)

∇̂f(x)

ˆf(x)
(3.13)

O vetor de deslocamento pela média aponta sempre na direção do maior incremento na

densidade, isto é, descobre o caminho que leva a um máximo local de densidade (moda da

densidade). O algoritmo trabalha em forma iterativa, deslocando as amostragens sucessi-

vamente em direção ao máximo local mais adequado. A Figura 3.6 ilustra esta tendência.
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Figura 3.6: Tendência do algoritmo de deslocamento pela média.

O algoritmo de deslocamento pela média pode ser estendido para processamento de

imagens levando em consideração a vizinhança espacial de cada pixel selecionado (CO-

MANICIU; MEER, 2002). Estes autores introduzem o domínio conjunto: toda amostra

passa a ser descrita pela união do domínio da imagem (características da imagem: tons de

cinza, componentes RGB, etc.) com o domínio espacial (localização de um pixel dentro

da imagem). Dado:

Zm
i =

{
Sm

i
, am

i

}
, ∀i ∈ [1..n] (3.14)

domínio conjunto, onde s representa a informação espacial e a a informação contida

na imagem, (COMANICIU; MEER, 2002) criaram o kernel definido pelo produto de dois

kernels: KA para o domínio da imagem, e S KS para o domínio espacial. A estimativa de

densidade (suavizada) pode ser então, escrita como:

ˆf(zm
j ) =

1

n

n∑
i=1

1

hAhS

KA

(
am

j − am
i

hA

)
KS

(
sm

j − sm
i

hS

)
(3.15)

onde hA e hS são as bandas de passagem (janelas) no domínio da imagem e no do-

mínio espacial, respectivamente. Somente as amostras que recaem dentro dos limites
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impostos por estas bandas de passagem e Zm
j é que contribuem para a estimativa da den-

sidade no ponto Zm
j . O deslocamento das médias é realizado em ambos os espaços

separadamente, isto é:

am+1
j = am

j +MhA
,KA

(am
j ) (3.16)

e

sm+1
j = sm

j + ShS
,KS

(sm
j ) (3.17)

e a convergência ocorre simultaneamente nos dois domínios, quando ambos os vetores

de deslocamento pela média ficarem abaixo de um limiar. O algoritmo classifica os pontos

segundo os agrupamentos existentes nesses domínios. O algoritmo de deslocamento pela

média tem este nome porque, no fundo, não passa de um calculador de média ponderada,

deslocando-se segundo os valores desta média. Os pesos dos pixels advêm do kernel

empregado. Neste trabalho empregou-se o kernel uniforme, isto é, as médias são médias

aritméticas. A definição do tamanho da janela de pesquisa hA , no espaço de atributos de

cores, resulta de medida da "atividade visual"da imagem, isto é, deriva da matriz global

de variância e covariância de cores.

O tamanho da janela de pesquisa no domínio de atributos espaciais hS deve ser obtido

empiricamente, ocorrendo um compromisso entre os efeitos indesejáveis de divisão de

uma mesma região (tamanho de janela pequeno) ou união de diferentes regiões (tamanho

de janela grande). Neste trabalho adotou-se o valor único de 21x21 como sendo o tamanho

da janela de pesquisa no âmbito de atributos espaciais.

A janela de pesquisa quer no domínio das cores (três dimensões), quer no domínio es-

pacial (duas dimensões), definem uma hiperesfera de cinco dimensões. As três dimensões

do espaço de atributos das cores são iteradas, no algoritmo de deslocamento pela média,

assumindo novos valores e, por conseguinte alterando o posicionamento da hiperesfera.

A janela de pesquisa no domínio espacial é fixa durante todo o processo. Todo o algo-

ritmo de deslocamento pela média é executado dentro desta hiperesfera semimóvel (parte

móvel, parte fixa), com resultado válido para o pixel central da hiperesfera final.
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3.3 A Detecção de Cantos e o Agrupamento na Construção de Meta-
dados

A recuperação de imagens por conteúdo é uma das áreas de pesquisa mais importan-

tes da área da visão Computacional na atualidade. Existem diversas técnicas utilizadas

e pesquisadas, sendo que as de detecção de cantos são uma das mais importantes nesta

área, como pode ser observado em (GEVREKCI; GUNTURK, 2009). As técnicas de agru-

pamento de imagens, também, têm sido amplamente utilizadas, como pode ser obser-

vado em ( (ZHAO; KNIGHT; REID, 2008), (KALPATHY-CRAMER; HERSH, 2008), (SHOTTON;

BLAKE; CIPOLLA, 2008), (VENUGOPAL; SUDHAMANI, 2008), (LI; SHIH; HSU, 2004), sendo

que ampla utilização deve-se ao fato de que, as mesmas, proporcionam uma diminuição

da complexidade computacional, já que reduzem a quantidade de informações contidas

nas imagens, agrupando-as por determinado critério, porém sem reduzir a qualidade da

informação de baixo nível a ser extraída da imagem.

A baixa complexidade computacional é uma característica tão importante em sistemas

CBIR quanto a precisão das imagens retornadas. Este trabalho demonstra que o uso em

conjunto destas técnicas é viável, tanto no ponto de vista da complexidade computacional,

quanto sob o ponto de vista da precisão das imagens recuperadas pelo sistema.
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4 MÉTODO DESENVOLVIDO

O método mean-shift, além de gerar agrupamentos com bastante qualidade, não exige

um conhecimento prévio do número de agrupamentos a ser gerado, o que torna o método

bastante viável para este trabalho, uma vez que o objetivo é classificar imagens coloridas

heterogêneas, onde nunca se terá conhecimento prévio do "possível melhor"número de

agrupamentos a ser gerado. Com o objetivo de otimizar a ação do algoritmo Harris foi

empregado uma técnica de baixa complexidade computacional para corrigir a ilumina-

ção das imagens durante a fase de pré-processamento. A correção da iluminação tem o

objetivo de otimizar a ação do algoritmo Harris (HARRIS; STEPHENS, 1988) , evitando

que sejam detectados falsos positivos, como por exemplo cantos em sombras, bem como,

realçar cantos que poderiam não ser detectados na imagem original.

4.1 Arquitetura

Na Figura 4.1 observa-se o que se pode chamar de duas grandes fases do método

desenvolvido, onde há uma fase de pré-processamento, que ocorre de modo off-line e

uma fase de indexação, classificação e recuperação das imagens.
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Figura 4.1: Arquitetura do método desenvolvido

4.1.1 Pré-Processamento

O pré-processamento proposto neste trabalho objetiva eliminar a produção de agrupa-

mentos fragmentados, ou seja, evitar a que o agrupamento da imagem seja efetuado várias

vezes durante o processo de comparação das imagens, o que traria um acréscimo bastante

elevado da complexidade computacional do método. Com o uso do pré-processamento,

o método desenvolvido armazena uma vez só na base de dados todos os metadados ne-

cessários para a tarefa de indexação e comparação de imagens, baseadas em suas regiões

e seus cantos detectados, ou seja, o método aplica o algoritmo de agrupamento e detec-

ção de cantos somente uma vez durante todo o fluxo de execução do método. Todo o

pré-processamento é efetuado off-line. Os metadados extraídos durante este processo são

armazenados em um banco de dados relacional. A Figura 4.2 ilustra em linhas gerais

os passos executados pelo método na fase de pré-processamento, enquanto a Figura 4.3

apresenta a GUI (Graphical user interface) desenvolvida para facilitar este procedimento.
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Figura 4.2: Fases do pré-processamento empregado pelo método desenvolvido



44

Figura 4.3: - Interface desenvolvida em MATLAB utilizada na fase de pré-
processamento do método desenvolvido

A fase de agrupamento de dados é de fundamental importância na solução proposta

por este trabalho. Desta forma, foram efetuados vários experimentos para o aperfeiçoa-

mento da fase de segmentação, tentando chegar a um bom nível de segmentação, porém

com um tempo de processamento baixo. Considerando que a etapa de agrupamento ocupa

em média, cerca de 60% do tempo total do processamento das imagens, esta análise se

tornou importante, para que obtivéssemos bons resultados com um baixo tempo de pro-

cessamento. O algoritmo mean-shift permite definir três parâmetros de entrada, que são:

Spatial bandwidth: é um valor que define o tamanho da janela de pesquisa na imagem,

e por isso, recebe valores positivos inteiros.

Color bandwidth: Este parâmetro define o valor limite da distância entre duas cores,

a partir do qual elas são tomadas como diferentes, ou pertencendo a conjuntos diferentes.

Minimum segment area: a área mínima das regiões obriga a que cada região tenha

uma área igual ou superior a esse valor e toma também números inteiros positivos.
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Para verificar quais valores de parâmetros produziam melhores resultados, foram efe-

tuados testes com 5 imagens de dimensão 756 x 504 pixels, variando os valores dos parâ-

metros. A primeira observação é que o parâmetro color bandwidth não afeta de maneira

importante o tempo de processamento, sendo que a diferença no tempo de processamento

alterando os valores deste parâmetro, fica na casa de centésimos de segundos. Por outro

lado, o parâmetro spatial bandwidth afeta bastante o tempo de processamento. Conside-

rando que este trabalho aplicaria o método de detecção de cantos na imagem agrupada por

características de cor, durante os testes foi considerado o número de cantos detectados em

função da variação dos parâmetros do método mean-shift. A conclusão foi que, na maioria

dos casos, os melhores resultados foram obtidos fixando os parâmetros, durante a fase de

pré-processamento com os seguintes valores: Spatial bandwidth = 3; Color bandwidth =

3; Minimum segment area = 30; A tabela 4.1 apresenta os testes considerando a variação

do parâmetro spatial bandwidth e seus respectivos tempos médios de segmentação por

imagem.

Tabela 4.1: Testes de processamento na fase de agrupamento

Spatial Bandwidth Tempo médio de processamento p/ imagem (em segundos)

3 1,8
5 2,5

10 3,2
15 4,1
20 4,8
30 5,2
40 5,6
50 7,1

4.1.2 Correção da Iluminação

Com o objetivo de aperfeiçoar a ação do detector de cantos empregado neste trabalho,

no sentido de não considerar sombras da imagem como cantos e também detectar can-

tos que na imagem original não seriam detectados, foi empregada uma fase de correção

de iluminação durante o pré-processamento das imagens. Esta técnica foi proposta por

(JAHNE, 1999), baseada em operações básicas da morfologia matemática e possui baixa

complexidade computacional e que atendeu perfeitamente as necessidades deste trabalho.
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Figura 4.4: Imagem original e agrupada com os cantos detectados

Figura 4.5: Imagem com iluminação otimizada, agrupada com os cantos detectados

Na Figura 4.4 está um exemplo da aplicação do algoritmo de detecção de cantos na

imagem agrupada original, ou seja, sem a correção de iluminação aplicada, já Figura 4.5

foi aplicada a detecção de cantos na imagem agrupada com a correção da iluminação. É

perceptível que os cantos detectados na imagem representada pela Figura 4.5 possuem

cantos detectados com maior precisão, por exemplo, basta observar as "sombras"que na

Figura 4.4 foram consideradas como canto, já na imagem representada pela Figura 4.5,

não foram. Outro aspecto importante é a detecção de cantos reais, o que pode ser ob-

servada nos pilares dos prédios, que de fato são cantos da imagem, e não haviam sido

detectados na imagem 4.4.
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4.1.3 Agrupamento

O método de agrupamento utilizado por este trabalho trata-se de um método iterativo

que estima a moda (regiões mais densas) de distribuições multivariadas obtidas no espaço

de atributos. A quantidade de agrupamentos é obtida automaticamente pela descoberta

dos centros destas modas. Uma vez que o objetivo deste trabalho é a classificação de

imagens coloridas, o método mean-shift se faz ideal, uma vez que nunca será conhecido

previamente o número de agrupamentos gerados em uma imagem colorida, quando se faz

agrupamento por característica de cor em imagens heterogêneas. Após a aplicação deste

método, apenas algumas cores se mantém na imagem resultado, e é possível extrair infor-

mações como número de cantos, tamanho e circunferências destas regiões. Este trabalho

priorizou a extração dos cantos das regiões como principal metadado a ser utilizado na

comparação entre as imagens. A Figura 4.6 mostra a imagem original e seu respectivo

histograma em 3D no espaço de cores RGB. A figura 4.7 apresenta a imagem após passar

pelo processo de agrupamento por característica de cor e seu respectivo histograma em

3D representado no espaço de cores RGB. É possível observar na Figura 4.7 que o espaço

de busca de cantos diminui ,otimizado o método desenvolvido.

Figura 4.6: Imagem original sua representação 3D no espaço de cores RGB

Figura 4.7: Imagem agrupada por característica de cor e sua representação 3D no
espaço de cores RGB
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4.1.4 Detecção de Cantos

Este trabalho aplica o algoritmo de detecção de cantos desenvolvido por (HARRIS;

STEPHENS, 1988) na imagem agrupada por característica de cor e com iluminação corri-

gida. A escolha desta técnica se deve ao fato deste método estar presente no estado da arte

da literatura, com superioridade comprovada, que pode ser visto em recente publicação

de (ZOU et al., 2008). A Figura 4.8 demonstra o resultado da aplicação do método de

detecção de cantos na imagem agrupada e com sua intensidade de iluminação corrigida,

porém apresentados na imagem original, o que atesta a robustez da detecção de cantos,

onde mesmo aplicando-o em uma imagem com menor complexidade computacional, os

cantos detectados são compatíveis.

Figura 4.8: Cantos detectados na imagem agrupada e apresentados na imagem ori-
ginal

4.1.5 Indexação de Imagens

Os passos efetuados durante o processo de indexação dos metadados extraídos, vi-

sando sua utilização posterior na recuperação das imagens por semelhança estão dispostos

na Figura 4.9.
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Figura 4.9: Procedimento de indexação das imagens

A tabela 4.2 demonstra a instrução SQL responsável pela indexação dos metadados

extraídos pelo método desenvolvido. O objetivo é armazenar os quantificadores necessá-

rios na tabela MATCH_IMAGE, conforme Figura4.10.

Esta operação é efetuada via uma instrução SQL. A formulação matemática para o

critério de indexação está definida pela equação (3.1).

I(xi, yi)

{
1, if, I(xi, yi) <= K(xi − σ, yi − σ) <= K(xi + σ, yi + σ)
0, if, I(xi, yi) >= K(xi − σ, yi − σ) >= K(xi + σ, yi + σ)

}
(4.1)

Para i = 1 até n, onde n é o número de corners armazenados via pré-processamento,

e I armazena os corners de todas as imagens armazenadas na base de dados e K são os

corners da imagem exemplo os quais estão sendo comparados para verificar sua simila-

ridade. Assim sendo, a imagem mais semelhante será a que retornar valores 1 o maior

número de vezes, durante a execução da indexação. Objetivando um maior dinamismo

na comparação entre as imagens, foi, adicionalmente, criado um fator de variação σ que
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permite que cantos detectados em áreas próximas (pixels vizinhos) aos detectados origi-

nalmente na fase de pré-processamento, sejam também considerados como similares aos

cantos da imagem exemplo. Foram efetuados testes variando σ de 1 a 30, e os resultados

de eficiência armazenados. Na média, melhores resultados apresentados foram com σ =

20.

Tabela 4.2: Instrução SQL responsável pela classificação das imagens por ordem de
semelhança

SELECT a.id_image, count(*), a.coord_x,a.coord_y,c.coord_x,c.coord_y
FROM corner a, image b , corner_origem c

WHERE a.id_image = b.id_image and
(a.COORD_X >= c.coord_x − σ AND a.COORD_X <= c.coord_x + σ ) AND

(a.COORD_y >= c.coord_y − σ AND a.COORD_y <= c.coord_y + σ )
GROUP BY a.id_image order by 2 desc

O conjunto de dados retornados pelo processamento da consulta SQL demonstrada na

tabela 4.2, é armazenado em uma tabela denominada MATCH_IMAGE, que será utilizada

na fase de recuperação das imagens.

Figura 4.10: Projeto físico da tabela MATCH_IMAGE

4.1.6 Recuperação de Imagens

A forma mais usual para fazer uma consulta em um sistema CBIR é informar uma

imagem de entrada, e o sistema retornar as imagens mais semelhantes em ordem de-

crescente (rank), ou seja, ordenado do maior para o menor, as imagens mais simila-

res. Com este objetivo, é executada uma busca direta na tabela MATCH_IMAGE via

SQL (Structured Query Language), ordenando o resultado da consulta pela coluna NUM-

BER_CORNER_POINTS em ordem decrescente, pois ela é na verdade uma estrutura

que acumula a quantidade de cantos semelhantes das imagens pré-processada em relação

à imagem exemplo informada pelo usuário. Assim o método retornará automaticamente

ordenado por rank, as imagens mais semelhantes. A tabela 4.3 demonstra a consulta SQL
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que efetua a classificação das imagens, retornando uma seqüência de imagens ordenadas

por rank.

Tabela 4.3: Instrução SQL responsável pelo processo de recuperação das imagens

SELECT path_image FROM match_image a, image b
WHERE a.id_similar_image = b.id_image ORDER BY number_corner_points DESC

4.2 Uma Aplicação Cliente-Servidor para a Recuperação de Imagens
por Conteúdo

A arquitetura do protótipo computacional desenvolvido neste trabalho permite que

após o pré-processamento do conjunto de imagens, os seus metadados sejam disponibili-

zados para qualquer tipo de aplicação que tenha possibilidade de acessar os dados em um

banco de dados relacional. Neste contexto, os aplicativos Web, por sua natureza Cliente-

Servidor conseguem utilizar-se da técnica desenvolvida neste trabalho com grande facili-

dade, tornando o protótipo computacional aqui desenvolvido, bastante versátil enquanto

disponibilização da ferramenta para os mais diversos conjuntos de imagens possíveis.

Além da GUI (Graphic User Interface)- desenvolvida para a fase de pré-processamento,

foi desenvolvido uma interface Web, que permite a utilização do método implementado

neste trabalho. A Figura 4.11 mostra a interface Web desenvolvida, já a Figura 4.12 mos-

tra o retorno do sistema após uma consulta por imagem exemplo. A imagem assinalada

com vermelho indica a imagem consulta submetida.
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Figura 4.11: Tela principal da Interface Web Desenvolvida

Figura 4.12: Exemplo de retorno de consulta por semelhança
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A base de testes utilizada foi a de denominação groundtruth, disponível em http://www.

cs.washington.edu/research/imagedatabase/groundtruth. Esta base possui 1085 imagens

pertencentes à 20 categorias variadas. Todas estas imagens possuem o mesmo tamanho,

756 x 504 pixels, foram pré-processadas e seus metadados armazenados em um banco de

dados. As categorias utilizadas nos testes são as seguintes:

Tabela 4.4: Categorias de imagens utilizadas nos testes computacionais

1 arborgreensImage

2 australiaImage
3 barcelona2
4 barcelonaImage
5 cambridge
6 campusinfallImage
7 cannonbeachImage
8 cherriesImage
9 footballImage

10 genevaImage
11 greenlakeImage
12 greenlandgreenland
13 indonesiaImage
14 iranImage
15 italyImage
16 japanImage
17 leaflesstreesimage
18 sanjuansImage
19 springflowersImage
20 swissmountainsImage

4.3 Resultados e conclusões finais

4.3.1 Análise dos Resultados

Este trabalho comparou seu desempenho com os resultados apresentados pela recente

publicação de (VENUGOPAL; SUDHAMANI, 2008), que também utiliza o método de agru-

pamento imagens mean-shift como base no processo de extração de metadados das ima-

gens, e por isto foi escolhido como ponto de comparação com os resultados deste trabalho.

4.3.1.1 Complexidade computacional

Para verificar a complexidade computacional do método de indexação proposto e tam-

bém validar a eficiência dos resultados, o procedimento de testes ocorreu da seguinte
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forma: Foram eleitas aleatoriamente 70 imagens (não repetidas) como imagens exemplo,

e a média dos resultados obtidos estão apresentadas na Figura 4.13.

Figura 4.13: Resultados referentes à complexidade computacional do método desen-
volvido

4.3.1.2 Precisão dos resultados

O critério de avaliação para a precisão dos retornos obtidos após a execução do método

está disposto a seguir:

precisao(k) = ck = k ; recall(k) = ck = M ; onde:

k = número de imagens retornadas;

ck = número de retornos relevantes entre os k retornos;

M = Total de imagens relevantes encontradas no banco de dados.
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Tabela 4.5: Resultados de todos os métodos envolvidos no comparativo

Categorias Cluster index R* Tree Index Sequential Search Mét. desenv.

Precisão Recall Precisão Recall Precisão Recall Precisão Recall
1 1 1 1 1 1 0,989 0,988 0,971
2 0,9 1 0,875 1 0,9 1 0,89 1
3 0,958 1 0,887 0,989 0,916 1 0,956 0,971
4 0,983 0,986 0,983 0,986 0,99 0,961 0,981 0,953
5 0,98 0,942 1 0,879 1 0,84 0,973 0,892
6 1 0,811 1 0,804 1 0,801 0,989 0,801
7 0,916 1 0,914 1 0,947 1 0,912 0,975
8 1 1 1 1 1 1 0,989 1
9 1 1 1 1 1 1 0,987 1

10 1 0,973 1 0,811 1 0,801 0,998 0,859
11 1 1 1 1 1 1 1 1
12 1 1 1 1 1 0,987 1 1
13 0,981 0,981 0,981 0,981 0,981 0,981 0,961 0,956
14 0,916 1 0,943 0,951 1 0,943 0,933 0,948
15 1 0,954 1 0,954 0,954 0,954 0,982 0,959
16 0,987 0,987 0,987 0,987 0,987 0,997 0,997 0,975
17 0,833 1 0,833 1 0,833 0,833 0,829 0,889
18 0,981 1 0,982 1 0,981 1 0,981 1
19 1 1 1 1 1 1 1 1
20 0,951 1 0,944 0,991 0,958 0,991 0,935 0,969

Média 0,969 0,981 0,966 0,965 0,963 0,953 0,964 0,956
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Figura 4.14: Representação gráfica dos resultados apresentados na tabela 4.5
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5 COMENTÁRIOS FINAIS

5.0.2 Conclusões

Observa-se através dos experimentos efetuados e a comparação com métodos atuais

(VENUGOPAL; SUDHAMANI, 2008), que os resultados são semelhantes no ponto de vista da

precisão dos resultados, e superiores em complexidade computacional quando o número

de imagens ultrapassa o número de 45 imagens indexadas.

Quanto à eficácia do método no que se refere ao número e qualidade de imagens

retornadas por semelhança, também se percebe que os resultados são compatíveis com

os resultados presentes nas publicações com mesmo fim, e com uso da mesma técnica

de agrupamento de dados. Outro fator importante e que pode ser observado, é que em

todos os testes efetuados, a imagem com maior rank retornada é a própria imagem de

entrada (que está sempre inclusa no conjunto de imagens pré-processadas), o que assegura

a robustez do método desenvolvido.

Complementarmente foram efetuados testes com o banco de dados de imagens utili-

zado na pesquisa de (WANG; LI; WIEDERHOLD, 2001) disponibilizado por James Z. Wang’s

Research Group e os resultados dos testes confirmam a robustez do método desenvolvido,

ou seja, o maior número de cantos identificados como semelhantes durante a tarefa de

comparação das imagens faz parte da imagem correta, ou seja, fazem parte da imagem

mais semelhante. Um aspecto importante percebido durante os testes utilizando o protó-

tipo computacional, é que o método de correção da iluminação auxiliou a classificação

das imagens em dois sentidos, primeira, no sentido de evitar que o algoritmo de detec-

ção de cantos encontrasse falsos positivos, como por exemplo, sombra na imagem, em

segundo lugar, favoreceu que uns números maiores de cantos verdadeiros da imagem se

tornassem melhor perceptíveis pelo algoritmo de detecção de cantos.



58

5.0.3 Sugestões Para Trabalhos Futuros

Para continuidade deste trabalho, considerando que o mesmo retorna regiões de in-

teresse que são resultado do agrupamento por característica de cor, explorar descritores

de imagens que consigam comparar estas regiões sob o ponto de vista da semelhança são

uma boa alternativa como, por exemplo, através do uso do algoritmo MAD - Mean Ab-

solute Distance, que é amplamente utilizado em processamento de imagens médicas, um

exemplo pode ser visto em (ZHENG et al., 2008), onde as informações geradas por este

algoritmo podem ser utilizadas de maneira complementar atuando em conjunto com os

metadados já gerados pelo detector de cantos empregado neste trabalho.
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