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RESUMO 
 
 

APLICAÇÃO E PERFORMANCE DA ANÁLISE DE INTERVENÇÃO EM SÉRIES 
DE EMISSÃO DE GASES POLUENTES NA CIDADE DO MÉXICO 

 
 

AUTOR: Afonso Valau de Lima Junior 
ORIENTADOR: Adriano Mendonça Souza 

 
 

Esta pesquisa tem como objetivo avaliar o desempenho dos modelos de séries 
temporais conjuntamente com a análise de intervenção, quando o instante de 
intervenção é determinado pela inspeção visual da série ou pela análise espectral 
em dados de emissão de gases poluentes. Para a execução desta pesquisa foram 
considerados os dados da série histórica da medição dos gases ozônio (O3), dióxido 
de nitrogênio (NO2), monóxido de carbono (CO) e dióxido de enxofre (SO2), 
compreendidos no período de janeiro de 1986 a dezembro de 2014, referente ao 
primeiro dia de cada mês, totalizando 348 observações.  Os modelos em que 
realizou-se a pré-análise, utilizando-se da análise espectral, para determinar o 
período em que análise de intervenção foi realizada, apresentou melhor 
desempenho considerando-se os critérios AIC e BIC, indicando sempre que possível 
utilizar essa ferramenta como auxiliar para modelagem de séries temporais.    
  
Palavras-chave: Séries temporais. Análise espectral. ARIMA. Análise de 
intervenção. 
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ABSTRACT 
 
 

APPLICATION AND PERFORMANCE ANALYSIS OF INTERVENTION IN GAS 
EMISSION OF SERIES IN MEXICO CITY 

 
AUTHOR: Afonso Valau de Lima Junior 
ADVISOR: Adriano Mendonça Souza 

 
 

This research aims to evaluate the performance of time-series models together with 
the use of analysis, when the time for action is determined by visual inspection of the 
series or the spectral analysis, greenhouse gas emission data. In carrying out this 
research were considered data from the time series of the measurement of ozone 
gas (O3), nitrogen dioxide (NO2), carbon monoxide (CO) and sulfur dioxide (SO2), 
understood in January 1986 to December 2014, referring to the first day of each 
month, totaling 348 observations. The models were performed pre-analysis, using 
spectral analysis to determine the period in which the intervention must be done, 
show better performance considering the AIC and BIC criteria. Indicating that 
whenever possible to use this tool as an aid for modeling time series who need 
intervention. 
 
Keywords: Time series, spectral analysis, ARIMA, intervention analysis.  
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 1 INTRODUÇÃO 
 

 

Desde as últimas décadas do século XX, a humanidade defronta-se com 

fenômenos em que a principal fonte é antropogênica, como o aquecimento global, o 

derretimento das calotas polares, o aumento do nível dos oceanos e as mudanças 

climáticas.  

Esses eventos, que ocorrem em todo planeta, tem sido alvo de discussões 

científicas na comunidade acadêmica e conferências entre os líderes mundiais 

podendo ser citadas as conferências de Estocolmo, em 1972, Toronto, em 1998, 

Genebra, em 1990 e Kyoto, em 1997, sendo que esta última, deu origem ao 

Protocolo de Kyoto, que objetiva a redução de emissão de gases poluentes na 

atmosfera. Todas as conferências visaram medidas para combater as abruptas 

mudanças climáticas, visto que estas causam grandes impactos econômicos, assim 

como problemas de saúde para a população (BLAIN, 2010; LIMA et al., 2012; 

CERA; FERRAZ, 2015). 

A emissão de gases poluentes na atmosfera é o principal contribuinte para o 

desencadeamento desses fenômenos, intensificado com a Revolução Industrial 

(século XVIII) em que ocorreu uma demanda maior por energia, sendo esta, ainda 

gerada, em sua maioria, por combustíveis fosseis. Atualmente cerca de 90% da 

energia gerada no mundo advêm desta fonte (MOREIRA, 2012). 

Para Migliavaca et al. (2005), a poluição é um processo que ocorre devido a 

introdução de alguma matéria ou forma de energia no meio ambiente que venha a 

alterar suas propriedades físico-químicas, podendo resultar em um dano a algum 

ecossistema, espécie ou, até mesmo, uma doença.  

Nesse contexto, tem-se a poluição atmosférica, que é resultado da emissão 

demasiada de gases que alteram a composição do ar, como o dióxido de carbono 

(CO2) liberado por processos industriais e o dióxido de nitrogênio (NO2) por 

indústrias termoelétricas (SILVA et al., 2014).  

A poluição do ar é destaque mundial, sobretudo, no que tange a temas como 

saúde e clima, devido aos efeitos nocivos como doenças respiratórias e aumento de 

temperaturas relacionados diretamente com a elevação da poluição atmosférica 

(DALLAROSA et al., 2005). Schwartz e Marcus (1990), Ackermann-Liebrich et al. 

(1997), Clancy et al. (2002), Junger et al. (2005) e Ostro et al. (2006) apresentam 
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estudos que mostram correlação positiva entre a concentração de poluentes na 

atmosfera e os efeitos sobre a saúde. 

Alvim et al. (2011) destaca que a poluição atmosférica tem se intensificado 

em grandes centro urbanos devido ao grande número de veículos motorizados e à 

ação das atividades industriais. Nessa direção, destaca-se os poluentes ozônio (O3), 

dióxido de nitrogênio (NO2), monóxido de carbono (CO) e dióxido de enxofre (SO2), 

variáveis estudadas na presente investigação. 

O ozônio (O3) constitui a classe de oxidantes fotoquímicos, formados na 

atmosfera devido a reações com compostos orgânicos, óxidos de nitrogênio, 

oxigênio e radiação solar. Em relação aos efeitos na saúde humana, causa irritação 

nos olhos e no sistema respiratório (DALLAROSA et al., 2006). 

O dióxido de nitrogênio (NO2) faz parte dos compostos de nitrogênio, gás 

muito irritante, de coloração avermelhada e forte odor. Sua produção elevada é 

devido a ação de indústrias termoelétricas na queima de combustíveis fósseis como 

petróleo e carvão. Também sinaliza-se que as concentrações elevadas desse 

composto, influenciam nas taxas de ozônio, sendo este um dos compostos 

oxidantes que em reação com a radiação formam o O3. Além disso, estão 

relacionados a problemas nas vias respiratórias podendo causar bronquite e 

pneumonia (RYAN et al., 1999). 

O monóxido de carbono (CO) é um gás sem cheiro, cor e gosto. É formado 

pela queima incompleta de combustíveis que contém átomos de carbono como em 

automóveis. No organismo, dificulta o transporte de oxigênio para as células, 

causando tontura, dor de cabeça, náusea e estados de inconsciência (BARBOSA et 

al., 2015). 

O dióxido de enxofre (SO2) é reconhecido como o principal poluente 

atmosférico da família dos compostos de enxofre e sua principal característica é que 

devido ao seu caráter reativo, quando lançado na natureza rapidamente, sofre 

reações levando a formação de outros óxidos. Esse composto é emitido, também, 

pelo processamento em termoelétricas e está envolvido em problemas respiratórios 

como bronquite e doenças cardiovasculares (AMANCIO; NASCIMENTO, 2014). 

 Diversos estudos em diversas áreas buscam investigar desde alternativas 

para redução da emissão destes gases, como também, as causas e efeitos em 

relação a saúde,  Lima et al. (2014),  mostram a associação entre exposição 

materna a poluentes do ar e parto prematuro; Gavinier e Nascimento (2014)  
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identificaram o efeito a longo prazo da exposição ao NO2 em internações por 

acidente vascular cerebral; Rodrigues et al. (2015) apresentam estimativas de 

mortalidade e internações hospitalares atribuídas à poluição atmosférica no Estado 

de São Paulo entre 2012 e 2030. 

De acordo com dados da Organização Mundial da Saúde (OMS, 2016), a 

Cidade do México, no México; Pequim, na China; Cairo, no Egito; Nova Délhi, na 

Índia e São Paulo, no Brasil estão entre as cidade com o ar mais poluído do mundo. 

A Cidade do México, durante muitos anos, ocupou o posto de cidade mais poluída 

do mundo, mas desde o ano de 1990, investimentos em políticas para diminuição da 

poluição atmosférica na cidade contribuíram para reverter a situação e, atualmente, 

Nova Délhi, na Índia ocupa a primeira posição. 

 

 

1.1 PROBLEMA 
 

 

Nesta pesquisa, o intuito é o ajuste de modelos matemáticos, em particular 

com a aplicação da metodologia de Box e Jenkins (domínio do tempo), em variáveis 

relacionadas a poluição atmosférica e verificar se análise de intervenção 

implementada no ponto máximo de cada série ou se implementada no ciclo 

identificado com auxílio da e análise espectral (domínio da frequência), qual fornece 

melhores estimativas. 

 

 

1.2 OBJETIVOS 
 

 

1.2.1 Objetivo Geral 
 

 

Avaliar o desempenho dos modelos de séries temporais conjuntamente com 

análise de intervenção, quando o instante de intervenção é determinado pela 

inspeção visual da série ou pela análise espectral, em dados de emissão de gases 

poluentes. 
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1.2.2 Objetivos Específicos 
 

 

Para o alcance do objetivo geral e desenvolvimento da pesquisa, os seguintes 

objetivos específicos foram estabelecimentos:  

 

- Ajustar modelos concorrentes da classe Box e Jenkins às variáveis 

relacionadas à emissão de gases poluentes na atmosfera;  

- Identificar um padrão cíclico em cada variável estudada, utilizando á 

técnica de análise espectral; 

- Realizar a análise de intervenção nos modelos de Box e Jenkins no ponto 

máximo de cada série original e no ponto do padrão cíclico identificado na 

análise espectral; 

- Comparar o desempenho dos modelos estimados considerando as classes 

ARIMA, ARIMA – AI (ponto máximo), ARIMA – AI (no ciclo). 

 

 

1.3 JUSTIFICATIVA 
 

 

A análise de séries temporais possui espaço garantido no meio acadêmico e, 

em diversas áreas de estudo, destaca-se a análise no domínio da tempo, 

principalmente o método proposto pelos estatísticos George Box e Gwilym Jenkins 

em 1970. Outro enfoque pouco utilizado de análise de séries temporais é no domínio 

da frequência. Apesar de distintas, essas duas abordagens, nem sempre são 

concorrentes mas sim complementares. 

  Neste contexto, esta pesquisa justifica-se pela, aplicação de análise de 

séries temporais no domínio do tempo com implementação de análise no domínio da 

frequência, propiciando novas reflexões tanto sobre a análise em si como também 

sobre as variáveis de emissão de gases na atmosfera, gases esses emitidos por 

fontes naturais ou antropogênicas que podem causar efeitos nocivos à saúde, e 

representam, perfeitamente, um série temporal. 

Destaca-se que se estuda a emissão de gases poluentes da atmosfera na 

Cidade do México por constituir um banco de dados consolidado e apresentar uma 
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sequência ininterrupta de observações de quatro variáveis importantes. 

 

 

1.4 ESTRUTURA DO TRABALHO 
  

 
Este estudo, encontra-se dividido em cinco capítulos: Introdução, Revisão de 

literatura, Metodologia, Resultados e discussão, e Conclusão, sendo que, cada 

capítulo, aborda as seguintes questões: 

Capítulo 1 (Introdução): Neste capítulo descreveu-se a introdução, o tema da 

pesquisa, objetivos geral e específicos do estudo bem com a justificativa; 

Capítulo 2 (Revisão da literatura): Capítulo que fundamenta a consistência do 

estudo explanando a literatura científica publicada. A fim de cumprir os objetivos 

propostos, reúne-se informações sobre definições e conceitos básicos de séries 

temporais, metodologia Box e Jenkins, análise de intervenção e análise espectral; 

Capítulo 3 (Materiais e métodos): São apresentados os procedimentos e 

técnicas utilizadas para desenvolvimento do estudo; 

Capítulo 4 (Resultados e discussão): São apresentados os resultados e 

discussões obtidas por meio do emprego da metodologia estabelecida, acerca das 

variáveis estudadas; 

Capítulo 5 (Conclusão): Nesta última seção, apresenta-se as principais 

conclusões obtidas no estudo e também apontam-se sugestões de trabalhos futuros. 

Por fim, tem-se as referências e apêndices. 
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2 REVISÃO DE LITERATURA 
  

 

Com o objetivo de fundamentar teoricamente o estudo, torna-se impreterível 

clarificar alguns dos conceitos subjacentes à temática abordada, bem como 

considerar as contribuições atuais de estudos relevantes, pertinentes à área. A 

sequência de tópicos abordados no presente capítulo é enumerada da seguinte 

maneira: Definições e conceitos básicos de séries temporais; Metodologia Box e 

Jenkins; Análise de Intervenção e Análise Espectral.     

 

 

2.1 DEFINIÇÕES E CONCEITOS BÁSICOS DE SÉRIES TEMPORAIS 
  

 

Uma série temporal é um conjunto de observações ordenadas no tempo, 

estas observações devem estar distribuídas em tempos equidistantes e com 

dependência serial. A representação de uma série temporal pode ser denotada das 

seguintes formas: {Z1,Z2,Z3, …, ZN} ou {Zt, t=1,  2 , …, N} onde N é o tamanho da 

série ou número de observações da variável. Referente a classificação das séries 

temporais elas podem ser discreta ou contínua, univariada ou multivariada, 

unidimensional ou multidimensional (JUNGES, 2011).  

A obtenção de um modelo matemático que possibilite prever os valores 

futuros da série temporal é uma das principais razões da notoriedade desta 

metodologia. A maioria dos métodos empregados para a previsão de séries 

temporais parte do pressuposto que as observações passadas carregam 

informações sobre o padrão de comportamento da série temporal e esse padrão é 

recorrente no tempo. 

A análise de séries temporais pode ser dividida em, essencialmente, dois 

enfoques: no domínio do tempo ou no domínio da frequência. Quando a série 

temporal é analisada no domínio do tempo os modelos propostos são denominados 

modelos paramétricos, que envolvem um número finito de parâmetros. Quando 

analisados no domínio da frequência, os modelos propostos são denominados não-

paramétricos, que envolvem um número infinito de parâmetros.  

Dentro da classe dos modelos paramétricos, os mais difundidos são os 

modelos da metodologia Box e Jenkins que são modelos estatísticos lineares e 
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utilizam a correlação entre as observações e dentro da classe dos modelos não-

paramétricos, destaca-se a Análise Espectral (ARAÚJO; BATISTA; SCALON, 2014). 

 De acordo com Bezerra (2012), as séries temporais podem ser 

representadas como a combinação de quatro componentes: tendência, ciclo, 

sazonalidade e erro. Aquele componente que apresenta mudanças gradativas ao 

longo do tempo são denominadas de tendência. As cíclicas são caracterizadas pelas 

oscilações de subida e de queda nas séries, de forma suave e repetitiva, ao longo 

do componente tendência.  

As componentes sazonais são caracterizadas por oscilações regulares no 

período de um ano e facilmente visíveis nas séries, mas diferente da cíclica que os 

movimentos costumam ser irregulares, muitas vezes não perceptíveis visualmente, 

pois o ciclo de ocorrência não se repete no período inferior a um ano (SOARES, 

2010). 

 
 
2.2 METODOLOGIA DE BOX E JENKINS 

 

 

Esta abordagem proposta por Box e Jenkins (1970) consiste em ajustar 

modelos auto-regressivos integrados de médias móveis a uma série temporal. A 

notação utilizada para representar o modelo é ARIMA (p, d, q), onde p corresponde 

aos termos auto-regressivos; as diferenciações necessárias para tornar a série em 

estudo estacionária é representado por d e o número de termos de médias móveis é 

representado por q.  Sendo os termos p, d e q inteiros maiores ou iguais a zero.  

Nos modelos AR, modelos autoregressivos de ordem p, a série temporal Zt é 

descrita somente pelos seus valores realizados e pelos termos aleatórios. O referido 

modelo de ordem p, AR(p), será o resultado da soma ponderada de seus valores 

passados e dos termos aleatórios conforme a equação 1. 

 

tptpttt aZZZZ  

~
...

~~~
2211   (1) 

 

onde  tZ
~

representa a série subtraída de sua média, p   refere-se aos parâmetros 

autoregressivos de ordem p e ta aos termos aleatórios. Para considerar um modelo 

estacionário, ou seja, todas as raízes da equação devem cair fora do círculo unitário 
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e o valor do parâmetro |
p | deve ser menor que 1. 

Nos modelos de médias móveis, denotado por MA (q), a série temporal Zt é 

descrita pelo resultado da combinação linear dos termos aleatórios em t e em 

períodos anteriores. Em sua forma geral um MA(q), leva em consideração q valores 

defasados conforme equação 2.  

 

qtqtt aaatZ    ...
~

11  (2) 

 

onde 
q  refere-se aos parâmetros de média móveis de ordem q e ta  aos 

termos aleatórios. Quanto à condição de invertibilidade, é imposta a restrição de que 

o parâmetro em módulo é menor que um, ou seja, | 
q  | <1. 

Quando se une os modelos AR (p) e MA (q), se obtém o Modelo 

autoregressivo de médias móveis - ARMA (p, q), ou seja, a série em estudo será 

explicada por uma parte autoregressiva e por uma parte de médias móveis, 

conforme equação 3: 

 

qtqttptptt aaaZZZ    ...
~

...
~~

1111  

(3)   

                                             AR (p)                                           MA (q) 

 

onde  
p   refere-se aos parâmetros autoregressivos de ordem p; 

q  refere-se 

aos parâmetros de média móveis de ordem q e ta  aos termos aleatórios, 

considerando que as condições de estacionariedade de um processo ARMA (p, q) 

são as mesmas que as de um processo AR (p), e as condições de invertibilidade são 

as mesmas que as de um processo MA (q). 

Se a série temporal em estudo não for estacionária em nível, deve-se aplicar 

diferenças até tornar-se válida a condição de estacionariedade. O número dessas 

diferenças é denominado ordem de integração (I), após aplicadas d diferenças 

necessárias na série obtém-se a série derivada desse processo, podendo ser 

descrita como um modelo ARMA(p,q), mas agora acrescido da parte de integração 

obtendo o modelo ARIMA(p,d,q) conforme a equação 4: 
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qtqttptptt

d aaaZZZ    ...
~

...
~~

1111  

(4)  

                                               AR (p)                         MA (p)                                          

 

 

em que 
p   refere-se aos parâmetros autoregressivos de ordem p; 

q  refere-

se aos parâmetros de média móveis de ordem q; ta  aos termos aleatórios e d 

representa o número de diferenças aplicadas na série temporal para torná-la 

estacionária. 

Em geral utiliza-se o número de diferenças d=1 ou d=2, pois a primeira 

diferença busca estabilizar o nível da série e a segunda a variabilidade (MORETTIN, 

2008).  Utiliza-se sempre que possível um modelo com o menor número de 

parâmetros, baseando-se no princípio da parcimônia, isto é, deve-se obter um 

modelo mais simples com um pequeno número de parâmetros (CHATFIELD, 1996). 

A estratégia utilizada para a construção do modelo a uma série temporal é 

baseada no ciclo iterativo, Figura1. 
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Figura 1 – Fluxograma do ciclo iterativo de Box e Jenkins. 

 

 

 

Fonte: Adaptado de Moretin e Toloi (2006). 

 

Primeiramente uma classe geral de modelos é considerada para análise, 

sendo este estágio denominado de especificação; posteriormente segue-se para 

etapa denominada identificação, em que o objetivo desta etapa é determinar os 

valores p, d, q do processo ARIMA, que foi especificado na etapa anterior.  

A principal suposição a ser analisada nesta etapa é referente a 

estacionaridade da série, ou seja, deve haver um desenvolvimento em torno de uma 

média, variância e autocovariância constantes, caso isso não venha a ocorrer é 

necessário à aplicação de transformações para estacionarizá-la. Os testes para a 

verificação de estacionaridade são denominados testes de raiz unitária, existem 

vários testes, dentre eles: ADF, KPSS, Ljung-Box, Phillips-Perron, entre outros 

(MORETTIN; TOLOI, 1986). 

Neste estudo optou-se pelos testes: Augmented Dickey-Fuller (ADF) 

(DICKEY, FULLER, 1979) e Kwiatkowski-Phillips-Schmidt-Shin (KPSS) 

(KWIATKOWSKI et al., 1992). No ADF tem-se as seguintes hipóteses de teste:  

H0: a série é não-estacionária, isto é, I(1) 
H1: a série é estacionária, isto é, I(0) 
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No teste KPSS as hipóteses apresentadas são inversas ao teste ADF. Logo:  

 
H0: a série é estacionária, isto é, I(0) 
H1: a série é não-estacionária, isto é, I(1) 

 

Estes testes são amplamente discutidos na literatura podendo ser citados, 

Enders (2010), Maddala (1992). As estatísticas críticas para o teste ADF é 

proveniente de MacKinnon (1996) e para o Teste KPSS os valores críticos são de 

Kwiatkowski-Phillips-Schmidt-Shin (1992).  

Após a confirmação da estacionaridade da série, ou seja, Identificação da 

Ordem de Integração (d), parte-se para identificação dos valores de p e q do 

modelo, usualmente esta identificação baseia-se na análise da Função de 

Autocorrelação (FAC) e Função de Autocorrelação Parcial (FACP) (BOX et al., 

1994). 

Posteriormente a identificação do modelo ARIMA (p, d, q), que represente a 

série temporal em estudo, passa-se para a etapa seguinte, estimação dos 

parâmetros, isto é, a obtenção de “p” estimativas para os parâmetros 
p ,,, 21  , e 

“q” estimativas para os parâmetros 
q .,..,, 21

, além dos termos aleatórios ( ta ), 

esta estimação pode ser feita através da maximização da Função de 

Verossimilhança condicional ou através do método de Mínimos Quadrados 

Ordinarios. Nesta dissertação optou-se pela estimação através do método de 

Mínimos Quadrados Ordinários. 

Estimados os parâmetros, se faz necessário a verificação deste modelo para 

diagnosticar se ele é capaz de representar, adequadamente, os dados em estudo. 

Tal verificação pode ser feita através de uma análise de resíduos, os quais deverão 

ter características de ruído branco, isto é, média zero, variância constante e serem 

não autocorrelacionados, caso contrário, repete-se o ciclo iterativo com analise de 

outro modelo.  

Caso seja encontrado mais de um modelo concorrente para uma série 

temporal, busca-se sempre selecionar o modelo mais parcimonioso, ou seja, aquele 

que possui o menor número de parâmetros. Dentre os mais difundidos estão os 

critérios AIC (Akaike Information Criteria) e BIC (Bayesian Information Criteria). 
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Estes critérios são calculados através das equações 5 e 6: 

 

n

qp
AIC

)(2
ˆln 2 
   (5) 

  

n

nqp
BIC

)ln()(
ˆln 2 
   (6) 

 

onde p e q são os parâmetros conhecidos, n é o tamanho da amostra, ln é o 

logaritmo neperiano e 2ˆ
  a variância estimada dos erros, levando em conta que 

quanto menor for o AIC e BIC mais adequado é o modelo ajustado (MORETTIN, 

2008). 

Os critérios AIC e BIC revelam a adequabilidade do modelo e serão uteis 

nesta pesquisa para determinar entre os modelos propostos aqueles que 

apresentam melhor desempenho. 

 

 
2.3 ANÁLISE DE INTERVENÇÃO  

 

 

A análise de intervenção, segundo Box e Tiao (1975), objetiva avaliar o 

impacto de intervenções naturais ou induzidas no comportamento da série temporal. 

As variáveis binárias Zj,t, são as variáveis de intervenções que possuem a função 

análoga às variáveis dummy em regressão, e tem função de identificar se os pontos 

irregulares identificados são significativos e qual o impacto para a série temporal em 

estudo. 

Para Morettin e Toloi (2006), o modelo para análise de intervenção é dado 

conforme equação 7: 

 

ttj

K

j

jt NZBZ 


,

1

)(  

 

(7) 
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onde: 
 

tZ  é a variável resposta do modelo; 

K  é o número de intervenções da série; 

j é o valor da função transferência; 

tjZ ,
 é a variável binária; 

tN é o ruído do modelo, representado pelo modelo autorregressivo e de 

médias móveis geral (ARIMA). 
 
Segundo Box et al. (1994), dois tipos de variáveis binárias podem representar 

as séries indicadoras de intervenção, sendo elas: 

 
a) Função degrau (Step funtion), onde se obtém um efeito permanente  

 

𝑍𝑖,𝑡 = 𝑆𝑖,𝑡
(𝑇)

= 
    0, t < T 

 
    1, t ≥ T 

(8) 

 
b) Função impulso, onde se obtém um efeito temporário 

 

𝑍𝑖,𝑡 = 𝑆𝑖,𝑡
(𝑇)

= 
    0, t ≠ T 
 
    1, t = T 

(9) 

 
 

O efeito da intervenção pode levar a falsas conclusões em relação a série 

temporal em estudo devido alguns fatores, sendo eles: tendência, sazonalidade e 

erro aleatório. Esses fatores podem obscurecer o efeito da intervenção, para isso 

utiliza-se na equação 7, a modelagem ARIMA representado por tN ,  desta forma 

trata-se a tendência e sazonalidade (WOOLDRIDGE, 2006). 

De acordo com Morettin (2008), os efeitos de uma intervenção em uma série 

temporal, podem ser classificados pela sua manifestação e pela sua duração, 

conforme o Quadro 1. 
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Quadro 1 – Efeitos da intervenção. 
 

 DURAÇÃO 

PERMANENTE TEMPORÁRIA 

M
A

N
IF

E
S

T
A

Ç
Ã

O
 

GRADUAL 

  

ABRUPTA 

  

 

Fonte: Morettin e Toloi (2006). 

 
 

Os tipos mais comuns, estão evidenciados no Quadro 1, o efeito gradual 

ocorre quando as mudanças ocorrem depois de um certo tempo da intervenção, já o 

efeito abrupta, ocorre quando a mudança acontece imediatamente após a 

intervenção. Referente aos efeitos de duração, eles podem ser permanentes, 

quando ocorrem ao longo da série ou temporário, quando a mudança ocorre em um 

determinado ponto. 

De acordo com Morettin (2008), a estrutura da Função de Transferência 

determina o efeito de intervenção. Sendo conhecida a forma da Função de 

Transferência do modelo, e estimando-se seus parâmetros, conhece-se o tipo de 

efeito de Intervenção.  

Caso ocorra somente uma Intervenção, o modelo é dado pela equação 10: 

 

𝑍𝑡 = 𝑉(𝐵)𝑋𝑡 =  
𝑊(𝐵)

𝛿 (𝐵)
 𝑋𝑡 (10) 

 

A seguir, descreve-se alguns dos casos mais comuns de Intervenção e suas 

respectivas funções de transferências, que são resumidas no Quadro 2, adequada 

por Pack (1977) e Box e Jenkins (1970), encontra-se considerações semelhantes 

para modelos de função de transferência. 
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Quadro 2 – Estrutura da função de transferência. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Morettin e Toloi (2006). 

 

Para os caso de 𝑢𝑡 = 𝑣 (𝐵)𝑋𝑡,  Enders (2010) aponta os seguintes casos, 

apresentados no Quadro 3: 
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Quadro 3 – Casos de funções de intervenção.  
 

(a) 

Suponha 
 

𝑢𝑡 =   
0, 𝑡 < 𝑇

𝑤0, 𝑡 ≥ 𝑇
 

 

Obtem-se o efeito permanente, 
após um início imediato de 

mudança de nível. 

(b) 

Neste caso, 
 

𝑢𝑡 =   
0, 𝑡 ≠ 𝑇

𝑤0, 𝑡 = 𝑇
 

 

De modo que tem-se uma 
mudança do nível da série 

apenas no instante T. 

(c) 

Aqui, 

𝑣 (𝐵) =  
𝑤0

1 − 𝛿𝐵
  , 𝑍𝑡 =  𝛿𝑍𝑡−1 + 𝑤0 𝑋𝑡 +  𝑁𝑡 

 
Segue-se que 

 
0, 𝑡 < 𝑇

 

𝑢𝑡 =   
𝑤0  ∑ 𝛿𝑗  𝐾

𝐽=0 , 𝑡 = 𝑇 + 𝑘, 𝑘 = 0,1,2, …
 

 
 

 
De modo que 

𝑢𝑡  →  
𝑤𝑜

(1−𝛿)
quando t → ∞ e tem 

uma manifestação gradual até 

atingir a assíntota 
𝑤𝑜

(1−𝛿)
. Este é o 

caso de manifestação gradual 
com duração permanente. 

(d) 

Se 
 

0, 𝑡 < 𝑇
 

𝑢𝑡 =   
𝛿𝑘𝑤0, 𝑡 = 𝑇 + 𝑘, 𝑘 = 0,1,2, …

 

Então a série muda 
abruptamente de nível, sendo 

𝑤0 o valor da mudança e depois 
decai exponencialmente para 

zero. É o caso de manifestação 
abrupta com duração 

temporária. 

(e) 

Aqui, 𝛿=1 e após a intervenção o modelo torna-se não 
estacionário: 𝑍𝑡 =  𝑍𝑡−1 + 𝑤0𝑋𝑡 + 𝑁𝑡 e 

 

𝑢𝑡 =    

0, 𝑡 < 𝑇

(𝑘 + 1)𝑤0, 𝑡 = 𝑇 + 𝑘, 𝑘 = 0,1,2, …
 

 

Corresponde a uma mudança 
de direção da série, 

apresentando uma tendência 
determinística a partir do 

instante T. 

 

Fonte: Adaptado de Souza (1991) e Souza et al. (2009). 

 

Referente à interpretação dos efeitos de intervenção, tem-se a de Abrupta 

Permanente, na qual toda a média da série muda após a intervenção (w). Na 

Gradual Permanente, o aumento ou diminuição devido à intervenção é gradual, tem-

se então a equação 11: 

 

Impacto
t

= δ∙Impacto
t-1

+ w, e 0<δ>1 (11) 

 

Onde 𝑡 ≥ 𝑡𝑒𝑚𝑝𝑜 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 e 0 < 𝛿 > 1 representa o limite da estabilidade, há 

uma mudança assintótica na média pela quantidade  𝛿, esta troca assintótica será 
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no nível  
 w

1-δ
 . 

No caso de Abrupta Temporária, implica em aumento ou diminuição gradual e 

decai vagarosamente sem trocas permanentes na série, trocas antes da intervenção 

Impacto
t
=0, no período de intervenção Impacto

t
=w e após a intervenção 

Impacto
t
=δ ∙Impacto

t
. 

Na Permanente Abrupta, há troca no nível da série de quantidade (w) para 

sempre e, no caso da Permanente Gradual, 𝛿, representa o efeito do decaimento ou 

crescimento, ou seja, é um amortecimento. 

  

 

2.4 ANÁLISE ESPECTRAL  
 

  

Em 1807, Jean Baptiste Joseph Fourier, um matemático francês, afirmou que 

qualquer função periódica pode ser escrita como uma soma infinita de senos e 

cossenos de várias frequências. A utilização de transformada de Fourier é a forma 

convencional para estudar um sinal ao nível da frequência e corresponde à projeção 

de uma série temporal {Zt}𝑡=−∞
∞    em componentes trigonométricos e, em particular, 

seno (𝜔𝑡) e cosseno (𝜔𝑡), e utiliza uma base de senos e cossenos de diferentes 

frequências, representado por 𝜔, para determinar qual a importância de cada 

frequência no sinal (OLIVEIRA, 2007; PAVANELLI, 2006). 

 Conforme Chatfield (1996) a equação 12 representa o Modelo Senoidal 

Simples, ponto de partida para entendimento da Analise Espectral: 

 

tt atRZ  )cos(   (12) 

 

Onde   representa o valor médio; R é a amplitude da variável tZ ; ω é a 

frequência angular da variação senoidal, indicando o quão a variável  oscila no 

tempo; θ indica a distância entre a origem (t=0) e o pico (positivo ou negativo) mais 

próximo do ciclo, e  𝑎𝑡 é o erro com característica de Ruído Branco. 

Jenkins e Watts (1986) representam o número de ciclos por unidade de 

tempo, pela frequência ( f ), denominada na equação 13: 

tZ
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2
f  (13) 

 

Onde ω é a frequência angular da variação senoidal sendo sua unidade de 

medida em radianos por unidade de tempo. 

A base da análise espectral está embasada no Teorema da Representação 

Espectral, segundo esse Teorema qualquer processo estacionário discreto 𝑍𝑡, com 

frequências pertencentes ao intervalo [0,  ], pode ser representado pela equação 

14 (HAMILTON, 1994): 

 

𝑍𝑡 =  𝜇 + ∫ [𝛼(𝜔) ∙ cos(𝜔𝑡)] 𝑑𝜔
𝜋

0

+  ∫ [𝛽(𝜔) ∙ 𝑠𝑒𝑛 (𝜔𝑡)]
𝜋

0

𝑑𝜔  (14) 

 

Onde  𝜇 representa o valor médio; 𝛼 e 𝛽 variáveis aleatórias não 

correlacioandas;  cos(𝜔𝑡)  e  𝑠𝑒𝑛 (𝜔𝑡) funções periódicas; ω representa uma 

frequência particular no intervalo [0,  ]. 

Devido à característica das funções trigonométricas do tipo cosseno: cos [(𝜔 

+ n𝜋)t ] = {cos 𝜔t Ɐ n e t inteiros, com n  par } e cos[(𝜔 +n𝜋)t ]  = {cos (𝜋 − 𝜔)t Ɐ n e t 

inteiros, com n ímpar }. Assim as frequências variantes maiores que 𝜋 não poderão 

ser diferenciadas de variações nas frequências que corresponderem ao intervalo [0, 

𝜋], devido a estas mesmas se sobreporem (LAMOUNIER, 2007; TIGRE, 1999; 

SILVA, 2009). 

A Função de Autocovariância em uma série temporal no domínio do tempo é 

de extrema importância para descrever a estrutura da série temporal em estudo. Na 

análise espectral, essa função cabe ao denominado Espectro Populacional ou 

também conhecido como Função de Densidade Espectral conforme equação 15 

(ECHER, 2003). 

 

 

(15) 

 

Onde 𝛾𝑗 representa as autocovariâncias de um processo estacionário, 
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segundo Hamilton (1994), os coeficientes dessa função não é significativamente 

relevante para interpretação da análise e sim o gráfico gerado a partir dessa função, 

gráfico esse denominado Espectro. Ele fornece informações acerca da variância de 

𝑍𝑡 e, a análise desse gráfico vai apontar quais frequências contribuem para o 

comportamento de determinado ciclo dentro da série. 

Como geralmente as séries temporais analisadas são finitas, não se pode 

estimar o número infinito de parâmetros, proposto na equação 15. Deve-se utilizar o 

Periodograma Amostral, conforme apontado por Romano (1995), de acordo com a 

expressão 16: 

𝑓𝑦(𝜔) =
1

2𝜋
(𝜆0𝐶0 + 2 ∑ 𝜆𝑗𝐶𝑗𝑐𝑜𝑠𝜔𝑗

𝑀𝑇

𝑗=1

)≈  (16) 

 

onde: 

 

𝜆𝑗 = {𝜆0, 𝜆1, 𝜆2, … … . . , 𝜆𝑀𝑇}: janela de defasagem ou janela de suavização; 

𝑀𝑇: ponto de truncamento; 

𝐶𝑗: valores estimados das autocovariâncias. 

 

De acordo com Lamounier (2007) e Tigre (1999), não existe uma 

determinação rigorosa para estabelecer o ponto de truncamento, que vem a ser o 

número de faixas de frequência em que o espectro é estimado. Chatfield (1996) 

sugere que o ponto de truncamento deve ser escolhido de acordo com a equação 

17: 

 

 

𝑀𝑇 = 2 ∙  √𝑛 (17) 

 

Parzen (1961), adota trabalhar com três pontos de truncamento (M1; M2; e 

M3). No ponto de truncamento M1 o valor deve ser entre 5 e 10% do n; já M2 é 

definido como 2 x M1; e M3 = 2 x M2. Por ser o mais difundido na literatura, optou-se 

neste estudo por este método.  
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Dentre as janelas de defasagem utilizadas na suavização do periodograma 

amostral, destaca-se a Janela de Parzen (1961), cuja sequência de pesos 

𝜆𝑗=𝜆0, 𝜆1, 𝜆2, … , 𝜆𝑀𝑇 é dada pela equação 18: 

 

𝜆𝑗 =     

1 − 6 (
𝑗

𝑀𝑇
)

2

+ 6 (
𝑗

𝑀𝑇
)

3

;  ∀ 0 ≤ 𝑗 ≤
𝑀𝑇

2
 

2 (
1 − 𝑗

𝑀𝑇
)

3

;  ∀ 
𝑀𝑇

2
  ≤ 𝑗 ≤ 𝑀𝑇

 (18) 

 

A vantagem de utilização das Janelas de Parzen refere-se ao fato delas não 

gerarem estimativas negativas o que poderia dificultar a interpretação dos ciclos e, 

também, por serem amplamente difundidas. 

Conforme Rausser e Cargill (1970), a verificação da existência de espectros 

estimados com picos relevantes, identificando a existência de um ciclo, baseia-se na 

análise visual da função de densidade espectral estimada, buscando picos que se 

destacam em relação ao demais. Os picos menos destacados indicam a existência 

de picos de menor relevância. 

 

 

  



32 

 

 

3 MATERIAIS E MÉTODOS 
 

 

Neste tópico serão apresentadas as variáveis e os procedimentos 

metodológicos que foram utilizados para alcançar os objetivos do estudo. 

 
 
3.1 DESCRIÇÃO DAS VARIÁVEIS  

 

 

Para a execução desta pesquisa foram considerados os dados da série 

histórica da medição dos gases ozônio (O3), dióxido de nitrogênio (NO2), monóxido 

de carbono (CO) e dióxido de enxofre (SO2), compreendidos no período de janeiro 

de 1986 a dezembro de 2014, referente ao primeiro dia de cada mês, totalizando 

348 observações. Os dados são referentes à Rede Automática de Monitoramento 

Atmosférico (RAMA), da delegação Alvaro Obregon, pertencente ao Distrito Federal 

da Cidade do México, México.  No Quadro 4 são apresentados os dados técnicos 

referentes a estação utilizada no estudo, obtido a partir de www.aire.df.gob.mx.  

 
Quadro 4 – Dados de identificação da estação Pedregral. 

 

Nome No. ID Latitude Comprimento Altitude 
Hora da 
medição 

 

Pedregal 

 

484090100127 19.325146 -99,204136 2326 metros 17:00 

 

Fonte: Autor. 

 

Os dados foram obtidos no banco de dados do Sistema de Monitoramento 

Atmosférico da Cidade do México (SIMAT) pertencente a SEDEMA (Secretaria de 

Meio Ambiente da Cidade do México). As informações do site são públicas e podem 

ser utilizadas para pesquisas, mas mesmo assim foi solicitada autorização prévia, 

conforme e-mail em apêndice (APÊNDICE A). 
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3.2 PROCEDIMENTOS METODOLÓGICOS  
 

 

Neste tópico aborda-se a descrição dos procedimentos metodológicos 

utilizados para cumprir os objetivos propostos. Para isso, na Figura 2, apresenta-se 

de forma sintetizada a quatro etapas consideradas. 

  
Figura 2 – Etapas metodológicas do estudo.  

 

 

Fonte: Autor. 

 

Na primeira etapa, modelagem por meio da metodologia Box e Jenkins, 

utilizou-se dos testes ADF e KPSS para verificação da estacionaridade da série 

Após identificou-se o processo gerador da série, isto é, autorregressivo e/ou de 

médias móveis, pelo ciclo iterativo, selecionando dentre os modelos concorrentes o 

mais apropriado, utilizando-se dos critérios AIC (Akaike Information Criteria) e BIC 

(Bayesian Information Criteria), para a seleção. 

Na segunda etapa, procedeu-se à modelagem por meio da metodologia Box e 

Jenkins com intervenção (ponto máximo). Utilizou-se da inspeção visual no gráfico 

da série original para identificar o instante de tempo em que a série apresentou o 

ponto máximo. Realizou-se então a análise de intervenção neste ponto identificado.  

 Na terceira etapa, modelagem por meio da metodologia Box e Jenkins com 

intervenção (no ciclo), utilizou-se a metodologia de Análise Espectral, isto é, uma 

análise temporal no domínio da frequência, para identificar o padrão de 

comportamento cíclico na série. Posteriormente utilizou-se, novamente a 

modelagem por meio da metodologia Box e Jenkins, com intervenção, inserida no 

instante de tempo identificado na análise espectral, considerado como ponto de 
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máximo.  

Na quarta e última etapa, comparação do desempenho dos modelos, utilizou-

se os critérios AIC e BIC para selecionar o modelo com melhor desempenho dentre 

as três classes: Box e Jenkins, Box e Jenkins com intervenção (ponto máximo) e 

Box e Jenkins com intervenção (no ciclo). 

Parte-se, agora para a aplicação prática e a determinação do melhor método 

para se definir o ponto em que a intervenção deve ser imputada.  



  35 

  

 

4 RESULTADOS E DISCUSSÃO 
 

 

Para melhor entendimento do comportamento das séries em estudo, na 

Tabela 1 são apresentados os resultados das análises descritivas. São observadas 

as seguintes medidas: valor médio, mediana, máximo, mínimo e o desvio-padrão da 

emissão de gases na da estação denominada Pedregal.  

 

Tabela 1 – Resultado da análise descritiva das séries de emissão de gases da 
estação Pedegral (µg/m3). 

 

Medidas CO O3 NO2 SO2 

Média 1,6247 75,3477 28,3420 15,9770 

Mediana 1,2000 61,0000 23,0000 8,0000 

Máximo 8,6000 229,0000 164,0000 109,0000 

Mínimo 0,0000 8,0000 1,0000 0,0000 

Desvio Padrão 1,4864 44,9897 21,0582 20,0706 

Coeficiente de variação (%) 91,49 59,71 74,30 125,62 

Total de observações 348 348 348 348 

 
Fonte: Autor. 

 

 

A série referente ao ozônio (O3) apresentou a menor variação (CV=59,71%), 

segue a série do dióxido de nitrogênio (NO2) (CV=74,30%), monóxido de carbono 

(CO) (CV=91,49%) e dióxido de enxofre (SO2) com a maior variação (CV=125,62%). 

Todas apresentaram um valor acima de 50% para este coeficiente, mostrando que a 

média das séries não são representativas.  

Esta não representatividade deve-se à grande variabilidade que as séries 

apresentam e são relacionadas às oscilações climáticas, pois de acordo com 

Moreira et al. (2008), as condições meteorológicas desempenham um papel 

importantíssimo na dispersão ou acúmulo de poluentes. Liu e Johnson (2002) 

descreveram que a concentração de poluição do ar está altamente correlacionada a 

fatores como temperatura, umidade relativa, velocidade e direção do vento, dentre 

outros. 
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Observando-se a Figura 3, verifica-se que, nas séries em nível (em azul) e 

nas séries em primeiras diferenças (vermelho), todas as variáveis apresentam 

grande oscilação, principalmente do período inicial até o ano de 2000, e que, 

posteriormente a este ano, apresentam estabilidade, coincidindo ao ano em que as 

medidas tomadas pelo governo para redução de emissão de poluentes começaram 

a surtir efeito. Pela análise visual é possível verificar a não estacionaridade das 

séries em nível. 

 

Figura 3 – Séries originais em nível e em 1ª diferença. 

 

 

 

Fonte: Autor. 

 

Para corroborar a inspeção visual e verificar a estacionariedade das séries, 

foram realizados os testes  Augmented Dickey-Fuller (ADF) e Kwiatkowski-Phillips-

Schmidt-Shin (KPSS). 

Na Tabela 2, observa-se que as séries das quatro variáveis utilizadas no 

estudo, quando analisadas por meio do teste de Augmented Dickey-Fuller (ADF), 
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cuja a hipótese de nulidade é a de que a variável possui uma raiz unitária - I(1), isto 

é, ordem de integração igual a 1, não é rejeitada. 

 
 
Tabela 2 – Teste de raiz unitária verificado por meio dos testes ADF e KPSS. 
 

Variável 
Série em nível Série em 1ª diferença 

ADF1 KPSS2 ADF1 KPSS2 

CO  0.1312 (I(1)) 1.7629 (I(1)) 0.0000 (I(0)) 0.1009 (I(0)) 

O3 0.0000 (I(1)) 0.5421 (I(1)) 0.0000 (I(0)) 0.0738 (I(0)) 

NO2 0.0000 (I(1)) 1.4125 (I(1)) 0.0000 (I(0)) 0.1245 (I(0)) 

SO2 0.0147 (I(1)) 1.3059 (I(1)) 0.0000 (I(0)) 0.1584 (I(0)) 

 
Fonte: Autor. 
 

 

Quando aplicado o teste de hipótese nas séries diferenciadas, há evidência 

estatística de não aceitação da hipótese nula e, portanto, as séries diferenciadas 

apresentam-se estacionárias, isto é, I(0). Esses resultados são apoiados pelos 

resultados do teste Kwiatkowski-Phillips-Schmidt-Shin (KPSS) cuja a hipótese de 

nulidade é de que a série é estacionária, isto é, I(0), o inverso das hipóteses do teste 

anteriormente aplicado. 

Na Tabela 3, estão expostos os modelos ajustados utilizando-se a 

metodologia Box e Jenkins, onde para cada série, é possível observar que os 

coeficientes apresentam nível de significância menor que 5% e os valores em 

módulo dos parâmetros são menores que um, respeitando assim as condições de 

estacionaridade e invertibilidade. 

Referente a análise dos resíduos, verificou-se a presença de resíduos com 

característica de ruído branco, sendo que, para esta conclusão, utilizou-se a análise 

da FAC e FACP dos resíduos, todos apresentados no apêndice A. 

 

 
 
  

                                                 
1 Valores críticos de MacKinnon (1996):  -3.493.129 (1%); -2.888.932 (5%) e -2.581.453 (10%). 
2 Valores críticos de Kwiatkowski-Phillips-Schmidt-Shin (1992, Table 1): 0.739 (1%); 0.463 (5%) e 
0.347 (10%).  
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Tabela 3 – Modelos ARIMA ajustados para as séries de emissão de gases da 

estação Pedegral. 

 

Variável Modelo Coeficientes p-valor AIC BIC Resíduos 

CO ARIMA(0,1,1) 

 

1  = 0,8362 

 

<0,05 2,9253 2,9364 RB 

O3 ARIMA(0,1,1) 

 

1  = 0,9499 

 

<0,05 10,4000 10,4120 RB 

NO2 ARIMA(0,1,2) 

 
Constante = 

-0,2278 

1  = -0,0591 

2  =  -0,7655 

 

<0,05 8,8052 8,8385 RB 

SO2 ARIMA(1,1,1) 

 

1   = 0,1565 

1  = -0,7658 

 

<0,05 7,9790 8,0013 RB 

 
Fonte: Autor. 

 

Para o ajuste dos modelos com intervenção, observa-se, novamente, a Figura 

3, notando-se que há um comportamento atípico (ponto máximo) diferente para cada 

variável do estudo: observação 49 (janeiro/1990) na variável CO; observação 159 

(março/1999) na variável O3; observação 67 (julho/1991) na variável NO2; 

observação 80 (agosto/1992) na variável SO2. Conforme descrito na metodologia, 

estes valores observados foram considerados como possível intervenção em cada 

série. 

Assim, ajustou-se os modelos ARIMA com intervenção (ponto máximo), onde, 

na Tabela 4 observa-se os valores estimados para os coeficientes, nível de 

significância, estatísticas de penalidade AIC e BIC e também a indicação do período 

onde aplicou-se a análise de intervenção abrupta temporária (justifica-se pela 

característica apresentada pelas séries em estudo de grande oscilação conforme 

detectado na análise descritiva). 
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Tabela 4 – Modelos ARIMA com intervenção (ponto máximo). 
 

Variável Modelo Coeficientes p-valor AIC BIC 
Intervenção 

Período 
Resíduos 

CO 
ARIMA(0,1,1) 

CI 

 

1  = -0,3589 

 = 4,4724 

 = 0,9906 

<0,05 0,3696 0,3807 
Abr/Temp 

janeiro/1990 
RB 

O3 
ARIMA(0,1,1) 

CI 

 

1  = -0,4579 

 = 88,8905 

 = 0,9975 

<0,05 7,9689 7,9800 
 

Abr/Temp 
março/1999 

RB 

NO2 
ARIMA(0,1,2) 

CI 

 
Constante = 

27,7700 

1  = -0,2534 

2  =  -0,2173 

 = 143,0899 

 = 0,3078 
 

<0,05 6,1436 6,1657 

 
 
 
 

Abr/Temp 
julho/1991 

 

RB 

SO2 
ARIMA(1,1,1) 

CI 

 

1   = 0,9827 

1  = 0,6758 

 = 41,8422 

 = 0,5076 
 

<0,05 5,1250 5,1472 
Abr/Temp 

agosto/1992 
 

RB 

 
Fonte: Autor. 

 

 
Referente à análise dos resíduos dos modelos apresentados, verificou-se a 

presença de resíduos com característica de ruído branco. Para esta conclusão 

utilizou-se a análise da FAC e FACP dos resíduos, todos apresentados no Apêndice 

B. Os modelos substituídos por suas respectivas estimativas, para cada variável 

estão no Apêndice D. 

Como utilizou-se a intervenção Abrupta Temporária para todas as variáveis, 

pela característica do comportamento das séries, observou-se que, na variável CO, 

o período de intervenção (janeiro/1990) acarretou em um impacto de 4,4724 µg/m3 

e, após o período de intervenção, o modelo captou um impacto de 0,9906 µg/m3 na 

emissão do CO. Na variável O3, o impacto foi de 88,8905 µg/m3 no período de 

intervenção (março/1999) e, após esse período, o impacto foi de 0,99758 µg/m3 de 

emissão de O3. A variável NO2 apresentou o maior valor, considerando o período de 

intervenção, (julho/1991), com 143,0899 µg/m3, mas obteve o menor valor de 0,3078 
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µg/m3, após a intervenção. A variável SO2 no período de intervenção (agosto/1992) 

acarretou em um impacto de 41,8422 µg/m3 e, após o período de intervenção, o 

modelo captou um impacto de 0,5076µg/m3 na emissão de SO2. 

Comparando-se as estatísticas de penalidade AIC e BIC dos modelos ARIMA 

e os modelos ARIMA com intervenção (ponto máximo), entre todas as várias, os 

melhores resultados foram obtidos nos modelos ARIMA CI (ponto máximo).  

Conforme descrito na metodologia, a próxima etapa é a identificação de ciclos 

em cada série temporal do estudo. Assim como na implantação da análise de séries 

no domínio do tempo, a análise no domínio da frequência, pressupõe que a série em 

estudo seja estacionária, as séries não estacionárias em nível  tornaram-se  após a 

1ª diferença. 

Na Figura 4 estão expostos os espectros estimados em função das 

frequências para cada variável, utilizando M1=17, onde em todas observa-se uma 

indicação de que as frequências mais contributivas para a variação dos gases em 

estudos estão [0,02; 0,05].  

O resultados dos demais espectros estimados em função das frequências 

para cada variável, utilizando-se os demais pontos de truncamento (M2=35; M3=69), 

não serão considerados neste estudo pois apresentam comportamento 

demasiadamente suave, dificultando a identificação das frequências mais 

importantes para a identificação dos ciclos. 
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Figura 4 – Espectro estimado, com M=17 (em função de ω). 
 

 

 
 

  

Fonte: Autor. 

 
 

Para corroborar com a análise visual, observa-se, na Tabela 5, a frequência 

exata do espectro estimado para cada variável em estudo bem como o período 

correspondente. Conforme mencionado, na inspeção gráfica, observou-se também a 

incidência de picos menores em cada variável, o que não será levado em conta 

neste estudo, pois o objetivo é a indicação de apenas um ciclo em cada série para 

determinar o período que será utilizado a análise de intervenção. 
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Tabela 5 – Maior valor estimado para as densidades espectrais (M=17). 

 

Variável 
Frequência 

(w) 

Período 

(P) 

Coeficientes Valores do 

periodograma 

Densidades 

espectrais Cosseno Seno 

CO 0,048851 20,4706 0,027616 -0,034404 0,338646 0,316775 

O3 0,048851 20,4705 -1,55589 -0,684150 502,6611 340,0748 

NO2 0,022989 43,5000 0,498416 -0,336598 62,93871 44,06490 

SO2 0,048851 20,4705 -0,688747 -0,857652 210,5295 153,3255 

 
Fonte: Autor. 

 

Observa-se, na Tabela 5, que três variáveis apresentam um período de 20, 

indicativo que para o conjunto de observações em estudo, compreendido entre 

janeiro de 1986 e dezembro de 2014, a emissão dos gases CO, O3 e SO2 

apresentou um padrão cíclico que completa-se a cada 20 meses. O gás NO2 

apresentou um padrão cíclico que completa-se a cada 43 meses. 

Para o ajuste dos modelos com intervenção no período indicado pelo ciclo, 

foram considerados como possível intervenção em cada série: observação 20 

(agosto/1987) nas variáveis CO, O3 e SO2 e observação 43 (julho/1989) na variável 

NO2. 

Assim, ajustou-se os modelos ARIMA com intervenção (no ciclo), onde na 

Tabela 6, observa-se os valores estimados para os coeficientes, nível de 

significância, estatísticas de penalidade AIC e BIC e também a indicação do período 

em que aplicou-se a análise de intervenção abrupta temporária, justificada pela 

característica apresentada pelas séries em estudo quando analisado os gráficos dos 

espectros estimados em função das frequências, onde após o padrão cíclico 

identificado  para cada variável ocorreu um caimento abrupto. 
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Tabela 6 – Modelos ARIMA com intervenção (no ciclo). 

  

Variável Modelo Coeficientes p-valor AIC BIC 
Intervenção 

Período 
Resíduos 

CO 
ARIMA(0,1,1) 

CI 

 

1  = -0,3222 

 = 4,3824 

 = 0,9938 

<0,05 0,2761 0,2872 
Abr/Temp 

20 
RB 

O3 
ARIMA(0,1,1) 

CI 

 

1  = -0,2153 

 = 84,8870 

 = 0,9993 

<0,05 7,6161 7,6272 
 

Abr/Temp 
20 

RB 

NO2 
ARIMA(0,1,2) 

CI  

 
Constante = 

25,6722 

1  = -0,2641 

2  =  -0,1313 

 = 15,8169 

 = 0,9832 

<0,05 6,1194 6,1415 
 

Abr/Temp 
43 

RB 

SO2 
ARIMA(1,1,1) 

CI 

 

1   = 0,9763 

1  = 0,0546 

 = -29,2178 

 = -0,6118 
 

<0,05 5,1229 5,1450 
Abr/Temp 

20 
RB 

 
Fonte: Autor. 

 
Como utilizou-se também a intervenção Abrupta Temporária, quando 

analisada a intervenção no ciclo, também pela característica do comportamento das 

séries, observa-se que na variável CO, no período de intervenção no instante 20 

acarretou em um impacto de 4,3824 µg/m3 e, após o período de intervenção, o 

modelo captou um impacto de 0,9938 µg/m3 na emissão do CO. Na variável O3 o 

impacto foi de 84,8870 µg/m3 no período de intervenção (20) e, após esse período, o 

impacto foi de 0,9993 µg/m3 de emissão de O3. A variável NO2, considerando o 

período de intervenção (43) obteve um acréscimo de 15,8169 µg/m3 e, após a 

intervenção, 0,9832 µg/m3. A variável SO2 no período de intervenção (20) acarretou 

em um impacto de negativo de 29,2178 µg/m3 e, após o período de intervenção, o 

modelo captou um impacto de -0,6118 µg/m3 na emissão de SO2. 

Referente à análise dos resíduos dos modelos apresentados, verificou-se a 

presença de resíduos com característica de ruído branco e, para esta conclusão, 
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utilizou-se a análise da FAC e FACP dos resíduos, todos apresentados no 

APÊNDICE C.  

O modelo substituído por suas respectivas estimativas, para cada variável 

está no APÊNDICE E. Comparando-se as estatísticas de penalidade AIC e BIC dos 

modelos ARIMA e os modelos ARIMA com intervenção no ponto máximo e no ciclo, 

tem-se a Tabela 7. 

 
Tabela 7 – Comparação AIC e BIC dos modelos. 

 

Variável 

ARIMA 

 

ARIMA INTERVENÇÃO 

(PONTO MÁXIMO) 

ARIMA INTERVENÇÃO 

(NO CICLO) 

AIC BIC AIC BIC AIC BIC 

CO 2,9253 2,9364 0,3696 0,3807 0,2761 0,2872 

O3 10,4000 10,4120 7,9689 7,9800 7,6161 7,6272 

NO2 8,8052 8,8385 6,1436 6,1657 5,9809 6,0030 

SO2 7,9790 8,0013 5,1250 5,1472 5,1229 5,1450 

 
Fonte: Autor. 

 
Realizando a comparação na Tabela 7, espera-se que o modelo ARIMA 

apresente piores resultados em termos das estatísticas AIC e BIC que os modelos 

ARIMA com intervenção, pois ao realizar a Análise de Intervenção há inclusão de 

uma nova variável no modelo do tipo dummy e, consequentemente, os modelos com 

intervenção apresentam melhor resultados. 

Comparando-se os modelos com intervenção observa-se aquele em que o 

instante foi designado pela Análise Espectral apresentou melhores resultados em 

termos das estatísticas AIC e BIC, desta forma deve-se sempre que possível realizar 

esta pré-análise para obter resultados mais fidedignos. 
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5 CONCLUSÃO  
 

 

Este estudo foi elaborado com o objetivo de avaliar o desempenho dos 

modelos de séries temporais, utilizando-se a combinação de dois enfoques: a 

análise do domínio da frequência e o domínio do tempo, em dados de emissão de 

gases poluentes na Cidade do México. 

Os modelos ARIMA conseguiram captar o movimento das séries em estudo, 

mas os modelos com intervenção no ponto máximo possibilitaram verificar que, 

quando ocorrem picos nas diversas variáveis (indicando alta emissão dos 

poluentes), esses picos são significativos com a característica de atingirem um ponto 

de máximo e sofrerem queda abrupta, como o visualizado nas séries. 

Foi possível também, neste estudo, identificar ciclos nestas variáveis, com a 

utilização da análise espectral, e os ciclos encontrados também foram significativos, 

com característica abruta temporária. 

O comportamento, de grande variabilidade das séries estudadas, vai de 

encontro com a características destas variáveis conforme apontado por estudos 

como os de Moreira et al. (2008) e Liu e Johnson (2002) que são altamente 

correlacionadas a fatores como temperatura, umidade relativa do ar, velocidade do 

vento, dentre outros fatores que geralmente apresentam esta característica e 

também característica cíclicas.  

Os níveis de ozônio, de acordo com Achcar et al. (2013) ressaltam uma 

queda de 30% em relação ao ano de 1990 na Cidade do México, decorrente de uma 

série de medidas ambientais implementadas para diminuir a emissão de poluentes. 

Rodrigues et al. (2015) realizaram estudo com dados da emissão de ozônio Cidade 

do México, considerando um modelo Poisson não homogêneo para estudar o 

comportamento deste poluente, os modelos propostos utilizam-se de estatística 

Bayesiana via algoritmos da cadeia de Markov Monte Carlo. 

Ao se comparar aos modelos com intervenção imputada em um ponto 

escolhido visualmente como sendo uma observação relevante com os modelos em 

que realizou-se a pré-análise, utilizando-se a análise espectral, avalia-se o melhor 

desemprenho pelos critérios AIC e BIC, indicando que deve-se levar em 

consideração a possibilidade de utilizar, a analise espectral como uma ferramenta 

essa ferramenta para auxiliar a modelagem de séries temporais.    
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Deixa-se como sugestão para futuras pesquisas a investigação de picos 

menores de poluição que não foram levados em consideração neste estudo e que 

também são possíveis e relevantes de serem estudados e analisados.  
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APÊNDICE A - FAC E FACP DOS RESÍDUOS, RESPECTIVAMENTE, DOS 
MODELOS ARIMA 
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APÊNDICE B - FAC E FACP DOS RESÍDUOS, RESPECTIVAMENTE, DOS 
MODELOS ARIMA COM INTERVENÇÃO (PONTO MÁXIMO) 
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APÊNDICE C - FAC E FACP DOS RESÍDUOS, RESPECTIVAMENTE, DOS 
MODELOS ARIMA COM INTERVENÇÃO (NO CICLO) 
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APÊNDICE D – MODELOS ARIMA COM INTERVENÇÃO (PONTO MÁXIMO) 
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APÊNDICE E – MODELOS ARIMA COM INTERVENÇÃO (NO CICLO) 
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ANEXO A – AUTORIZAÇÃO DE UTILIZAÇÃO DOS DADOS 
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