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RESUMO

TECNICAS DE MACHINE LEARNING APLICADAS NO PROCESSO DE
CERTIFICACAO DE GRANJAS AVICOLAS

AUTOR: Alisson Billig Kroth
ORIENTADOR: Prof.° Dr. Alencar Machado

Nos ultimos anos a area de Inteligéncia Artificial (IA) tem demonstrado muitos
avancos, principalmente com o uso de machine learning e redes neurais, gerando
grandes oportunidades de pesquisa. Boa parte da ampliacdo da area de IA deve-se
ao aumento na utilizacdo das técnicas de machine learning, as quais tém como
objetivo treinar computadores para que sejam capazes de fazer previsdes e tomar
decisdes a partir de um conjunto de dados. Este estudo tem como propdésito encontrar
padrdes e aplicar técnicas de machine learning utilizando uma base de dados da
Plataforma de Defesa Sanitaria Animal do Rio Grande do Sul (PDSA-RS) com a
finalidade de automatizar operagcfes e/ou auxiliar usuarios a tomarem decisdes mais
precisas e inteligentes no processo de certificacdo de aves do sistema. O tipo de
aprendizado utilizado é o supervisionado com foco em classificacdo, onde o algoritmo
€ treinado através de um conjunto de dados e tenta prever qual € a classe de uma
nova instancia. J4 os algoritmos estudados e utilizados séo (a) Support Vector
Machine (SVM) o qual é excelente para classificacdo binaria e linear, mas também
com a possibilidade de classificagdo multiclasse com o uso do kernel trick. (b) K-
nearest neighbors (KNN) que tem o funcionamento simples e uma étima performance
para a classificacdo multiclasse. (c) Decision Tree, sendo simples de entender como
o modelo gerado funciona, porque, basicamente ele cria uma arvore de decisdes
baseada em regras que sdo aprendidas pelo algoritmo na etapa de treino, facilitando
o entendimento humano sob o funcionamento do modelo e (d) Redes Neurais que sao
um tipo de algoritmo mais robusto, com uma capacidade de aprendizado muito
grande. A aplicacdo destas técnicas foi feita utilizando a linguagem de programacao
Python em conjunto com as bibliotecas Scikit-learn e TensorFlow em um conjunto de
dados no formato CSV, extraidos de um banco de dados da PDSA-RS. A acuracia
dos algoritmos tradicionais chegou no maximo de 79.88% com o KNN, ja com redes
neurais obteve-se o resultado de 94%.

Palavras-chave: Decision Tree. Inteligéncia Artificial. K-nearest neighbors. Redes
Neurais. Support Vector Machine.



ABSTRACT

CERTIFICATION OF POULTRY FARM USING MACHINE LEARNING

AUTHOR: Alisson Billig Kroth
ADVISOR: Prof.° Dr. Alencar Machado

In recent years, the field of Artificial Intelligence (Al) has shown many advances,
especially with the use of machine learning and neural networks, generating great
research opportunities. A large part of the expansion of the Al area is due to the
increase in the use of machine learning techniques, which aim to train computers to be
able to make predictions and make decisions based on a set of data. This study aims
to find patterns and apply machine learning technigues using a database from the
Animal Health Defense Platform of Rio Grande do Sul (PDSA-RS) with the purpose of
automating operations and/or assisting users to make more accurate and intelligent
decisions in the bird certification process. The type of learning used is the supervised
with a focus on classification, where the algorithm is trained through a set of data and
tries to predict which class a new instance belongs to. The algorithms to be studied
and used are (a) Support Vector Machine (SVM) which is excellent for binary and linear
classification, but also with the possibility of multi-class classification with the use of
the kernel trick. (b) K-nearest neighbors (KNN) which has a simple operation and a
great performance for multi-class classification. (c) Decision Tree, being simple to
understand how the generated model works, because, basically, it creates a decision
tree based on rules that are learned by the algorithm in the training stage, facilitating
human understanding of the model's operation and (d) Neural Networks which are a
more robust type of algorithm, with a very large learning capacity. The application of
these techniques was made using the Python programming language in addition with
the libraries Scikit-learn and TensorFlow on a set of data in CSV format, extracted from
a PDSA-RS database. The accuracy of the traditional algorithms reached a maximum
of 79.88% with KNN, while with neural networks the result was 94%.

Keywords: Atrtificial Intelligence. Decision Tree. K-nearest neighbors. Neural
Networks. Support Vector Machine.
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1 INTRODUCAO

O desenvolvimento de sistemas para a internet tem mostrado muitos avancgos,
assim como a area de Inteligéncia Artificial (IA) que existe ha bastante tempo, mas
tem crescido muito nos ultimos anos, principalmente com o uso de machine learning
e redes neurais, gerando grandes oportunidades de pesquisa (Ludermir, 2021).

A area de machine learning € uma subarea de IA e tem como foco algoritmos
capazes de serem treinados para aprender como executar tarefas utilizando um
conjunto de dados ao invés de regras escritas “manualmente” em codigo que em
varios casos podem se tornar algo muito complexo e dificil de ser feito e mantido por
desenvolvedores (Payette & Lu, 2018).

Técnicas de machine learning tornam possivel que uma maquina consiga
aprender padrdes e prever eventos a partir de um conjunto de dados, isto €, aprendem
com a utilizacdo de um grande volume de dados, por isso o crescimento no
desenvolvimento de sistemas, 0s quais por sua vez geram dados, contribuem e estéo
fortemente relacionados com o avanco da IA (Ludermir, 2021). O conceito de IA ja
existe desde 1950, porém somente nos ultimos anos algoritmos de IA e machine
learning passaram a serem mais reconhecidos e bem sucedidos, isso deve-se
principalmente ao aumento do poder computacional e também, a grande quantidade
de dados que existem gracas ao cresimento da utilizacdo de sistemas em diversas
areas (Ludermir, 2021).

Com estes avancos, 0s sistemas estdo cada vez mais utilizando machine
learning tanto para a descoberta de informagdo em busca de evoluir o modelo de
negocio quanto para melhorar a experiéncia do usuario na utilizacdo do sistema. A
Plataforma de Defesa Sanitaria Animal do Rio Grande do Sul (PDSA-RS) é um
sistema que existe ha alguns anos e possui uma base de dados relativamente grande
com uma forte relacdo a area de medicina veterinaria, sendo assim a aplicacdo de
técnicas de machine learning neste sistema podem ser exploradas de forma
promissora.

O sistema da PDSA-RS tem como objetivo sistematizar a cadeia de operacdes
feitas dentre as empresas, laboratorios veterinarios, Ministério da Agricultura,
Pecuaria e Abastecimento (MAPA) e o Servico Veterinario Estadual para manter o
controle da sanidade animal e rastrear a disseminacdo de doencas nas granjas

agricolas. A PDSA-RS possui um modulo que sistematiza o processo de certificacdo



de granjas de reproducado avicola, estas granjas passam por alguns procedimentos
com a finalidade de serem certificadas livres de doencas por um 6rgao oficial. Um
destes procedimentos envolve fazer a coleta de materiais que séo enviados para um
laboratério com a finalidade de determinar se algum nucleo da granja avicola esta com
uma contaminacédo de doencgas, 0s materiais sao coletados no contexto especifico de
cada nucleo, sendo assim, a aplicacdo de um algoritmo de machine learning pode ser
muito util para aprender os padrdes e melhorar o processo na tomada de deciséo a
fim de tornar mais efetivo a inspe¢céo nas granjas avicolas para aumentar o controle

sobre a disseminag&o de doengas.

1.1 Objetivos

O trabalho tem como objetivo principal aplicar técnicas de machine learning
com a utilizacdo da linguagem Python e da biblioteca Scikit-learn em busca de
encontrar um algoritmo de classificagdo que seja capaz de aprender a partir de um
dataset extraido da base de dados do PDSA-RS, com o propdésito de auxiliar usuarios
do sistema na tomada de decisdo na etapa em que é feito a coleta dos materiais,
observando diversos atributos referentes ao contexto em que o nucleo de aves se
encontra e treinar um modelo que possa, a partir desse contexto classificar qual o
grupo de materiais devem ser coletados. Para tanto, o trabalho possui os seguintes

objetivos especificos:
e Realizar um estudo tedrico sobre machine learning e classificacéo;

e Estudar os algoritmos de classificacdo Support Vector Machine (SVM), K-

nearest neighbors (KNN), Decision Tree e Redes Neurais;
e Fazer a extragao dos dados na base de dados do PDSA-RS;

e Fazer o pré-processamento dos dados utilizando a linguagem Python e as

bibliotecas pandas e numpy;

e Aplicar técnicas de classificagdo com os algoritmos estudados nos dados
extraidos, utilizando as bibliotecas Scikit-learn para os algoritmos tradicionais

e TensorFlow para Redes Neurais;
e Encontrar os hiperparametros ideais para cada algoritmo utilizado;

e Apresentar os resultados obtidos na utilizagdo dos algoritmos.



2 REFERENCIAL TEORICO

2.1 Machine learning

Machine learning (aprendizado de maquina) € o aspecto primario que promove
a condicdo de qualquer sistema ser considerado inteligente (Priya et al., 2020). O
conceito da area de machine learning se resume em treinar computadores para que
sejam capazes de fazerem previsOes e tomar decisbes a partir de um conjunto de
dados (Shamrat et al., 2021). O principal objetivo de machine learning é estudar e
melhorar modelos matematicos que podem ser treinados com dados relacionados ao
contexto, para tomar decisdes sem ter um conhecimento completo de todos os fatores
externos (Bonaccorso, 2017).

Existem diversos tipos de algoritmos para diferentes tipos de aprendizado como
por exemplo: Random Forest (RF), Naive Bayes, Support Vector Machine (SVM),
Perceptron (Redes Neurais) e Decision Tree que sao alguns algoritmos de
aprendizado supervisionado (Osisanwo et al., 2017). Nao existe um melhor algoritmo
ou um que se encaixa em todos 0s casos para resolver um problema. O algoritmo a
ser utilizado depende do tipo de problema que se deseja resolver, o nimero de

variaveis dentre outras questdes (Mahesh, 2020).

2.1.1 Tipos de aprendizado

Existem trés principais tipos de aprendizado de maquina: (a) aprendizado
supervisionado, (b) aprendizado nao-supervisionado e (c) aprendizado por refor¢o. O
aprendizado supervisionado (Figura 1) € a metodologia de maior significancia em
machine learning, seu funcionamento implica em aprender um padréo aplicado em um
conjunto de variaveis de entrada e de saida para prever as saidas ndo existentes no
conjunto de dados (Cunningham et al., 2008).

No aprendizado néo-supervisionado ndo ha nenhuma saida especifica de
dados para o conjunto de treinamento, o objetivo do algoritmo de machine learning é
extrair informacdes Uteis usando apenas as variaveis de entrada (Glielmo et al., 2021).
Aprendizado por reforco € sobre aprender o que fazer, como transformar situagdes
em acdes, assim como aumentar o sinal de recompensa numérica. O aprendiz nao &
informado quais acdes realizar, mas invés disso ele deve descobrir quais acdes

rendem o melhor resultado ao testa-las (Mahesh, 2020; Sutton & Barto, 2018).
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Aprendizado
Supervisionado
(Técnicas de Classificacao)

Técnicas Técnincas Técnicas Técnicas
baseadas em baseadas no baseadas em SVM baseadas em
légica Perceptron estatistica instancias
L Single layer Naive bays K-Nearest
Lemolsol s Perceptron classifier Neighbor (KNN)
|| Learning setof || | Multilayer || Bayesian
rules Perceptron Network

—1 RBF Network

Figura 1 - Algoritmos de classificagéo de Aprendizado Supervisionado.
Fonte: Adaptado de: Soofi & Awan (2017).

2.1.2 Termos Utilizados

A area de machine learning possui muitos termos com importancia no entendimento
de como os algoritmos e as técnicas funcionam, tornando-se assim necessario a
explicagdo dos termos utilizados durante o trabalho com uma lista que foi feita
utilizando como referéncia o glosséario de machine learning desenvolvido pelo Google

Developers, 2022:

e [Feature:

o Uma variavel de entrada mensuravel utilizada para o aprendizado de um

modelo de machine learning.

e Label:

o No aprendizado supervisionado, considerado como um resultado ou a

resposta de uma linha do dataset.

e Dataset:

o Conjunto de dados normalmente no formato CSV. Também pode ser

considerado como um conjunto que contém features e uma label.

e C(Classe:
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o No contexto de classificacdo uma classe € uma das categorias que uma

label pertence.
Classificacao Binaria:
o Quando a label possui apenas 2 categorias diferentes.
Classificacao Multiclasse:

o Quando a label possui mais de 2 categorias.

Feature space:

o Relativo ao numero de dimensfes em que as features se encontram sem

incluir a label.
Overfitting:

o O modelo se ajusta demais com os dados de treino, prejudicando os

resultados com dados de teste.

Underfitting:

o O modelo fica com uma acuracia abaixo do esperado. Por conta da falta

de treino.

Hiperparametro:

o S&ao parametros que impactam diretamente no funcionamento dos
algoritmos, mudando a forma com que eles atuam e consequentemente

os resultados.
Tuning:
o Processo de melhoria na utilizagdo dos hiperparametros de um
algoritmo.

TensorFlow:

o Uma plataforma de machine learning distribuida em grande escala e
muito utilizada para algoritmos de Redes Neurais desenvolvida pela

empresa Google.
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2.2 Algoritmos de Classificacao

A técnica de machine learning mais utilizada € a classificacdo, onde o algoritmo
€ treinado através de um conjunto de dados e tenta prever qual é a classe de uma
nova instancia, sendo assim uma 6tima técnica para descoberta de conhecimento e
previsdes (Soofi & Awan, 2017).

Quando se aplica machine learning em um banco de dados real, o dataset pode
aparecer de varios tipos e dimensodes diferentes, sempre existem diversos problemas
relacionados aos dados, como quando o dataset possui dados indesejados, nulos ou
outliers (valores atipicos) que pode ser tanto um valor véalido (porém fora da curva)
guanto um ruido (valor incorreto). Além disso, normalmente os datasets possuem
diversas features que tem pouca ou nenhuma relevancia sendo também ruidosos,

atrapalhando a criacdo de um modelo (Akpan & Starkey, 2021).

2.2.1 Support Vector Machine

O algoritmo de Support Vector Machine (SVM) é um algoritmo de aprendizado
supervisionado muito utilizado, principalmente para classificacdo linear (Lorena &
Carvalho, 2007). Foi desenvolvido a partir da teoria do aprendizado estatistico que
tem como objetivo desenvolver ferramentas matematicas e algoritmos para entender
e analisar o aprendizado em um contexto estatistico, possuindo fundamentos teéricos
utilizados em diversas técnicas de machine learning (Shalev-Shwartz & Ben-David,
2014).

Considerando uma classifica¢éo binaria, o objetivo do algoritmo é tracar um
hiperplano com a finalidade de separar os dados em duas classes, permitindo que
com a insercdo de um novo registro, possa ser previsto a qual grupo ele pertence,
além disso, sdo criadas duas margens que definem o espaco entre as categorias, 0S
pontos de dados (data points) que ficam sobre a margem sdo denominados suportes
de vetor (Figura 2), quando o espaco dessa margem fica muito pequeno, normalmente
pode-se considerar um overfitting, j& quando as margens tem um espago maior, 0
modelo terd melhor eficacia para fazer as previsbes com dados de teste, porém
normalmente ocorrem mais data points mal classificados. Normalmente é preciso
fazer um balanco entre uma margem larga o suficiente, porém que ndo possua muitos

data points mal classificados (IBM).



Figura 2 - Exemplo do funcionamento do SVM.
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Fonte: Scikit-learn.

8 9 10 11

Em vérios casos a classificacdo binaria ndo é suficiente, tornando-se

necessario uma classificagcdo multiclasse, que aumenta a complexidade do problema

e dificulta a utilizacdo do SVM de forma linear. Além disso, também existem datasets

com duas classes, mas que séo impossiveis de serem divididos por uma reta, (Figura

3A), onde as classes ficam divididas de forma circular, impedindo que uma reta de

separacao seja efetiva, porém quando os dados estdo separados em 3 dimensdes

(Figura 3B) é possivel que uma reta possa fazer a separacao das duas classes (Kim,

2015).

A)

Dados projetados em 2 dimensdes

0.5

0.0

Y Label

-0.5

-1.0 -0.5

12qe1 Z

B)
Dados projetados em 3 dimensdes
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Figura 3 - Dataset ndo separavel de forma linear. A) Dados projetados em 2 dimensdes. B) Dados
projetados em 3 dimensdes.
Fonte: Adaptado de: Kim (2015).
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Para resolver esse problema € possivel aplicar a classificacdo néo linear com
0 SVM, utilizando o chamado kernel trick (trugue do kernel) que mapeia as entradas
em feature spaces de alta dimensdo (Mahesh, 2020). Basicamente o kernel trick
converte os dados para um espaco dimensional maior e passa pelo processo de
aprendizado neste espaco, faz uma reta linear separando as classes (Figura 4A) e
apos isso faz a projecado de volta para o espaco com duas dimensdes, gerando por
fim, uma classificacdo nao linear (Figura 4B) (Kim, 2015).

A) B)

Dados em 2 dimensdes

Dados em 3 dimensdes

14 7 ° 10
°
d . o
12 Q- L FRTS oo |0
e o0 & % 08 05
10 7 S g’ o ”...",,)
& w *eg
0.8 T ° o o ° %
o ¢ s 8

0.6 7
+ A " ® &
0.2 ‘:‘“,__A‘ anh i
L

- — -1.0

e — —
1.0 0.5 —————————
0.0 -05 0.0 0.5 1.0
Yiapg ~— "-10 -10 05 -~

12qe7 zZ

0.0

Y Label

-0.5

_]'»Sl,S -1.0 -0.5 0.0 0.5 1.0 15

X Label
Figura 4 - Classificacao utilizando o kernel trick. A) Classificacdo dos dados separados em 3 dimensdes.
B) Visualizacdo dos dados em 2 dimensdes ap0s a classificagao feita.
Fonte: Kim (2015).

2.2.2 K-Nearest Neighbors

O K-Nearest Neighbors (KNN) é um algoritmo que tem o funcionamento
relativamente simples, € muito usado para classificacdo multiclasse, mas tambéem
pode ser usado para regressdo. Normalmente os algoritmos de machine learning
realizam acdes na etapa de treino, porém o KNN tem o funcionamento um pouco
diferente, pois ele apenas utiliza os dados de treino para classificar um novo elemento,
porém na etapa de treino ele apenas salva em memoria o conjunto de dados, ou seja,
a predicao é feita na etapa de teste.

Seu grande diferencial é que ele pode ter uma velocidade de execu¢do muito
rapida por conta de sua simplicidade, porém isso escala de forma linear de acordo
com o numero de colunas no dataset, ou seja, caso a quantidade de dados seja

imensa, o algoritmo pode ser muito lento. A maneira que o KNN faz a classificagcéo de
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um novo dado é simples, basicamente ele calcula a distancia entre os data points
existentes utilizando o valor do hiperparametro K, e o classifica ao grupo com maior
numero de data points proximos (Taunk et al., 2019).

Como é possivel visualizar na Figura 5, existem duas classes e um novo data
point é inserido, entdo sao feitos calculos de distancia com base em todos os dados
gue foram salvos na memoria na etapa de treino para definir a qual classe ele
pertence, depois levando em consideracdo o valor de K, o data point € atribuido a

classe onde existe 0 maior nimero de data points proximos.

q Antes do K-NN @ Depois do K-NN

A

.\ Categoria B \ Categoria B

Novo data point Novo data point

K-NN atribuido para
Categoria A
Categoria A > Categoria A )

Figura 5 - Classificacdo basica com KNN.
Fonte: Adaptado de javatpoint.

Existem varias formas de calcular a distancia entre os data points, porém a
mais usada de todas € a distancia euclidiana que calcula a medida da distancia em
linha reta entre dois pontos (Jain, 2022).

A escolha do valor de K tem um papel muito importante no funcionamento do
algoritmo, pois ele implica em quantos pontos préoximos devem ser levados em
consideracao para realizar a classificagdo. Um valor de k muito baixo pode causar
overfitting, ja o valor muito alto pode causar underfitting, ou seja, encontrar o valor de
K ndo é uma tarefa muito simples (Jain, 2022).

Na Figura 6 é possivel observar como o hiperparametro K influéncia na
classificagdo de um novo data point, se o valor de K for 1 ele ira classificar como B
pois leva em consideracdo apenas a distancia de 1 data point e caso K seja 3 sera
classificado como A, pois levando em consideracdo a distancia de 3 pontos, o nimero
de pontos proximos da classe A é maior.
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Classe A A
Classe B .

Novo data point

Figura 6 - Impacto do valor de K no KNN.
Fonte: Adaptado de Taunk et al., 2019.

O elbow method (método cotovelo) é uma forma muito utilizada para se
encontrar um bom valor de K, o método calcula a taxa de erros utilizando varios
valores de K diferentes, onde pode-se encontrar uma queda na taxa de erros, o ponto
onde essa queda ocorre € chamado de elbow point (Figura 7), os valores de K
préximos de onde ocorre a queda, normalmente sdo os melhores para serem

utilizados (Jain, 2022).

1550 A

1450 1

1400 A

Taxa de Erro

1350 A

1300 A

1250 A

00 25 50 75 100 125 150 175
Valor de K

Figura 7 - Exemplo do elbow method.
Fonte: Adaptado de Jain, 2022.

2.2.3 Decision Tree

Decision Tree € um algoritmo muito usado para a tomada de decisdes em

diversas areas, na area de medicina por exemplo é muito usado por ter uma alta
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acuracia em tarefas de classificagdo e uma representacdo do conhecimento adquirido
de facil entendimento (Podgorelec et al., 2002).

Assim como o KNN, Decision Tree pode ser usado tanto para classificacao
guanto para regresséao, seu funcionamento de maneira geral se resume em criar uma
arvore de decisGes baseada em regras que sao aprendidas pelo algoritmo na etapa
de treino, essas regras ficam em um né da arvore e tém um retorno booleano que é
usado para comparar o data point a ser classificado na etapa de teste. O algoritmo
comeca em um no raiz e passa para um no interno e depois de um nd para outro
fazendo comparacdes e decidindo qual caminho seguir até chegar em um né que néao
possua nenhum na filho (Figura 8), este nd € chamado de n6 folha e € onde o algoritmo

chega no resultado final da classificacéo (Jijo & Abdulazeez, 2021).

CR = Crédito

Figura 8 - Classificacdo com o algoritmo Decision Tree.
Fonte: Adaptado de Jijo & Abdulazeez, 2021.

Entropia, Ganho de Informac&o e indice de Gini sdo medidas que variam entre
0 e 1 e sédo importantes para o algoritmo tomar decisOes e separar corretamente 0s
nos na etapa de treino. Entropia € usada para calcular a impureza do dataset, ou
melhor, o grau de aleatoriedade dos dados relacionado a quantidade de labels que
cada classe o dataset contém, ou seja, quanto menor a impureza, melhor para o
algoritmo. O Ganho de Informac&o usa a entropia em sua formula e sua funcéo é
representar a diferenca da entropia antes e depois de passar por um noé de decisao,
ou seja, quanto maior o ganho de informagdo melhor para a classificacdo (Jijo &

Abdulazeez, 2021). O indice de Gini, também conhecido por Impureza de Gini, calcula
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a probabilidade de uma feature aleatoriamente separada ser classificada
incorretamente (Singh & Gupta, 2014).

Existem varios algoritmos de Decision Tree, cada tendo suas particularidades
no funcionamento da forma com que o modelo encontra e gera as condi¢bes em cada
né de deciséo, dentre os mais conhecidos e utilizados estdo CART, ID3 e C4.5.

CART é um algoritmo utilizado tanto para regressao quanto para classificacao,
tem a forte caracteristica de que gera arvores binarias pelo fato de que cada n6 tem
apenas dois nos filhos. Ele utiliza a medida do indice de Gini para separar o dataset,
procurando a melhor uniformidade nos nés filhos e gerar a arvore binaria, uma
vantagem que o CART tem em relacdo ao ID3 e o0 C4.5 é que ele consegue lidar
melhor com a falta de dados.

O algoritmo ID3 € considerado simples, essencialmente ele gera a arvore
testando os valores das propriedades, em cada né da arvore uma propriedade é
testada baseado em minimizar a Entropia e maximizar o Ganho de Informacéo e os
resultados séo utilizados para separar o dataset.

Com o funcionamento similar ao ID3, C4.5 é uma melhoria do algoritmo ID3,
ele faz mais tentativas de encontrar uma propriedade com o Ganho de Informacao
maior, aumentando em alguns casos a assertividade, porém levando mais tempo para
gerar a arvore e também gera uma arvore maior e mais complexa (Singh; Gupta,
2014).

2.2.4 Redes Neurais

As redes neurais sdo um tipo de algoritmo de Machine Learning inspirado pelo
funcionamento e a estrutura do cérebro humano que consegue aprender a partir de
dados. De maneira simplificada as redes consistem em neurénios interconectados que
processam e transmitem informacao por conexdes que possuem peso e bias (desvio),
passam pelas camadas e por funcdes de ativacdo até chegar em um resultado na
camada de saida.

Nos ultimos anos as redes neurais tem se provado ferramentas poderosas para
varias tarefas em diversas areas do conhecimento, principalmente com
reconhecimento de imagens, de fala e processamento de linguagem natural. Seu
grande diferencial de outros algoritmos é que possuem a habilidade de aprender e se

adaptar para novas informacdes, diferente dos algoritmos tradicionais.
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(Lecun et al., 2015).

As redes neurais funcionam através de camadas que contém neurénios, cada
neurdnio de uma camada se conecta com todos os neurdnios da proxima camada, 0
valor é multiplicado por um peso que ajuda a definir o quanto o neurénio deve ser
levado em consideracao e depois é feito a soma com o desvio que aumenta ou diminui
o valor influenciando o seu uso na funcéo de ativacao.

Essencialmente as redes neurais possuem dois fluxos diferentes,
backpropagation (retropropagacéo) que faz o caminho inverso quando a funcao de
perda tem como resultado um valor alto e forward propagation (propagacao) que € o
caminho “natural” que comega na camada de entrada e termina na funcao de perda
(Figura 9).

Cada neurdnio da

Camada de Neurdnio camada oculta aplica &
EI'II:HVr soma do blas (desvia)
r«"_\ Camada Camada Camada de
u"ﬁ:ﬁ:\-f‘ﬂ_v . Oculta1 Oculta 2 Saida
W T~y g “-,h Camada de
A N— perda (Aplica a
/A ., fungio de
I~ ) . perda)
AN T N
', » vz ) p .
&

Figura 9 - Fluxo de propagacdo em uma rede neural.
Fonte: Adaptado de AWS.

Os valores de peso e desvio sdo muito importantes para o aprendizado da rede,
pois estes sdo modificados e ajustados ao longo do treino para que a rede consiga
chegar em resultados de saida melhores. Estes valores em um primeiro momento sao
gerados aleatoriamente e entdo passam pelas camadas até chegar a camada de
perda, onde é aplicada a loss function (funcédo de perda) que de maneira simplificada
calcula o quéo distante a predicao feita pela rede esta do resultado correto (Suzuki,
2011). Apos ser feito o fluxo de propagacao e ter o resultado do calculo de erro, o
algoritmo entdo aplica a retropropagacgéo fazendo o caminho inverso atualizando os
pesos e desvios, comegando entre a camada de saida e a primeira camada oculta,

até chegar novamente a camada de entrada (Figura 10).
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Figura 10 - Retropropagac¢do em redes neurais.
Fonte: Barbosa, 2003.

No processo da retropropagacdo existem algumas técnicas utilizadas para
fazer a otimizacdo dos pesos e desvios, elas normalmente sdo baseadas no método
gradiente descendente (Figura 11). Algumas das principais técnicas sao Stochastic
Gradient Descent (SGD) que altera os pesos apés cada etapa de treino em direcao
ao gradiente negativo, Momentum que utiliza a média movel dos gradientes para
atualizar os pesos e Root Mean Squared Propagation (RMSProp) onde a taxa de
aprendizado é adaptada para cada peso baseando-se na média de magnitudes dos

gradientes recentes do peso (Ruder, 2016).

1]
\
\

Gradient Descent

Valor da Perda

\ Melhor Valor

NN

Valor do Peso

Figura 11 - Gradiente Descendente.
Fonte: Adaptado de LA, F., 2019.
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Para entender o processo de aprendizado das redes neurais como um todo,
também € importante saber o que sédo as funcdes de ativacdo. Essas funcdes séo
usadas em redes neurais para introduzir a ndo linearidade na saida de um neurdnio.
Elas s&o importantes porque permitem que as redes neurais modelem relagdes nao
lineares complexas entre entradas e saidas. H&A muitas fungBes de ativacao
disponiveis para uso em redes neurais, algumas das mais populares sdo Linear,
Logistic Sigmoid, Tanh, ReLU, ELU e Softmax (Dubey et al., 2022). E possivel
perceber que o valor vai ficar em uma escala restrita definida pela fungdo, sendo este
diferente dependendo da fungéo utilizada (Figura 12).

20

—eo— Linear
15 { =+ Logistic Sigmoid
—+— Tanh

Entrada

Figura 12 - Diferentes fun¢bes de ativacao.
Fonte: Adaptado de Dubey et al., 2022.

As funcdes de ativacdo sao utilizadas tanto nas camadas ocultas quanto na
camada de saida, porém normalmente as que sdo usadas para a camada de saida
sao diferentes das que séo utilizadas na camada oculta e sdo dependentes do tipo de
predicéao requerido pelo modelo (Dubey et al., 2022).

O processo visto anteriormente onde ocorrem a propagacdo e a
retropropagacdo € considerado uma iteracdo na rede neural, porém para que 0
algoritmo tenha um ganho de aprendizado alto, ela passa por varias épocas. Uma
época pode ser definida como um ciclo onde todos os dados de entrada séo utilizados
exatamente uma vez, e pode ser composta por um ou mais lotes. Os lotes sdo uma
forma de lidar com volume de dados muito grande, evitando sobrecarga na memoéria
do computador (Dhande & Shaikh, 2019).

O tamanho do lote interfere diretamente em quantas iteracfes sao feitas para

cada época, caso o tamanho do lote seja menor que o tamanho total de pontos de
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dados, seréa necessério fazer mais de uma iteracdo por época para passar por todos
0s pontos de dados (Figura 13).

Tamanho do
Lote: 100
Tamanho
Tamanho do Lote:
do Lote: 500
1000
L] L] L
Iteracdes por Iteracdes por Iteracdes por
época: 1 época: 2 época: 10

Figura 13 - lteracdes, lotes e épocas.
Fonte: Adaptado de Baeldung.

A quantidade de épocas depende do tipo de problema que esta sendo resolvido
com o algoritmo, devem ser feitos testes e adaptacdes até encontrar um valor
apropriado, onde néo ocorra underfitting ou overfitting (Dhande & Shaikh, 2019).

O algoritmo de rede neural é consideravelmente mais complexo que outros
similares, porém sua capacidade de aprendizado é muito maior, principalmente pela

possibilidade de adaptacao durante as diversas iteracdes que séo feitas.

2.3 Bibliotecas de Machine learning

Como os algoritmos de machine learning sdo baseados em matematica e
estatisca em conjunto com a légica de como sao aplicados para serem capazes de
aprender e prever resultados, eles podem ser implementados em praticamente
gualquer linguagem de programacao, porém esse seria um processo muito lento e
custoso. Sendo assim foram criadas diversas bibliotecas que trazem as
implementac¢fes dos algoritmos prontas para o uso, facilitando o processo de criar um
novo modelo de predicdo de machine learning (Raschka & Mirjalili, 2019).

A maioria dessas bibliotecas foram criadas para serem utilizadas com a

linguagem Python que é uma linguagem de facil aprendizado, principalmente por
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possuir simplicidade na sintaxe e na manipulagdo dos dados (Raschka & Mirjalili,
2019).

Existem diversas bibliotecas com propdsitos diferentes, como por exemplo:
Pandas e Numpy que facilitam a etapa de pré-processamento dos dados, Seaborn
que traz ferramentas para visualizacdo dos dados em gréficos e outras como Scikit-
learn e Tensorflow que s&o bibliotecas mais robustas e tem foco na implementacéo

de algoritmos de machine learning (Rao et al., 2020).

2.3.1 Scikit-learn

O Scikit-learn € uma biblioteca de machine learning muito utilizada que possui
cbdigo aberto e foi desenvolvida para a linguagem Python. Ela se tornou uma escolha
popular por ser facil de utilizar e possuir uma 6tima documentacao (Buitinck et al.,
2013).

Além da sua praticidade, Scikit-learn préve diversas funcionalidades para a
etapa de pré-processamento e também uma vasta colecéo de algoritmos de machine
learning como por exemplo SVM, Decision Tree, KNN dentre outros que s&o
implementados de forma eficiente e otimizados para datasets de larga escala
(Pedregosa et al., 2011).

2.3.2 Tensorflow

Desenvolvido pela Google, Tensorflow € uma biblioteca de machine learning
gue possui um conjunto robusto de ferramentas para a criacdo e distrubuicdo de
modelos, principalmente baseados em redes neurais, sendo muito utilizado para
tarefas de aprendizado profundo (redes neurais com muitas camadas), aprendizado
por reforco, processamento de linguagem natural e reconhecimento de imagens
(Abadi et al., 2016).

O TensorFlow facilita a criagdo de modelos complexos com ferramentas de
visualizacdo, depuracdo e também com a API Keras que traz um grande nivel de
abstracao na etapa de desenvolvimento. A biblioteca também oferece uma arquitetura
escalavel, possuindo ferramentas e bibliotecas para facilitar a implantacdo dos
modelos de machine learning tanto em ambientes com servidores web quanto em

dispositivos méveis e sistemas embarcados (Ramsundar et al., 2019).
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2.4 Plataforma de Defesa Sanitaria Animal do Rio Grande do Sul (PDSA-RS)

O setor avicola ocupa a terceira posi¢cao na cesta de produtos de exportacao
do agronegocio brasileiro, sendo muito importante para o pais, tanto para
comercializacao interna quanto para a exportacao, ja que desde 2004 o Brasil lidera
o ranking mundial de exportagdes de carne de frango (Silva, 2011).

Com o fato de que o pais possui producdo de aves em grande escala, varios
problemas relacionados a disseminacao de doencas avicolas podem acontecer. Para
evitar isso, existem alguns processos que devem ser realizados pelas granjas. Um
dos principais € a certificacdo da granja, que possui diversas etapas a serem
realizadas e tem como objetivo principal garantir que as granjas cumpram todas as
normas exigidas pela lei, evitando assim a disseminacéo de doencas (Brasil, 2014).

Os processos para a garantia de que os estabelecimentos avicolas estejam
operando de acordo com a legislacdo sédo complexos e envolvem algumas entidades,
sendo essas: (a) Responsavel(eis) pelo estabelecimento avicola, (b) Servigco
Veterinario Estadual (SVE), (c) Laboratério Agropecuario (Laboratério) (d) Ministério
da Agricultura, Pecuaria e Abastecimento (MAPA).

A plataforma do PDSA-RS tem como objetivo sistematizar a cadeia de

operacOes feitas dentre essas entidades. De acordo com Freitas (2023, p. 36),

A arquitetura da PDSA-RS é composta por portais, 0s quais sdo acessados pelos
principais atores existentes na area de sanidade animal, cada portal composto por modulos
gue implementam funcionalidades (tarefas) do processo ao qual aquele modulo foi
implementado. Os portais séo: (a) Portal do Servico Veterinario do Estado do Rio Grande do
Sul (SVE), (b) Portal do Responsavel Técnico (RTs), (c) Portal do Laborat6rio Agropecuario
(Laboratério) (d) Portal do Ministério da Agricultura (MAPA) (e) Portal da Administracdo
(Admin);

Servigo Veterinario
Oficial

Figura 14 - Relacionamento entre os portais do PDSA-RS
Fonte: Freitas, 2023.
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Na Figura 14, é possivel visualizar o relacionamento entre as entidades através
dos portais existentes na plataforma do PDSA-RS.

Existem diversos modulos na plataforma, incluindo o modulo de certificacao de
granjas avicolas, onde as etapas do processo sao registradas de forma digital. Sendo
assim a PDSA-RS traz muitos benefincios, tanto para produtores quanto para
entidades oficiais do governo, de maneira que facilita e agiliza o processo de controle

da sanidade animal.

3 ESTUDO DE CASO

O estudo de caso foi desenvolvido com foco na aplicacdo de machine learning
para auxiliar usuarios do PDSA-RS na etapa da coleta de materiais que faz parte do
processo de certificacdo das granjas avicolas.

No processo de certificagdo de aves, as granjas passam por alguns
procedimentos, um destes é chamado de monitoria, que se resume em fazer a coleta
de materiais passiveis de serem analisados para a detec¢cdo de alguma doenca, esses
materiais sdo coletados dos aviarios, acondicionados em recipientes lacrados e
enviados para um laboratério agropecuario que por sua vez faz andalises a procura de
doencas (Brasil, 2020). Existem diversas regras para quais materiais devem ser
coletados na monitoria, dependendo de diversos fatores, mas principalmente a idade
das aves e o tipo de estabelecimento (Brasil, 2020).

Esse estudo foi feito com o objetivo de gerar um modelo capaz de classificar
quais materiais devem ser coletados em uma monitoria, com base em alguns
parametros (features) como por exemplo a idade das aves, o tipo de exploracéo da
granja, vacinas que foram aplicadas nas aves, dentre outros.

Existem diversos materiais que podem ser coletados, porém a coleta de alguns
conjuntos de materiais especificos se repete muitas vezes, a ideia foi encontrar a
correlacdo das features com estes conjuntos de materiais que possuem um grande
namero de ocorréncias para gerar um modelo para classificar qual grupo de materiais
deve ser coletado a partir de alguns parametros.

As principais ferramentas utilizadas foram a linguagem Python em conjunto
com a biblioteca Scikit-learn que possui uma vasta lista de ferramentas que auxiliam
a aplicacao de algoritmos de machine learning. Para a implementagao do algoritmo
de redes neurais foi utilizada a biblioteca TensorFlow em conjunto com a API (Interface

de Programacao de Aplicacdo) Keras que fornece uma interface de alto nivel,
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facilitando o uso do TensorFlow. Também foram utilizadas as bibliotecas Pandas e
Numpy para auxiliar na manipulacdo dos dados e a biblioteca Seaborn para

visualizacao gréfica.

3.1 Pré-processamento, implementacéo e resultados

A extracao dos dados foi feita em uma base de dados fornecida pelo PDSA-RS
com comandos SQL (Linguagem de Consulta Estruturada) e em seguida foi gerado
um arquivo CSV a partir dos resultados da consulta. O dataset foi extraido do banco

de dados com os seguintes campos:

Finalidade Finalidade da granja, ex: granja de producao, granja de
ciclo completo...

Idade Idade das aves, (campo em formato de texto com um
namero e a unidade de medida de tempo em dias ou
semanas).

Materiais coletados | Lista dos materiais coletados na monitoria.

Numero de aves | Numero de aves no nucleo em que a coleta foi realizada.

Tipo de exploracdo | Exploracdo no nucleo referente a linhagem das aves, ex:
matriz, avo...

Vacina Newcastle | Status da vacina de Newcastle em relacédo as aves em
gue a monitoria foi feita.

Vacina Salmonella | Status da vacina de Salmonella em relagéo as aves em
gue a monitoria foi feita.

Fonte: Autor (2023).

A primeira etapa foi transformar a idade para um campo inteiro contendo o valor
em dias, depois, foi necessario fazer o encoding (codificacdo de variaveis do tipo string

(texto) para numeros) de todos os dados categoricos para possibilitar a aplicacdo dos
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algoritmos, além disso, os materiais coletados s@o conjuntos de itens, porém estavam
no formato de string, logo, foi necessario fazer a transformacédo para facilitar a
manipulacédo do dataset. A etapa mais critica do pré-processamento foi a reducdo do
namero de classes, pois existiam muitas classes pelo fato de algumas ocorréncias
possuirem um conjunto de materiais incomum que foram considerados como outliers,
esses dados foram removidos diminuindo o numero total de classes para 3, sendo
estas (a) Mecbnio e ovos bicados. (b) Soros e propé misto. (c) Soros e fezes frescas.

Os primeiros resultados obtidos, utilizando os hiperparametros padrées do
Scikit-learn foram os seguintes: KNN com 56% de acuracia, Decision Tree com
74.94%, SVM com 58.58% e 83% de acuracia com redes neurais. Com estes
resultados foi possivel perceber que apenas os algoritmos Decision Tree e redes
neurais tiveram uma precisdo razoavel, entdo com a realizacdo de alguns testes
notou-se que 0s campos numero de aves e finalidade apresentavam uma correlacao
muito baixa, atrapalhando o aprendizado dos algoritmos.

A idade é a feature de maior importancia, entao foi analisado a correlacéo de
outros campos com a idade em busca de encontrar quais melhoram os resultados de
predicéo, por fim as features utilizadas foram as seguintes: idade, tipo de exploracao
(Figura 15), vacina newcastle (Figura 16) e vacina salmonella (Figura 17) e as outra

features foram removidas.
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Figura 15 - Correlacdo de idade e tipo de exploracéo.
Fonte: Autor (2023).
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Figura 16 - Correlacdo de idade e vacina newcastle.
Fonte: Autor (2023).
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Figura 17 - Correlacdo de idade e vacina Salmonella.
Fonte: Autor (2023).

Para o processo de tuning foi utilizado o modulo Grid Search CV da biblioteca
Scikit-learn (Scikit-learn, 2023), que faz uma busca exaustiva procurando o0s
parametros com melhores resultados.

Dos algoritmos tradicionais, o0 com maior acuracia foi o KNN com 79.88%
utilizando 26 como numero de vizinhos, distdancia como peso e a métrica de
manhattan, ja o Decision Tree chegou a 78.94% utilizando como critério o indice de
gini, profundidade maxima 10 e o maximo de features calculado por log2. O SVM que

teve o pior resultado antes dos ajustes, conseguiu uma melhoria significativa,
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principalmente pela mudangca do kernel linear para o kernel RBF (Radial Basis
Function Kernel) e obteve 78% de taxa de acerto com gamma 0.2 e C (regularizacao)
2.

J& com redes neurais a acuracia final foi de 94%. Para chegar neste resultado
foi criado apenas uma camada oculta, a funcdo de ativacao utilizada para a camada
de entrada e para a camada oculta foi a ReLu e para a camada de saida a funcao
Logistic Sigmoid. Para otimizacéo foi utilizado o algoritmo Adam, para o calculo de
perda foi utilizado o método do Keras sparse categorical cross entropy e a métrica de
acurécia categorica e por fim no treino foram utilizadas 12 épocas, valor que foi
definido analisando o momento em que a diminuicdo do valor de perda comecou a

ficar muito baixo.

4 CONCLUSAO

O foco do trabalho foi em técnicas de classificacdo, tendo uma abordagem
relativamente rasa sobre o assunto, demonstrando assim, o quao grande é a area de
machine learning. Também foi possivel perceber que a aplicacdo dessas técnicas
pode gerar oportunidade de pesquisa em muitas outras areas de estudo pelo fato de
gue com a existéncia de dados reais e com a adaptacéo desses dados se faz possivel
criar estudos com diversas finalidades utilizando técnicas de machine learning.

A etapa do referencial tedrico foi muito importante para adquirir conhecimento
e ter um entendimento maior de como as técnicas de machine learning sao utilizadas
e principalmente como os algoritmos funcionam, fazendo assim com que o0s
conhecimentos adquiridos pudessem ser utilizados no estudo de caso deste trabalho.

No primeiro momento do estudo de caso, onde ndo foram feitos ajustes nas
features nem nos hiperparametros, para os algoritmos tradicionais foi possivel notar
gue o algoritmo Decision Tree teve uma performance superior aos demais algoritmos.
Apbs o processo de tuning e melhoria na utilizagédo das features, o Decision Tree nao
teve muita melhora, ja os algoritmos SVM e KNN melhoraram muito em comparagéo
aos resultados anteriores. Mesmo assim o algoritmo com melhor resultado foi 0 KNN
com 79.88% de acuracia, sendo este um resultado ndo muito bom para um
classificador. J4 com redes neurais os resultados foram muito melhores obtendo 83%
antes do processo de tuning e 94% apds, mostrando que apesar de serem mais

complexos estes algoritmos possuem uma capacidade de aprendizado muito grande.
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