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RESUMO

FORMAGAO DE POR'I:FOLIOS COM O USO DE REDES NEURAIS ARTIFICIAIS
E DISTRIBUICAO DE PROBABILIDADE COM CAUDAS LONGAS

AUTOR: Alexandre Silva de Oliveira
ORIENTADOR: Paulo Sergio Ceretta

Neste estudo experimental ¢ utilizada redes neurais artificiais (RNAs) e Ranking de Probabilidade
de cauda longa na construcdo de carteiras de investimentos. O objetivo é investigar se a
formacdo de portfélio pode ser vista como um problema de classificagdo, aproveitando as
habilidades inerentes das RNAs para capturar relacionamentos complexos, permitindo decisfes
mais informadas sobre a composi¢do do portfolio. Conduziu-se o experimento utilizando
informacdes de 70 ativos aleatoriamente escolhidos, do mercado brasileiro e americano, e uma
amostra de validacdo composta por todas as empresas pertencentes ao indice S&P500. O estudo
abrange diferentes periodos de 2018 a 2023, com mais de 585.650 observacdes de ativos por
dia. A técnica foi comparada com outras técnicas alternativas e com carteiras de mercado:
Carteira de minima variancia, carteira de maximo Sharpe, carteira de analise de flutuacdo com
tendéncia multifractal (MF-DFA), carteira da Berkshire Hathaway e carteira do indice S&P500.
Os resultados indicam que o método de classificacdo proposto utilizando as probabilidades
assimétricas da distribuicdo t de Student apresenta desempenho superior ao das carteiras de
mercado e das carteiras tradicionais. Além disso, os resultados indicam que a abordagem
combinada de RNA e classificacdo de titulos baseada em suas probabilidades leptocurticas
assimétricas demonstra superioridade sobre carteiras que utilizam apenas classificacdo por
sinais. Como contribuicdes apresenta-se uma nova forma de formacdo de portfolio de
investimentos, uma nova fronteira eficiente de mercado e um pacote em software R denominado
ANNIL.

Palavras-Chaves: Rede neural artificial, gerenciamento de portfélio; classificacdo por
probabilidade.



ABSTRACT

FORMATION OF PORTFOLIOS WITH THE USE OF ARTIFICIAL NEURAL
NETWORKS AND PROBABILITY DISTRIBUTION WITH LONG TAILS

AUTHOR: Alexandre Silva de Oliveira
ADVISOR: Paulo Sergio Ceretta

In this experimental study, artificial neural networks (ANNSs) and long-tail Probability Ranking
are used to construct investment portfolios. The objective is to investigate whether portfolio
formation can be seen as a classification problem, leveraging the inherent abilities of ANNs to
capture complex relationships, allowing for more informed decisions about portfolio
composition. The experiment was conducted using information from 70 randomly chosen
assets, from the Brazilian and American markets, and a validation sample composed of all
companies belonging to the S&P500 index. The study covers different periods from 2018 to
2023, with more than 585,650 asset observations per day. The technique was compared with
other alternative techniques and market portfolios: Minimum Variance Portfolio, Maximum
Sharpe Portfolio, Multifractal Trend Fluctuation Analysis (MF-DFA) Portfolio, Berkshire
Hathaway Portfolio and S&P500 Index Portfolio. The results indicate that the proposed
classification method using the asymmetric probabilities of the Student’s t distribution
performs better than market portfolios and traditional portfolios. Furthermore, the results
indicate that the combined approach of ANN and security classification based on their
asymmetric leptokurtic probabilities demonstrates superiority over portfolios that only use
signal classification. As contributions, a new way of forming an investment portfolio is
presented, a new efficient market frontier and an R software package called ANNt.

Keywords: Artificial neural network; portfolio management; probability ranking.
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1 INTRODUCAO

A inclusdo de caracteristicas ndo lineares observada nos mercados financeiros
representa um desafio significativo para as teorias classicas de criacdo de carteiras de
investimentos que assumem relagdes lineares. A utilizacdo de redes neurais artificiais (RNAS)
com 0 uso de estatistica ajustada a dados financeiros é a lacuna tedrica/metodoldgica que se
circunscreve na tese, tornando-se uma alternativa promissora na otimizacdo de portfolios de
investimentos, dada a sua capacidade de modelar relacionamentos e padrdes complexos nos
dados, que podem ser empregadas para maximizacdo do retorno ou minimizacao do risco.

Reconhecendo as limitacbes dos modelos tradicionais de precificacdo de ativos,
Atsalakis e Valavanis (2009) conduziram uma pesquisa na qual identificaram mais de 100
artigos defendendo o uso de RNAs ha mais de dez anos. Entre 2011 e 2021, Ahmed et al. (2022)
igualmente descobriram uma quantidade expressiva de estudos, superior a 300, que foram
publicados com o tépico RNA aplicado ao setor financeiro.

A maioria dos estudos financeiros concentra-se, principalmente, no emprego de redes
neurais artificiais para prever o mercado, como em Kara, Acar Boyacioglu e Baykan (2011) ou
para prever acdes individuais (EAKINS; STANSELL, 2003). Mas também comparam a
construcdo de portfolio baseada em redes neurais com outros tipos de modelos de previsdo, tais
como a regressdo linear ou logistica (OLSON; MOSSMAN, 2003).

Embora um namero significativo de estudos apoie a superioridade dos modelos de RNA
na previsdo das séries analisadas, a maioria das RNAs modeladas depende fortemente da
utilizacdo de diversos dados econémicos e financeiros provenientes de diversas fontes,
diferentemente da proposta de estudo que aqui se apresenta. Um trabalho exemplar nesse
sentido é o de Chen, Pelger e Zhu (2019), o qual se concentra no desenvolvimento de
metodologias que aproveitem efetivamente o fluxo constante de novas informacdes. Outro
Porém, nenhuma iniciativa, até entdo, observa-se na literatura com o proposito de otimizagéo
de portfélios por meio de redes neurais artificiais e inclusdo de distribuicGes de probabilidade
ajustadas a dados financeiros (OLIVEIRA; CERETTA, 2022, 2023; OLIVEIRA; CERETTA;
ALBRECHT, 2023).

Neste contexto, o presente estudo busca responder a seguinte questdo problema: E
possivel desenvolver um processo metodoldgico que permita montar uma carteira com redes
neurais artificiais e distribuicio de probabilidade com caudas longas que supere as carteiras

tradicionais?
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1.1 OBJETIVOS

Com o proposito de responder a questdo problema, os objetivos do presente estudo

foram divididos em geral e especificos.

1.1.1 Objetivo Geral

Desenvolver uma forma metodoldgica inovadora para geracdo de carteiras com 0 Uso
de Redes Neurais Artificiais e distribuicdo de probabilidade com caudas longas que apresente

resultados competitivos frente as opc@es tradicionais de formacdo de carteiras de investimento.

1.1.2 Objetivos Especificos

Para atingir o objetivo geral da pesquisa, estipulou-se os seguintes objetivos especificos:

(1) Experimentar se as probabilidades de classificacdo tde Student na RNA
contribuem para que a carteira obtenha melhores retornos em comparagédo com 0s retornos de
carteiras benchmark de mercado e a carteira de classificacdo por sinal com o uso de RNA
(MORRIS; COMEAU, 2020);

(if) Validar o desempenho da estratégia de construcdo de portfdlio proposta através da
comparacdo de performance com outras carteiras tradicionais, como o S&P500 e Variancia
Minima de Markowitz, por meio de backtest;

(iii) Verificar se a estratégia baseada na classificacdo de RNA supera a carteira de
analise de flutuacdo com tendéncia multifractal (MF-DFA) de Maciel (2021), com o uso de
backtest e retornos acumulados;

(iv) Avaliar se a estratégia supera carteiras tradicionais, como as geradas por Value

Investing da Berkshire Hathaway Inc (2023), através de backtest e rebalanceamento.

1.2 JUSTIFICATIVA

A construgdo de carteiras RNA, como apresentado na literatura financeira
contemporanea, exige muita informagdo de dados econémicos e financeiros, o que torna o
processo de coleta de dados um problema. Nesta tese, pretende-se evitar o uso de diversas fontes
para busca de varidveis preditoras, utilizando informacdes defasadas de retorno de ativos para

prever retorno de agdes e formar carteiras de investimentos com desempenho superior. Ao
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utilizar esta abordagem, afasta-se da tradicional dependéncia de maltiplas categorias de dados
econdmicos ou financeiros obtidos de diferentes fontes e submete-se a metodologia adotada a
condic¢des mais rigorosas.

Uma das premissas adotadas € de que a formacao de carteiras pode ser vista como um
problema de classificacdo, envolvendo a categorizacdo de ativos em classes e grupos distintos
(OLSON; MOSSMAN, 2003). As RNAs podem ser empregadas para identificar caracteristicas
unicas dos ativos e capturar relacionamentos complexos na classificacdo de ativos, permitindo
decisbes mais embasadas sobre a composicéo do portfélio. Esta abordagem baseia-se na crenca
de que os ativos possuem caracteristicas distintas e, categoriza-los sistematicamente, pode
otimizar o perfil de risco e desempenho de uma carteira.

O portfélio RNA construido é empregado para prever o excesso do retorno esperado.
Estende-se 0 método adicionando a probabilidade t de Student, conforme Student (1908),
assimetricamente, uma vez que foi confirmado que o uso da dependéncia assimétrica melhora
a diversificacdo da carteira, de acordo com Rachev et al. (2010) e Stoyanov et al. (2011). A
conjuncdo das técnicas nomeou-se como ANNT.

A necessidade da criacdo do produto ANNt pode ser justificada pela infinita quantidade
de informacdes disponiveis no mercado, sendo oportuno o desenvolvimento de metodologias e
aparatos tecnoldgicos que permitam tratar as informacdes de forma rapida e precisa para superar

0 desempenho do mercado.

1.3 INOVACAO DO ESTUDO

Em comparacdo com a literatura atual, a novidade deste estudo est4 na integracéo de
redes neurais artificiais (RNAs) configuradas manualmente, na distribuicdo de probabilidade
leptocurtica assimétrica que melhor representa a natureza estocastica dos dados financeiros, e
na utilizacdo da distribuicdo t de Student como uma técnica de classificagdo na construcdo de
portfolio. Esta combinacdo inovadora de metodologias contribui para explorar o potencial das
RNAs na otimizacéo de portfélio e distingue este estudo da literatura anterior sobre o tema; ver,
por exemplo, (MORRIS; COMEAU, 2020; OLIVEIRA; CERETTA; ALBRECHT, 2023).
Como resultado, desenvolveu-se uma nova fronteira eficiente (NEF) que invés de relaciona
retorno X risco, relaciona o retorno com a probabilidade do retorno superar o mercado, e
desenvolveu-se um pacote para o software R, disponivel na plataforma GitHubb, para geracéo
de carteiras com a nova metodologia (OLIVEIRA; CERETTA, 2023).
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1.4 ESTRUTURA DO ESTUDO

O trabalho prossegue apresentando no Capitulo 2 o modelo tedrico da moderna teoria
de formacgdo de portfélios e o modelo metodoldgico de RNAs. O Capitulo 3 apresenta o
referencial tedrico-empirico e formulacGes das hipoteses. O Capitulo 4 descreve a metodologia
empregada no estudo, abordando aspectos como os dados utilizados e a arquitetura RNA
utilizada, o célculo dos sinais de retorno e a distribuicdo de probabilidade leptocurtica
assimeétrica, os ajustes de retorno e a formacao do portfolio. O Capitulo 5 apresenta os resultados

do estudo enquanto, o Capitulo 6, os discute e apresenta as consideragdes finais.
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2 MODELO TEORICO E METODOLOGICO

Neste capitulo apresenta-se os dois principais modelos que fundamentam esta

tese: a teoria de portfolios e o procedimento com redes neurais artificiais.

2.1 MODELO TEORICO

O modelo mais difundido na literatura € o modelo tedrico de formacdo de portfolios
analisa o trade-off retorno x risco (MARKOWITZ, 1952; SHARPE, 1964). Existem outros
modelos, como o da anélise de valor da companhia, considerando a menor relacédo entre preco
do ranqueamento de retorno do capital e o ranqueamento de lucratividade da companhia
(GREENBLATT, 1999).
retornos para certos niveis de risco, definindo a chamada fronteira eficiente. O principio central
da teoria ¢ a diversificacdo, envolvendo alocacdo de recurso em diferentes ativos para reduzir
risco. A teoria postula que € possivel reduzir o risco combinando ativos ndo perfeitamente
correlacionados, a um nivel em que o risco se iguala ao risco de mercado, chamado de risco
sistematico. O produto da diversificacdo permite eliminar o risco especifico de um ativo,
chamado de risco ndo sistematico.

Trés principais pontos sdo considerados pela teoria: retorno, risco e correlacdo. O
retorno esperado € diferente para cada ativo. O risco é mensurado pela variancia e covariancia
dos ativos. Enquanto que a correlagdo mede o quanto os ativos se movem de forma igual ou
ndo, assumindo valores de +1 a -1. Ativos com correlagdo +1 se movimentam de forma
exatamente iguais. Ativos que se movimentam de forma completamente oposta possuem
correlacdo -1 (ELTON; GRUBER, 1976).

O retorno esperado da carteira (r;,) € dado pelo produto:

T, = Xie1 Wili, (1)

em que w; é 0 peso atribuido ao ativo i e r; é o0 retorno esperado do ativo i. A variancia do

portfélio (o;7) é definida por:
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0% = XL, WEa) + XL, X (wawjoiy). @

JE

sendo ¢/ a variancia do ativo i e o; ; acovariancia entre os ativos i e j. E a correlagdo entre os
ativos (p;;) € definida como:

O'ij

pij = (3)

O'iO'j,

sendo a; 0 desvio padrdo do ativo i e o; 0 desvio padréo do ativo j.
A Figura 1 ilustra um gréfico de dispersdo de diferentes ativos gerando fronteiras

eficientes de acordo com a correlagéo, variando de +1 a -1.

Figura 1 - Gréfico de disperséo retorno x risco para formagédo da fronteira eficiente.
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Fonte: Adaptado de Elton e Gruber (1976).
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2.2 MODELO METODOLOGICO

O campo das redes neurais artificiais (RNASs) deve seu inicio ao trabalho seminal de
Mcculloch e Pitts (1943) que forneceu uma maneira de descrever as funcgOes cerebrais em
termos abstratos e mostrou que elementos simples conectados em uma rede neural podem ter
imenso poder computacional. A partir das ideias de On Computable Numbers de Turing (1937),
Mcculloch e Pitts (1943) mostraram que muitas escolhas particulares entre possiveis suposi¢des
neurofisioldgicas sdo equivalentes no sentido de que, para cada rede que se comporta sob uma
suposicao, existe outra rede que se comporta sob outra suposicdo e fornece os mesmos
resultados; embora, talvez, ndo ao mesmo tempo. No texto original os autores discutem varias
aplicacdes do célculo.

Subsequentemente, autores como Hebb (1949) e Tyagi e Abraham (2022) fizeram
contribuigdes significativas ao demonstrar como ocorre 0 processo de aprendizagem em redes
neurais artificiais por meio do ajuste dos pesos de entrada dos neurénios. O trabalho de Hebb
lancou as bases para o desenvolvimento de algoritmos de aprendizagem em RNAs. Ao longo
dos anos, numerosos pesquisadores elucidaram ainda mais as origens das RNAs, tragando
paralelos com o funcionamento dos neurdnios cerebrais fisiologicos. Autores como Haykin (
1994) e Tyagi e Abraham (2022) forneceram insights sobre os fundamentos conceituais das
RNAs, destacando sua conexdo com 0s processos complexos observados no cérebro humano.
Através de suas contribuicdes, a compreensdo das RNAs avancou e facilitou aplicacdes em
diversos campos.

A Figura 2(a), adaptada de Haykin (1994) e Tyagi e Abraham (2022) ilustra a origem
das RNAs dos neurdnios cerebrais fisioldgicos. Os neurdnios cerebrais naturais tém quatro
partes: dendritos, corpo celular, axénios e terminais sinapticos. Os neurdnios codificam
entradas e saidas como uma série de pulsos curtos de tensdo, conhecidos como sinapses. As
mais comuns Sa0 as sinapses quimicas, convertendo sinais elétricos em sinais quimicos e,
depois, novamente em sinais elétricos. Os dendritos sdo as zonas receptivas; o corpo celular ou
soma é onde estdo o nucleo, o citoplasma e as organelas; e os axonios sdo as linhas de

transmissao para os terminais sinapticos.
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Figura 2 - Neur6nio Celular x Neur6nio Artificial.
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Fonte: Adaptado de Haykin (1994, p. 36) e Tyagi e Abrado (2022, p. 5).

Haykin (1994) destaca as principais caracteristicas das RNAs, altamente relevantes em
modelos de precificacdo de ativos e teorias de criacdo de portfdlio, dentre as quais estdo a ndo
linearidade, a capacidade de mapeamento, a adaptabilidade, o reconhecimento de padrdes, a
ativacdo neuronal, a toleréncia a falhas, o desempenho de tarefas, a universalidade e as origens
mimeéticas, ou seja, a capacidade de imitar.

As RNAs apresentam constituicdo ndo linear, possibilitando a modelagem de
relacionamentos complexos 0s quais mapeiam entradas e saidas, facilitando a analise na
precificacdo de ativos. As RNAs se adaptam as mudancas nas condi¢cdes do mercado, encontram
padrdes e ativam neurdnios para processamento de informacdes; eles toleram falhas e executam
tarefas, descobrindo padrdes intrincados. Sendo universais, as RNAs contribuem e recebem de
outras redes (HAYKIN, 1994).

Tais caracteristicas sdo essenciais para alavancar RNAs em modelos de precificacdo de
ativos, possibilitando a modelagem eficaz de relacionamentos ndo lineares, detec¢éo de padrdes
e adaptabilidade a dindmica do mercado. Quando compreendemos essas caracteristicas,
podemos aproveitar o poder das RNAs para aprimorar o entendimento da precificacao de ativos
e otimizar estratégias de investimento (TYAGI; ABRAAO, 2022).

O modelo matemético de um neurdnio é representado pela Equagdo (4). Nela, o

resultado € a combinacéo linear () dada pela soma dos pesos sinapticos (wy;), de cada sinapse

(j) de 1 an, em cada neur6nio (k), com cada um dos sinais de entrada (x;).

U = DToq WijXj. (4)
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O potencial de ativagcdo (vk) € a soma da combinagdo linear (u;) e o termo de

polarizacéo (S,). A polarizacao, agindo como uma constante, € adicionada a combinacéo linear

e pode amplificar o sinal se for positivo ou diminui-lo se for negativo. Este termo de

polarizacdo, considerado um parametro externo ao neurdnio, contribui para a amplificagio ou

atenuacdo do sinal de ativagéo:

Vg = Uy + Po. ®)

A funcdo de ativacao (¢(.)) esté sujeita ao potencial de ativacdo (v, ). Existem diversas

formas de funcdes de ativacao e a Tabela 1 apresenta as mais utilizadas em RNAs (HAYKIN,

1994; TYAGI; ABRAHAM, 2022).

Tabela 1 - Principais funcgGes de ativacéo (¢(.)).

Funcdo de ativacdo

Descricao

1. Binary Step function(BSF)

2. Fungéo Linear

3.Tangent function (Tanh)

4. Fungéo Sigmoid

5.Rectified Linear Unit (ReLU)
6.Exponential Linear Unit (ELU)
7.Parametric ReLU

8.Unitary Linear Exponential
9.Swish

10.SoftPlus

11.SoftMax

12. SoftSign

{l1sev,=>0[0sev, <0}
1.1 1 1
<1sevk2+7|+7> vk>—§|05evks—7>

(exp(v) — exp(—v))/(exp(—v) + exp(—v))
1/(1 + exp(—av))

max (0, v)

max(0.01v,v)

max(av, v)

max(a(exp(v) — 1),v)

v/(1+ exp(—v)

log(1 + exp(v))

exp(v) / Z exp(v)

v/(1+ |v])

Fonte: Adaptado de Haykin (1994) e Tyagi e Abrado (2022).

Finalmente, o sinal de saida (y,) ou o valor resultante é obtido pela aplica¢do da funcéo

de ativagdo com influéncia do viés S,, também interpretado como erro sistemético. O processo

é 0 seguinte:

Y = @i, (6)
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ou

Ik = @(uy + o). (7)

A arquitetura de uma RNA pode variar em namero de neurdnios e camadas; diferentes
combinacBes de neurdnios dao origem a varias arquiteturas de RNA. (TYAGI; ABRAHAM,
2022) destacam que as tipologias podem ser categorizadas em: i) camada Unica — Single Layer
Perceptron (SLP); ii) multicamada — Multi-Layer Perceptrons (MLPs), subdividido em Feed-
forward e Deep Learning; iii) recorrente, subdividido em curto - redes de memoria de longo e
longo prazo — Long Short-Term Memory (LSTM), rede Hopfield e rede Boltzmann; iv)
convolucional, subdividido em profundo e transposto; ev) funcées de base radial.

Conforme Haykin (1994), o algoritmo de retropropagacdo de erros é uma técnica
utilizada para calcular eficientemente as derivadas parciais de uma rede neural. Essas derivadas
sdo usadas para ajustar os pesos associados ao vetor de entrada, iterando através do retorno de
erro; e, assim, minimizando-o no vetor de saida e reduzindo a diferenca entre a saida e a entrada.

A saida do neurdnio j é representada como:

€; (n) = dj(n) - }’j(n), (8)

onde e;(n) é o sinal de erro do neurdnio (j); n € a iteracéo de treinamento; d;(n) € a resposta
desejada para o neurbnio (j) e y;(n) € o sinal de saida do neurénio (j). Para obter uma
explicacdo detalhada do algoritmo de retropropagacdo de erro, consulte (HAYKIN, 1994;
TYAGI; ABRAHAM, 2022).

Haykin (1994) descreve varios métodos para aprendizagem em redes neurais, incluindo
i) correcdo de erros; ii) baseado em memodria; iii) aprendizagem hebbiana; iv) aprendizagem
competitiva; e v) aprendizagem de Boltzmann; supervisionado ou ndo. Nosso experimento se
concentrara principalmente no aprendizado de correcao de erros, que demonstrou capacidades
promissoras na adaptacdo a padrdes complexos e ndo estacionarios encontrados em dados do
mercado de agoes.

A seguir, no Capitulo 3, séo apresentados o referencial tedrico-empirico e a formulagéo
ddas hipdteses.
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3 REFERENCIAL TEORICO-EMPIRICO E FORMULACAO DAS HIPOTESES

O presente capitulo apresenta o referencial tedrico-empirico que serve de base para a
formulacdo das hipdteses teoricas desta tese. Inicialmente, sdo abordados aspectos gerais do
uso de RNAs para prever retornos de ativos; e, por firm, é apresentado o referencial tedrico da
hipétese de curtose dos dados financeiros e a hipdtese de eficiéncia de mercado.

3.1 USANDO RNAS PARA PREVER RETORNOS DE ATIVOS

No campo das finangas, a RNA retropropagacéo feed-forward atraiu atencao substancial
da pesquisa por suas capacidades preditivas. Esses esfor¢os significam a busca continua pelo
refinamento dos modelos de RNA para maior precisdo e eficacia nas previsdes financeiras.
Exemplos como Qi, (1999) e Quah e Srinivasan (1999) demonstram a aplicacdo de RNA na
previsao de retornos de acdes em relacdo a indices de referéncia ou taxas livres de risco. Qi
(1999) calculou o retorno excedente do S&P500 de 1954 a 1992, totalizando 468 observacoes,
usando nove variaveis financeiras e econdmicas americanas, incluindo Dividend Yield,
Earning-Price, Tesouro de um més, Tesouro de doze meses, taxa de inflacéo, razdo Preco/Lucro
(P/E), oferta monetaria e varia¢do nos resultados industriais. O modelo superou os modelos
lineares em termos de preciséo e exatidao.

A RNA foi utilizada para classificar ativos com desempenho acima ou abaixo de 5% do
mercado, trimestralmente entre 1993 e 1995, em Cingapura (QUAH; SRINIVASAN, 1999).
Eles selecionaram os 25 ativos com melhor desempenho em cada trimestre como variavel de
producdo e usaram fatores de empresas financeiras como Preco/Lucro (P/E), Fluxo de Caixa,
Capitalizacdo de Mercado, percentual de desvio do retorno mediano, Retorno sobre Ativos, e
valorizacdo média dos ativos no trimestre; principalmente com metade do peso no ultimo més
e 0 restante nos outros 2 meses.

A RNA também foi utilizada para analisar os valores dos indices de acGes American
Standard & Poor's (S&P500), Financial Times Stock Exchange FTSE100 da Inglaterra e
Nikkei225 do Japdo (LEUNG; DAOUK; CHEN, 2000). O estudo utiliza dados mensais que
vao de 1967 a 1995, resultando em 348 meses de observacdo. As variaveis de entrada
empregadas na analise incluiram a primeira diferenca nas taxas de juros de curto prazo (3
meses), a primeira diferenca nas taxas de juros de longo prazo (20 anos), os retornos excedentes

defasados do indice de inflagcdo dos paises, a primeira diferenca nas taxas de juros o indice de
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precos ao consumidor, e a primeira diferenca na taxa de producdo industrial.

Kuo, Chen e Hwang (2001) apresentaram um exemplo de uso de Rede Neural Artificial
de Logica Fuzzy (FLANN) para aumentar a precisdo da previsdo de retorno de ativos em
comparacdo com a abordagem ANN Backpropagation Feed-forward. O estudo focou no
mercado de ag¢Oes de Taiwan, considerando 42 variaveis de entrada, incluindo analises técnicas,
durante o periodo de 1991 a 1997. O modelo de saida incluiu sinais de compra ou venda, bem
como a avaliacdo do desempenho dessas decisdes.

Outro estudo foi realizado demonstrando gque o uso de uma RNA para selecionar as 50
acbes com o maior retorno esperado produz retornos ajustados ao risco superiores em
comparacdo com os indices S&P500 ou Dow Jones Industrial Average (DJIA) (EAKINS;
STANSELL, 2003). Eles usaram dados de 1975 a 1996 e se concentraram em ativos com valor
de mercado superior a US$ 150 milhdes disponiveis na Compustat. Em seguida, colocou-se as
variaveis empregadas como Market to Book (P/B), rendimento de dividendos, preco por acdo
(P/S), Preco por Lucro (P/E), Capitalizacdo de Mercado e Preco por Fluxo de Caixa (P/CF).

No mercado canadense a RNA foi empregada com 61 indicadores financeiros de 2.352
empresas durante o periodo de 1976 a 1993 como variaveis de entrada (OLSON; MOSSMAN,
2003). Eles usaram uma abordagem de classificacdo para prever a probabilidade de o retorno
anual de uma empresa estar acima ou abaixo da mediana da amostra no ano fiscal subsequente.
Além disso, eles previram o quartil ou octal em que o retorno anual da empresa cairia no
préximo ano fiscal. O estudo mostrou que as RNAs superaram a regressao logistica, alcangando
indices de classificagdo correta variando de 51 a 58% para as empresas, e gerando retornos
anuais maiores, variando de 3 a 16%, dependendo se a RNA utiliza mediana, quartil ou octal.

Outros exemplos sdo Enke e Thawornwong (2005) que estudaram resultados de ativos
previstos corretamente variando de 60 a 69,77%; Afolabi e Olude (2007) com a aplicagéo de
RNA de Logica Fuzzy obtendo rendimentos médios mensais mais elevados de 1,26% e 1,72%
usando o sinal de rendimento previsto; Ticknor (2013) que focou na RNA Bayesiana-Regular;
Rather, Agarwal e Sastry (2015) que empregou RNA recorrente; Chong, Han e Park (2017),
Long, Lu e Cui (2019) e Zhong e Enke (2017) que usaram RNA de aprendizagem profunda;
Selvamuthu, Kumar e Mishra (2019) que utilizaram Maquinas de Vetores de Suporte (SVM);
e Delgado Et Al. (2023) com o0 modelo de regressdéo RNA implementado.

O estudo com RNA apresenta um crescimento exponencial (BAS; EGRIOGLU; TUNC,
2023; NAMETALA et al., 2023; SANTUR, 2023). Contudo, é importante notar que estas
iniciativas visaram melhorar a capacidade preditiva das RNAs, ndo tendo como objetivo

principal a criacdo de carteiras de investimentos.
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Os estudos examinam diversas metodologias de previsdo e as comparam com 0S
retornos reais dos ativos, com foco no desempenho do método ANN Backpropagation Feed-
forward. As avaliacbes também envolvem a distancia entre os valores previstos e os valores
reais dos retornos, utilizando meétricas padrdo como erro quadratico (RMSE) ou erro médio
(ME).

O método ANN Backpropagation Feed-forward é uma das abordagens mais populares
em previsdo financeira devido a sua simplicidade e eficiéncia. Embora os estudos mencionados
compartilhem propostas semelhantes pela adocdo de RNAs, eles diferem quanto aos seus
objetivos.

Diferentemente desses estudos que ndo tentam prever o retorno especifico de uma
empresa, Morris e Comeau (2020) analisaram o0s retornos mensais de 1.035 empresas
canadenses entre 1994 e 2014 para prever sinais ou probabilidades de retornos excessivos em
comparacao ao indice da Bolsa de Valores de Toronto (TSX). Ao comparar 0s resultados com
a aplicacéo tradicional de RNAs para previsao de retorno de ativos, ndo encontraram diferenca
significativa entre os métodos; no entanto, observaram retornos mensais mais elevados em
comparagdo com o indice TSX, variando de 0,51% a 6,53%, dependendo da configuracéo de
classificacdo dos ativos. E Oliveira, Ceretta e Albrecht (2023) analisaram a carteira do S&P500,
de MF-DFA, de Markowitz e de Sharpe, no periodo de 2018 a 2022, encontrando retornos
superiores gerados pelas RNAs.

Desta forma tem-se a seguinte hipotese 1:

H1) E possivel utilizar o poder preditivo das RNAs para montar carteiras de

investimentos.

3.2 HIPOTESE DE CURTOSE E ASSIMETRIA DE DADOS FINANCEIROS

Tradicionalmente, os trabalhos em finangas assumem que os dados estocésticos
financeiros seguem uma distribuicdo de probabilidade gaussiana em numerosos estudos; por
exemplo (BEN-HORIM, 1990). Contudo, diversas iniciativas de investigacdo apresentaram
evidéncias as quais sugerem que os dados financeiros apresentam momentos superiores,
particularmente curtose, numa forma leptocdrtica caracterizada por caudas longas e uma
concentracdo de dados em torno da média, como é o caso de (BASTIANIN, 2020; RACHEV;
RACHEVA-LOTOVA; STOYANOV, 2010; SHANG; TADIKAMALLA, 2004;
STOYANOV et al., 2011).
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A Figura 2 3(a) e 3(b) mostra a curtose e assimetria moldando a curva de distribuicéo,
respectivamente. A curtose ou achatamento indica a nitidez ou planicidade em relacdo a uma
distribuicdo gaussiana, enquanto a assimetria € um deslocamento da meédia (x) em relacéo a
mediana (Md) e a moda (Mo). Em (b), a curva A exibe assimetria positiva, indicando uma
distribuicdo enviesada a esquerda, com (u > Md > Mo); a curva B representa distribuicdo
simétrica (u = Md = Mo); e a curva C exibe assimetria negativa a direita, indicando uma
distribuicdo distorcida a direita (u < Md < Mo). Porém, os investidores avessos ao risco
tendem a preferir distribuicGes com caudas longas e finas (leptocurticas) e assimetria positiva,

onde os retornos médios excedam tanto a mediana como a moda (1 > Md > Mo).

Figura 3 - Curtose e Assimetria.

Curtose Assimetria

(A) Positiva
Py

B} Nzula

Leptocurtica
Mesocurtica

Platictriica (C) Nagativa

(a) (b)
Fonte: Elaboragdo propria (2024).

A literatura possui diversas formas de medir a curtose e a assimetria como, por exemplo,
0 4° Momento e 0 3° Momento relativizados pelo Coeficiente do Momento de Curtose a, €

Coeficiente de assimetria de momento as:

ay = My/Ss, 9)

as = Ms/Ss. (10)
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onde (M) sdo os Momentos e o0 Desvio Padrdo (S). Em geral, define-se M; momentos por:

Ml =2 fo rexc_p_s(t)l f;’exc_p_s(t) (rexc_p_s(t))drexc_p_s(t) (11)

sendo M, o [-ésimo momento absoluto (M) de (frm,, - (Texc_p_s(t))), sobre qual € o retorno

excedente esperado (7, s()) dos ativos (s) no periodo (t). Para valores a, < 3, a distribuigao
é platicurtica; para a, = 3, a distribuicdo é mesocdrtica, e para a, > 3, leptocUrtica; para
|as| < 0,2, a distribuicdo é simetria, para 0,2 < |ag| < 1, assimetria fraca; e para a; >
1valores, forte assimetria.

Para captar o sentido de assimetria, seja ele positivo ou negativo, é necessario obter o

Coeficiente de Assimetria de Pearson (A4y):
As = (p—Mo)/S, (12)

com Ay < 0, a distribuicdo possui inclinacdo negativa, com A = 0 a distribuicdo é simétrica e
com A, > 0 adistribuicdo possui inclinagdo positiva.

A distribuicdo t de Student, de autoria de William Sealy Gosset, Student (1908), é uma
das distribuicbes mais comumente usadas em analise estatistica. Em comparacdo com a
distribuicdo gaussiana que é mesocurtica, a distribuicdo t de Student é platicurtica para valores
pequenos de n e leptocurtica para valores grandes, até se tornar mesocurtica com n = oo,
igualando a curva de Gauss.

Na literatura, quando n > 30, a distribuicdo t de Student j& € considerada igual a
distribuicdo gaussiana. Porém, neste estudo, conforme explicado na secdo de metodologia, a
distribuicdo t de Student é utilizada como aproximacao leptocurtica. Isto porque se considera
que esta aproximacao pode distorcer os resultados de classificacdo dos ativos. Como o nimero
de observagcbes amostrais n € menor que o infinito, n < oo, e considerando que o nimero de
ativos analisados é grande em relacdo a n, qualquer diferenca centesimal de probabilidade pode
levar a alteragdes na classificacdo dos ativos, posto que a estimativa de risco pode ser
avaliar retornos na casa de 10,

De acordo com Feller (1966), a funcdo densidade f (t) da distribuigéo t de Student, para

cada intervalo t € R! é dado por uma linha I definida como:
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- 1 o l14t2/1,)22 7,
f(t) _\/TT_TO.Z(N_I)/Z.F(TO/Z) fo e 2 Z dZ (13)

onde T, € o numero de observagGes de ativos-dia, I' a fungdo Gamma, z = 7y , 51y € I’ € dado

por Feller (1966) como:

r (t) = fo rexc_p_s(t) 1 e Texcps(®) drexc_p_s(t) ' (14)

A fungéo de probabilidade cumulativa de um determinado valor P(X < Tex 5¢)) NA

distribuicdo t de Student é:

Texc_p.s
P(X < rexc_p_s(t)) = f_oo i (t)f(t)drexc_p_s(t)- (15)

A literatura existente documentou as formas para converter uma distribuicdo t de
Student simétrica em uma distribuicdo t de Student assimétrica como, por exemplo, a
distribuicio skew — t de (FERNANDEZ; OSIEWALSKI; STEEL, 1995). Todavia, neste caso,
como sera apresentado na secdo de metodologia, a distribuicdo simétrica t de Student €
deslocada para a direita ou para a esquerda.

Dado o exposto, tem-se a segunda grande hipoGtese desta tese:

H2) E possivel melhorar a performance das carteiras de investimentos considerando
assimetria e curtose, tipica em distribuicdo de probabilidades com caudas longas.

3.3 HIPOTESE DE EFICIENCIA DE MERCADO

Desde o referencial de investimentos de Markowitz (1952) e Sharpe (1964, 1966), uma
volumosa literatura surgiu com a proposta de melhorar o desempenho das carteiras de
investimentos: (FERNANDEZ; GOMEZ, 2007; HARLOW, 1991; JANG; PARK, 2016;
MASHAYEKHI; OMRANI, 2016; SANT’ANNA; FILOMENA; CALDEIRA, 2017;
SOYSTER, 1973). Todas as pesquisas citadas estdo alinhadas com a Hipotese de Mercado

Eficiente (EMH) o qual define que o mercado pode ser eficiente de 3 maneiras, conforme Fama
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(1965, 1970): Os testes de eficiéncia na forma fraca estudam as informagdes contidas nos pre¢cos
historicos, sendo os retornos independentes, e portanto, estudar os retornos passados ndo
ajudariam a prever os retornos futuros; os testes de eficiéncia na forma semiforte estudam
informacdes (aléem dos precos histdricos) que estdo disponiveis publicamente e sdo
instantaneamente incorporadas no preco; e os testes de eficiéncia na forma forte consideram
informagdes publicas e privadas instantaneamente incorporadas no preco. Assume-se que a
carteira € ineficiente na forma fraca para um determinado nivel de risco esperado, sendo
possivel a utilizacdo dos dados histéricos do mercado com ajustada previsibilidade para o futuro
(ROSENBERG,; REID; LANSTEIN, 2021). Assim, no presente, se pode identificar ativos que
néo estdo sendo precificados adequadamente, mas que o0 mercado se corrigindo, permitirdo a
obtencdo de retornos acima da média do mercado, produzindo o que o mercado chama de Alpha
de gestdo ativa.

A Hipdtese de Mercado Eficiente ou Efficient Market Hypothesis (EMH) de Fama
(1965) foi amplamente testada na literatura financeira com énfase na aleatoriedade dos retornos
dos ativos (KAPPOU; BROOKS; WARD, 2010; NASEER; BIN TARIQ, 2016; PEON;
ANTELO; CALVO, 2019; PUERTAS et al., 2023; TITAN, 2015). A hipdtese assume que as
informagdes sobre pregos passados sdo insuficientes para prever retornos futuros; mas, a
rejeicdo da hipdtese do caminho aleatério ndo € suficiente para afirmar que o mercado é
ineficiente.

Entre os muitos trabalhos testando EMH, encontram-se evidéncias de eficiéncia da
forma semiforte no mercado dos EUA (PESARAN E TIMMERMANN, 1995). Uma das
ferramentas utilizadas na literatura para testar o EMH é o MF-DFA. O uso da analise
multifractal em financas comegou em estudos econofisicos para testar o nivel de eficacia da
forma fraca do EMH (ARSHAD et al., 2016). Posteriormente, Tiwari, Aye e Gupta (2019)
usaram o método para testar a eficiéncia do mercado em oito paises desenvolvidos, incluindo
0s EUA, e dois paises em desenvolvimento; e concluiram que o comportamento dos precos das
acOes do mercado sdo multifractais e persistem no longo prazo para ambos os tipos de
economias.

No processo de criacdo do portfdlio ha o pioneirismo da MF-DFA, de Maciel (2021);
uma técnica que continua testando a eficiéncia dos mercados, como o mercado de criptomoedas
por Alaminos e Belén Salas (2023) e o mercado de ativos de energia limpa (CHOI et al., 2023).
Por outro lado, as redes neurais artificiais possuem um rico espectro de estudos na area
financeira (LI et al., 2022; MUSTAFA; LIN; KAKINAKA, 2022; ZHANG; CHU; SHEN,
2021).



38

Da mesma forma, o investimento em valor é amplamente reconhecido como uma das
estratégias de investimento mais proeminentes do mercado. Getty (1963), Graham (1962) e
Hamada (1969) sdo identificados como pioneiros no campo do investimento em valor, sendo
Damodaran, com trabalhos como Cornell e Damodaran (2020) e Damodaran (2005) um
proeminente expoente contemporaneo. Embora o investimento em valor, incluindo a estratégia
de investimento de Buffett, seja amplamente reconhecido no mercado, sdo necessarios mais
trabalhos cientificos para analisar os investimentos de Buffett, sendo Ziemba (2020) uma das
poucas excecOes notaveis. Estas abordagens centram-se na determinacdo do valor intrinseco
das acdes que difere do preco de mercado prevalecente no momento do investimento. Warren
Buffett, conhecido como um dos investidores mais bem-sucedidos da historia, segue esta
abordagem de avaliacdo e tem superado consistentemente 0 mercado com as carteiras da
Berkshire (BERKSHIRE HATHAWAY INC, 2022, 2023).

A carteira de Warren Buffett hd muito é reconhecida pelo seu desempenho excepcional tanto
em risco como em retorno, desafiando a hip6tese de mercado eficiente ((FAHLENBRACH, 2009;
GREDIL, 2022; MASSA; YADAYV, 2015).

A partir do exposto, tem-se a terceira grande hipdtese:

H3) Existe a possibilidade das carteiras MF-DFA, Value Investing e ANN-t superarem

as carteiras classicas (Markowitz, Sharpe e indice S&P500).

A seguir, no Capitulo 4, sdo apresentados os procedimentos metodolégicos utilizados.
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4 PROCEDIMENTOS METODOLOGICOS

O presente capitulo tem como finalidade descrever os procedimentos metodologicos
realizados. Para melhor apresentacgéo, esse capitulo é dividido em quatro secdes. A se¢édo 4.1
contempla o método utilizado na primeira etapa da pesquisa, que chamou-se de experimento.
A secdo 4.2 apresenta a forma de validagéo utilizada no experimento. A se¢édo 4.3 elenca o
procedimento teste do modelo comparando com carteira de analise de flutuacdo com
tendéncia multifractal (MF-DFA) e a secédo 4.4 comparando 0 modelo com carteiras de Value

Investing.

4.1. DELINEAMENTO DO EXPERIMENTO COM RNA E DISTRIBUICAO t DE
STUDENT

No trabalho experimental sdo utilizadas redes neurais artificiais com a arquitetura
Perceptron criada por Rosenblatt (1958); especialmente o tipo Feed-forward Multilayer
Perceptron (MLP). Esta arquitetura permite que o modelo aprenda os valores ideais dos pesos
sinapticos (wy;) e bias (B,), treinando nos dados de entrada e possiveis resultados fornecidos
usando retropropagacao.

O experimento desenvolvido € interpretado como uma extenséo do trabalho conduzido
por Morris e Comeau (2020) que empregam RNAs e probabilidades de classificacdo no
processo de criacdo do portfolio. Nele, conduz-se experimentos usando diversas configuracbes
de modelos Backpropagation Feed-forward de RNA, onde modifica-se parametros como f,,
as funcoes de ativacdo (¢(.)), 0 erro maximo aceitavel (¢ = 0,01) e o nUmero de repeti¢cdes ou
padrbes de treinamento (conhecidos como época ou Stepmax=2.000 e 5.000), delimitando a
convergéncia da RNA. Para minimizar o problema de overfitting, utilizamos a técnica de
classificadores, combinando a saida de diversas redes neurais especializadas em cada ativo com
0 objetivo de melhorar a resposta global do sistema, o que justifica a enorme quantidade de
RNAs geradas. A novidade desta abordagem reside no critério de classificacdo dos ativos, 0
qual incorpora a utilizacdo da distribuicdo leptocurtica assimétrica ajustada (distribuicdo t de
Student), além da classificagéo tradicional baseada em sinais.

Como mencionado no primeiro capitulo, o principal objetivo do estudo é formar
carteiras constituidas por ativos utilizando probabilidades previstas de retornos excedentes

gerados pelas RNAs em comparacdo com o retorno de mercado calculado. O treinamento da
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RNA gera retornos excedentes esperados como variavel resposta para um periodo (rexc p _s(t)):
em que a probabilidade de ser maior que o retorno do indice S&P500 (P (Texc p_s(t))Rspsoo) €
calculada. Esta probabilidade é determinada com base na taxa de frequéncia numa distribuicdo
t de Student, dado por P(Texcp sty >0)=1— P(Texcp sy <0). Além do objetivo
principal, este estudo visa comparar os resultados obtidos com os resultados da carteira de
variancia minima de Markowitz (1952) e com os resultados do método de classificacéo de sinais
desenvolvido (MORRIS; COMEAU, 2020).

A principal contribuicio do método reside na classificacdo das acbes segundo
probabilidades leptocurticas assimétricas mais representativas da natureza estocastica dos
dados financeiros. Essa classificacdo € realizada utilizando o poderoso poder preditivo das
RNAs e a inclusdo de ativos s (agBes) com maior probabilidade de retornos excedentes na
carteira de investimentos e, também, com 0s retornos esperados da carteira ajustados ao risco,
E(Rportrotio) aj-

Este experimento envolve a construcdo de um modelo utilizando uma amostra piloto ou
de modelagem, o qual é posteriormente validado através de uma amostra mais robusta; ambas
as amostras consistem em subgrupos de treinamento e teste. De acordo com um projeto
experimental de Kelinger e Taylor (1979), o pesquisador manipula e controla uma ou mais
variaveis independentes enquanto observa a variacdo da variavel dependente.

O foco do nosso experimento ndo esta na manipulacdo dos precos dos ativos pg ou de
seus retornos ry; mas, sim, experimentando configuracdes de modelo para obter desempenho
superior em comparacdo ao benchmark S&P500 e ao portfélio Markowitz. Isto envolve a
criacdo de duas RNAs com variagdes em cinco fatores de configuracdo - (fA, fB, fC, fD, e fE).
O fator A (fA) pertence ao nimero de épocas ou repeticdes (2.000 e 5.000 épocas). O Fator B
(fB) envolve duas formas de classificagéo: classificacdo por sinal e classificacdo baseada na
probabilidade de distribuicéo t de Student. O Fator C (fC) considera duas amostras distintas, a
amostra de modelagem e a amostra de validacdo. O Fator D(fD) envolve a mudanca de
referéncia, carteira S&P500 e carteira de variagdo minima. E o Fator E(fE) concentra-se em
duas distribuicbes de pesos de ativos das carteiras com pesos igualmente distribuidos e pesos
de minima variancia. Cada um dos 5 fatores possui 2 niveis - experimento fatorial 25;
inicialmente em uma amostra piloto de 70 ativos, com 30.520 observacdes ativos-dia,
posteriormente validada na amostra de 503 ativos, com 555.170 observagdes ativos-dia.

Para a construcdo do modelo experimental foi utilizada uma carteira com 70 ativos (s;),
com i = (1,...,70), selecionados de duas fontes: 52 do portfolio Standard & Poor's (S&P500)



41

do S&P Dow Jones indices e 15 do mercado de agdes brasileiro no Brasil, Bolsa e Balgéo [B]°.
Além disso, usou-se commodities agricolas de soja e milho negociadas na Chicago Board of
Trade (CBOT) e uma criptomoeda bitcoin negociada na National Association of Securities
Dealers Automated Quotations (Nasdaq).

Todos os dados de ativos financeiros foram obtidos do Yahoo Finance; e, a partir desses
dados calculou-se o retorno das acdes (r;) de forma discreta com a utilizacdo do preco de
fechamento dos ativos (ps), por (rse) = (ps(t) - Ps(t—l))/ Dst-1))- Os dados utilizados
abrangem o periodo de 20 de setembro de 2020 a 14 de julho de 2022, num total de 436 precos
de fechamento dos ativos (ps)), com teT = (1, ..,436). Para o tratamento dos dados
utilizou-se o Software R por meio do roteiro customizado e elaborado conforme apresentado
no estudo (Apéndice A).

O conjunto de dados € dividido em dois subgrupos: um grupo de treinamento que
abrange o periodo de 23 de setembro de 2020 a 30 de dezembro de 2021, e um grupo de teste
que abrange o periodo de 3 de janeiro de 2022 a 14 de julho de 2022. O resultado forma dois
bancos de dados com duracgdo de 307 dias para amostra de treinamento ( 7, = 307) e 129 dias
para amostras de teste (T, = 129).

Cada ativo € submetido a uma Rede Neural Artificial fazendo com que 70 RNAs
obtenham a previsdo do excesso de retorno dos ativos no periodo (Texc p sr))- Essas RNAs sdo
construidas conforme Equacdo (16). A variavel dependente é o excesso de retorno diario de

cada ativo (7.xc p s(r)) €M relagdo ao retorno da carteira Benchmark S&P500 (Rgpsgo). AS
variaveis independentes incluem um dia de defasagem nos retornos do S&P500 (Rspsoo(t-1)) €
0 excesso de retorno defasado do proprio ativo, Texc_sq—qn = Ts(t—dn) — Rspsoo(t-any, COM

defasagem variando de 1 a 5 dias, dn = (—5,..,—1):

Texcp_st) = (P(Zlgé?;:l Wi jXakrj + Bo’ )' (16)
ou

Wy jRspsoot-1) + WajTexcs_qy T WajTexcs,_,,
_ 307 ' , . . '
Texepst) = P ) Dicj=1 Wierj |9 | TWajTexcs,_yy + WsjTexcy_ay T WojTexcses) ||+ Bo’ (- (17)
+Bo

@ € a funcdo de ativacdo da camada de saida, wy; € 0 peso sinaptico da informagao j

no neurdnio k, B, € o bias da camada de entrada, xy,; € a camada oculta com 307 neurdnios
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ocultos k'j, ¢' é a fungdo de ativacdo da camada oculta e B," é o bias da camada oculta. A
selecdo do nimero de defasagens ndo depende de um critério de informacdo; em vez disso, €
preferivel padronizar o comprimento da série defasada para todos os ativos (s), ja que cada
ativo resultaria em um critério de informacdo diferente, tornando o procedimento
computacionalmente muito demorado.

A arquitetura utilizada nas RNAs possui 6 neuronios de entrada (x;;,j = (Rspsoo(t—1)»
Textcye_1y Texcoq_qyr Texcyqe_sy Texcye—gy Texc_s(¢—5)) COrrespondente as variaveis independentes da
equagdo (17); uma camada oculta xpy, ;, k'j = (1,..,307) —com o numero de neurdnios igual
ao comprimento da série, formando uma matriz quadrada na camada oculta (nimero de
observagGes ativos-dia, s;, T, igual ao nimero de neurdnios (xyy, (T = xpkij = 307)x;s).
Aqui, o superajuste é desejado, pois qualquer milésima diferenca no retorno dos ativos altera a
sua classificagdo e consequentemente o desempenho da carteira de investimentos formada. A
camada de saida possui apenas uma saida, a previsdo do retorno excessivo dos ativos
(Texc_p_s(t))-

O modelo selecionado Forward-Backward Propagation do Perceptron é calculado por
dois algoritmos:

1) O primeiro algoritmo emprega o pacote NeuralNet do software R (NNet),
(FRITSCH et al., 2019). Ele é configurado com polarizagdo (5, € B8,') € funcédo
de ativagdo tangente hiperbdlica (¢ (Tanh)) para a camada oculta e de saida. As
variaveis sao restritas a 2.000 épocas e um erro méaximo de 0,01.

2) O segundo algoritmo é programado manualmente pelos pesquisadores — criado
manualmente (MC). Configurou-se o segundo algoritmo sem viés (8, € B,'), com
uma funcdo de ativacdo tangente hiperbolica (¢ (Tanh)) na camada oculta e
sigmoide (¢ (Sigmoid)) na camada de saida. As varidveis sdo restritas as épocas
de 2.000, apenas para avaliacdo do modelo eficiéncia.

Os retornos excessivos previstos do mModelo (Texc p s(r)) S40 comparados com os
retornos excedentes reais (rexc_s()) usando a simples diferenca ou erro (&) entre os valores (e =
Texcp_st) — Texc.s(t)):

Ambas as RNAs (NNet e MC) geram retornos excessivos previstos de ativos (s),
(Texc p_s(r))- Realizou-se dois procedimentos simultaneos nas predicdes de cada RNA. O
primeiro procedimento envolve a classificacdo dos retornos por Sign - (S*ou S™), assumindo

valor “1” se a previsdo de retornos excessivos do ativo (Texc p_s(¢)) € POSitivo (+) e valor “0”
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se a previsdo do excesso de retornos dos ativos (Texc p_sc)) € Negativo (—).

O segundo procedimento envolve a construcdo do histograma de frequéncia, o calculo
dos coeficientes de curtose (a,) e assimetria (4;); €, ainda, determinar a funcdo de distribuicéo
de probabilidade t de Student considerando uma curtose a, > 3. Na presenca de assimetria
(As # 0) dentro da distribui¢do de probabilidade, as corregdes séo feitas usando o erro padréo
(Sg), onde Sy = S/+v/n.

No total, sdo geradas 2.240 RNAs conforme indicado na Equacdo (17):

n° ANN = 2[Tr + Ts]. 2[NNet + MC]. (70 + 490)[s]. (18)

Nesta equacdo, duas RNAs, Treinamento (Tr) e Teste (T's), sdo multiplicadas por 2 dois
algoritmos, o NeuralNet (NNet) e o Criado Manualmente (MC); os quais também sdo
multiplicados pelos ativos totais (s), com 70 ativos em fase de modelagem e 490 ativos em fase

de validacdo. A RNA e os procedimentos a ela aplicados estdo exemplificados na Figura 4.

Figura 4 - (a) Rede Neural Artificial com camada oculta, fase de treinamento (Tr) do algoritmo NNet. (b)
Comparagdo dos retornos excedentes previstos (1. p, s()) Versus retornos excedentes reais (rexc ). (C)
Distribuicdo de probabilidade de retornos excedentes (1. p s(¢)) com calculo dos parametros de curtose e

assimetria.
ANN - Tr - NNet Vexe p_s(t) X Texc_s(e) Frequéncia do Tove p o(2)
R.\'Psoo;r 1) ;
< .t Vexe pa(t)
- o
Texc_s(e-1) s ' ¢ o a, = 1359119
Texe s(t=2) Ai; 4 | ] - A, 2167753
X Tex P ) & = 1l 4z
Texe s r»}: 0 |\ { ',1” l" " |. | | lil| <§;
. i = 1"’.‘ | 0T | “H-"“ﬁ‘f‘}'l' if' g - “rexr = 55
Texc s(e-4 - i [ ' T ) f, [ plo
[T | { - |
"ru' sit~5 . I A
0 50 100 150 200 250 300 0.10 -0.0% 000 005 0.10 015020
Naurdnios da entrada, ocultos = de saida Ativo-dia Riroxinda okigan

(a) (b) (c)
Fonte: Elaboragdo propria (2024).
Na Figura 4(a) a RNA de tratamento é gerada utilizando o pacote NeuralNet (NNet),

com os 6 neurdnios de entrada (Xg;), os 307 neurdnios da camada oculta (X,;), € 0 neuronio

de saida (Xs). A Figura 4(b) mostra a comparacdo entre 0s retornos excedentes previstos
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(Texc_s(t)) € 0S retornos excedentes reais (7, s)) para o(s) ativo(s) especifico(s); neste caso, o
ativo utilizado é Tesla Incorporation (TSLA). A Figura 4(c) mostra o histograma de frequéncia,
com o coeficiente de momento de curtose (a, = 13,59119) e o coeficiente de assimetria de
Pearson (A; = 2,167753), mostrando que a distribuicdo do ativo é leptocurtica e assimétrica a
esquerda (positiva). Em termos da distribui¢do de probabilidade de retornos para cada ativo (s),
a Figura 4(c) mostra a aplicacdo da correcdo assimétrica a distribui¢cdo usando o erro padrédo
(Sg). Esta correcdo envolve o deslocamento da média esperada pelo nivel de confianga do erro
(P(Texc p.scy > 0)) considerando a assimetria identificada.

Ou seja, se a assimetria for positiva, a distribuicdo de probabilidade t de Student é

deslocada do seu centro original descontando o erro padrao (Sg), (tr,,, o Sg). Por outro
14

lado, se a assimetria for negativa, a distribuicdo de probabilidade t de Student é deslocada do

seu centro original pela adicao de (uy,,, © + Sg).
14

Depois de calcular a probabilidade (P(rexc_p_s(t) > O)) para todos os ativos, essas

probabilidades sdo armazenadas em uma matriz (4;;,i = 1,j = 490), (1 x 490) e dispostos em

ijs
ordem decrescente com base na probabilidade de retornos positivos P(rexc_p_s(t) > 0). Este
arranjo é realizado separadamente para o primeiro tratamento Tr (classificacdo por sinal
((S*ou S™) e para o segundo tratamento T's, utilizando a distribuicéo t de Student para as duas
RNAs geradas. O objetivo é definir os ativos que irdo compor a carteira (Pf).

A inclusdo de ativos na carteira de investimentos (Pf) é determinada pela ordem da
probabilidade de retornos excessivos positivos P(Texc_p_s(t) >0).

Na amostra de treinamento (Tr) 50 carteiras de investimentos (Pf) s&o montadas de 1
a 50 ativos. Para cada portfolio (Pf), os célculos incluem: 1) o retorno médio esperado
E(Rpg) = Xi=17ps: /T; 2); O retorno esperado ajustado ao risco (variancia), E(Rpf)aj =
Rpf/o-,?f; 3); o retorno esperado ajustado por Sharpe que desconta a taxa livre de risco Rf no
ajuste, E(Rpf)snarpe = (Rpf —Rf)/aﬁf; e 4) o retorno esperado acumulado E(RApf) =
(1+ Rps)". Os célculos cobrem o periodo de 23 de setembro de 2020 a 30 de dezembro de
2021; os pesos atribuidos aos ativos s@o determinados como (1/N), onde N € a quantidade de
ativos (s); e, adicionalmente, para as distribuicdes t de Student de probabilidade das previsoes
(NNet) e (MC) sdo geradas outras duas carteiras de investimentos (Pf), utilizando os pesos (wg)
obtidos pela abordagem de variancia minima de Markowitz (Mkv).

Os resultados de desempenho E(Rps), E(Rpf)aj, E(Rpf)sharpe € E(RAps) para cada
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carteira de investimentos (Pf) séo ainda comparados com o desempenho do indice de referéncia
S&P500 (Rspsop); €, complementarmente, analisou-se 0 desempenho do retorno da Carteira
Markowitz (Ryy) aplicado a todos os ativos do indice S&P500. Nesta comparacdo foram
utilizadas ate sete técnicas para gerar carteiras de forma diferente para comparar com a oitava
carteira: 1) C_M_S - Carteira MC ANN classificada por sinal (Stou S™); 2) C_M_T - Portfélio
MC ANN com distribuicdo t de Student ; 3) NNet_S - Carteira NNet ANN classificada por
sinal; 4) NNet_T - Portfélio de RNAs NNet com distribuicdo t de Student; 5) NNet_T_M -
Portfolio de RNAs NNet com distribuicdo t de Student e pesos Markowitz wg; 6) CM_T_M -
Portfolio de RNAs NNet com distribuicdo t de Student e pesos Markowitz wy; 7) Markov -
Carteira Markowitz aplicada a todos os ativos S&P500; e 8) S&P500 Portfélio.

A forma de obtencdo das carteiras esta sintetizada na Tabela 2; em que A (n&o existe) bias
Bo € By’ nas RNAs; 3! (existe) somente um Unico bias B, e B,'; € w sdo 0s pesos dos ativos s na
carteira. A carteira de minima variancia esta sujeita a restricdo X¥_, W; = 1,ondesédelaN

ativos; oy = WT®W é a variancia da carteira, e T é 0 periodo total analisado.

Tabela 2 - Técnicas de geragdo de carteiras utilizadas no experimento da se¢éo 4.1.

Carteira Equacao Fonte
C_M_S S/ = By & By'): {[1 se P(rscty|Rspsoocry) > 0,5 }W-l Adaptado de
0 caso contrario (MORRIS;
COMEAU,
2020)
CM.T P(Texcpsity > 0) = B(Bo & By ): {P(Texc p.svy|0) > 0,5}w™? Propria
NNet_S S = 30 (B & B, : {[1 se P15 |Rspsoocry) > 0,5] }w—l Adaptado de
0 caso contrario (MORRIS;
COMEAU,
2020)
NNet_T P(Texcp.siey > 0) = 31 (Bo & By): [P(Texc p.st|0) > 0,5]w™? Propria
Nnet TM|  P(rexc p sy > 0) = 31 (Bo & By ): [P(Texc p.sry|0) > 0,5]|miny [oZ]  [Propria
CTMM P(Texc_p_s(t) > 0) = a([30 &ﬁ()’): [P(rexc_p_s(t)lo) > O'S]minW[og] Prépria
Markov miny [0Z] = miny [WTOW] (MARKOW
ITZ, 1952)
S&P500 Market Value das 500 maiores empresas (NYSE, NASDAQ) (HUDAK,
2022)

Fonte: Elaboragdo propria (2024).
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Os pesos do treinamento (7)) RNAs sdo utilizados na amostra de teste (backtest) durante
0 periodo de 3 de janeiro de 2022 a 14 de julho de 2022 para gerar previsdes de retornos
excedentes neste periodo, 7eyc 5 s(¢)- POSteriormente, as novas probabilidades de os retornos
excedentes serem positivos, P(rexc_p_s(t) > 0), sdo calculadas utilizando a classificacdo por
sinal (S*or S™) e a distribuicdo de probabilidade t de Student.

Para aumentar a consisténcia da analise dos resultados, aplica-se o teste t da diferenca
de médias e analise de variancia (ANOVA) entre todas as carteiras da subamostra e a amostra
de 70 ativos, tanto para o Treinamento (7,.) quanto para o Teste (T,). A amostra é subdividida
em 5 subamostras aleatorias e 5 subamostras estratificadas. As 5 subamostras aleatdrias foram
geradas com ativos aleatorios e comprimentos aleatorios, resultando em 21, 17, 7, 21 e 17
ativos; ja as 5 subamostras estratificadas baseiam-se nas ponderacdes dos ativos (w) no indice
de referéncia S&P500. Cada subamostra estratificada compreendeu 13 ativos, resultando em
188 carteiras de investimentos (Pf) diferentes sendo testadas. As carteiras variaram de 1 a 50
ativos e foram avaliadas por meio de amostra e subamostras piloto.

O processamento do modelo experimental, utilizando um notebook convencional
Lenovo Corel i7 com 8Gb de memoria e HD convencional, levou 3 horas e 10 minutos.

A Figura5 representa o delineamento do experimento descrito nesta secdo 4.1. Ela

Figura 5 - Delineamento do experimento descrito na segéo 4.1 para desenvolver uma carteira inovadora.
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Fonte: Elaboragdo propria (2024).
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estabelece as conexdes entre 0s objetivos, 0 método e os resultados; indicando o local em que
0s resultados da aplicacdo do método séo apresentados na tese.

4.2 METODO DE VALIDACAO DO EXPERIMENTO

A validacéo da eficiéncia da metodologia do experimento apresentado se deu por meio
do teste de replicacdo das carteiras geradas com os modelos RNAs descritos na Tabela 2,
utilizando os pregos de fechamento (p,(;)) de todas as empresas pertencentes a0 S&P500 —
Standard & Poor's do S&P Dow Jones indices (503 ativos) em julho de 2022. Os dados
abrangem o periodo a partir de 10 de janeiro de 2018 até 12 de julho de 2022 com exclus&o de
13 ativos que ndo participaram do periodo analisado, resultando em 1.133 observacdes ativos-
dia(t € T = (1,..,1133)). Expandir a quantidade de dados reduz o problema de overfitting
(YING, 2019).

Subdividimos a amostra em amostra de treinamento (7,) e amostra de teste (T)
(backtest). A amostra de treinamento (T;.) corresponde ao periodo de 10 de janeiro de 2018 a
17 de janeiro de 2020 e a amostra de teste (T;) comeca em 20 de janeiro de 2020, data do
primeiro dia de registro de ébito por Covid nos EUA, e se estende até 12 de julho de 2022.
Escolhemos intencionalmente esta data de corte para a série contabilizar a Covid e nos permitir
testar o desempenho do modelo em presenca de condigdes de choque externo.

Em cada um dos 490 ativos (s) aplicou-se redes neurais artificiais usando um conjunto
de dados de 509 observagdes de ativos-dia (Tr, = 1,..,509)) de excesso de retorno (rexc s(s))
na amostra de treinamento (T;.) e 624 observagGes de ativos-dia (Tr, = 1,..,624) na amostra
de teste (T;), totalizando 490 RNAs que correspondem ao numero de ativos na amostra de
modelagem.

Na amostra de teste (T5) (backtest) utilizou-se os pesos (w,) das RNAs obtidas na
amostra de treinamento (77) para gerar as previsoes dos retornos (r.x¢ »_s(t)) € as probabilidades
de classificacdo foram calculadas empregando o sinal (S* ou S™) e a distribuicdo t de Student;
e, alem disso, aumentou-se 0 numero de épocas para 5.000 considerando o erro maximo de 0,01
para ampliar a preciséo das previsoes.

Visando dar mais consisténcia a anélise dos resultados da amostra S&P500 subdividiu-
se em subamostras as amostras de treinamento (7;.) e amostras de teste (T;); as quais implicaram
na criacdo de 5 amostras aleatorias com o comando random do software R, cada uma composta

por 97, 90, 93, 103 e 90 ativos (s). Os ativos e tamanhos especificos das carteiras foram gerados
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aleatoriamente; e as 5 subamostras estratificadas categorizou-se de acordo com o peso dos
ativos (wg) no indice de referéncia S&P500, cada um com 98 ativos (s) que formavam outras
550 carteiras de investimentos testadas para validacdo do processo, com composic¢ao variando
de 1 a 50 ativos (s) e maior probabilidade de excesso de retorno entre os 98 ativos estratificados
(s) em cada uma das 5 subamostras.

Durante a fase de validacdo do modelo, o tempo de processamento computacional na
mesma maquina utilizada para modelagem foi de duracéo ininterrupta de 6 dias e 14 horas.
Considerando apenas as RNAs antes da classificagdo e geragdo das 550 (Pf) carteiras de
investimentos, foi necessario um esforco computacional de 81.996.600.000 ou 81,99 bilhGes de
calculos ou sinapses neurais.

Conforme exemplificado na Figura 6, para avaliar os resultados do experimento
calculou-se o efeito de cada fator (ef (F)), F = (fA, fB, fC), de forma fracionaria, onde a, b e

c sdo niveis de fatores e ab, ac, bd e abc sdo combinacgdes de niveis de fatores.

Figura 6 - Exemplificagdo da reducdo da analise dos Efeitos de forma fracionada para o 2577
Experimento Fatorial.
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o o« abe " ab
S ‘ t Student + ? *
+ a¥ b
fA ¢ o be
<+
-1 & 8° b — ES 3
(1 v = fC S l "
B+ L) [ B (Benchmark)
- +
SPS00 Markoy

Fonte: Elaboragdo propria (2024).

Para simplificar os resultados apresentados, realizou-se o experimento em fragdes,
evitando o efeito de aliases ou confuséo entre os efeitos, com resolucdo tipo Ill; ou seja, 0s
efeitos principais ndo se confundem entre si e, sim, com os efeitos das interagdes de segunda
ordem que podem ser confundidos entre si, (MONTGOMERY, 2013), conforme mostrado na

Figura 6. A determinacdo define o efeito de cada fator:

ef (fB) = fAp+ — fAp_, (19)
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onde

(t Studentygrior — S Markov)/2); € (FAg_) & amédia do fator (fB) no nivel (B —), (fAz-

(fAg:) € a média do fator (fB) no nivel (B+), ( fAzs =

(t Studentspsoo — S™sps00)/2).

A Figura 7 representa o delineamento do experimento descrito nesta secdo 4.2. Ela

apresenta as conexdes entre o objetivo geral e especifico 2 com 0 método empregado, e em que

local da tese s&o apresentados os resultados da validagéo do experimento.

Figura 7 - Delineamento do procedimento de validagdo do experimento descrito na se¢do 4.2.
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4.3 TESTE DO MODELO COMPARANDO COM CARTEIRA DE ANALISE DE
FLUTUAGCAO COM TENDENCIA MULTIFRACTAL

No teste do modelo comparando com carteiras MF-DFA foram utilizados pregos de
fechamento ajustados de 10 de janeiro de 2018 a 12 de julho de 2022 para cada um dos ativos
pertencentes ao indice S&P500, que representa 491 ativos (559.249 datas de observacdo no
total em todas as acGes). Os dados foram coletados no Terminal Bloomberg e tratados no
software R, conforme apéndice A.

A amostra foi dividida em um periodo de treinamento e teste, de 10 de janeiro de 2018
a 20 de janeiro de 2020 e de 21 de janeiro de 2020 a 12 de julho de 2022, respectivamente;
sendo a data limite escolhida propositalmente por se referir ao surto do virus Covid-19 nos EUA
(ALBULESCU, 2021). Em seguida, criou-se quatro tipos de carteiras de acordo com a
quantidade de ativos incluidos — carteiras com cinco, dez, quinze e vinte ativos. Com o intuito
de comparar o desempenho dos métodos propostos, construimos carteiras com pesos de
variancia minimos e indice de Sharpe maximo na abordagem MF-DFA,; e, depois, formou-se
carteiras com pesos de variancia minimos e indice de Sharpe maximo no método RNA-t. Logo
apos, é feita uma comparacdo das carteiras geradas com a carteira indexada ao S&P500, a
carteira Markowitz e a carteira maxima de Sharpe. A Tabela 3 traz as equagdes dos modelos
utilizados para montagem das carteiras.

A carteira S&P500 é composta pelas 500 maiores empresas negociadas na NYSE e
NASDAQ, onde excluimos todas as empresas que ndo foram negociadas durante todo o
periodo. A carteira de minima variancia esta sujeita a restricdo Y, W, = 1,onde séde 1a N
ativos; o = WT®W é a variancia da carteira; T é o periodo total analisado (149 dias para a
amostra de teste); e ¢ é a matriz de covariancia de ordem NxN. A carteira maxima de Sharpe
tem restricdes dadas por ¥_, W, = 1. R, = (ry, 15, ...,my )" que é o vetor médio de retornos
de ativos. O portfolio de Sharpe enfatiza o valor maximizado do retorno em relagéo ao risco.

Na carteira Multifractal Trendless Fluctuation Analysis (MF-DFA) ou simplesmente
(MF), y,(t) é a primeira diferenca entre o valor observado do Retorno (r5) e do Retorno Médio
(73) do ativo (s). Para cada subintervalo [v = 1, ..., 2Tg] onde T é o numero de observacoes;
F?(s,v) a variancia estimada para v =1,...,T; e v =Ty + 1, ..., 2Ts; e F,(s) a fungéo de
flutuacdo de ordem q. O Expoente de Hurst (h(q)) € usado para calcular a Medida de
Deficiéncia de Mercado (MDM); quanto menor o valor MDM, mais eficiente é considerado o

mercado. O MDM ¢ utilizado para classificar os ativos que irdo compor a carteira MF-DFA
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(HURST, 1951).

Em portfélios de redes neurais artificiais, o resultado u;, é uma combinacéo linear dada
pela soma dos pesos sindpticos dos k neurbnios com cada uma das entradas; assim, u; € uma
combinagdo linear da ponderagdo de cada peso wy; com a variavel de entrada ou sinal de
entrada x;. Para ampliar o sinal de ativagdo, adiciona-se a constante viés 3, a combinagéo linear
resultante u;, parametro externo ao neurdnio, aumentando o sinal produzido se positivo, ou 0

observado se negativo. Em suma, isso é chamado de potencial de ativagdo v, o qual é entdo

Tabela 3 - Equaces para geragdo dos portfolios comparados.

Portfélio | Equacao Referéncia
SP500 Market Value (NYSE, NASDAQ) Hudak (2022)
Markowitz miny [oZ] = miny, [WToW] Markowitz (1952)
Sharpe WTR,—7 Sharpe (1966)

maxy [SR,| = maxy, N

MF-DFA 1 S Ali et al. (2018)
2 _ _ _ 2
F2(s,v) = ;{y[(v D+ %O | Luari Ayee Gupta
o (2019)
F?(s,v) = ;z{y[T —(W-TIs+tl—m(®)} | Maciel (2021)
t=1
2T, 1/q
1
—J)__ 2 q/2
F(s) = {5r ) [F2(s,)
v=1
1
ANN¢ k Student (1908)
U = Z WijXj Mcculloch e Pitts
j=1
1943) e
v = w, + Po ( )
Hebb (1949)

Ik = py)
e;(n) = d;(n) —y;(n)

P(X<x)= Jx f(t)dx

Fonte: Elaboragéo propria (2024).

mantido pela funcdo de ativacdo ¢(.); onde ¥, é o sinal de saida ou resultado (probabilidade



52

de retorno superior ao desempenho do benchmark); e;(n) o sinal de erro do neurénio j;n a
iteracdo de treinamento; d;(n) a resposta desejada para o neurdnio j; e y;(n) o sinal de saida
do neurdnio j. A funcdo de probabilidade cumulativa (f(t)) de um determinado valor P(X <
x) na distribuicdo t de Student é entdo inevitavel para cada ativo, sendo ordenados do maior
para 0 menor para a formacao das carteiras.

A partir de uma classificacao dos retornos excedentes dos ativos previstos pelas RNAs,
a qual adicionou-se a probabilidade t de Student superar o S&P500 (ANN-t), calculou-se a
assimetria e a curtose de cada série de retornos excessivos, deslocando a curva de probabilidade
média pelo erro padrdo em direcdo a assimetria mostrada. Com isso, a abordagem atual da RNA
foi estendida em funcéo da capacidade do conceito de retornos assimétricos em mitigar o risco
negativo (RACHEV; RACHEVA-LOTOVA; STOYANOV, 2010). A Tabela 4 resume as
carteiras que foram montadas a partir da combinacdo dos métodos mostrados na Tabela 3: as
carteiras S&P500, Markowitz e Sharpe, duas carteiras MF-DFA e duas carteiras ANN-t. As

carteiras Markowitz e Sharpe sdo otimizadas em toda a amostra de 491 ativos.

Tabela 4 - Portfélios comparados e o nimero de ativos considerados nas amostras.

Portfdlio Descricao Amostra
SP500 Portfdlio S&P500 491
Markowitz Portf6lio de minima variancia (Markowitz) aplicado a todos os 491

ativos da amostra

Sharpe Portfdlio de maximo Sharpe aplicado a todos ativos da amostra 491

MF_Mkw Portfélio Multifractal com o menor MDM e pesos de minima 491*
variancia

MF_Sharpe Portfélio Multifractal com menor MDM e pesos de maximo 491*
Sharpe

ANN-t_Mkw  Portfélio ANN com maior probabilidade t de Student e pesos de 491*
minima variancia
ANN-t_Sharpe Portfélio ANN com maior probabilidade t de Student e pesos de 491*

maximo Sharpe

*Usou-se 491 ativos, mas forgou-se o portfélio escolher 5, 10, 15 e 20 ativos.
Fonte: Elaboragéo propria (2024).

A validacéo do estudo se deu por meio da aplicacdo do backtesting tradicional de retorno
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e risco, conforme Tabela 5. No caso do retorno, utilizou-se como pardmetros o retorno médio,

retorno anualizado e retorno acumulado; j& para mensurar o risco, considerou-se a volatilidade

anualizada, o Valor do Risco, o Valor Condicional do Risco, o indice de Sharpe, o indice de
Sortino, a Beta CAPM e a Alfa de Jensen.

Tabela 5 - Pardmetros de validagdo dos resultados.

Parametro de Equacao Referéncia
Validacao

Retorno Médio T Ty Bachelier (1900)

_ = ) —
(%) L T

Retorno T 252/T Bachelier (1900)
Anualizado (1) = [1_[(1 + rp,t) -1

t=1
Retorno T Bachelier (1900)
C _ —
Acumulado (') v [H(l Frod| 7
Volatilidade T Gauss (1809)
. 1
Anualizada (05) | o = V2520, = V252 Tz(rp't _ r'p)z
t=1

Valor em Risco

VaR,_, = inf{x €R: Prob(r, <x) < )/}

Christoffersen (1998)

(VaR,_y)
Valor em Risco VaRr;_y Embrechts, Kluppelberg
o CVaR;_, = —f xp(x)dx )
Condicional 1-c), e Mikosch (1997)
(CVaR,_y)
indice Sharpe P Sharpe (1966)
(Sp) b9
indice de it — 1y Sortino e Price (1994)
) Sort = —
Sortino (Sort) 0p.d

Beta (8)

_ COV(Tp,t' Tsps00,t)

2
Osps00

Treynor (1962),
Sharpe (1964) e
Lintner (1965)

Alfa de Jensen

(@)

a = 1y - [Rf + (Tspsoot— Rf) Bl

Jensen (1968)

Fonte: Elaboragao propria (2024).
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Nas equacOes dos parametros de validagéo, 7, . € 0 retorno da carteira (py) no periodo
(t) sendo o comprimento da série (T') o ano padrédo de 252 dias de operacdo; y = 5% € o nivel
de significancia da distribuicdo Normal ao nivel de confianca de 5%; p(x)dx € a densidade de
probabilidade do valor de retorno (x); e ¢ é o ponto de corte da distribuicao analisada.

A taxa livre de risco (r¢) utilizada € de 3,11% a.a. para t-Bills, valor observado em 4 de
agosto de 2022 (ultimo valor disponivel e que ndo afeta a ordem de resultados da carteira); szd
€ 0 desvio padrdo anualizado dos retornos negativos; e cov(ry ., Tspsoo,r) € @ covariancia dos
retornos do ativo da carteira p, com o S&P500 em um periodo ¢.

A Figura 8 apresenta o delineamento do método empregado na secdo 4.3. A partir dos
objetivos geral e especifico 3, é estabelecido o0 método de coleta e tratamento dos dados para
comparar as carteiras RNA-t e MF-DFA, com as carteiras tradicionais de Markowitz, Sharpe e
de mercado SP500.

Figura 8 - Delineamento do método empregado na secao 4.3.
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Fonte: Elaboracédo propria (2024).
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4.4 TESTE DO MODELO COMPARANDO COM CARTEIRAS VALUE INVESTING

A amostra utilizada nesta pesquisa é composta por 503 ativos pertencentes ao indice
S&P500; foram considerados os dados diarios de 03 de janeiro de 2018 até 17 de marco de
2022, abrangendo um periodo de 1.310 dias (a amostra possui 644.520 ativos-dia observados)
e, como existem duas publica¢bes no portfélio de Buffet, solicitamos o rebalanceamento da
amostra.

Na primeira andlise, considerou-se os dados diarios de 03 de janeiro de 2018 até 04 de
agosto de 2022, abrangendo um periodo de 1.157 dias (a amostra possui 581.971 ativos-dia
observados). Os dados foram divididos em duas subamostras; uma amostra de treinamento
(abrangendo o periodo de 3 de janeiro de 2018 a 30 de dezembro de 2021 que conta 1.001 dias)
e uma amostra de teste (abrangendo o periodo de 31 de dezembro de 2021 a 4 de agosto de
2022 ou 149 dias)t. As subamostras foram divididas a partir desta data porque o final de 2021
foi o dia com maior valor do indice de acfes S&P500, seguido de uma reducao superior a 24%.
Escolhemos o periodo de corte intencionalmente, pretendendo analisar os efeitos na previsdo
de curto prazo do portfolio de RNA a partir de um periodo de treinamento mais prolongado.

Além disso, considerou-se o rebalanceamento da amostra; pois, de acordo com dados
disponibilizados pela Securities and Exchange Commission (SEC)?, € provavel que a carteira
de Warren Buffett tenha sido rebalanceada regularmente. Devido a isso, realizamos a segunda
analise, na qual utilizamos dados diarios de 21 de agosto de 2018 até 17 de marco de 2023,
abrangendo, novamente, um periodo de 1.157 dias (a amostra possui 581.971 ativos-dia
observados). Os dados foram divididos em duas subamostras: uma amostra de treinamento com
periodo de 21 de agosto de 2018 a 11 de agosto de 2022 (1.001 dias) e, depois, uma amostra de
teste com periodo de 12 de agosto de 2022 a 17 de marco, 2023 (149 dias). As subamostras

foram divididas a partir desta data porque o final da data foi escolhido proporcionalmente a

A diferenca entre 1.157 dias e a soma de 1.001 e 149 dias das subamostras se deve a defasagem das
observacdes utilizadas na RNA.

ZNo segundo trimestre de 2022, conforme a Berkshire Hathaway Inc (2022), o portfélio abrangia alocacdes
significativas, mais de 80% no total, com 41,4% investidos na Apple Corporation (AAPL) no setor de tecnologia,
10,2% no Bank of America (BAC) no setor financeiro e 7,3% na Coca-Cola (KO ) no setor alimentar. O setor
logistico foi representado por 6,8% na American Express (AXP) e 6,8% na Chevron (CVX) na industria petrolifera.
Adicionalmente, o setor alimentar representava 3,7% da Kraft Heinz (KHC) e 3,3% das a¢des da carteira da
Occidental Petroleum (OXY). O portfélio atualizado no primeiro trimestre de 2023,, também conforme a Berkshire
Hathaway Inc (2023), também mais de 80% no total, incluiu uma distribuicdo de 44,1% na Apple Corporation
(AAPL), 8,9% no Bank of America (BAC), 7,9% na Chevron (CVX), 7,5% na Coca-Cola (KO), 7,4% na American
Express (AXP), 3,8% na Kraft Heinz (KHC), 3,8% das a¢des da carteira na Occidental Petroleum (OXY) e 2,3%
na Moody's (MCO), cada uma representando setores distintos.
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primeira amostra de teste para analisar um periodo de curto prazo representando o mercado
baixista.

Durante o periodo de estudo foram excluidas acbes com dados faltantes, o que reduziu
a amostra para 492 ativos. Os dados foram capturados na plataforma Bloomberg e processados

no software R, conforme Apéndice A.

4.4.1 Métodos

O conjunto de dados consistiu em precos ajustados diariamente (p; ) no periodo (t) dos
ativos (s) para obter os retornos diarios (r; ;) que foram calculados como sendo a diferenga
relativa entre p, e o preco de fechamento defasado em um periodo (p;—1), dado por 1 ; =
(pt,s - pt_l,s) /D15 O eXcesso de retorno (Tt.s,,.) TOI previsto atraves da aplicagdo de Redes
Neurais de cada ativo, definido como a diferenca entre r, ; e o retorno da carteira benchmark
de Warren Buffett (1 gy ret), Tts,.. = Tt.s — Te.usrer- NO total foram geradas 492 RNAs para
cada um dos ativos e normalizou-se 0s ativos que representam 80% do valor do portfélio de
Buffett (apenas 7 de 47 e 8 de 48 ativos, de acordo com o segundo trimestre de 2022 e o primeiro
trimestre de 2023)(BERKSHIRE HATHAWAY INC., 2022, 2023).

Na configuracdo da RNA com uma camada oculta usou-se o tipo Perceptron
Feedforward Backpropagation, 5.000 épocas ou replicac6es de retropropagacéo feedforward e
um erro maximo de 0,01 apds (TYAGI; ABRAHAM, 2022). Como um neurénio de saida ou
variavel de saida foi utilizado 7 gy, e, €, em 15 dos 492 ativos, usamos 20.000 épocas porque
o0s dados ndo convergiram para o erro maximo de 0,01 com menos épocas. A camada de entrada
tinha seis neurdnios; o primeiro foi o retorno defasado da carteira de Buffett (1,1 gy ffec), € 0S
outros cinco neurdnios foram os retornos defasados excessivos (r;_p,. ), com (n) de 1 a 5
periodos do ativo em relacdo ao retorno da carteira de Buffett. A camada oculta possui varios
neurdnios iguais ao numero de dias observados no periodo de tratamento (1.001 neurdnios). A
camada de saida possui um neurdnio representando a varidvel dependente dos retornos

esperados excessivos do ativo no periodo t (E(rs,, )) em relagdo ao retorno da carteira de

Buffett no mesmo periodo (t):

leRBuffet(t—l) + szrexcs(t_l) + W3jrexcs(t_2)
— 307 / . . , !
E(Ttsee) = @ 2k j=1 Wi [ @' T WajTexco oy T WsjTexcyqoay T WejTexcysy ||+ Bo’ (- (20)
+Bo
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Assim sendo, wy,; sd0 0s pesos dos neurdnios k, xy, ; € a camada oculta e 5, e B, séo
o viés da RNA. Uma vez obtido o E (7, ), calculou-se a probabilidade ¢ de Student de cada
um dos retornos excessivos ser superior ao retorno da carteira de Buffett ajustado pelo erro
padrdo (S; = S, /Vn) (STUDENT, 1908). Em seguida, classificou-se em ordem decrescente
de probabilidade e selecionou-se os sete ativos com maior probabilidade de superar o retorno
da carteira de Buffett para montar as carteiras de RNAs. Esse nimero foi escolhido para ter o
mesmo numero de ativos divulgados como sendo a composicdo de 80% da carteira de Buffett
(BERKSHIRE HATHAWAY INC, 2022).

A Tabela 6 sintetiza as equacGes de geracdo do portfolio ANNt; os mesmos
apresentados em relacdo a ANNt da Tabela 3. A saida u;, em portfdlios de redes neurais
artificiais € uma combinacdo linear determinada pela soma dos pesos sinapticos associados a
cada entrada dos k neurdnios. A ponderagdo de cada peso wy;, com a variavel de entrada ou
sinal de entrada x;, € combinada linearmente para formar u,. O sinal produzido é aumentado

se positivo ou o sinal observado se negativo a combinacdo linear resultante u;, sendo um

parametro externo ao neurénio a fim de potencializar o sinal de ativacao.

Tabela 6 - EquacOes de geragdo das carteiras comparadas.

Portfélio Equacao Referéncia
ANNt n Student (1908),
Uy = Z Wy jX; Mcculloch e Pitts (1943) e
j=1 Hebb (1949)

v = ug + Bo
I = o)
ej(n) = dj(n) —y;(n)

PX<x)= fx f(t)dx

u, € a combinacéo linear resultante, wy;sdo aspesos dos neurdnios k, x; séo as entradas, 5, € uma constante
chamada viés, v, é conhecido como potencial de ativacéo. ¥, € o sinal de saida ou resultado final (a probabilidade
do retorno exceder o desempenho do benchmark). ¢(.) € a fungdo de ativacdo, e;(n) € o sinal de erro para o
neurdnio j, d;(n) € a resposta desejada para um neurdnio j, e y;(n) € o sinal de saida para o neuronio j. f(t) € a
funcdo de probabilidade cumulativa de cada ativo P(X < x), classificada do maior para 0 menor, para um
determinado valor na distribuicdo t de Student.

Fonte: Elaboracdo propria (2024).

A constante S, é chamada de viés; e a soma da combinagéo linear u; com a constante
Bo € conhecida como potencial de ativacdo v, que é mantido constante dada a funcéo de
ativacdo. Deste modo, o sinal de saida ou resultado é representado por y, (a probabilidade de o

retorno exceder o desempenho do benchmark); o sinal de erro para o neurdnio j é representado
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por e;(n); a resposta desejada para um neurdnio é representada por d;(n); e o sinal de saida
para o neurdnio j é representado por y;(n). Portanto, para efeito de criagdo de carteiras, a funcéo
de probabilidade cumulativa (f (t)P(X < x)) de cada ativo, ordenada do maior para 0 menor
para um determinado valor na distribuicdo t de Student, € vidvel e passivel de ser obtida.

Com isso, foram formados trés portfolios de RNAs; um com pesos uniformemente
distribuidos (ANNtg), outro com pesos de Markowitz (MARKOWITZ, 1952) pesos de minima
variancia (ANNt_Mkw), e uma carteira com Sharpe (SHARPE, 1966) pesos maximos de
variancia (ANNt_Sharpe). Os retornos acumulados de ambas as carteiras foram comparados
com os retornos da carteira de Buffett, da carteira S&P500, da carteira de minima variancia de
Markowitz (miny, [ag] = miny,) e do retorno da carteira de retorno maximo de Sharpe
(maxy, [Sp]); e aplicou-se Markowitz e Sharpe a todos os ativos incluidos na carteira S&P500.
Para o célculo da carteira de pesos ingénuos empregou-se W, = 1/N, conforme Getty (1963),
onde W; é o peso dos ativos e N é o nimero de ativos. As carteiras de variancia minima foram

calculadas da seguinte forma:
miny [o2] = miny, [WT oW |, (21)

onde Yi_, W, = 1 est& sujeito a restricdo de 1 a N ativos s; o5 = W' ®W representa a
variancia da carteira; T é o periodo total analisado (149 dias para a amostra de teste); e ¢ € a
matriz de covariancia de ordem NxN. O portfélio de maximo Sharpe foi obtido otimizando o

problema:

T
w Rp—rf

JwTow'’

maxy, [Sp] = maxy, (22)

onde esta sujeito a restricio Y, W, = 1; R, = (ry, 15, ...,ry )" € 0 vetor médio dos retornos

dos ativos; e Tf é livre de risco.

4.4.2 Validacao

Seguindo a abordagem mencionada, a mesma carteira foi testada por um periodo mais
extenso; a primeira analise comega em 21 de janeiro de 2020 até 4 de agosto de 2022 (641 dias

de observacao), tendo o seu periodo de corte quando houve a primeira morte registrada nos
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EUA devido ao virus Covid-19, evento este considerado um choque estocastico na série de
dados financeiros dos EUA. O periodo para a segunda analise cobre um periodo de longo prazo,
de 1° de setembro de 2020 a 17 de marco de 2023 (novamente, 641 dias de observacao).

A Tabela 7 ilustra o comprimento das séries temporais de cada ativo utilizadas na
primeira carteira e na segunda carteira que considera o rebalanceamento nos testes de curto e
longo prazo. Além disso, o desempenho das diferentes carteiras foi avaliado no backtesting de

retorno e risco.

Tabela 7 - Periodo de analise da 1° e 2° série temporal (rebalanceamento) na amostra total.

Amostra Total
1,310 dias
|
01-03-2018 17-03-2023
1° Série Temporal
Treinamento Teste de Curto Prazo
1.001 dias 149 dias
. |
01-03-2018 12-30-2021 12-31-2021 08-04-2022

Validacdo: Teste de Longo Prazo
641 dias

01-21-2020 08-04-2022

2° Série Temporal — Rebaleamento

Treinamento Rebalanceado Teste de Curto Prazo Rebalanceado
1.001 dias 149 dias
. |
08-21-2018 08-11-2022 08-12-2022 17-03-2023

Validacéo: Teste de Longo Prazo Rebalanceado
641 dias

09-01-2020 17-03-2023

Série histérica com 1.157 dias utilizados na primeira carteira (01-03-2018 a 08-04-2022) e na segunda
carteira (21/08/2018 a 17/03/2023). Para a amostra de testes, considerou-se 149 e 641 dias nos testes de
curto e longo prazo, respectivamente (31/12/2021 a 04/08/2023 e 12/08/2022 a 17/03/2023 para testes
de curto prazo, na primeira carteira e carteira de rebalanceamento; 21-01-2020 a 04-08-2022 e 01-09-
2020 a 17-03-2023 para longo prazo, na primeira carteira e na segunda carteira rebalanceada). Para o
teste de longo prazo, os periodos de treinamento foram mantidos 0s mesmos do curto prazo.

Fonte: Elaboragdo propria (2024).

A Tabela 8, semelhante & Tabela 5, fornece mais detalhes sobre os métodos de
backtesting, onde utilizamos o Retorno Médio da Carteira (7,), 0 Retorno Anualizado (1), 0
Retorno Cumulativo (rf'), a Volatilidade Anualizada (g;'), 0 Valor em Risco (VaR; ), 0 Valor
em Risco Condicional (CVaR,_,), Beta CAPM (B), indice de Sharpe (Sp), indice de Sortino
(Sort), Indice de Treynor (Try) e Alfa de Jensen ().

Calculou-se 7, como Bachelier (1900), onde 7, . € o retorno da Carteira (pf) no Periodo

(t). Entéo, calcula-se r;* onde 252 é o nimero de dias Uteis do ano; ou seja, com negociag&o
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em bolsa, considerando o calendério ocidental. O ;' calcula o retorno geométrico ou acumulado

no periodo (T); para analisar o risco utilizou-se a Volatilidade Anualizada do Retorno da

Carteira (o' cuja formula é explicada na Tabela 8 (GAUSS, 1809).

Tabela 8 - Parametros de validacdo.

Parametro de validacdo | Equacdo Referéncias
Retorno médio (7,) o r Tt Bachelier (1900)

= ZT

t=1
Retorno Anualizado T 252/T Bachelier (1900)
(") = [1_[(1 +7p¢) -1
t=1

Retorno Acumulado L Bachelier (1900)
() = [1_[(1 +1pe)| =1

t=1

Volatilidade
Anualizada (o

T
1 _\2
op =V2520, = V252 ?Z(rp,t —7)
t=1

Gauss (1809)

Valor em risco
(VaR,—y)

VaR,_, = inf{xeR: Prob(r, <x) <y}

Christoffersen (1998)

Valor Condicional em
Risco (CVaR,_,)

1 VaRi—y
CVaR,_, = 1< f xp(x)dx
-1

Embrechtsm
Kluppelbergm e
Mikosch (1997)

Beta (ﬁ) _ COU(Tp,t, rspsoo't) Tl’eynor (1962), Sharpe
- Tép500 (1964) e
Lintner (1965)
indice de Sharpe (S,) ¢ _ Ty —Tf Sharpe (1966)
P oA
indice de Sortino S rpA — 717 Sortino e Price (1994)
t =
SS ort) or Oﬁd
Indice de Treynor =1y Treynor (1965)
T Try =
(Try) pA
p.d

Alfa de Jensen (a)

a = 1y - [17 + (rspsooe— 77) Bl

Jensen (1968)

t € o periodo analisado, T € o periodo total analisado. r;, ; € o retorno da carteira p em t. o, € 0 desvio
padréo da carteira pf, 73, € 0 retorno medio da carteira pf, y € o nivel de significancia, x € um valor de
retorno especifico exigido. ¢ € o ponto de corte da distribuicdo analisada e p(x)dx é a densidade de
probabilidade de obter retorno com valor (x). rspso0: € 0 retorno do S&P500 no periodo t e
cov(ry ¢, Tspsoo) € @ covariancia dos retornos do portfélio pf com o S&P500 no periodo t. ¢ € a taxa
livre de risco e a,fd é 0 desvio padrdo anualizado dos retornos negativos e ﬂ;‘,d é 0 beta anualizado dos

retornos negativos.

Fonte: Elaboragao propria (2024).

Também foram calculados o Valor em Risco médio diario (Var_95) para um intervalo

de confianga de 95%, conforme Christoffersen (1998), em que y = 95% € o nivel de confianca;

e 0 Valor Condicional em Risco (CVaR_95), conforme Embrechts; Klippelberg; Mikosch



(1997), onde p(x)dx é a densidade de probabilidade de obter um retorno com valor (x). Logo,
¢ € 0 ponto de corte da distribuicdo analisada; como medida relativa entre risco e retorno usou-
se 0 Indice de Sharpe (Sp), conforme Sharpe (1966), indice de Sortino (Sort), conforme
Sortino; Price (1994) e indice de Treynor (Try), conforme Treynor (1965); e, para avaliar o
desempenho da carteira acima do CAPM, utilizou-se o Alfa de Jensen (a) (JENSEN, 1968).

Como critério de medicdo do risco relativo Sharpe foi adotada a razdo entre o r;'
desconto da taxa livre de risco (r¢) (3,1% aa em 04 de agosto de 2022, para t-Bills; a data foi
escolhida por ser o Gltimo valor obtido na data de anlise) e o;'.

A Figura 9 apresenta o delineamento do método utilizado para comparar carteiras RNA-

t e Value Investing na secéo 4.4.

Figura 9 - Delineamento do método utilizado para comparar carteiras RNA-t e Value Investing na secéo 4.4.
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Também foram apresentados o comportamento das carteiras em relagdo a fronteira
eficiente de Markowitz que relaciona o retorno e o desvio padrdo, e uma nova técnica inspirada
em De Miranda Cardoso, Ying e Palomar (2021) para identificacdo da melhor alternativa de
investimento que relaciona o retorno e a probabilidade de o retorno exceder o benchmark de
avaliacdo de investimentos. Assim, é possivel identificar visualmente oportunidades e padrdes
no mercado com clusters de ativos ou ativos com comportamentos semelhantes, uma vez que
no grafico de dispersdo entre retornos e desvio-padrdo dos ativos é possivel identificar
agrupamentos de ativos, alguns mais rentaveis como menos risco, outros menos rentaveis com
mais risco, que pode ser acompanhado ao longo do tempo para identificar as agdes como maior
potencial de retorno que superem o mercado, a exemplo do cluster “sete magnificas®”, bastante
analisado pelos profissionais de mercado.

A seguir, no Capitulo 5, sdo apresentados os resultados da aplicacdo dos procedimentos

metodologicos.

3 As sete magnificas sdo as empresas Alphabet, Amazon, Apple, Meta, Microsoft, Nvidia e Tesla. Empresas
estas do cluster alta tecnologia (RUSSELL; RENNISON, 2024).
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5 ANALISE DOS RESULTADOS

O presente capitulo apresenta a analise e discussdo dos resultados obtidos por meio
dos procedimentos metodologico desenvolvidos neste estudo. Para um melhor entendimento
dos resultados, esse capitulo foi dividido em quatro se¢des sendo, a primeira, voltada a
apresentacdo dos resultados do experimento na amostra piloto e na amostra do S&P500. Na
segunda secdo apresenta-se a validacdo do experimento que compara 0s resultados dos
portfolios ANNt com as carteiras benchamark e, na terceira secéo, sdo evidenciados os testes
do modelo comparado com a carteira MF-DFA. Por fim, a quarta secdo apresenta 0s
resultados do teste comparando com a carteira Berkshire Hathaway de Wharran Buffet,

representante da técnica Value Investing, com adocdo de rebalanceamento.
5.1 O EXPERIMENTO RNA COM DISTRIBUICAO t DE STUDENT

Primeiro, os resultados E(Rps), E(Rpf)aj, E(Rps)suarpe € E(RApy) de cada uma das
50 carteiras de investimentos sdo apresentados utilizando os 70 ativos das 11 amostras piloto
de modelagem experimental das técnicas propostas. Posteriormente, 0s procedimentos
metodoldgicos sdo validados utilizando 490 ativos das 11 amostras de validacdo obtidas da
carteira do indice S&P500. E importante notar que todos os ativos nas amostras piloto e de
validagdo apresentaram curtose leptocUrtica e assimetria. E significativo que todos os ativos
incluidos na amostra piloto e de validacdo apresentem curtose leptocurtica e assimetria.

Conforme descrito em legenda, a Figura 10 apresenta a andlise do periodo de
treinamento (23/09/2020 a 30/12/2021) e do periodo de teste (03/01/2022 a 14/07/2022) para o
retorno meédio esperado E(Rps) = Zzzlrpf,t /T; o retorno esperado ajustado ao risco,
E(Rpf)aj = Rpf/aﬁf; o retorno esperado ajustado por Sharpe E(Rpf)sharpe = (Rpr —
Rf)/af,f; e o retorno esperado acumulado E(RApf) = (1 + Rps)" descritos na secéo 3.1 da
metodologia para carteiras de investimentos (Pf) compostas por 1 a 50 ativos com maior
probabilidade (P (Texc p sr)) > 0)) de retorno excedente. A figura inclui 14 curvas de
expectativa de retorno E (R) das carteiras Pf, representando o desempenho durante os periodos
de treinamento (T;.) e teste (T,) da amostra piloto.

As curvas de expectativa correspondem aos seguintes modelos de carteiras de
investimentos e periodos (treinamento T;. ou teste T):

1. S&P500 durante o periodo de treinamento T, (SP_Tr);
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S&P500 durante o periodo de teste T; (SP_Ts);

C_M_S durante o periodo de treinamento T, (C_S_Tr);
C_M_S durante o periodo de teste Ty (C_S_Ts);

C_M_T durante o periodo de treinamento T, (C_T_Tr);
C_M_T durante o periodo de teste Ty (C_T_Ts);

NNet_S durante o periodo de treinamento T, (N_S_Tr);
NNet_S durante o periodo de teste T (N_S_Ts);

© 0 N o a b~ W N

NNet_T durante o periodo de treinamento T,. (N_T_Tr);
. NNet_T durante o periodo de teste T, (N_T_Ts);

[
= O

. Nnet_T_M durante o periodo de treinamento T,. (N_TM_Tr);
. Nnet_T_M durante o periodo de teste T; (N_TM_Ts);

[ o
w N

. Markov ativos durante o periodo de treinamento T, (Mkvy,), €;
14. Markov ativos durante o periodo de teste T, (Mkv_Ts).

Os resultados indicam que as carteiras de investimentos construidas pelos métodos
(N_S_Tr), (N_T_Tr) e (N_TM_Tr) superaram o portfélio Markowitz (Mkv_Tr) e a carteira
S&P500 (SP_Tr) durante todo o periodo de treinamento (7). Técnicas de classificacdo baseadas
na distribuicdo t de Student e classificacdo de sinais (STou S™) em (C_T_Tr) e (N_S_Tr)
apresentam desempenho superior; superando, inclusive, as carteiras Pf com 12 ativos. No
entanto, o seu desempenho diminui para carteiras mais diversificadas (13 a 50 ativos) em
comparagdo com a carteira Markowitz (Mkv_Tr).

Ao considerar retornos ajustados pela variancia E (Rpf) 4, a carteira S&P500 demonstra
maior eficiéncia, seguida de perto pelas demais carteiras. Os retornos ajustados pelo indice de
Sharpe apresentam excelente desempenho para carteiras Pf com mais de 7 ativos nas técnicas
(C_T_Tr), (N_T_Tr) e (N_TM_Tr).

O retorno cumulativo esperado (E(RAps)) durante o periodo de formagdo T, é
significativamente superior ao retorno acumulado do indice de referéncia S&P500 (RAggpso0);
varia de 2,8 a 0,7, equivalente a retornos de 280% e 70%, que Sd0 muito superiores ao retorno
RAggpsoo de 0,44 (44%) mostrado na Figura 10.

O backtest realizado na amostra teste T, confirma a eficiéncia do método com maiores
retornos médios (E(Rpr)) observados na técnica C_T_Ts em todas as 50 carteiras de
investimento Pf. Os retornos ajustados pela variancia minima E (Rpy) 4; Superaram os retornos

da carteira S&P500 (Rsgps00) € 0s retornos ajustados pelo indice de Sharpe (E(Rpf)snarpe)-
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Figura 10 - Retorno x Tamanho da Carteira de Investimentos.
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Anélise do periodo de treinamento (23/09/2020 a 30/12/2021) e do periodo de teste (03/01/2022 a 14/07/2022),
para 14 modelos de carteiras de investimentos, conforme descrito em legenda, para o retorno médio esperado
E(Rpy) = >r, 1pr,c /T, O retorno esperado ajustado ao risco, E(Rpf) 4 = Rpf/aﬁf; 0 retorno esperado ajustado
por Sharpe E(Rpf)sharpe = (Rpfr — Rf)/a,ff; e o retorno esperado acumulado E(RApf) = (1 + RPf)T, de 14
modelos de carteiras de investimentos, oscilando a composi¢do de 1 a 50 ativos em cada carteira.

Fonte: Elaboracédo propria (2024).

A Figura 11 mostra os resultados que confirmam a eficiéncia do método experimental
em todas as 10 subamostras durante o periodo de treinamento Tr (23/09/2020 a 30/12/2021) e
0 periodo de teste T's (03/01/2022 a 14/07/2022) para o retorno medio esperado E(Rpf) =
Rpy/T de 14 modelos de carteiras de investimentos. No primeiro grafico, a composicao oscila

de 1 a 50 ativos em cada carteira na amostra de 70 ativos; e, nos demais, oscilade 1 a n nas 5



66

subamostras aleatorias e nas 5 subamostras estratificadas conforme descrito na secéo 3.1 do

capitulo 3, procedimentos metodoldgicos.

Retornos
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Figura 11 - Amostras piloto de modelagem experimental das técnicas propostas.
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Anélise do periodo de treinamento Tr (23/09/2020 a 30/12/2021) e do periodo de teste Ts (03/01/2022 a
14/07/2022), conforme descrito em legenda, para o retorno medio esperado E(Rps) = Rps/T, de 14 modelos de
carteiras de investimentos, oscilando a composicdo de 1 a 50 ativos em cada carteira na amostra de 70 ativos; e
oscilando de 1 a n nas 5 subamostras aleatdrias e nas 5 subamostras estratificadas.

Fonte: Elaboragdo propria (2024).

A Tabela 9 apresenta um resumo do resultado da anélise para os 50 portfélios gerados

utilizando o piloto ou amostra de modelagem compostos por 70 ativos conforme mostrado no

primeiro gréafico da Figura 11. Os portfélios foram gerados utilizando o pacote NeuralNet e
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classificados utilizando a distribuicédo t de Student, N_T_Tr dentro do subgrupo de treinamento
da amostra. Essas carteiras tiveram retorno medio diario de 0,2314%, retorno mediano de
0,2200% e amplitude de 0,33%. No subgrupo de teste da amostra, as 50 carteiras geradas pelo
método RNA criada manualmente e classificadas pelo método do Sinal C_S_Ts obteve o maior
retorno medio de -0,1012%. A rentabilidade mediana dessas carteiras foi de -0,1200% com
amplitude de 0,33%.

Tabela 9 - Analise descritiva de retornos de carteiras de amostras e subamostras de modelagem.

Pardmetro  Média  1° Quartil 3°Quartil Mediana Méaximo  Minimo Amplitude
SP_Tr 0,0130 0,0013 0,0013 0,0013 0,0013 0,0013 0,0000
SP_Ts -0,0170 -0,0017  -0,0017  -0,0017 -0,0017  -0,0017 0,0000
CS_Tr 0,0130 0,0012 0,0014 0,0013 0,0017 0,0011 0,0006
C_S_Ts -0,0010 -0,0012  -0,0009  -0,0012 0,0019  -0,0014 0,0033
C_T_Tr 0,0013 0,0012 0,0013 0,0012 0,0022 0,0011 0,0011
C_T_Ts -0,0006 -0,0009  -0,0001  -0,0008 0,0019  -0,0010 0,0029
N_S_Tr 0,0019 0,0018 0,0021 0,0019 0,0022 0,0016 0,0006
N_S_Ts -0,0017 -0,0022 -0,0013 -0,0015 -0,0012 -0,0030 0,0018
N_T_Tr 0,0023 0,0019 0,0024 0,0022 0,0049 0,0016 0,0033
N_T_Ts -0,0017 -0,0019 -0,0015 -0,0017 -0,0013 -0,0025 0,0012
N_TM_Tr  0,0022 0,0019 0,0049 0,0022 0,0049 0,0016 0,0033
N_TM_Ts -0,0017 -0,0019 -0,0012 -0,0017 -0,0012 -0,0026 0,0014
Mkv_Tr 0,0013 0,0013 0,0013 0,0013 0,0013 0,0013 0,0000
Mkv_Ts -0,0011 -0,0011 -0,0011 -0,0011 -0,0011 -0,0011 0,0000

Analise do periodo de treinamento Tr (23/09/2020 a 30/12/2021) e do periodo de teste Ts (03/01/2022 a
14/07/2022), para o retorno medio esperado E(Rps) = Rps/T, quartis e amplitude dos retornos de 14 modelos de
carteiras de investimentos, oscilando a composicdo de 1 a 50 ativos em cada carteira na amostra de 70 ativos; e
oscilando de 1 a n nas 5 subamostras aleatdrias e nas 5 subamostras estratificadas.

Fonte: Elaboragdo propria (2024).

A

Tabela 10 apresenta os resultados das diferengas de médias dos testes estatisticos, teste
te ANOVA. A apresentacdo dos resultados a amostra principal, as subamostras piloto ndo séo
apresentadas porque serdo necessarias mais 83 tabelas, e outras 550 tabelas para as amostras de
validagdo. Porém, em todas as amostras testadas, os resultados sdo consistentes, conforme

demonstrado nos niveis de significancia de 1% (***), 5% (**) e 10% (*).
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Tabela 10 - Teste t e andlise de variancia ANOVA da amostra piloto.

Portfélios no

Treinamento Testet Tr ANOVA Tr  Portfélios no Teste Testet Ts ANOVA Ts
CSTr/ICTTr 0.196 0.000™" C S Ts/C T Ts 0.146 0.000"
C S TrIN.S Tr 0.067 0.000™" C S Ts/N_S Ts 0.000™" 0.035™
CS TrINTTr 0.001™ 0.000™" C S Ts/N.T Ts 0.054" 0.000"
CSTr/NTM Tr 0.001™ 0.000™" C S Tr/IN_TM_Ts 0.009™" 0.101

C T Tr/INS Tr 0.001™ 0.000™" C T TsIN S Ts 0.000™" 0.504
CTTr/NTTr 0.000™" 0.022™ CTTs/IN.TTs 0.017™ 0.010™"
C T Tr/N.TM_Tr 0.000™" 0.001™" C T Tr/N.TM Ts 0.008™" 0.000"
N_S Tr/N.T Tr 0.005™" 0.000™" N S Ts/N.T Ts 0.013™ 0.016™
N_S Tr/N_TM_Tr 0.005™ 0.000™" N S Tr/N_TM_Ts 0.010™" 0.143
N.T Tr/N TM Tr 0.701 0.000™" N.T Tr/NTM Tr 0.677 0.000™

(™) 1%, () 5%, e () 1% de significancia.
Fonte: Elaboragéo propria (2024).

A Figura 12 resume o desempenho, indicando o nimero de vitdrias das técnicas testadas
na carteira de benchmark S&P500 e na carteira de Variancia Minima (Markowitz), geradas a
partir dos 70 ativos que compdem a amostra piloto de modelagem utilizadas no treinamento Tr
e no teste T's, descritos na secéo 3.1.

Na T,, a metodologia que apresentou melhor desempenho foi a gerada pela RNA do
pacote NeuralNet com distribuicdo de probabilidade t de Student (N_T), superando em 173 das
carteiras de investimentos Pf testadas, tanto o benchmark S&P500 quanto a carteira de
varidncia minima de Markowitz, respectivamente; (:7 N_T_Tr:SP500) e (:
8 N_T_Tr: Markov), em 92% dos casos.

No teste amostral T; houve queda de desempenho e a metodologia que apresentou
melhor desempenho foi a das carteiras de investimentos geradas pela RNA programada
manualmente (C_T); superou 175 das 188 carteiras de investimento testadas em fase de
treinamento e 122 das 188 carteiras testadas na fase de teste, representando 93% e 65% dos
casos.

Apesar da queda no desempenho observada durante o backtest T, os resultados de 93%
e 65% de vitorias sdo significativamente superiores aos de mercado, medidos pelo S&P500 e
pela carteira de Variancia Minima de Markowitz. Quanto aos pesos w, adotados nas carteiras,
o teste t de diferenca de médias indicou diferenca estatisticamente significativa entre todos 0s

métodos de formacéo de carteiras.



Figura 12- Desempenho absoluto e relativo (%) das diferentes metodologias de modelagem de carteiras de

investimento, apresentadas na se¢do 3.1, com uso de RNA-t.
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Frequéncia de vitdrias absoluta e relativa (retorno maior que o benchmark carteira Markov ou carteira SP500) na
anélise do periodo de treinamento Tr (23/09/2020 a 30/12/2021) e do periodo de teste Ts (03/01/2022 a
14/07/2022), para o retorno médio esperado E(Rpr) = Rps/T, de 14 modelos de carteiras de investimentos,

oscilando a composicdo de 1 a 50 ativos em cada carteira na amostra de 70 ativos; e oscilando de 1 a n nas 5
subamostras aleatdrias e nas 5 subamostras estratificadas, num total de 188 simula¢des de carteiras no treinamento
Tr e no teste Ts, respectivamente.

Fonte: Elaboragdo Prdpria (2024).

5.2 RESULTADOS DA VALIDACAO DO EXPERIMENTO

Para eliminar a possibilidade de os resultados significativos obtidos na amostra piloto
de modelagem serem coincidentes, conduziu-se o0 experimento em uma amostra maior e mais
representativa, a qual representa a carteira do indice S&P500. Os resultados deste experimento
ampliado sdo apresentados na Figura 13 que apresenta a analise do periodo de treinamento
(10/01/2018 a 17/01/2020) e do periodo de teste (20/01/2020 a 12/07/2022) para 0 retorno
médio esperado E(Rpr) = X{=17ps /T; 0 retorno esperado ajustado ao risco, E(Rps)a; =
Rpf/aﬁf; o retorno esperado ajustado por Sharpe E(Rpf)sharpe = (Rpy — Rf)/aﬁf; e o
retorno esperado acumulado E(RApf) = (1 + Rps)" descritos na segéo 3.2 da metodologia.

Os resultados da Figura 13 validam os resultados da amostra piloto experimental; foram
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construidas 50 carteiras de investimentos com ativos variando de 1 a 50, aplicando RNAs e
distribuicOes de probabilidade, e os resultados superaram os anteriores apresentados na se¢éo
4.1.

Figura 13 - Retornos x Tamanho das Carteiras com Ativos S&P500.

Retornos x Tamanho dos Portfélios

vy
A - » g . -
= Retomo Medios Retomos Ajustados pelo Risco == ST
S —~ - N s
5 — — CSTh
< - — S s
= —
S - -
- NS TIr
2 NS Ts
= R R [
o & w— N T Ts
f" — - N TM_Tr
o i —_—
S -
= t;l -
= i : SP=SP300; C=RNA Programzds; Tr=Trzinzmanto;
~~~~~~~~~~~~~~~~~~ —_ Tz=Tzste, N=RNA NNazt; 8= Claszificzago por Sinal;
T=Distribuig3o t; N AIv=Narkowitz
8 AT e e e e ere ey T e e e e e s
= 1 59 14 20 26 32 38 44 50 1 S 9 14 20 26 32 38 44 50
‘E 2
—- Risco Ajustado por Sharpe = Retomos Acumulados
/MM Treinamento: 10/01/2010 a 17/01/2020
ol : B Ny Teste: 21/01/2020 a 12/07/2022

0
1
l"
v l
"X ;
‘0
|
i
6
1

R e e T
' vr —-
S -
[ o B
oL
‘% N o -
LR R RN AR AR ALY LA R
1 59 14 20 26 32 38 44 50 1 59 14 20 26 32 38 44 50

Numero de Ativos no Portifolio

Anélise do periodo de treinamento Tr (10/01/2018 a 17/01/2020) e do periodo de teste Ts (20/01/2020 a

12/07/2022), para 14 modelos de formacao de carteiras de investimentos, conforme descrito em legenda, para o

retorno medio esperado E(Rpf) = Rpy/T; 0 retorno esperado ajustado ao risco, E(Rpf)4j = Rpf/aﬁf; 0 retorno

esperado ajustado por Sharpe E(Rpf)sharpe = (Rpy — Rf)/o-ﬁf; e o retorno esperado acumulado E(RApf) =

(14 Rp)", de 14 modelos de carteiras de investimentos, oscilando a composicéo de 1 a 50 ativos em cada carteira.
Fonte: Elaboragdo Prdpria (2024).

Obteve-se a expectativa de retornos acumulados E (RAps) em todo o periodo superior a

8 (800%), superando os retornos das carteiras S&P 500 e Markowitz. No subgrupo Treinamento
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Tr, o método mais eficiente foi o configurado com a RNA gerada pelo pacote NeuralNet e
classificacdo pela distribuicéo t de Student; ele teve o melhor desempenho em termos de retorno
medio esperado E (R), retorno meédio ajustado pela variancia E (Rpy) 4, retorno medio ajustado
por Sharpe E(Rpf) sharpe € 08 retornos acumulados E(RApy).

No subgrupo Teste Ts da amostra piloto, os métodos de geracdo de portfdlio que
apresentaram resultados mais promissores foram aqueles com RNA criada manualmente com
Classificacdo de Sinais C_T_Ts e RNA criada manualmente com classificacao por distribuicdo
t de Student (C_S_Ts).

O desempenho foi superior para carteiras menos diversificadas conforme indicado por
pontos de inflexdo significativos nas curvas até carteiras com 10 ativos, a partir das quais 0s
retornos diminuem com uma inflexdo menor. Tendéncias semelhantes foram observadas nos
resultados do retorno meédio esperado E(R), no retorno ajustado por Sharpe E(Rp ) sharpe € NO
retorno acumulado E(RApy). O desempenho das carteiras ajustadas pela variancia E(Rpf) 4
ocorre de forma analoga até 10 ativos com maior inflexdo, atingindo um platd com 25 ativos.
Além deste ponto, 0 aumento dos ativos na carteira nao gera grandes reducdes de risco.

O mesmo procedimento de criacdo de subamostras confirmatorias foi adotado e os
resultados sdo apresentados na Figura 14 e Figura 15. Para facilitar a visualizacdo, as
informacdes das amostras de treinamento (7,.) foram separadas das amostras de teste (7). Na
Figura 14, durante o periodo de treinamento T, todas as amostras, aleatorias ou estratificadas,
apresentaram maior expectativa de retorno E(Rp,) na maioria das carteiras de investimento em
comparacao com a carteira do indice S&P500 e a carteira de variancia minima de Markowitz.
Os portfolios gerados pelas RNAs, principalmente aqueles gerados por métodos
sobrepostos(N_T_Tr e N_TM_Tr representado pelas Curvas Marrom e Amarela), superaram a
sobreposicao de SP_Tr e Mkv_Tr (representado pelas curvas pretas e azuis).

Os mesmos resultados sdo observados nas 11 amostras de teste (T) (backtesting) na
Figura 15 que envolveu todos os ativos do S&P500, incluindo subamostras aleatorias e
extraidas. Apesar do choque estocastico da Pandemia de Covid e de um periodo de testes mais
longo, um terco a mais que o periodo de treinamento (Tr), o desempenho do método
permaneceu satisfatorio. Demonstrou mais uma vez o potencial para alcancar retornos E(Rps)
superiores aos retornos da Carteira de benchmark S&P500 e retornos da carteira de Variancia
Minima de Markowitz na maioria das 550 carteiras testadas na fase de validagdo. O desempenho
foi ruim apenas nas subamostras Aleatorio 1 e Estratificado 5 em relagéo as carteiras Mkv_Ts

(representadas pelas Cores Azuis).
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Figura 14 - Amostras S&P500 para validacdo de modelo em T;. treinamento.
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Numero de Ativos no Portfolio

Anélise do periodo de treinamento Tr (10/01/2018 a 17/01/2020), conforme descrito em legenda, para o retorno
meédio esperado E(Rpf) = Rps/T, de 7 modelos de carteiras de investimentos, oscilando a composigédo de 1 a 50
ativos em cada carteira na amostra de 490 ativos; nas 5 subamostras aleatdrias com 97, 90, 93, 103 e 90 ativos
dos 490 ativos; e nas 5 subamostras estratificadas com 98 ativos dos 490 ativos.

Fonte: Elaboragdo Prdpria (2024).

A Figura 16 fornece um resumo da frequéncia com que diferentes métodos superaram
0 benchmark S&P500 e as carteiras de variancia minima de Markowitz. Nos 550 portfolios
gerados durante o periodo de Treinamento, 0 método RNA do pacote NeuralNet com sinal e
classificacéo por distribuicéo t de Student demonstrou desempenhos superiores. Esses métodos

alcangaram expectativas de retornos E(Rportfro1i0) COM desempenhos superiores em 100% e
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99% das carteiras de investimentos Pf amostradas, com pesos wg ingénuos 1 / N (5: N_S_Tr :
S&P500, 6: N_S_Tr : Markov, 7: N_T_Tr : S&P500 e 8: N_T_Tr : Markov). Em 98% dos
casos foi observado desempenho ligeiramente inferior ao usar pesos wg de minima variancia
(9: N_TM_Tr : S&P500) e (10: N_TM_Tr : Markov).

Retornos
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Figura 15 - Amostras S&P500 para validacdo de modelo em T teste.
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Numero de Ativc’;s no Portfolio

Analise do periodo de teste T's (21/01/2021 a 12/07/2022), conforme descrito em legenda, para o retorno médio
esperado E(Rpr) = Rpy/T, de 7 modelos de carteiras de investimentos, oscilando a composicdo de 1 a 50 ativos
em cada carteira na amostra de 490 ativos; nas 5 subamostras aleatdrias com 97, 90, 93, 103 e 90 ativos dos 490
ativos; e nas 5 subamostras estratificadas com 98 ativos dos 490 ativos.

Fonte: Elaboracdo Prdpria (2024).

Durante o periodo de teste da validacdo foram amostradas as carteiras programadas

manualmente com classificacdo de sinal (C_S) que superaram consistentemente as carteiras

S&P500 e de minima variancia em 458 e 398 casos, 0 que representa 83% e 72%,
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respectivamente.

O meétodo RNA do pacote NeuralNet, utilizando a distribuicdo t de Student, mostrou-se
melhor; com retornos esperados E(Rpy) maiores que os retornos da carteira S&P500 e da
carteira de variancia minima de Markowitz. O método RNA teve desempenho superior em 437
e 304 das 550 carteiras de investimento observadas com pesos ingénuos (1 / N), representando
79% e 55%, respectivamente (7: N_T_Ts : S&P500 e 8: N_T_Ts : Markov). Além disso, ao
empregar variante de método que adota pesos de minima varidncia, a RNA apresentou
desempenho superior em 438 e 298 casos, correspondendo a 80% e 54% usando a
(9: N_TM_Ts : S&P500) e (10: N_.TM_Ts : Markov).

Figura 16 - Desempenho dos métodos testados com a amostra de validagéo.
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Frequéncia de vitorias absoluta e relativa (retorno maior que o benchmark carteira Markov ou carteira SP500) na
andlise do periodo de treinamento T+ (10/01/2018 a 17/01/2021) e do periodo de teste Ts (23/01/2021 a
12/07/2022), para o retorno médio esperado E(Rpr) = Rps/T, de 14 modelos de carteiras de investimentos,
oscilando a composicdo de 1 a 50 ativos em cada carteira na amostra de 490 ativos; nas 5 subamostras aleatérias
com 97, 90, 93, 103 e 90 ativos dos 490 ativos; e nas 5 subamostras estratificadas com 98 ativos dos 490 ativos,
totalizando 550 carteiras de investimentos analisadas.

Fonte: Elaboracgao Prdpria (2024).

Apesar dos retornos semelhantes obtidos pelas diferentes técnicas utilizadas na
formacdo das carteiras de investimentos, a adocao de diferentes métodos de ponderagdo, como

distribuir as carteiras com base em pesos 1/n ou utilizar pesos com varia¢gdes minimas, revela
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diferencas estatisticamente significativas. Esses resultados sdo corroborados pelo teste t
realizado para analisar a diferenca média entre todos os métodos de formacao de carteiras.

A Tabela 11 apresenta o resultado da analise dos fatores experimentais. Na fase de
Modelagem, ao considerar o bias como fB e a Classificagdo como o fA4, o efeito ef (fA) resulta
em um ganho de 1,48% no numero de modelos ganhos em relagcdo ao benchmark SP500 e de
15,83 em relag&o ao portfolio de variancia minima de Markov. Na fase de validacdo ef (fA) ha
um ganho de 0,55% no namero de vitdrias em relacdo ao benchmark S&P500 e um ganho de
2,57% em relacdo a carteira de variancia minima de Markowitz. Considerando as duas fases de

Modelagem e Validacdo, ef (fA) gera um ganho médio de 3,37% no nimero de vitorias.

Tabela 11 - Anélise do resultado do experimento.

Modelagem
SP500 Ganho Markovitz Ganho Média
% % %
fB =5 fB =B
17 MC | NNet ef (FA) MC [NNet ef (fA)
Classificacdo| 1175 [ 99 | 76 | 137 t |122] 39 | 83 | 805
S+ | 154 | 112 | 42 | 133 S+ |74] 43| 31 | 585
21| 13 4 148 28] 4 22 1583
ef (fB)|164,5] 1055 | -59 ef(fB)| 98 | 41 | 57
Ganho % 21,85 41.01
Validacédo
SP500 Ganho Markowitz Ganho Média
% % %
fB=p, fB=P,
17 MC | NNet ef (FA) MC [NNet ef (FA)
Classificaco| 382 [ 437 | -55 | 409,5 t |274] 304 | -30 | 289
S+ |458| 352 | 106 | 405 S+ |398| 151 | 247 | 2745
76 | -85 45 055 124|153 145 257 337
ef(B) | 420 | 3945 | -255 ef (B) |336/227,5] -108,5
Ganho % -3,13 -19,25
Média % 116,35

Fonte: Elaboracgao Prdpria (2024).

O ef (fB) considerando fA na fase de Modelagem resulta em uma perda de -21,85%
no numero de vitdrias para o nivel RNA por NNet (FRITSCH et al., 2019) comparado ao nivel
da RNA com a configuracdo criada manualmente (C) neste estudo em relacdo ao benchmark
SP500. Em relagdo a carteira de minima variancia, a perda é de -41,01%. Na fase de validagé&o,

ef (fB) € -3,13% em relacdo ao benchmark SP500 e -19,25% em relacédo a carteira de variancia
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minima do Markowitz. Em média, o ef (fB), considerando 8, como fB no experimento é de -
16,35%, indicando que a configuragdo criada manualmente (MC) superou o desempenho da
RNA configurada pelo pacote NeuralNet (NNet). Os resultados encontratos, confirmam a

hipdtese H1 do estudo.

5.3 TESTE DO DESEMPENHO DO MODELO ANN-t COM A CARTEIRA MF-DFA

Na Figura 17 apresentam-se os retornos acumulados das carteiras SP500, Markowitz,
Sharpe, MF_Mkw, MF_Sharpe, ANN-t Mkw e ANN-t Sharpe onde os quatro gréaficos
comparam as carteiras tradicional, MF-DFA e ANN-t de acordo com o nimero de ativos
incluidos (cinco, dez, quinze ou vinte ativos).

E possivel observar que a carteira ANN-t_Sharpe entre todas as carteiras testadas obteve
0 maior desempenho acumulado no periodo de 21 de janeiro de 2020 a 12 de julho de 2022. A
segunda carteira com maior retorno acumulado foi a carteira Sharpe e, depois, vieram as
carteiras ANN-t_Mkw e MF-Sharpe, cada uma com maior retorno em duas das quatro amostras.
Também podemos ver que as carteiras ANN-t tiveram desempenho inferior ao da carteira
Markowitz durante o surto de COVID-19; mas isso foi da ordem de apenas alguns dias e em
geral, as carteiras ANN-t sdo superiores em retornos 90% dos analisados periodo (Figura 17).
E necessario observar o desempenho da carteira ANN-t em relagdo a sua carteira relativa e,
nesse caso, podemos ver que a ANN-t Sharpe superou Sharpe e a ANN-t Mkw superou
Markowitz para todas as quatro combinacdes de ativos da carteira.

A Tabela 12 apresenta o backtesting das carteiras individuais com base na quantidade
de ativos incluidos.

Os resultados do backtesting confirmam que, em termos de retorno, a carteira ANN-
t Sharpe de 5 ativos é a carteira que obteve o melhor desempenho. A carteira teve desempenho
de 0,17% a.d., 34,84% a.a. e 109,63% p.p., respectivamente para 7;,, 7' e 13 .

Porém, as carteiras ANN-t_Sharpe com mais ativos incluidos também obtiveram
resultados superiores. E a carteira com menor o' é a carteira Markowitz com desvio de 15,61,

que também apresentou o0 menor VaR;_, € CVaR,_,.

Em relagdo ao risco, Sp indica que a carteira ANN-t_Sharpe teve melhor desempenho
em comparacao as carteiras alternativas, sendo superior em trés dos parametros “backtestados”
para as carteiras consideradas, exceto para a carteira que inclui cinco ativos. Para este portfolio

0 ANN-t_Mkw é superior com valor de 0,81. A seguir Sort mostra que os melhores



desempenhos sob a Gtica de risco e retornos oscilaram entre as carteiras ANN-t_Mkw e ANN-
t_Sharpe, com valores de 0,09 e 0,08, respectivamente. Por outro lado, vale ressaltar também a
volatilidade relativamente elevada das carteiras (Figura 17). Porém, se considerarmos esse risco
no contexto dos retornos, os resultados apontam consistentemente para a maior eficiéncia das
carteiras ANN-t. Esta constatacao é ainda confirmada pelos indices de Sharpe e Sortino (Tabela
12).

Figura 17 - Comparacéo dos retornos acumulados dos portfélios com 5, 10, 15 e 20 ativos.
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Fonte: Elaboragdo Prdpria (2024).

Com o valor beta de 0,60, a ANN-t_Mkw_15 ¢é a segunda menos arriscada (6tima no

bear market), e a ANN-t_Sharpe com cinco e quinze ativos tem os maiores valores de beta, 1,3
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e 1,2 (excelente no bull market). Por fim, a carteira ANN-t_Sharpe apresenta a de desempenho
superior com valores de 0,13, 0,11, 0,12 e 0,1, respectivamente em carteiras com cinco, dez,

quinze e vinte ativos.

Tabela 12 - Backtesting dos portfolios selecionados.

Portfélio backtesting®

Portfélio 7 ) ry o) | VaR,_, |CVaR,_,| S, Sort B a
SP500 0.04 5.69 14.69 26.01 2.66 3.34 0.10 0.03 1.00 0.00
Markowitz 0.05 1195 3224  15.61** 1.57** 1.98** 0.57 0.07  0.48** 0.03
Sharpe 0.13 2754  82.65 37.97 381 4.81 0.64 0.07 1.30 0.08
MF_Mkw_5 0.05 7.65 20.04 3185 3.25 4.09 0.14 0.03 0.98 0.01

MF_Sharpe_5 0.11 2356 68.85 34.04 3.42 4.32 0.60 0.07 099 0.07
ANN-t Mkw_ 5 0.10 2510 7411 2729 272 3.44 0.81** 0.09** 0.77  0.07
ANN-t_Sharpe_5 0.17** 34.84** 109.63** 51.73 5.19 6.55 0.61 0.08* 130 0.13**
MF_Mkw_10 0.02 2.96 749 2576 2.64 3.32 -0.01 002 081 -0.01
MF_Sharpe_10 0.10 21.16 60.86 3131 3.15 3.97 0.58 007 096 0.06
ANN-t_Mkw_10 0.06 1356 37.02 20.75 2.09 2.64 0.50 0.07 0.60* 0.03
ANN-t_Sharpe_10 0.15  32.77 101.76 4138 4.14 5.23 0.72* 0.08* 111 0.11
MF_Mkw_15 0.03 3.51 891 2467 253 3.18 002 002 078 0.00
MF_Sharpe_15  0.06 6.74 17.52 4280 4.37 5.50 0.08 0.03 1.30 0.02
ANN-t_Mkw_15 0.05 1248 33.80 20.35* 2.05* 2.59* 046 006 062 0.03
ANN-t_Sharpe_150.16* 34.17* 107.07* 45.54 4.56 5.76 0.68 0.08* 120 0.12*
MF_Mkw_20 0.03 5.14 13.22 2323 2.38 2.99 009 003 074 0.00
MF_Sharpe_20  0.08 1537 4249 3081 3.12 3.93 0.4 0.05 099 0.04
ANN-t_Mkw_20 0.05 12.48  33.80 20.35* 2.05* 2.59% 046 006 062 0.03
ANN-t_Sharpe_20 0.14  30.62 93.75 3991 4.00 5.05 0.69 0.08 108 0.10

+ 7, & 0 Retorno Médio; 7;;* é o Retorno Anualizado; 7, é o Retorno Acumulado; o' é a Volatilidade Anualizada;
VaR,_, € o Valor em Risco; CVaR;_, € o Valor em Risco Condicional; Sp € o indice de Sharpe; Sort é o indice
de Sortino; B é 0 Beta; e a é 0 Alfa de Jensen.
** O superior 7, rpA, e rpc é a carteira ANN-t_Sharpe_5, com 0,17% a.d., 34,85% a.a., e 109,63% a.p.. O portfolio
com o menor o' é a carteira de Markowitz, 15,61%. O menor VaR;_, e CVaR,_, é o portfolio de Markowitz,
com 1,57 e 1,98%, respectivamente. O maior S,, € da carteira ANN-t_Mkw_5, com 0,81%. O superior Sort €
também a carteira ANN-t_MKW_5, com 0,09%. O menor 8 é o da carteira Markowitz, com o valor de 0,48. O
melhor « é a carteira ANN-t_Sharpe_5 com 0,13%.
* O segundo maior 7,, ;/', e , é a carteira ANN-t_Sharpe_15, com 0,16% a.d., 34,17% a.a., e 107,07% a.p. As
carteiras com o Segundo menor o' sd0 ANN-t_Mkw, 20,35%, com 15 e 20 ativos. O segundo menor VaR,_, e
CVaR,_, sdo as carteiras ANN-t_Mkw, com 2,05 e 2,59, respectivamente, com 15 e 20 ativos. O segundo maior
Sp € ANN-t_Sharpe_10, com 0,72%. O segundo superior Sort sdo as carteiras ANN-t_Sharpe, com 0,08%, nas
carteiras com 5, 10, 15 e 20 ativos. O segundo menor S é da carteira ANN-t_Mkw_15, com o valor de 0,60. O
segundo melhor a é da ANN-t_Sharpe_15 com 0,12%.

Fonte: Elaboracéo Propria (2024).

Acompanhando os resultados, pode-se perceber que as carteiras ANN-t superaram o
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MF-DFA e as carteiras classicas (Markowitz, Sharpe e o indice S&P500), o que confirma a
hipotese inicial. Isto confirma ainda que é possivel obter eficiéncia dentro da ineficiéncia do
mercado; ao aplicar técnicas eficientes como Markowitz e Sharpe em ativos que apresentaram
ineficiéncia por excederem seus retornos aos retornos esperados. Acredita-se que a explicacao
para o melhor desempenho de uma carteira menor € o fato de a diversifica¢éo diluir o retorno.

Este estudo traz evidéncias de que a RNA-t € uma ferramenta poderosa para
gerenciamento de risco da carteira de um investidor. Quanto ao risco ainda ser relativamente
baixo, acredita-se que a explicacdo € que o0 modelo RNA-t captura as empresas que excedem o

retorno de mercado. Os resultados, portanto, validam a hip6tese H2 do estudo.

54 TESTE DO DESEMPENHO DO MODELO ANN-t COM A CARTEIRA VALUE
INVESTING DA BERKSHIRE HATHAWAY

Nesta secdo apresentam-se 0s resultados do teste comparando a técnica ANNt com a
técnica Value Investing. A Figura 18 ilustra o desempenho das carteiras geradas pela ANNTt,
que incorpora a classificacdo dos ativos baseada na distribuicdo t de Student. As carteiras,
nomeadamente ANNt Eg, ANNt Mkw e ANNt_Sharpe sdo comparadas com carteiras de

referéncia; ou seja, as carteiras SP500, Buffett, Markowitz e Sharpe.

5.4.1 Perspectiva de curto prazo

Pela analise do intervalo de trés meses, observa-se que a carteira ANNt Sharpe
apresenta 0 maior desempenho, embora seus retornos iniciais tenham sido ligeiramente
inferiores. A carteira Buffet, por outro lado, obteve um desempenho consistentemente forte
durante a maior parte do periodo analisado; perdendo, apenas, para a carteira ANNt_Sharpe em
termos de retornos acumulados. Vale ressaltar que a carteira Buffet também apresentou maior
nivel de risco em comparacéo a carteira ANNt_Sharpe. O desempenho da carteira ANNt_Mkw
foi muito semelhante ao da carteira Buffet, mesmo com lucros significativamente inferiores aos
da carteira ANNt_Sharpe. A Figura 18a e a Figura 18b fornecem uma representacéo visual do
menor risco associado ao portfolio ANNt_Mkw. No geral, estas conclusdes destacam o
desempenho superior da carteira ANNt_Sharpe, seguido pelo portfélio Buffet. A carteira
ANNt_Mkw apresentou desempenho semelhante a carteira Buffet; porém, com menor

rentabilidade.
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A carteira ANNt_Sharpe apresentou desempenho superior no periodo analisado com r,°
de 12,12% no final do periodo ante 2,47% de rpc (Tabela 13) da carteira Buffett, obtendo
maiores retornos acumulados (Figura 18a). As descobertas sdo de extrema importancia, pois
validam os beneficios significativos do emprego desta abordagem de aprendizado de maquina
no portfolio, o qual superou consistentemente o desempenho do mercado no longo prazo. Estes
resultados desafiam os pressupostos subjacentes da Hipdtese de Mercado Eficiente (EMH) e
fornecem estudos anteriores que se concentraram, principalmente, na capacidade desta
abordagem para otimizar o desempenho do mercado (OLIVEIRA; CERETTA; ALBRECHT,
2023).

Figura 18 - Comparagdo dos retornos acumulados de curto prazo das carteiras SP500, Buffet, ANNt_Eq,
ANNt_Mkw, ANNt_Sharpe, Markowitz e max_Sharpe.

(@)

Comparativo
31/12/2021 a 04/08/2022

(b)

Comparativo
12/08/2022 2 17/03/2023

sk
S —

- 3

amubd

Veriod
Pernodn Verodo

A Figura 18(a) apresenta a analise do periodo de vacinacdo entre 31/12/2021 e 04/08/2022. A Figura 18(b)

apresenta a analise do periodo de vacinacéo entre 12/08/2022 e 17/03/2023. A linha preta é o retorno acumulado

nos periodos do S&P500. A linha vermelha é o retorno acumulado da carteira Buffet. A linha azul é o retorno

acumulado nos periodos da ANNt com pesos equalizados dos ativos. A linha verde clara é o retorno acumulado

nos periodos da ANNt com pesos dos ativos definidos pela variancia minima de Markowitz. Verde escuro é o

retorno acumulado em periodos com pesos de ativos definidos pelo retorno maximo de Sharpe por desvio padrao.
Fonte: Elaboragdo Prdpria (2024).

Na segunda série, incluindo o rebalanceamento de posicOes, obteve-se 0s mesmos
resultados na carteira ANNt_Sharpe com desempenho superior, um rpC de 29,04% ao final do
periodo (Tabela 13). ANNt_Sharpe supera a carteira Buffet em 725,86%, obtendo 75 (retorno
acumulado) de -4,64% (Figura 18b). O portfdlio resultante foi montado em ordem de

probabilidade de E (7, ); as acdes escolhidas pela carteira treinada com maior probabilidade
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E(7ts,,.) Na primeira série temporal saio XOM, ENPH, ADM, WRB, CVX, XRAY e TWTR
(Figura 18a)*.

Tabela 13 - Avaliacdo de desempenho de carteiras parametrizadas pelo retorno e risco da amostra de backtest de
curto prazo.

Backtest de Curto Prazo (149 dias analisados)

Portfolio

Parametro Buffet  SP500 ANNt Eq ANNt_Mkw ANNt_Sharpe Markowitz Sharpe
1y 0,03* -0,08 -0,01 -0,01 0,08** 0,00 -0,02
i 421*  -21.16 -3,58 -3,34 21h36** -1,32 -7,73
s 2,47%  -13.12 -2.13 -1,99 12.12** -0,78 -4,64
o 25,93 24.23 18h15 16,91* 19h15 14.21** 28h47
VaR_95% 2,66 2,59 1,89 1,76* 1,90 1,47%* 2,97
CVaR_95% 3,34 3.23 2,37 2,20% 2.40 1,85** 3,71
B 0,98 1,00 0,45 0,37* 0,34** 0,42* 1.08
S, 0,04* -1,00 -0,37 -0,38 0,95** -0,31 -0,38
Sort 0,03* -0,07 -0,01 -0,01 0,10** 0,00 -0,01
Try 0,02* -0,09 -0,05 -0,05 0,21%* -0,03 -0,03
a 0,11** 0,00 0,02 0,01 0,10* 0,03 0,07

Backtest de Curto Prazo rebalanceado 2023 (149 dias analisados)
) -0,02 -0,04 -0,02 -0,02 0,20%* 0,02 0,11*
i -7,67  -11h33 -8,33 -7,22 53,46** 4h40 28,74*
ry -4,64 -6,91 -5.05 -4,36 29.04** 2,60 16,22*
oy 25.44 22.12 27,56 22h59 37,4 12,95%* 18.07*
VaR_95% 2,66 2.33 2,87 2,36 3,68 1,32%* 1,77*
CVaR_95% 3.32 2,91 3,60 2,96 4,66 1,66** 2,24*
B 1.01 1,00 1.10 0,85 1,20 0,47%* 0,65*
Sp -0,42 -0,65 -0,42 -0,46 1,35* 0,10 1,42%*
Sort -0,02 -0,04 -0,02 -0,02 0,13* 0,04 0,15**
Try -0,03 -0,05 -0,03 -0,04 0,15* 0,02 0,15**
a 0,02 0,00 0,02 0,01 0,25** 0,03 0,13*

O é o retorno médio 7,, ;' é o Retorno Anualizado e ry é 0 Retorno Cumulativo. é a ;' volatilidade anualizada,
Var_95 € o valor em risco de 95%, CVar_95 é o valor em risco condicional de 95%, Sp é o indice de Sharpe, Sort
¢ o indice de Sortino, Try é o indice de indice de Treynor e « é o indice Alfa de Jensen. ** é o desempenho superior
do parédmetro e * é 0 segundo desempenho superior do pardmetro.
Fonte: Elaboracgdo Prdpria (2024).

Na segunda série temporal incluindo o rebalanceamento de posi¢cdes, as agdes

escolhidas pela carteira treinada com maior probabilidade E (r; 5, ) séio AKAM, ALGN, AEE,

4A carteira ANNt_Eq possui pesos de 0,14 em cada um dos sete ativos listados. A carteira ANNt_Mkw atribui os
seguintes valores a cada ativo: 0,01, 0,00, 0,59, 0,10, 0,08, 0,18 e 0,04, respectivamente. A carteira ANNt_Sharpe
possui pesos: 0,00, 0,00, 0,00, 0,00, 0,81, 0,13 e 0,06, demonstrando que 0s quatro primeiros ativos ndo melhoram
o desempenho do indice de Sharpe na carteira apesar da maior probabilidade de retorno excessivo.



82

ANET, BAX, CTRA, GEN e JBHT (Figura 18b)>. Com base nestes resultados, as carteiras
ANNTt permitiram obter resultados muito satisfatorios mesmo durante um mercado baixista que
durou a maior parte do periodo escolhido. Esses resultados destacam o valor agregado
substancial ao incluir o reequilibrio de carteiras em carteiras ANNt para gestores de carteiras.

Na comparacdo posterior, a carteira Buffett apresentou desempenho de 0,03% a.d.,
4,21% a.a. e 2,47% a.p.. Nas métricas de risco, a carteira ANNt_Mkw teve desempenho superior
as carteiras Buffett e S&P500 e inferior a carteira de Markowitz, obtendo desempenho de
16,91% a.a. em o', 1,76% a.d., no VaR_95% e 2,20% a.d. no CVaR_95%. Além disso,
obtemos o mais baixo 8 para a carteira ANNt_Sharpe que destacou a robustez dos resultados
durante o periodo de baixa do mercado.

Os indices Sp, Sort e Tr confirmaram a superioridade dos desempenhos acompanhando
as descobertas de curto prazo (MORRIS; COMEAU, 2020; ZHANG; CHU; SHEN, 2021). No
entanto, estende-se estes métodos empregando dependéncia assimétrica, uma vez que foi
confirmado que beneficia carteiras financeiras (STOYANOV et al.,, 2011). A carteira
ANNt_Sharpe obteve os maiores valores dos indices Sharpe (0,95% a.a.), Sortino (0,10% a.a.)
e Treynor (0,21% a.a.) para cada 1% a.a. de risco aumentado. Por outro lado, o desempenho do
a da carteira Buffet foil% maior que o a da carteira ANNt_Sharpe.

Além disso, trouxe evidéncias de que o método proposto € muito melhor que as carteiras
Buffett e SP500 quando se considera o rebalanceamento para o backtest de curto periodo na
segunda série de dados (Tabela 13).

Para a carteira ANNt_Sharpe, o retorno médio foi de 0,20% a.d. com retorno anualizado
de 53,46% a.a., e 0 valor de 29,04% a.p. para retorno acumulado nos 149 dias analisados; 0s
quais foram seguidos pela carteira ANNt_Mkw e ANNt_Eq. Obteve-se f mais baixo para a
carteira ANNt_Mkw seguida pela ANNt_Markowitz, 0 que sugere menor sensibilidade ao
mercado mesmo que 0s retornos sejam maiores.

Os retornos da carteira Buffett foram -0,02% a.d., -7,67% a.a. e -4,64% a.p.,
respectivamente para ,, r;; e, (Tabela 13). A segunda amostra de teste, incluindo a tendéncia
de baixa, confirma os resultados da anterior nas métricas de risco; pois, na carteira ANNt_Mkw
0 risco supera as carteiras Buffett e S&P500 e apresenta desempenho inferior ao da carteira

Markowitz.

>A carteira ANNt_Eq possui pesos de 0,125 em cada um dos sete ativos listados. A carteira ANNt_Mkw atribui os
seguintes valores a cada ativo: 0,09, 0,00, 0,59, 0,16, 0,16, 0,18, 0,00 e 0,00. A carteira ANNt_Sharpe tem peso
de 1,00 na ANET e 0,00 nas demais, respectivamente, demonstrando que os trés primeiros ativos ndo melhoram o
valor do indice de Sharpe na carteira apesar da maior probabilidade de retorno excedente.
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A ANNt_Mkw apresentou desempenho de 22,59% a.a., 2,36% a.d. e 2,96% a.d.,
respectivamente para o', VaR_95% e CVaR_95%. Obteve-se indices Sp, Sort e Try
superiores para a carteira Sharpe e para a carteira ANNt_Sharpe, com valores de 1,42% a.a.,
0,15% a.a. e 0,15% a.a. para cada 1% a.a. de aumento de risco (carteira Sharpe); e os valores
de 1,35% a.a., 0,13% a.a. e 0,15% a.a. para cada 1% a.a. de risco aumentado (carteira
ANNTt_Sharpe). Ademais, as relagdes risco/retorno sdéo complementadas pelo valor de a (0,25%
a.a.) gque é superior a carteira ANNt_Sharpe. Estes resultados sdo cruciais no contexto da

reducdo de quase 15% do S&P 500 durante 0 mesmo periodo (Figura 18).

5.4.2 Perspectiva de longo prazo

Quando se validou a perspectiva de longo prazo (Figura 19), pode-se ver mais
confirmagdes do valor agregado das carteiras ANNt. O portfélio ANNt_Sharpe domina em 7,
mesmo durante o investimento no longo prazo; esta carteira obteve rentabilidade de 431,30%
a.a. superando as carteiras alternativas (Tabela 14). Apesar da elevada volatilidade da carteira
apresentada na figura, esta volatilidade segue uma trajetoria de retornos superiores aos do
mercado; onde, mesmo os piores retornos acumulados da carteira ANNt_Sharpe, foram muito
superiores aos maiores retornos das demais carteiras. Oliveira, Ceretta e Albrecht (2023)
argumentam que as carteiras ANNt poderiam ser mais volateis; porém, essas carteiras ainda
alcancam melhores valores de indices comparando o risco ao retorno.

Os retornos excessivos da carteira ANNt_Sharpe (retorno de 192,25% a.a.) confirmam
ainda mais Figura 19b que apresenta as carteiras com o rebalanceamento das a¢des; mesmo que
o valor indique uma volatilidade mais elevada, ele é seguido por retornos mais elevados,
alargando os resultados de Oliveira, Ceretta e Albrecht (2023) que geraram os portfélios de
aprendizado de maquina treinados em desempenho de mercado. Além disso, a carteira Sharpe
é formada a partir dos valores reais do periodo de teste, enquanto as carteiras ANNt sdo geradas
no periodo de treinamento, quando o periodo de teste ainda é desconhecido. Aqui, as carteiras
alternativas obtiveram retornos absolutos significativamente mais baixos com parametros de
risco mais elevados (Tabela 14).

Os resultados do backtesting de longo prazo cobrindo 2022 confirmam que o método
proposto contribui para a criacdo de carteiras que superam 0s outros benchmarks (Buffett,
SP500 e Markowitz), obtendo rentabilidade de 431,30% a.a. (carteira ANNt_Sharpe) (Tabela

14). Da mesma forma que resultados de backtesting anteriores, a carteira Markowitz apresentou
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a menor volatilidade anualizada (15,69% a.a.) quando o menor valor entre as carteiras ANNt
foi obtido para a carteira ANNt_Mkw (23,39% a.a.), ainda superando o valor da carteira Buffett
(31,81% a.a.).

Pode-se observar os mesmos resultados para o Value at Risk e o Conditional Value at
Risk que obtiveram valores de 2,39% e 3,01%, superando o desempenho da carteira Buffett (0s
valores de 3,19% e 4,03%). A carteira Markowitz traz evidéncias sobre a menor sensibilidade
a avaliacdo de mercado seguida pela carteira ANNt_Eq com valores 8 de 0,49 e 0,71 (Tabela

14); portanto, Markowitz confirmou o seu perfil de baixo risco.

Figura 19 - Comparacgdo dos retornos acumulados de longo prazo das carteiras SP500, Buf fet, ANNt_Eq,
ANNt_Mkw, ANNt_Sharpe, Markowitz e max_Sharpe.
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A Figura 19(a) apresenta a analise do periodo de vigéncia entre 21/01/2020 e 04/08/2022. A Figura 19(b) apresenta
a analise do periodo de vigéncia entre 01/09/2020 e 17/03/2023. A linha preta é o retorno acumulado nos periodos
do S&P500. A linha vermelha é o retorno acumulado da carteira Buffet. A linha azul é o retorno acumulado nos
periodos da ANNt com pesos equalizados dos ativos. A linha verde clara é o retorno acumulado nos periodos da
ANNTt com pesos dos ativos definidos pela minima varidncia de Markowitz. Verde escuro é o retorno acumulado
em periodos com pesos de ativos definidos pelo retorno méximo de Sharpe por desvio padréo.

Fonte: Elaboracgao Prdpria (2024).

Oliveira, Ceretta e Albrecht (2023) encontraram padrdes semelhantes para a amostra de
treinamento do S&P500, o que indica que as carteiras ANNt podem ser adequadas
especialmente para cobrir a parte dindmica dos ativos alocados. Entdo obteve-se superior S,
Sort, e Tr indices para o portfolio Sharpe e o portfélio ANNt_Sharpe com os valores de 2,49%
a.a., 0,19% a.a. e 0,26% a.a. para cada 1% a.a. de risco aumentado. Para a carteira ANNt_Sharpe

obteve-se valores de 1,74% a.a., 0,15% a.a. e 0,24% a.a. para cada 1% a.a. de risco aumentado
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e o0 valor superior «a é da carteira ANNt_Sharpe (valor de 0,26% a.a.) (Tabela 14).

Além disso, a Tabela 14 fornece os resultados do backtesting para a carteira
rebalanceada investida de longo prazo durante 2023. Ao longo do ano, ANNt_Sharpe
confirmou a robustez dos resultados em todos os pardmetros de retorno, enquanto a carteira
Markowitz foi a menos volatil (11,27% a.a.). No entanto, as carteiras ANNt superaram a carteira
de Buffett em volatilidade anualizada, Valor em Risco, Valor em Risco Condicional, bem como

nos indices que comparam risco e retorno.

Tabela 14 - Avaliacdo de desempenho de carteiras parametrizadas pelo retorno e risco da amostra de backtest de
longo prazo.

Backtest de longo prazo 2022 (641dias analisados)

Portfolio

Parametro Bufé SP500 ANNt Eq ANNt Mkw ANNt Sharpe Markowitz Sharpe
1 0,11 0,05 0,03 0,03 0,31** 0,06 0,25*
i 24h29 9.06 5,82 5,93 92,82** 13h60 79,80*
s 73,87  24h70 15h49 15,78 431,30**  38h30 344,70*
o 31,81 2588 24.04 23,39* 51,68 15,69** 30,74
VaR_95% 3.19 2,63 2,46 2,39* 5.04 1,57** 2,93
CVaR_95% 4.03 3.32 3.09 3,01* 6.40 1,98** 3,74
B 1,15 1,00 0,71* 0,72 1,28 0,49** 0,93
Sp 0,67 0,23 0,11 0,12 1,74* 0,67 2,49%*
Sort 0,08 0,04 0,03 0,03 0,15* 0,08 0,19**
Try 0,08 0,04 0,03 0,03 0,24* 0,09 0,26**
a 0,05 0,00 0,00 0,00 0,26** 0,03 0,21*

Backtest de longo prazo rebalanceado 2023 (641dias analisados)
7 0,08 0,02 0,03 0,03 0,20%* 0,05 0,17*
rh 19.96 4,52 4.26 5.4 52,54** 13,84 50,69*
rs 58,74 11.89 11.18 14.28 192,25%* 38,99 183,34*
oh 25.37 19.16 22h34 17,47* 38,52 11.27** 18h32
VaR 95% 2,54 1,96 2.29 1,78 3,80 1.11%* 1,73*
CVaR 95% 3.21 2,46 2,88 2.24 4,81 1,41%* 2,21*
B 1.01 1,00 0,95 0,65* 1.31 0,44%* 0,75
Sp 0,62 0,01 0,00 0,07 1,25* 0,85 2,53**
Sort 0,08 0,03 0,03 0,03 0,14* 0,11 0,23**
Try 0,07 0,01 0,01 0,02 0,14* 0,09 0,20**
a 0,06 0,00 0,00 0,01 0,17 ** 0,03 0,15*

O 7, é o retorno médio, 7, é o Retorno Anualizado e r,y é o Retorno Cumulativo. o, é a volatilidade anualizada,
Var_95 é o valor em risco de 95%, CVar_95 é o valor em risco condicional de 95%, S é o indice de Sharpe, Sort é
o indice de Sortino, Try é o indice de indice de Treynor e «a é o indice Alfa de Jensen.

Fonte: Elaboracdo Prdpria (2024).

Apbs uma investigacdo detalhada, conclui-se que a carteira de Buffett, como

representante de uma carteira de longo prazo com desempenho superior ao mercado, poderia
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ser complementada pelo conceito de Rede Neural Artificial por meio da inclusdo de
distribuicbes de cauda longa e dependéncia assimétrica a medida que se confirmou a

superioridade dos parametros de risco e de retorno.

5.4.3 Conceito de fronteira eficiente

As Figura 20(a) e Figura 20(c) ilustram os resultados para a fronteira eficiente de
Markowitz; a primeira série vai de 21 de janeiro de 2020 a 04 de agosto de 2022, enquanto a
segunda série representa a carteira com rebalanceamento de 01 de setembro de 2020 a 17 de
marco de 2023.

Figura 20 - Fronteira eficiente e técnica alternativa para selecdo de carteiras utilizando ANNt.
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A Figura 20(a) apresenta a Fronteira Eficiente entre 21/01/2020 e 04/08/2022. A Figura 20(b) apresenta a Nova
Fronteira Eficiente (NEF) proposta entre os mesmos periodos. A Figura 20(c) apresenta a Fronteira Eficiente no
periodo de rebalanceamento, composta entre 01/09/2020 e 17/03/2023 e a Figura 20(d) apresenta a Nova Fronteira
Eficiente (NEF) proposta para este mesmo periodo.

Fonte: Elaboragdo Prépria (2024).

Ja as Figura 20(b) e Figura 20(d) ilustram o calculo de uma nova fronteira eficiente que
captura a relacdo entre o retorno e a probabilidade de exceder o benchmark de avaliacdo de

investimento com base na distribuigéo t de Student. Distingue-se, entéo, carteiras antes e depois
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do rebalanceamento. Esses numeros oferecem uma alternativa intrigante para avaliacdo de
ativos na selecdo de carteiras utilizando o método quantitativo de investimento ANNt que
introduz o conceito de uma nova fronteira eficiente baseada em probabilidades e retornos. Os
ativos posicionados mais a direita na Figura 20(b) e na Figura 20(d) sdo considerados mais
adequados para selecdo de carteira.

As descobertas indicam que o método proposto supera as carteiras de Buffett, S&P500,
Markowitz e Sharpe em termos de retornos. Além disso, a carteira ANNt_Sharpe apresenta
caracteristicas de risco superiores em comparacgdo as carteiras S&P500 e Sharpe. Da mesma
forma, as carteiras ANNt_Mkw e ANNt_Eq visam superar a técnica de investimento em valor
representada pela carteira de Buffett. Esses resultados elaboram as descobertas de (OLIVEIRA,;
CERETTA; ALBRECHT, 2023) que também empregou o método ANNt para superar uma
carteira multifractal, melhorando os desempenhos de Markowitz, S&P500 e Sharpe. Os
resultados portanto, confirmam a hipétese H3 do estudo.

O estudo anterior destacou as vantagens da nova abordagem de aprendizado de maquina
no ajuste fino dos parametros do portfélio para melhorar o desempenho do mercado. No
entanto, esta investigacao desafia os pressupostos da EMH ao demonstrar valor acrescentado
mesmo na carteira que tem consistentemente superado o desempenho do mercado a longo

prazo.



6 CONCLUSOES E CONSIDERACOES FINAIS

Este capitulo contempla as conclusdes e consideracdes finais do presente estudo e
esta estruturado em trés secdes. A primeira secao apresenta as consideracdes finais do estudo
com foco nos principais resultados e as consequentes decisdes referentes as hipoteses teoricas
propostas. Na segunda secédo, apresentam-se as principais contribuicdes da presente pesquisa
para a literatura tedrico-empirica e suas implicaces préaticas; e, por fim, a terceira secéo
contempla os aspectos limitantes do presente estudo, assim como sugestdes para pesquisas

futuras.

6.1 CONSIDERACOES FINAIS

A presente tese teve como objetivo geral desenvolver um procedimento metodologico
que permita a criacdo de carteiras de forma inovadora com o uso de Redes Neurais Artificiais
e distribuicdo de probabilidade com caudas longas.

Conduziu-se um estudo experimental que investiga a aplicacdo de redes neurais
artificiais (RNAS) e ranking de probabilidade na construcdo de carteiras de investimentos.
Considerou a formacédo de portfélio como um problema de classificacdo ao aproveitar o
poder das RNAs para analisar interacdes ndo lineares que podem ser atribuidas para tomar
decisdes informadas sobre a composi¢do do portfolio. A abordagem de modelagem utiliza o
retorno defasado de ativos como informacdo para prever o retorno das acdes e formar
carteiras de investimento, 0 que evita a necessidade de pesquisar 0 nimero de variaveis
preditoras de multiplas categorias de dados financeiros.

Entre as maltiplas configuracGes de modelo examinadas neste estudo, 0 modelo mais
consistente durante a fase de modelagem foi o método RNA calibrado manualmente,
integrando distribuicdo de probabilidade leptocdrtica assimétrica com o uso da distribuicao
t de Student como técnica de classificagdo na construcdo de portfolio. Para avaliar a
distribuicéo t de Student adotada como configuracgéo, realizou-se uma avaliacdo abrangente
desta abordagem relativa a classificacdo de sinais adotada por Morris & Comeau (2020). A
classificacdo baseada na distribuicdo t de Student superou a classificacdo de sinal em uma
média de 3,37% nas carteiras da amostra. Este método envolveu classificar os ativos para
composicao da carteira de acordo com a probabilidade de seus retornos excedentes serem
maiores que zero. Em nosso experimento empregou-se RNAs individuais para cada um dos

ativos do S&P500 e construimos carteiras de maneira continua (1 a 50 ativos por carteira)
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em vez de intervalos fixos comumente encontrados na literatura. Para avaliar esse método,
foram realizados testes em subamostras aleatorias e estratificadas. Esta combinagdo de
técnicas constituiu uma novidade na literatura atual.

O resultado mostra que, na fase de modelagem, 0 modelo superou a construgdo do
portfolio de referéncia S&P500 em 122 dos 188 casos amostrados, representando o retorno
superior em 65% dos casos. Na fase de validacdo, os portfélios gerados pelo método RNA
parametrizada manualmente, juntamente com a classificacdo pelo método dos Sinais de
Morris & Comeau (2020), exibiram os resultados mais consistentes nas amostras de teste.
Essa configuragéo superou 398 dos 550 casos amostrados, representando aproximadamente
72% dos casos. Desta forma, a hip6tese H1 de que € possivel aplicar RNA com éxito foi
confirmada.

Também comparou-se as carteiras MF-DFA e ANN-t com carteiras tradicionais como
S&P500, Sharpe ou Markovitz. Estendeu-se a abordagem atual de RNA pela distribuicdo de
ativos de acordo com assimetrias de seus retornos para confirmar a hipdtese de que a abordagem
RNA-t é mais eficiente que 0 MF-DFA e as carteiras tradicionais. Foram criadas quatro carteiras
de acordo com o namero de ativos incluidos e descobriu-se que os resultados suportam a
abodagem na maioria dos pardmetros utilizados no backtesting. Os resultados, portanto,
confirmaram a hipdtese H2.

Neste estudo, igualmente alcangou-se com sucesso o objetivo de comparar a técnica
ANNLt de geracdo de portfolios com a técnica de Value Investing, uma vez que as carteiras
geradas através do método proposto superaram consistentemente a carteira de referéncia de
Buffett que representa investimento em valor conforme estabelecido por Graham
(GRAHAM, 1962). A tecnica RNA, combinada com o uso de probabilidades leptocurticas
assimétricas, provou ser altamente eficiente, proporcionando desempenho consistente em
diferentes distribui¢bes de peso, incluindo pesos equitativos (ANNt_Eq), variancia minima
de Markowitz (ANNt_Mkw) e Sharpe méaximo (ANNt_Sharpe). Esses resultados sao validos
tanto para amostras de treinamento com mercado em alta (bullish) quanto para amostras de
teste com mercado em baixa (bearish), demonstrando a robustez da abordagem e

confirmando a hipétese H3.

6.2 CONTRIBUICOES DO ESTUDO

Este estudo contribuiu para a discusséo tedrico-empirica sobre a formacédo de carteiras

de investimento.
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Em comparacdo com outras abordagens, observou-se que o proprio metodo de
classificacdo de sinais teve um desempenho insatisfatorio tanto na fase de modelagem quanto
na fase de validacdo. A configuracdo com vies S, do pacote NeuralNet (NNet) de Fritsch et al.
(2019) superou o benchmark em 60% e 64% dos casos nas fases de modelagem e validacao,
respectivamente. No entanto, superou a carteira de variancia minima em apenas 23% e 27% dos
casos, respectivamente. O que converge tanto nos resultados da modelagem quanto na validagéo
é que as RNAs mais simples produziram resultados mais eficientes; McCulloch & Pitts (1943)
introduziram a forma mais simples de RNA sem viés B, e, com base nos resultados
experimentais, exibiram desempenho superior em média 16,35%.

Testes de desempenho dos retornos e do risco foram conduzidos tanto nos dados, nas
carteiras do S&P500 e de Markowitz, como no modelo RNA-t, examinando especificamente o
impacto do choque estocastico atribuido como sendo causado pela pandemia de Covid. Além
disso, desafiou-se 0 modelo fazendo previsGes em uma série de testes que era um ter¢o maior
que a série de treinamento usada para gerar 0s pesos sinapticos da RNA. Apesar destes testes,
0 modelo RNA-t superou os retornos da carteira de mercado S&P500 em 79% dos casos. Em
comparacao com a popular carteira de variancia minima de Markowitz, alcangou um melhor
perfil de risco-retorno em 55% das 550 carteiras de investimento testadas. Embora os resultados
obtidos pela distribuigdo uniforme dos pesos dos ativos nas carteiras de forma ingénua (1/N)
ou pela minimizacdo da variancia sejam proximos, a diferenca estatistica existe nos retornos
esperados das carteiras.

As descobertas demonstraram significativa diferenca de performance e forneceram
fortes evidéncias da eficdcia da abordagem de classificacdo de ativos por RNA-t, com
desempenho superior dos portfélios RNA-t em relacdo a carteira de referéncia S&P500.
Embora os resultados tenham implicacGes promissoras para o mercado financeiro, ha espago
para uma exploracdo mais aprofundada, tal como a realizada por (OLIVEIRA; CERETTA,
ALBRECHT, 2023). Isso inclui investigar varios métodos para classificacdo de ativos, otimizar
configuracdes de modelos, explorar diferentes tipologias e arquiteturas de RNA, e abordar a
complexidade computacional. Estas areas representam dominios de investigagéo de ativos e em
rapida evolucdo, as quais tém o potencial de superar as realizacbes das descobertas
apresentadas.

O presente estudo ainda contribuiu para o fluxo recente da literatura com a confirmacao
da hipotese da ineficiéncia do mercado americano, uma vez que foi possivel obter retornos
acima das expectativas pelo trade-off retorno/risco do MF-DFA, S&P500, Markowitz e Sharpe,

com o novo método ANN-t.
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Outra contribuicdo significativa deste trabalho reside na obtencdo de evidéncias que
demostram que o investimento quantitativo, utilizando o método ANN-t, pode superar o
desempenho de carteiras representativas de investimento em valor que analisam fundamentos
econdmicos e financeiros de avaliacdo das companhias. Além disso, a introdugdo de um novo
conceito de fronteira eficiente baseado na probabilidade de retornos de cauda longa assimétrica
mostra a sua superioridade sobre os valores de referéncia de retorno tradicionais. Outro aspecto
unico da abordagem é a congruéncia com as RNAs de Hebb (1949), aplicado aos retornos
excessivos em relacdo aos benchmarks que permitiu prever, com sucesso, 0S retornos
excessivos de ativos individuais. E, ao incorporar a distribuicdo leptocdrtica assimétrica com o
uso da distribuicdo t de Student na classifica¢do dos ativos com base na distribuicdo dos pesos
de minima variancia global de Markowitz (1952) e retorno maximo por desvio padrdo de Sharpe
(1964), fez uma contribuicdo substancial para o campo de estudos de formacao de portfélios,
pois possibilita a obtencao de carteiras ou cluster de acbes com uma relagéo retorno/risco maior
do que a expressa pela tradicional curva da fronteira eficiente de Markowitz, dado que
assimetrias negativas das carteiras, deslocam a fronteira para um limite além do modelo de
Markowitz.

Mais uma contribuicdo, até onde se tem conhecimento, é que nenhum estudo anterior
confirmou o valor agregado das técnicas de aprendizado de méaquina capazes de fornecer
parametros de retorno e risco superiores em comparagdo com carteiras representativas de
investimento em valor, como a de Warren Buffett.

Por altimo, o estudo contribui com a criacdo de um produto que € o pacote ANNt para
o software R, disponivel na plataforma do GitHubb, que permite a contrucdo de carteiras

utilizando o processo metodolégico desenvolvido.

6.3 LIMITACOES E SUGESTOES PARA PESQUISAS FUTURAS

O presente estudo apresenta algumas limitacdes referentes aos dados coletados, a
constituicdo das variaveis, assim como ao méetodo de pesquisa e suas anuéncias.

A limitacdo desta pesquisa representa a relativa complexidade computacional do
processamento de dados e da aproximacéo que se adota para medir a forma da distribuicao de
probabilidade estocastica dos retornos excedentes previstos através da aplicacdo da distribuicéo
t de Student.

Outra limitacdo desta pesquisa € que a RNA-t foi gerada utilizando o S&P500 como

benchmark. Para outro benchmark de mercado, o modelo precisa ser retreinado; assim sendo,
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pretende-se e sugere-se fazer isso nos proximos estudos. Entretanto, a RNA-t é uma alternativa
interessante para investidores capturarem ineficiéncias de mercado e poderia ser testada com
subamostras para diferentes periodos. A implicacdo desta pesquisa é Gtil para o campo da gestédo
de portfolio; pois oferece aos investidores uma alternativa as estratégias de gestao de risco.
Também é importante reconhecer que ndo utilizamos 100% do portfélio de Buffet, da
Berkshire Hathaway Inc (2022, 2023); em vez disso, foram utilizadas amostras com mais de
80% do valor da carteira, 0 que nos permitiu gerar uma nova simulacdo, mesmo que se entenda
ser insignificante. Além disso, a falta de informac6es sobre a aplicacdo de pesos a carteira de
Buffett durante o periodo representa outra limitagdo; ao analisar um periodo de mais de dois
anos, considerou-se duas variagdes de carteiras — uma com e outra sem rebalanceamento de
acoes.
Para pesquisas futuras, sugere-se replicar a técnica com diferentes ativos e mercados,
incluindo mercados emergentes, bolsas de commodities e futuros, e mercado de cambio. Isto
permitiria uma compreensdo mais abrangente da aplicabilidade e do desempenho da abordagem

em diversos contextos de investimento.
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APENDICE A - ALGORITMO DE PROGRAMACAO EM SOFTWARE R

#ANNLt
#Artificial Neural Network with 't' Distribution Portfolio

#SINGLE COMMAND FOR THE ENTIRE PACKAGE AFTER INSTALLING THE
#REQUIRED PACKAGES#
install.packages(‘'remotes’)

library(remotes)

ANNTt_Oliveira_Ceretta(c(AAPL'"XOM', TSLA''KO', 'F"), "GSPC', 0, '2018-01-03,
'2022-12-29', ", 'daily’, 5, 2500, 3)
# Follow the steps for the test step by step:

# 1) Install and enable remotes package:
install.packages(‘'remotes’)
library(remotes)

# 2) Install and enable the ANNt package:
install_github(‘aleoli05/ANNL’)
library(ANNTt)

# 3) Install all required package in ANNTt:
install_required_pakage()

# 4) Import the assets series, example:
Assets_series (Tickers=c('AAPL''GOOG','/CCBG',' XOM','TSLA"),"GSPC', '2018-01-03',
",'daily")

#5) ANNt order generate, example:
ANNt_order ('2018-01-11', '2022-12-30",' ", 5, 2500)

# 6) Generate portfolios, example:
Gen_portfolios(5,'2023-01-03",",0)

# 7) Portfolios Backtesting, example:
Portfolios_backtesting()

# 8) Plot Cumulative Portfolio Returns, example:

Plot_Cumulative_Returns(")
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# 9) Generate Efficient Frontier of Markowitz:
Gen_efficient_frontier(",")

# 10) Plot the Efficient Frontier graphic:
Plot_efficient_frontier()

# 11) Plot the New Efficient Frontier:
Plot_New_Efficient_Frontier()

# 12) Plot the Cumulative Sum of Returns (CUSUM Graphic):
Plot_CUSUM(1,5)

# 13) Save copy of alls processed data, example:
Backup_ANNTt()



