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RESUMO 

 

 

CLASSIFICAÇÃO DE EVENTOS EM MONITORAMENTO NILM DE CARGAS 

ELÉTRICAS RESIDENCIAIS UTILIZANDO REDE NEURAL CONVOLUCIONAL 

 

 

AUTOR: Aérton Pedra Medeiros 

ORIENTADORA: Luciane Neves Canha 

 

 

No contexto dos avanços esperados com a implantação das redes elétricas inteligentes, 

viabilizando a modernização do sistema de tarifação de energia elétrica e tornando atrativo o 

gerenciamento dos sistemas de energia elétrica residencial, o conhecimento detalhado do 

perfil de consumo residencial ganha importância como elemento para subsidiar a tomada de 

decisão pelos sistemas de gerenciamento de energia elétrica residencial. Uma das técnicas 

para realizar o detalhamento do perfil de consumo das cargas elétricas residenciais é o 

monitoramento não intrusivo (Non-Intrusive Load Monitoring - NILM), uma técnica de baixo 

custo de instalação que apresenta sua complexidade no desenvolvimento do algoritmo de 

desagregação. Diante deste desafio, nesta dissertação é apresentada metodologia baseada em 

monitoramento elétrico em baixa frequência de amostragem para realizar a extração de 

características das cargas elétricas ativadas e desativadas durante a operação da rede elétrica. 

Através destas características é realizada avaliação do desempenho da classificação dos 

eventos utilizando a rede neural convolucional (Convolutional Neural Network - CNN), uma 

técnica de inteligência artificial especialmente utilizada para reconhecimento de padrões 

visuais. Para avaliar o método desenvolvido é realizado estudo de caso utilizando dados de 

monitoramento do banco de dados público de consumo de cargas elétricas domésticas do 

Reino Unido (United Kingdom Domestic Appliance Level Electricity - UK-DALE), uma fonte 

de dados amplamente utilizada em pesquisas NILM. O desempenho do método desenvolvido 

é avaliado através das métricas Precision, Recall, F1-Score e Accuracy assim como é 

utilizada a matriz de confusão para apresentar os erros de classificação observados. Para 

comparar o desempenho de classificação obtida pelo método desenvolvido é também 

modelado o método de classificação denominado árvore de decisões. Através da análise 

desempenho do método desenvolvido é observado que este apresenta certa restrição para lidar 

com comportamentos não previstos na fase de treinamento, porém apresenta capacidade de 

aprender novos comportamentos através de novas fases de treinamento. Também, apresentou 

bom desempenho na classificação de eventos de baixo valor de potência, se comparado ao 

método de classificação árvore de decisões. Concluindo-se que a utilização da rede neural 

convolucional apresenta desempenho positivo para ser utilizada na classificação de eventos 

em aplicações NILM.  

 

 

Palavras-Chave: CNN, Monitoramento Não Intrusivo, NILM, Rede Neural Convolucional. 

  



 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
 

ABSTRACT 

 

 

EVENT CLASSIFICATION IN NILM MONITORING OF RESIDENTIAL 

ELECTRICAL LOADS USING CONVOLUTIONAL NEURAL NETWORK 

 

 

AUTHOR: Aérton Pedra Medeiros 

ADVISOR: Luciane Neves Canha 

 

 

In the context of the expected advances with the implementation of Smart Grids, enabling the 

modernization of the electricity billing system and making the management of residential 

electric power systems attractive, the detailed knowledge of the residential consumption 

profile gains importance as an element to subsidize the decision making by Home Energy 

Management Systems. One of the techniques for detailing the residential electrical 

consumption profile is Non-Intrusive Load Monitoring (NILM), a low cost installation 

technique that presents its complexity in the development of the disaggregation algorithm. 

Given this challenge, this dissertation presents a methodology based on low frequency 

sampling electrical monitoring to perform the extraction of characteristics of the activated and 

deactivated electric loads during the operation of the electric network. Through these 

characteristics, an evaluation of the event classification performance is performed using the 

Convolutional Neural Network - CNN, a type of artificial intelligence specially used for 

visual pattern recognition. To evaluate the developed method, a case study is performed using 

monitoring data from the United Kingdom Domestic Appliance Level Electricity database - 

UK-DALE, a data source widely used in NILM surveys. The performance of the developed 

method is evaluated using the Precision, Recall, F1-Score and Accuracy metrics as well as the 

confusion matrix to present the classification errors. To compare the classification 

performance obtained by the developed method is also modeled classification method called 

Decision Tree. Through the performance analysis of the developed method it is observed that 

it presents some restriction to deal with behaviors not foreseen in the training phase, but 

presents the ability to learn new behaviors through new training phases. Also, it presented 

good performance in the classification of low power events, when compared to the Decision 

Tree classification method. In conclusion, the use of convolutional neural network presents 

positive performance to be used in the event classification in NILM applications. 

 

 

Keywords: CNN, Non-Intrusive Load Monitoring, NILM, Convolutional Neural Network. 
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1 INTRODUÇÃO 

 

1.1 CONSIDERAÇÕES INICIAIS 

 

Os sistemas elétricos estão constantemente passando por adequações para atender as 

necessidades da vida moderna. Atualmente, com a crescente conscientização da conservação 

do meio ambiente aliada a constante necessidade por energia elétrica, a geração de energia 

elétrica a partir de fontes renováveis é uma realidade que tem ganhado impulso através da 

geração descentralizada de energia elétrica.   

A Geração Distribuída (GD), como é conhecida o processo de geração 

descentralizado, vem ganhando espaço no cenário da geração de energia elétrica, permitindo 

que os, até então, apenas consumidores possam gerar energia elétrica em suas residências a 

partir de fontes renováveis de energia. Esta tendência do aproveitamento dos recursos 

renováveis para geração de energia elétrica traz consigo inúmeros desafios para o setor 

elétrico, sendo o sistema de distribuição fortemente impactado devido à intermitência destas 

fontes de geração.  

Para Phuangpornpitak e Tia (2013) as redes elétricas inteligentes surgem como 

elemento chave no processo de integração das fontes intermitentes de geração ao sistema 

elétrico de energia, que demandará também a utilização de estratégias como: controle de 

demanda pelo lado da carga, tarifas diferenciadas ao longo do dia, controle de despacho de 

energia gerada/armazenada de forma distribuída, entre outros. 

 Neste contexto é esperado que o consumidor participe ativamente junto ao sistema 

elétrico de energia elétrica, a fim de que este realize o gerenciamento de seus recursos 

energéticos de maneira mais eficiente. Este recurso pode ser apenas o dinheiro gasto para 

cobrir os custos com a energia elétrica consumida ou então, no caso de clientes proprietários 

de sistemas de geração, o gerenciamento do despacho da energia elétrica produzida em sua 

residência.  

Para auxiliar os consumidores residenciais no gerenciamento de seus sistemas de 

energia elétrica surge o conceito de Home Energy Management Systems - HEMS. Tushar, 

Zeineddine e Assi (2018) cita que a larga utilização do HEMS aliada às redes elétricas 

inteligentes será parte da nova geração da rede elétrica de distribuição, transformando-a em 

mais inteligente e operando de forma descentralizada. 
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Segundo Zhou et al. (2016) uma das funções que um sistema HEMS deve implementar 

é  monitorar as condições de funcionamento de dispositivos elétricos e mostrar informações 

importantes sobre seu consumo de energia.  

  Para Hosseine et al. (2017) o monitoramento dos aparelhos residenciais (Appliance 

Load Monitoring - ALM) junto aos sistemas HEMS é uma necessidade primária para o 

funcionamento das casas inteligentes (Smart Homes). Assim, o estudo das técnicas de 

monitoramento das cargas elétricas residenciais apresenta-se como um tópico relevante para o 

futuro das redes elétricas de distribuição.  

O monitoramento das cargas elétricas nas residências pode fornecer informações 

detalhadas de consumo quanto ao tipo de carga, consumo de energia por cada equipamento e 

registro dos ciclos de operação, informações que podem ser úteis tanto ao consumidor quanto 

para a concessionária (ALADESANMI E FOLLY, 2015). O conhecimento do consumo 

detalhado de energia elétrica por parte do usuário pode indicar onde a mudança de hábitos 

pode resultar em economia para a residência, e isso por si só, conforme citado por Zhuang e 

Shahidehpour (2019) pode conduzir a reduções de consumo de energia na ordem de 5% até 

20%. 

Para realizar o monitoramento de cargas elétricas residenciais podem ser utilizadas, 

principalmente, as técnicas de monitoramento intrusivo e monitoramento não intrusivo.  

O monitoramento intrusivo de cargas elétricas é realizado através de medidores 

instalados individualmente nas cargas que se deseja monitorar, apresenta como desvantagem 

principal o alto custo com aquisição de equipamentos de monitoramento.  

De forma alternativa tem-se o monitoramento não intrusivo de cargas elétricas (Non-

Intrusive Load Monitoring - NILM). O NILM é uma técnica que busca realizar o 

monitoramento das cargas elétricas através da utilização de um único equipamento de 

medição, por isso apresenta como sua principal vantagem o baixo custo com aquisição e 

manutenção de equipamentos. 

O NILM é realizado através da desagregação da energia elétrica medida, sendo para 

isto necessário o desenvolvimento de algoritmos para reconhecimento do estado de operação 

das cargas elétricas. Para desenvolver os algoritmos NILM podem ser utilizadas diferentes 

técnicas de aprendizado de máquina (machine learning). Como uma das alternativas em 

destaque tem-se a utilização de técnicas de Inteligência Artificial (IA). 

A Inteligência Artificial é um ramo de estudo que tem ganhado atenção com a 

evolução dos modelos computacionais que executam as Redes Neurais Artificiais (Artificial 

Neural Networks - ANN), permitindo que ações de reconhecimento realizadas por seres 
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humanos possam ser executadas por algoritmos que aprendem de forma automática as regras 

necessárias para realizar este reconhecimento. 

  A utilização de Redes Neurais Artificiais tem se mostrado interessante na extração de 

características e classificação de padrões de consumo em monitoramento NILM. Entre as 

diferentes técnicas derivadas das ANN tem-se a Rede Neural Convolucional (Convolutional 

Neural Network - CNN), uma técnica que apresenta como principal vantagem à capacidade de 

processar dados multidimensionais (GONZALEZ, 2018). Por esta característica, a CNN tem 

sido utilizada no desenvolvimento de algoritmos NILM, tanto para realizar a extração de 

características de consumo de cargas elétricas residenciais quanto à classificação de eventos.  

Na metodologia desenvolvida nesta dissertação a CNN é utilizada para classificar 

eventos de ativação e desativação de cargas elétricas em monitoramento NILM. Este processo 

de classificação é baseado no reconhecimento de padrões de consumo que as cargas elétricas 

apresentam durante as transições entre os diferentes estados de operação que estas cargas 

elétricas podem apresentar durante sua operação. 

 

1.2 JUSTIFICATIVA 

 

Devido à importância do monitoramento das cargas elétricas presentes no ambiente 

residencial, nesta dissertação busca-se apresentar em maiores detalhes os desafios para o 

desenvolvimento do monitoramento não intrusivo de cargas elétricas (Non-Intrusive Load 

Monitoring - NILM).  

O monitoramento NILM apresenta significativa complexidade no desenvolvimento do 

algoritmo que realiza a desagregação da energia, sendo este um campo de pesquisa que tem 

ganhado relevância com o desenvolvimento dos HEMS.  

Na busca pelo desenvolvimento dos algoritmos NILM, abordagens baseadas em 

Inteligência Artificial têm sido desenvolvidas devido à capacidade de processamento de 

grandes volumes de dados.  

Neste contexto, é observada a rede neural convolucional como uma importante técnica 

a ser desenvolvida para ser utilizada em algoritmos NILM, onde sua capacidade para realizar o 

reconhecimento de padrões em imagens pode ser explorada para classificar eventos de 

ativações e desativação de cargas elétricas.  

Assim, torna-se interessante avaliar o desempenho da rede neural convolucional 

aplicada ao problema de classificação de eventos em algoritmos NILM. Uma abordagem que 
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será tratada como um problema de reconhecimento do padrão visual do consumo nas 

situações de ativação e desativação das cargas elétricas no ambiente monitorado. 

 

1.3 OBJETIVOS DO TRABALHO 

 

O objetivo geral deste trabalho é desenvolver uma metodologia para determinar o 

estado de operação dos equipamentos eletrodomésticos através da classificação de eventos no 

monitoramento não intrusivo, considerando a aquisição das grandezas elétricas em baixa 

frequência. Para realizar a classificação de eventos é avaliada a utilização da rede neural 

convolucional, uma técnica de inteligência artificial especialmente adequada para realizar o 

reconhecimento de padrões em imagens. 

Para alcançar o objetivo geral foram definidos os seguintes objetivos específicos: 

a) Estudar as etapas que envolvem a técnica de monitoramento não intrusivo de cargas 

elétricas residenciais; 

b)  Estudar a rede neural convolucional, observando as etapas que envolvem esta 

técnica; 

c) Desenvolver metodologia para realizar a extração de assinaturas dos equipamentos 

elétricos a partir da medição agregada de energia; 

d)  Avaliar o desempenho da rede neural convolucional no processo de classificação de 

eventos através do confronto com os resultados obtidos pelo método classificador 

árvore de decisões; 

e) Analisar o método desenvolvido buscando identificar os motivos de eventuais 

problemas de classificação. 

 

1.4 ORGANIZAÇÃO DO TRABALHO 

 

Neste capítulo, primeiramente, é apresentada uma breve introdução ao tema que será 

desenvolvido ao longo desta dissertação, introduzindo a importância do monitoramento das 

cargas elétricas residenciais no contexto da evolução esperada para as redes elétricas 

residenciais. Também são apresentados os objetivos da pesquisa realizada nesta dissertação.  

O segundo capítulo apresenta revisão bibliográfica sobre o tema dissertado. Nesta são 

apresentados os principais termos e definições relacionados com o monitoramento de cargas 

elétricas e a rede neural convolucional. Também são apresentados neste capítulo os trabalhos 
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que nortearam esta dissertação, realizando comparativo do que se tem publicado sobre o 

assunto com o que foi desenvolvido nesta dissertação. 

No terceiro capítulo é apresentada a metodologia desenvolvida para determinar o 

estado de operação dos aparelhos domésticos. São detalhadas as premissas básicas para 

aplicação do método elaborado abordando: a forma como um evento de ativação ou de 

desativação de uma carga elétrica é considerada; o método utilizado para extrair as assinaturas 

dos aparelhos a partir da medição agregada de energia; e a forma como a rede neural 

convolucional é modelada. 

No quarto capítulo é apresentado estudo de caso para avaliar a metodologia 

desenvolvida utilizando dados de monitoramento disponibilizados pelo banco de dados UK-

DALE. Neste são apresentados todos os passos considerados para implementação da 

metodologia desenvolvida, sendo ao final avaliado o desempenho do método proposto através 

de etapa de testes. Os resultados de classificação obtidos pela metodologia desenvolvida são 

confrontados com os resultados obtidos pela utilização de método classificador árvore de 

decisões. 

No quinto e último capítulo são apresentadas as principais conclusões obtidas ao longo 

do desenvolvimento deste trabalho, especialmente em relação ao processo de treinamento e 

teste da rede neural convolucional. A partir destas conclusões são apontadas as principais 

contribuições apresentadas nesta dissertação, os trabalhos que podem ser realizados como 

desdobramentos das observações realizadas, e por fim, as publicações realizadas com base 

nos estudos desenvolvidos nesta dissertação e demais publicações realizadas durante o 

período.   
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2 REVISÃO BIBLIOGRÁFICA 

 

Neste capítulo são apresentados os principais conceitos envolvendo os elementos 

tratados nesta dissertação: o monitoramento de cargas elétricas no ambiente residencial e a 

rede neural convolucional. Além dos conceitos básicos envolvendo estes assuntos ao longo do 

texto são apresentados os principais trabalhos relacionados que serviram de referencial para 

elaboração desta dissertação e apontando com base nestes referenciais as escolhas realizadas 

para o desenvolvimento da metodologia apresentada no capítulo 3. 

 

2.1 MONITORAMENTO DE CARGAS ELÉTRICAS RESIDENCIAIS 

 

No processo de monitoramento das cargas elétricas residenciais, segundo Hosseine et 

al. (2017) podem ser empregadas as técnicas de monitoramento intrusivo, monitoramento não 

intrusivo, ou ainda a união de ambas, chamada de monitoramento semi-intrusivo. Na 

sequência serão abordadas as características das técnicas intrusivas e não intrusivas, sendo 

dada especial atenção para a técnica de monitoramento não intrusivo que é o foco desta 

dissertação. 

 

2.1.1 Monitoramento intrusivo de cargas elétricas 

 

A técnica de monitoramento intrusiva (Intrusive Load Monitoring – ILM) é 

caracterizada pela medição das grandezas elétricas dos equipamentos através da utilização de 

sensores conectados diretamente em cada uma das cargas elétricas que se deseja monitorar, 

sendo necessários tantos sensores quantos forem os pontos monitorados. Para isto, podem ser 

utilizados elementos chamados de tomadas inteligentes (Smart Plugs) que coletam os dados 

dos equipamentos monitorados e trocam informações com um controlador central utilizando 

técnicas de comunicação sem fio de curto alcance, como Wi-Fi, ZigBee ou Bluetooth Low 

Energy (ALADESANMI E FOLLY, 2015).  

O ILM apresenta como principal desvantagem o alto custo de implantação devido a 

necessidade de aquisição de sensores para cada unidade a ser monitorada, inclusive sendo este 

custo maior quanto maior for a precisão e os recursos que este Smart Plug pode oferecer. No 

entanto, a abordagem ILM apresenta vantagem na rapidez da resposta, permitindo o 

monitoramento em tempo real.  
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O monitoramento ILM pode ser utilizado para avaliar algoritmos de monitoramento 

não intrusivo, pois fornecem dados confiáveis do monitoramento do aparelho (RIDI, GISLER 

E HENNEBERT, 2014).  

 

2.1.2 Monitoramento não intrusivo de cargas elétricas 

 

O monitoramento não intrusivo de cargas elétricas (Non-Intrusive Load Monitoring - 

NILM) foi apresentado por Hart (1992), sendo a sua descoberta baseada no reconhecimento de 

padrões de consumo que permitiam reconhecer o aparelho que estava em funcionamento a 

partir da observação visual da curva de carga de residências que estavam sendo monitoradas. 

O NILM baseia-se no monitoramento do consumo de energia elétrica em um único ponto, 

onde toda energia consumida na instalação pode ser medida.  

A partir da análise da medição agregada da rede elétrica o consumo verificado pode 

ser desagregado, sendo para isto necessário estabelecer os aparelhos que participam do 

consumo. Na Equação 1 é apresentada o equacionamento da desagregação da potência elétrica 

apresentada por Hart (1992). Nesta, um dos elementos importantes é a determinação do estado 

de operação dos aparelhos a cada instante de tempo, representado por ai(t). Nesta dissertação 

a metodologia desenvolvida busca estabelecer o estado de operação dos aparelhos. 

 

             

 

   

      (1) 

 

Onde: 

P(t) é o vetor com os valores da potência ativa agregada medida para cada instante de 

tempo t; 

ai(t) é o vetor de estados dos i aparelhos conhecidos, sendo o valor zero utilizado para 

indicar que o aparelho esta desativado e o valor unitário indicando que o aparelho está 

ativado; 

Pi é o valor de potência ativa estimada do i-ésimo equipamento, para        ; 

e(t) é a parcela de potência não conhecida ou devida ao erro de estimação de potência 

consumida pelos aparelhos conhecidos. 

Para Abubakar et al. (2015) o NILM apresenta a vantagem de necessitar apenas um 

equipamento para realizar o monitoramento da rede elétrica, resultando em baixo custo para 
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aquisição dos elementos de medição e também baixo custo de manutenção por se tratar de um 

único equipamento de medição. Contudo, para Faustine et al. (2017) o desafio da implantação 

do monitoramento NILM está no desenvolvimento de algoritmos capazes de realizar a 

desagregação da energia medida, o que justifica a busca por técnicas que permitam aprimorar 

a abordagem NILM. 

A técnica de monitoramento não intrusivo pode ser elaborada por diferentes 

abordagens, apresentando algumas etapas básicas que devem ser observadas. Abubakar et al. 

(2015) e Nardello, Rossi e Brunelli (2017) citam as etapas de aquisição de dados, extração de 

características e determinação dos estados dos aparelhos como etapas que fazem parte do 

processamento de algoritmos NILM. Zhuang e Shahidepour (2018) citam que a abordagem 

NILM pode apresentar também a etapa de pré-processamento dos dados. Faustine et al. (2017) 

considera, além das etapas anteriormente citadas, a etapa de aprendizado como sendo parte da 

abordagem NILM. No trabalho de Pereira e Nunes (2018) é citada a importância da avaliação 

do desempenho dos algoritmos NILM, sendo esta uma etapa final utilizada para analisar o 

comportamento do algoritmo desenvolvido.  

As etapas citadas anteriormente apresentam diferentes aspectos que devem ser 

observados na elaboração do monitoramento não intrusivo de cargas elétricas, tornando-se 

importante observar estes diferentes aspectos em relação às abordagens utilizadas no 

desenvolvimento da metodologia apresentada nesta dissertação. 

 

2.1.2.1 Aquisição de sinais  

 

A aquisição de sinais deve ser capaz de fornecer as grandezas elétricas de forma 

agregada, ou seja, fornecer os valores medidos a partir de um único ponto de monitoramento. 

A aquisição de sinais pode ser realizada por um aparelho registrador de grandezas elétricas ou 

no futuro esta função pode ser executada pelos medidores inteligentes de energia elétrica 

(Smart meters). É importante nesta fase de aquisição de sinais que as grandezas elétricas 

medidas estejam disponíveis para serem utilizadas pelo algoritmo de desagregação, logo o 

equipamento utilizado para medição deve apresentar terminal próprio para permitir a extração 

das grandezas elétricas medidas. 

O processo de aquisição de sinais pode ser realizado em baixas ou altas taxas de 

amostragens (ZHUANG E SHAHIDEPOUR, 2018). Sinais amostrados em alta frequência, 

com taxas de amostragens na faixa de kHz ou MHz, necessitam de equipamentos com maior 

capacidade de processamento e por isso apresentam a desvantagem de possuir custo elevado, 
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conforme avalia Hosseine et al. (2017). Contudo, Zhuang e Shahidepour (2018) citam a 

vantagem de permitir a análise das formas de onda da tensão e corrente elétrica, harmônicos e 

transitórios decorrentes da ativação e desativação das cargas elétricas.  

Amostragens em baixa frequência, tipicamente 1 Hz ou menos, são apresentadas como 

mais usuais pela simplicidade dos sistemas de aquisição de dados, o que reflete em menor 

custo dos equipamentos de aquisição de dados. Ainda, segundo Hosseine et al. (2017), a 

aquisição de sinais em baixa frequência apresenta-se como uma abordagem mais próxima de 

ser executada pelos Smart Meters.  

A forma como a aquisição de dados é realizada se apresenta com uma das etapas 

relevantes de um sistema NILM, visto que esta se propaga pelas demais etapas do algoritmo 

de desagregação.  

Mengistu et al. (2019) apresentou sistema de monitoramento para desagregação on-

line de energia intitulado On-line-NILM, sendo o método proposto baseado na aquisição das 

grandezas elétricas de potência ativa e reativa amostradas na frequência de 1 Hz. 

Biansoongnern e Plungklang (2016) utilizaram os valores da potência ativa provenientes de 

monitoramento agregado na frequência de 1 Hz para realizar a desagregação da energia de um 

aparelho condicionador de ar e um aparelho refrigerador, sendo obtido precisão no 

reconhecimento de aproximadamente 90% para ambos aparelhos.  

Observando as vantagens do monitoramento das grandezas elétricas em baixa 

frequência assim como a ampla utilização deste modo de monitoramento nas pesquisas NILM, 

na metodologia proposta neste trabalho, assim como nos trabalhos de Mengistu et al. (2019) e 

Biansoongnern e Plungklang (2016), também é utilizada a amostragem de dados na 

frequência de 1 Hz. É considerado que a utilização de dados amostrados em baixa frequência 

traz a possibilidade de avaliar o monitoramento não intrusivo em um contexto próximo de 

uma aplicação prática. 

 

2.1.2.2 Pré-processamento  

 

A etapa de pré-processamento pode ou não estar presente no algoritmo NILM. Quando 

presente as grandezas elétricas obtidas no monitoramento da rede elétrica podem ser 

manipuladas antes de serem utilizadas nos próximos passos do algoritmo NILM. O tipo de 

intervenção sofrida pelas grandezas elétricas nesta etapa vai depender do tipo de abordagem 

utilizada, podendo ser realizada a exclusão de dados duplicados, preenchimento de dados 

perdidos na etapa de aquisição, filtragem dos sinais medidos, ou outros conforme necessidade. 
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Nas abordagens NILM que utilizam valores de potência como característica para 

classificar as cargas elétricas em funcionamento uma importante intervenção pode ser 

realizada na etapa de pré-processamento, a normalização da potência com base na tensão da 

rede elétrica. Hart (1992) utilizou a normalização dos valores de potência ativa e potência 

reativa em função da tensão nominal da rede elétrica através da Equação 2. 

  

          
    

    
 

 

        (2) 

 

Onde: 

Snorm (t) é o valor normalizado da potência para o instante de tempo t; 

Vnom é o valor da tensão nominal da rede elétrica; 

V(t) é o valor da tensão da rede elétrica medida no instante de tempo t; 

S(t) é o valor da potência obtida no monitoramento agregado no instante de tempo t. 

Através da Equação 2 as variações nos valores das amostras de potência podem ser 

ajustadas a partir da variação do valor da tensão da rede elétrica, sendo esta abordagem 

adequada para equipamentos com comportamento linear entre tensão e corrente elétrica, 

segundo Hart (1992). No entanto, a normalização dos valores de potência ativa (P) e potência 

reativa (Q) através da Equação 2 não representa o comportamento de todas as cargas, mas 

segundo Hart (1992) é uma boa aproximação para cargas resistivas, que normalmente são as 

que possuem maior valor de potência ativa e que tem seus valores de potência fortemente 

impactados pela variação da tensão de alimentação.  

Assim como Hart (1992), nesta dissertação é adotada a normalização dos valores da 

potência ativa e da potência reativa em função da tensão nominal da rede elétrica. 

 

2.1.2.3 Determinação do estado de operação das cargas elétricas  

 

Na etapa de determinação do estado de operação dos aparelhos deve haver a 

identificação dos aparelhos que estão participando do consumo monitorado. É uma etapa 

executada pelo algoritmo de desagregação e deve ser processada ininterruptamente. O 

processo para determinar o estado de operação dos aparelhos, segundo Abubakar et al. (2015) 

pode ser baseado em eventos ou não baseado em eventos.  
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Métodos não baseados em eventos utilizam os valores agregados para estabelecer os 

aparelhos que podem estar participando do consumo. Para isto, a cada instante de tempo o 

algoritmo de desagregação tenta identificar a associação de aparelhos que satisfaz o consumo 

agregado observado no monitoramento, e assim estabelecer o estado de operação de cada 

aparelho. Pereira e Nunes (2018) cita que métodos não baseados em eventos podem ser 

elaborados por modelos estatísticos (rede Bayesiana) ou probabilísticos (modelo oculto de 

Markov - Hidden Markov Model). Na Figura 1 é apresentada curva de potência ativa onde os 

estados de operação das cargas elétricas são apresentados em todos os instantes de operação 

do monitoramento. 

 

Figura 1- Desagregação por método não baseado em eventos. 
 

 
 

Fonte: Adaptada de Pereira e Nunes (2018). 

 

Métodos baseados em eventos utilizam as variações das grandezas elétricas 

monitoradas para determinar os aparelhos que foram ativados ou desativados. Na Figura 2 é 

apresentada a curva de potência ativa com os eventos de ativação e desativação sinalizados 

com os respectivos nomes dos aparelhos responsáveis pelas variações nos valores de potência 

ativa. 
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Figura 2- Desagregação baseada em eventos. 
 

 
 

Fonte: Adaptada de Pereira e Nunes (2018). 

 

Métodos baseados em eventos necessitam que a detecção do evento seja realizada, 

sendo este um passo anterior à análise para determinar qual aparelho teve seu estado de 

operação alterado. Uma abordagem bastante simplificada para realizar a detecção de eventos 

pode ser através da comparação entre os valores de duas amostras consecutivas de potência 

ativa, como apresentado na Equação 3. Através da Equação 3 é calculada a variação entre os 

valores de duas amostras de potência ativa, que possuindo valor superior a um valor limiar 

definido pode determinar a ocorrência de um evento.  

 

             (3) 

 

Onde: 

   é a variação da potência ativa observada entre duas amostras consecutivas; 

   é o valor de potência ativa do instante atual; 

     é o valor de potência ativa do instante anterior a t. 

A detecção de eventos a partir da Equação 3 pode conduzir a falsas detecções de 

eventos, que podem ser causadas por ruídos ou picos observados durante a operação da rede 

elétrica. Outro modo mais conservador para definir um evento é apresentado por 

Biansoongnern e Plungklang (2016) e ilustrado na Figura 3. Nesta, é considerada a ocorrência 

de um evento sempre que for observada a variação da potência ativa (  ) superior ao limiar 

definido, sendo este    calculado entre dois períodos de regime permanente que estejam 

circundando um período transitório. Estes períodos de regime permanente, identificados na 
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Figura 3 pelos instantes de números 1 e 8, são determinados pela existência de três amostras 

de potência ativa com baixa variação entre seus valores, indicando a estabilização da potência 

antes e depois de transcorrido o transitório do evento de ativação ou de desativação da carga 

elétrica. 

 

Figura 3- Definição de evento. 
 

 
 

Fonte: Retirada de Biansoongnern e Plungklang (2016). 

 

O método apresentado por Biansoongnern e Plungklang (2016) se mostra mais 

conservador para definição de um evento do que o método apresentado pela Equação 3. 

Porém, pode apresentar problemas para detectar de forma eficiente eventos consecutivos de 

aparelhos dentro de um curto espaço de tempo. 

Para identificar os diferentes eventos que podem ocorrer durante a operação dos 

aparelhos eletrodomésticos, torna-se importante conhecer os modos de operação destas cargas 

elétricas, que segundo Hoyo-montano (2016), podem ser:  

a) Tipo I: cargas elétricas que possuem apenas dois estados de operação (ON/OFF), 

sendo o estado ligado (ON) caracterizado por consumo aproximadamente constante. 

Exemplos de cargas elétricas tipo I podem ser torradeiras e chaleiras elétricas; 

b) Tipo II: são cargas elétricas que apresentam três ou mais estados de operação, 

também conhecidos como cargas elétricas de estados finitos (Finite State Machines - FSM). 

Estes aparelhos apresentam estados de operação que podem geralmente ser selecionados pelo 

usuário, também chamados de aparelhos multi-estados. Exemplos de aparelhos tipo II podem 

ser fornos elétricos com dois queimadores que podem ser selecionados de forma individual, e 

aparelhos refrigeradores Frost-free que apresentam os ciclos de refrigeração e 

descongelamento; 

c) Tipo III: são cargas elétricas que apresentam vários estados ou padrões de consumo 

durante sua operação, sendo estes variáveis ao longo de sua operação. Estes aparelhos tem sua 
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identificação considerada de grande complexidade na análise do consumo agregado. 

Exemplos de aparelhos tipo III podem ser televisores e furadeiras com controle de velocidade; 

d) Tipo IV: são cargas elétricas que permanecem ativados por longos períodos, por 

dias, semanas ou meses. Exemplos de aparelhos tipo IV podem ser decodificadores de TV, 

roteadores de internet e sistemas de monitoramento residencial. 

Na Figura 4 são apresentados o comportamento da potência das cargas elétricas tipos 

I, II e III. 

 

Figura 4- Estados de operação dos aparelhos tipos I, II e III. 
 

 
 

Fonte: Adaptado de Aladesanmi e Folly (2015). 

 

Para Abubakar et al. (2015) os métodos baseados na detecção de eventos são 

apontados como computacionalmente mais eficientes, pois na maior parte do tempo apenas a 

detecção de eventos é realizada e a técnica utilizada para classificação desse evento, que pode 

ser computacionalmente mais pesada, é realizada com menor frequência. Assim, nesta 

dissertação é desenvolvida metodologia baseada na detecção de eventos, devido a vantagem 

do menor custo computacional associado ao processamento do algoritmo.  

Os métodos utilizados para classificação dos eventos são técnicas que realizam a 

classificação de amostras extraídas do monitoramento agregado de energia, em 

monitoramento NILM estas amostras são as assinaturas das cargas elétricas. Segundo He et al. 

(2018) para realizar este processo de classificação podem ser utilizadas redes neurais 

artificiais (Artificial Neural Networks - ANN), árvores de decisão (Decision Trees), máquinas 

de vetores suportes (Support Vector Machines - SVM), entre outras.  

Nesta dissertação para realizar a classificação de eventos em monitoramento NILM 

será adotada uma abordagem baseada em redes neurais artificiais utilizando a rede neural 

convolucional, técnica esta apresentada em detalhes na seção 2.2 desta dissertação. A 
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utilização da rede neural convolucional (Convolutional Neural Network - CNN) apresenta a 

vantagem de permitir compor as assinaturas das cargas elétricas com uma série de valores, 

tornando possível representar em uma assinatura tanto as características de período transitório 

quanto de regime permanente dos eventos de ativação e desativação das cargas elétricas. Isto 

se deve a característica da CNN processar sinais multidimensionais.  

 

2.1.2.4 Extração de características  

 

A etapa de extração de características visa obter do monitoramento agregado às 

características elétricas que permitem diferenciar cada carga elétrica das demais, estas 

características determinam as assinaturas dos aparelhos. As assinaturas dos aparelhos devem 

estar de acordo com o modo como as grandezas elétricas são disponibilizadas na etapa de 

monitoramento, podendo as assinaturas ser baseadas em sinais amostrados em alta frequência 

ou em baixa frequência (ZHUANG E SHAHIDEHPOUR, 2019). 

Para Hosseine et al. (2017) assinaturas baseadas na amostragem em alta frequência 

utilizam as características extraídas das formas de onda da tensão e da corrente elétrica, sendo 

possível explorar o conteúdo harmônico de alta frequência das cargas elétricas. Desta forma é 

possível identificar cargas elétricas que apresentam comportamento não linear ou de menor 

valor de demanda.  

Aladesanmi e Folly (2015) cita que assinaturas baseadas no conteúdo harmônico da 

corrente elétrica pode permitir distinguir aparelhos com valores semelhantes de potência ativa 

e potência reativa. No entanto, segundo Hosseine et al. (2017) a utilização de assinaturas 

baseadas em amostragens em alta frequência, embora possibilite reconhecer equipamentos 

com baixa demanda, não permite alcançar significativa melhora na identificação de aparelhos 

resistivos que contribuem significativamente para o consumo de eletricidade nas residências. 

Assinaturas baseadas em sinais amostrados em baixa frequência são normalmente 

construídas a partir da potência ativa, potência reativa, potência aparente ou valor eficaz da 

corrente elétrica. Este modo de assinatura é apontado como mais próximo de ser utilizada em 

aplicações práticas em larga escala devido ao menor custo dos aparelhos de monitoramento. 

No entanto, conforme Zhuang (2018) métodos baseados em assinaturas em baixa frequência 

podem sofrer com sobreposições de assinaturas, principalmente em faixas de menor valor de 

demanda.  

Nesta dissertação é explorada a utilização de assinaturas em baixa frequência, devido 

ao modelo de monitoramento considerado.  A utilização de dados de monitoramento realizado 
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em baixa frequência naturalmente restringe a utilização das grandezas elétricas potência ativa, 

potência reativa, potência aparente e corrente elétrica como assinatura das cargas elétricas.  

Hart (1982) considerou para assinatura das cargas elétricas os valores de P e Q 

causados pela ativação e desativação das cargas elétricas, sendo estes valores traduzidos em 

pontos representados no plano bidimensional formado pelos eixos P e Q. Cada ponto deste 

plano PQ é formado pelo valor médio obtido durante o período de transição entre dois estados 

de operação da carga elétrica, sendo neste caso o transitório ocorrido durante os eventos 

“desprezados” através do cálculo do valor médio dos valores de potência. A partir do conjunto 

de assinaturas extraídas das ativações e desativações das cargas elétricas foram criadas 

regiões dentro do plano PQ, delimitando áreas para representar as assinaturas criadas. 

 O método desenvolvido nesta dissertação se assemelha ao trabalho precursor do 

NILM apresentado por Hart (1982) ao explorar as componentes de potência ativa e potência 

reativa observados na variação do sinal agregado para composição das assinaturas.  

Outros trabalhos NILM também utilizam os valores de potência ativa e reativa como 

assinatura das cargas elétricas.  

Valenti et al. (2018) desenvolveram metodologia tratando a desagregação como um 

problema de filtragem, onde as variações nos sinais de potência são considerados ruídos. Para 

as assinaturas das cargas elétricas foram utilizadas as componentes de potência ativa e reativa, 

sendo apresentada que a utilização da componente reativa aumentou em até 8,4% o 

desempenho da desagregação na métrica F1-Score.  

Biansoongnern e Plungklang (2016) elaboraram abordagem NILM utilizando 

amostragem na frequência de 1 Hz, utilizando para assinatura das cargas elétricas a variação 

dos valores de P e Q calculados pelas diferenças entre o instante anterior ao evento e o 

instante da estabilização do sinal, desprezando o comportamento durante o período transitório.  

Nesta dissertação busca-se explorar uma assinatura com mais informação do que as 

utilizadas por Hart (1982) e Biansoongnern e Plungklang (2016), pois na metodologia 

desenvolvida nesta dissertação é considerada que cada componente da assinatura será 

representada por uma série de valores obtidos do consumo das cargas elétricas, e não por 

apenas um valor. Assim, tanto o regime permanente quanto o período transitório durante a 

ativação e desativação das cargas elétricas são explorados a partir da utilização das curvas 

constituídas pelos valores de P e Q durante todos os instantes de tempo utilizados para 

representar cada assinatura. Este modelo de assinatura é possibilitado pela utilização da rede 

neural convolucional como ferramenta para classificação de eventos, não sendo observada na 
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bibliografia sobre o tema nenhuma abordagem que utilize este modelo de assinatura para 

representar as cargas elétricas. 

 

2.1.2.5 Aprendizado  

 

Na etapa de aprendizado o algoritmo NILM deve aprender as regras para reconhecer as 

assinaturas das cargas elétricas. Neste processo podem ser utilizados técnicas de 

aprendizagem supervisionadas, sem supervisão ou ainda um misto entre as duas, chamada 

semi-supervisionada (LONG, CHEN E LI, 2017). 

O aprendizado supervisionado requer um conjunto de dados (assinaturas das cargas 

elétricas) devidamente identificados, de modo a propiciar a correlação direta entre 

determinadas assinaturas elétricas e a sua respectiva identificação (ABUBAKAR ET AL., 

2015).  

O aprendizado supervisionado é o mais utilizado nas abordagens NILM, segundo Ridi, 

Gisler e Hennebert (2014). Embora se apresente como mais trabalhoso por necessitar de uma 

etapa que em geral demanda certo tempo para organizar as assinaturas, o treinamento 

supervisionado tem apresentado melhor desempenho, conforme Zhang et al. (2017). 

O aprendizado não supervisionado dispensa o conhecimento da identificação dos 

dados durante o período de treinamento, tornando o processo de aquisição de assinaturas 

menos trabalhoso e menos intrusivo, segundo Kim et al. (2011). No entanto, para Zhang et al. 

(2017), métodos não supervisionados podem apresentar baixa precisão, pois se baseiam no 

reconhecimento das cargas elétricas a partir de assinaturas semelhantes existentes em bancos 

de dados. 

O modo de aprendizado semi-supervisionado é utilizado quando grande quantidade de 

dados está disponível, no entanto apenas alguns destes dados são conhecidos, conforme Khan 

et al. (2018). Li, Sawyer e Dick (2015) apresentam abordagem utilizando treinamento semi-

supervisionado, sendo o treinamento realizado em duas etapas. Inicialmente são utilizadas 

apenas as amostras conhecidas para treinamento, configurando um treinamento 

supervisionado. Após, as amostras desconhecidas passaram por uma etapa de classificação 

pela rede treinada inicialmente, destas amostras, as reconhecidas com maior nível de 

confiança são incorporadas ao conjunto de amostras para o treinamento final.  

Nesta dissertação é utilizada a aprendizagem do tipo supervisionada, visto ser esta 

uma abordagem mais simples de ser desenvolvida e que conduz a melhores resultados. Desta 

forma é considerado que todo e qualquer erro que poderá ser observado durante o processo de 
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classificação é devido às limitações da técnica de classificação utilizada, e não ao método de 

aprendizado utilizado. 

 

2.1.2.6 Avaliação do desempenho de algoritmos NILM  

 

Os estudos envolvendo o monitoramento NILM podem ser avaliados através de 

métricas que permitem expressar o desempenho destes algoritmos. Outro aspecto importante 

na avaliação de algoritmos é a comparação entre diferentes técnicas para evidenciar o 

desempenho de um método frente à outra abordagem, sendo importante nesta comparação 

observar a origem dos dados que são utilizados.  Estes elementos são abordados na sequência. 

 

A) Métricas NILM 

 

As métricas utilizadas para avaliar algoritmos NILM são apresentadas de diferentes 

formas de acordo com a finalidade da avaliação a que se destinam, podendo avaliar apenas a 

identificação dos estados dos aparelhos, no caso de abordagens baseadas em eventos, ou em 

uma análise mais completa pode-se avaliar a energia desagregada.  Quando a identificação 

dos estados de operação das cargas elétricas é realizada por meio de algoritmos 

classificadores uma interessante forma de apresentar o desempenho é através da matriz de 

confusão, utilizadas por Dash e Naik (2018) e De Baets et al. (2018) para avaliar o 

desempenho das técnicas utilizadas em seus estudos.  

Na matriz de confusão é expresso tanto o sucesso obtido pelo classificador quanto os 

possíveis erros de classificação, também conhecidos como as confusões ocorridas na 

classificação. Nesta dissertação, assim como utilizado por Dash e Naik (2018) e De Baets et 

al. (2018) a classificação realizada na metodologia desenvolvida será expressa através da 

matriz de confusão, sendo com isto possível observar os eventos que apresentam eventuais 

problemas de classificação e entre quais classes estes erros ocorrem. 

Além da matriz de confusão, os processos de classificação podem ser avaliados 

através de métricas que permitem quantificar o desempenho na classificação. Zhuang e 

Shahidehpour (2019) apresentam quatro métricas que permitem avaliar o processo de 

classificação, são elas: Precision, Recall, F1-Score e Accuracy.  

Na Equação 4 é apresentada a métrica Precision, que indica o sucesso na classificação 

de uma determinada classe em relação ao número de vezes que a mesma foi prevista, ou seja, 
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mostra o sucesso na classificação de uma determinada classe durante a ocorrência de todos os 

eventos verificados.  

          
  

     
  (4) 

 

Onde:  

TP (True Positive) é o número de vezes que uma classe foi corretamente prevista 

durante sua classificação; 

FP (False Positive) é o número de vezes que uma classe foi prevista sem que ela tenha 

ocorrido; 

A métrica Recall, apresentada na Equação 5, indica o sucesso obtido na classificação 

de uma determinada classe em relação ao número de vezes que esta classe verdadeiramente 

ocorreu. O valor unitário desta métrica para uma determinada classe mostra que classificador 

tem habilidade excepcional para reconhecer esta classe sempre que há ocorrência desta.  

 

       
  

      
  

(5) 

 

Onde:  

FN (False Negative) é o número de vezes que uma classe não foi prevista pelo 

classificador. 

A métrica F1-Score apresentada na Equação 6, fornece a média harmônica entre as 

métricas Precision e Recall.  

 

             
                 

                
  (6) 

 

Onde: 

Precision é utilizada para medir o desempenho da classificação, conforme apresentada 

na Equação 4; 

Recall é utilizada para medir o desempenho da classificação, conforme apresentada na 

Equação 5. 

Por fim, a métrica Accuracy, calculada a partir da Equação 7, indica o sucesso da 

previsão levando em conta os dois tipos erros de classificação que podem recair sobre uma 
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classe, o de não ser reconhecido durante um processo de classificação (FN) e o de ocorrer sua 

classificação de forma equivocada (FP). 

         
  

        
  (7) 

 

Onde: 

 FN (False Negative) é o número de vezes que uma classe não foi prevista pelo 

classificador. 

As métricas apresentadas anteriormente podem ser aplicadas para avaliar a 

classificação de apenas uma classe ou de um conjunto de classes. Quando se tem por objetivo 

representar o desempenho da classificação considerando todas as classes de interesse, com 

intuito de avaliar de forma única o desempenho geral obtido no processo de classificação, 

podem-se utilizar as versões microaveraging e macroaveraging (PEREIRA E NUNES, 2018).  

A versão microaveraging para as métricas apresentadas anteriormente pode ser obtida 

através do somatório das possibilidades de classificação TP, FP e FN considerando todas as 

classes de interesse.  

A versão macroaveraging é obtida através da média simples para cada métrica de 

desempenho considerando todas as classes de interesse.  

Além da avaliação realizada através da matriz de confusão, nesta dissertação os testes 

de classificação de eventos são avaliados quantitativamente através das métricas Precision, 

Accuracy, Reacall e F1-Score, assim como realizado nos trabalhos de De Baets et al. (2018) e  

Dash e Naik (2018). 

 

B) Bancos de dados públicos para pesquisas NILM 

 

Com o intuito de fornecer dados para pesquisas NILM diversos bancos de dados estão 

disponíveis em modo público, para que possam ser utilizados tanto para o desenvolvimento de 

algoritmos quanto para comparação de resultados. Estes bancos de dados possuem 

características próprias, devido tanto aos locais onde foram realizadas as aquisições de dados, 

que podem refletir nos equipamentos utilizados, quanto os dados disponibilizados, como a 

frequência de amostragem e as grandezas elétricas disponibilizadas.  

Na literatura NILM existem diversos trabalhos que apresentam os diferentes bancos de 

dados disponíveis e as respectivas grandezas elétricas disponíveis por cada um destes. Pereira 

e Nunes (2018) apresenta extensa revisão da literatura onde são listados 26 bancos de dados 
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públicos para pesquisas NILM. Destes, é chamada a atenção para o banco de dados público de 

consumo de cargas elétricas domésticas do Reino Unido (United Kingdom Domestic 

Appliance Level Electricity - UK-DALE), o qual é amplamente utilizado para avaliar o 

desempenho de algoritmos NILM. 

O banco de dados UK-DALE foi apresentado por Kelly e Knottenbelt (2015) para 

utilização em pesquisas NILM. Neste, são disponibilizados dados medidos de forma agregada 

e também individual de cinco diferentes casas. São disponibilizados dados medidos de forma 

agregada na frequência de 16 kHz para tensão e corrente elétrica, e na frequência de 1 Hz para 

tensão, corrente, potência ativa  e potência aparente. Os dados disponibilizados de forma 

individual contém potência ativa na frequência de 1/6 Hz.  

Para avaliar a metodologia desenvolvida nesta dissertação são utilizados os dados 

disponibilizados do banco de dados UK-DALE, por este apresentar os dados de 

monitoramento agregado e individual das cargas elétricas de maneira que torna possível a 

aplicação da metodologia desenvolvida nesta dissertação. 

 

C) Validação de desempenho de algoritmos NILM 

 

Para validar o desempenho de algoritmos NILM pode-se buscar comparar o 

desempenho alcançado com o desempenho apresentados em trabalhos que utilizaram a mesma 

fonte de dados, no entanto está pode ser uma tarefa difícil dependendo da abordagem 

desenvolvida.  

Como alternativa, pode-se recorrer a modelagem de outras técnicas para comparação 

de desempenho, como realizou He et al. (2018), Neste, o autor apresentou metodologia NILM 

utilizando o método baseado em técnica de processamento gráfico de sinais para realizar a 

classificação de eventos. Para avaliar o desempenho da técnica utilizada os autores realizaram 

a comparação entre os resultados obtidos pelo método desenvolvido e por técnica de 

classificação baseada em árvore de decisões, o que permitiu mostrar que o método 

desenvolvido apresentou vantagem em relação à outra técnica.  

Semelhante a He et al. (2018), para evidenciar o desempenho do método 

desenvolvido, nesta dissertação é também realizada a modelagem do método classificador 

árvore de decisões. A utilização da árvore de decisões é interessante por se apresentar como 

uma técnica de fácil entendimento de seu funcionamento em relação à classificação de 

amostras localizadas sobre um plano de duas coordenadas, criadas a partir dos valores de ΔP e 

ΔQ obtidos conforme apresentado na metodologia na seção 3.3. 
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2.2 REDE NEURAL CONVOLUCIONAL 

 

A rede neural convolucional (Convolutional Neural Network - CNN) é um tipo de rede 

neural especialmente adequada para o reconhecimento de padrões existentes em imagens 

devido a sua capacidade de processar sinais multidimensionais, conforme Khan et al. (2018). 

A CNN é um tipo de rede neural utilizada para aplicações de visão computacional e, conforme 

apresentado na Figura 5, é uma técnica que esta dentro do conceito de aprendizado profundo 

(deep learning).  

Segundo Khan et al. (2018), o mais antigo modelo de CNN é a Neocognitron 

apresentado em 1982. A partir do modelo Neocognitron foi apresentada a rede LeNet por 

LeCun et al. (1989), onde o conceito backpropagation foi utilizado no aprendizado dos 

parâmetros da CNN, tornando o processo de aprendizado com melhor desempenho. 

 

Figura 5- Relação entre a CNN e a visão computacional. 

 

   

 

   

 

   

 

Fonte: Adaptada de Khan et al. (2018). 

 

A estrutura da CNN pode ser dividida em duas etapas: etapa convolucional e etapa 

composta por rede neural artificial totalmente conectada.  Na Figura 6 é mostrado o modelo 

de CNN apresentado por LeCun et al. (1998), sendo este composto por duas camadas de 

convolução e camada de neurônios totalmente conectados. Na sequência as camadas 

pertencentes a CNN são devidamente apresentadas em detalhes. 
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Figura 6- Estrutura da CNN utilizada por LeCun. 
 

 
 

Fonte: Adaptada de  LeCun et al. (1998). 

 

2.2.1 Etapa convolucional 

 

Na etapa convolucional é realizada a extração de características, que pode ser do dado 

submetido à entrada da CNN ou de um mapa de características em uma etapa de convolução 

posterior. Segundo Gonzalez (2018), para realizar este processamento a CNN apresenta em 

sua estrutura a camada de entrada, camada de convolução e camada de pooling.  

 

2.2.1.1 Camada de entrada  

 

A camada de entrada da CNN apresenta a capacidade de processar dados que podem 

estar na forma unidimensional (vetor de valores) ou multidimensional (na forma de matriz ou 

tensor). Considerando que a CNN apresenta o seu diferencial no processamento de sinais 

multidimensionais, normalmente a camada de entrada da CNN é formada por uma ou mais 

matrizes que são utilizadas para representar imagens.  

A representação de imagens na forma matricial é realizada de maneira que cada 

elemento da matriz deve assumir um valor que representa espacialmente um pixel da imagem. 

O número de matrizes utilizadas para representar os dados de entrada define o número de 

canais que compõem a entrada da CNN. Um exemplo da utilização de mais de um canal para 

processar uma entrada é a decomposição de imagens coloridas no padrão RGB em três 

matrizes, uma para cada componente de cor que forma a imagem.  
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2.2.1.2 Camada de convolução  

 

Na camada de convolução é realizada a leitura da entrada através de filtros (kernels) 

que são convoluídos com a matriz de entrada para extração de características, resultando no 

chamado mapa de características (feature map) de cada filtro. Os filtros utilizados na 

convolução são matrizes cujos elementos possuem pesos que permitem extrair determinadas 

características da matriz de entrada.  

O processo de convolução é ilustrado na Figura 7, onde é apresentada a convolução de 

um filtro de dimensões 2x2 com uma matriz de entrada de dimensões 3x4. Inicialmente os 

elementos do filtro são alinhados com os elementos da matriz de entrada, conforme é 

delimitado pelo quadro azul. Após o alinhamento, os elementos sobrepostos são multiplicados 

entre si e o somatório destes produtos resulta no primeiro elemento do mapa de 

características. Na sequência o filtro é deslocado sobre os elementos da matriz de entrada, 

sendo o deslocamento realizado em passos fixos, chamados de stride. As operações de 

multiplicação e somatório dos produtos devem ser repetidas até que o filtro seja deslocado 

sobre todos os elementos da matriz de entrada, completando o mapa de características do 

filtro aplicado.  

O processo de convolução é realizado para todos os filtros, sendo gerados tantos 

mapas de características quantos forem os filtros existentes. Ainda, cada filtro é composto por 

tantos canais quantos são os canais de entrada da CNN. 

 

Figura 7- Operação de convolução. 
 

 
 

Fonte: Adaptada de Wu (2017). 
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O processo de convolução ilustrado na Figura 7 pode ser representado 

matematicamente pelas Equações 8, 9 e 10. 

 

             

 

 (8) 

 

Onde: 

        é o resultado da convolução sobre a entrada da CNN; 

wi são os pesos de cada filtro; 

 vi são os valores correspondentes no mapa de entrada para cada região em que o filtro 

é deslocado; 

i varia de 1 até o número de canais de entrada da CNN. 

O valor obtido na Equação 8 é somado ao valor de bias, conforme mostrado na 

Equação 9. O valor de bias b insere não linearidade no cálculo de cada convolução, o 

interesse com a utilização do valor de bias é inserir um limiar mínimo para ressaltar as 

características encontradas na convolução, o que permite controlar a ativação dos neurônios. 

 

          

 

    (9) 

 

Onde: 

     é o resultado da convolução e da origem a cada elemento (x,y) do mapa de 

características; 

b é o valor de bias;  

i varia de 1 até o número de canais do mapa de entrada. 

O valor calculado através da Equação 9 é submetido a uma função de ativação h para 

gerar um elemento ax,y do mapa de características, conforme mostrado na Equação 10.  

 

             (10) 

 

A função de ativação é uma função não-linear, sendo os tipos mais comuns as funções 

ReLU (Rectifier Linear Unit), sigmoid, tangente hiperbólica (ALBAWI, MOHAMMED E 
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AL-ZAWI, 2018). Segundo Wu (2017), a utilização de funções de ativação não-lineares tem a 

finalidade de aumentar a não-linearidade da CNN, melhorando o processo de treinamento. O 

comportamento das principais funções não-lineares são apresentadas na Figura 8. 

 

Figura 8- Funções não-lineares. 
 

 
 

Fonte: Adaptada de Khan et al. (2018). 

 

Das três funções não lineares apresentadas na Figura 8, a função ReLU é preferida 

devida a sua rapidez de execução computacional, pois para valores de entrada inferiores a 

zero a saída será zero e para valores superiores a zero o valor de saída será o respectivo valor 

de entrada. A função matemática que representa a função ReLU é apresentada na Equação 11 

(KHAN ET AL., 2018). 

  

                   (11) 

 

A convolução de cada filtro sobre o mapa de entrada gera um mapa de características 

contendo as características extraídas por cada filtro. Logo, para cada mapa de entrada serão 

criados tantos mapas de características quantos forem os filtros existentes na camada 

convolucional.  

 

2.2.1.3 Camada de pooling  

 

A camada de pooling, ou subamostragem, é utilizada para realizar a redução das 

dimensões do mapa de características obtido após a camada de convolução. Segundo 

Gonzalez (2018), este processo é motivado por estudos que sugerem que os cérebros dos 

mamíferos realizam uma operação análoga durante o processo de reconhecimento visual, 
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sendo a partir da camada de pooling obtido um mapa de características de menor resolução. 

Essa redução é realizada através da aplicação de funções matemáticas sobre regiões do mapa 

de características, sendo estas regiões geralmente de dimensões 2x2 e deslocadas ao longo de 

toda a matriz de maneira semelhante ao deslocamento dos filtros, inclusive tendo um stride a 

ser definido.  

As funções matemáticas aplicadas na camada de pooling podem ser funções do tipo 

média aritmética, soma quadrática ou maximização. A função de maximização, também 

chamada max pooling, é geralmente utilizada devido a simplicidade e velocidade de execução 

(GONZALEZ, 2018). A função max pooling compreende selecionar o elemento com maior 

valor dentro da região de pooling. Na Figura 9 é apresentada a aplicação da função de 

maximização na camada de pooling, onde a função de maximização é aplicada sobre uma 

região 2x2 com passos unitários sobre a matriz de convolução. Nesta, é observada a redução 

de uma matriz 4x4 para uma matriz 3x3, obtendo-se a redução de 16 para 9 no número de 

elementos a serem manipulados nas fases seguintes da CNN. 

 

Figura 9- Camada de pooling. 
 

 
 

Fonte: Adaptada de Khan et al. (2018). 

 

A etapa convolucional da CNN pode ser composta por várias camadas de convolução e 

pooling. No caso de uma segunda camada de convolução, a convolução é aplicada sobre o 

mapa de características obtido na camada de pooling anterior. Um exemplo desta estrutura 
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com mais de uma camada de convolução pode ser visualizado na Figura 6 onde a CNN 

apresentada é composta por duas camadas de convolução e duas camadas de pooling. 

Segundo as camadas de entrada, convolução e pooling descritas, para a elaboração da 

estrutura convolucional da CNN devem ser definidos os seguintes elementos: 

a) Dimensões da matriz da camada de entrada; 

b) Número de canais para representação dos dados de entrada; 

c) Número filtros e suas respectivas dimensões; 

d) Passo de deslocamento (stride) dos filtros; 

e) Tipo de função de ativação; 

f) Se o pooling será utilizado ou não em cada camada; 

g) Dimensões da região de pooling; 

h) Passo de deslocamento (stride) da região de polling; 

i) Tipo de função de pooling. 

Nesta dissertação será utilizada a rede neural convolucional para realizar a 

classificação de eventos. Para isto, na metodologia desenvolvida é apresentada a forma 

utilizada para definir as dimensões da matriz da camada de entrada da CNN. O número de 

canais é definido em função do modelo de assinatura utilizado, sendo nesta dissertação 

utilizada CNN de dois canais de entrada, para representar as componentes de potência ativa e 

potência reativa. Segundo Khan et al. (2018), os parâmetros que devem ser ajustados antes do 

processo de treinamento da CNN, tais como os listados anteriormente, referidos como hyper-

parâmetros, são elementos que fazem parte do projeto da CNN, não havendo uma definição de 

como determinar a estrutura que fornecerá os melhores resultados. 

Além da estrutura da camada de convolução são necessários os pesos e bias mostrados 

nas Equações 9, 10 e 11. Estes valores são determinados no processo de treinamento da CNN, 

que é abordado na seção 2.2.3 desta dissertação. 

Na CNN, a última camada presente na etapa convolucional é formada por vários 

mapas de características. Os elementos de todos estes mapas de características devem ser 

conectados a próxima etapa da CNN, composta por rede neural artificial totalmente conectada. 
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2.2.2 Etapa de rede totalmente conectada 

 

A camada de rede totalmente conectada (Fully Connected Network - FCN) segue a 

estrutura das redes neurais artificiais (Artificial Neural Network - ANN) convencionais. 

Quando a ANN é formada por várias camadas tem-se o aprendizado profundo (deep learning), 

segundo Gonzalez (2018). A estrutura da camada de rede totalmente conectada pode ser 

observada na Figura 10, sendo esta composta por camada de entrada, camadas ocultas (hidden 

layers) e camada de saída. A seguir estas camadas são apresentadas e os conceitos envolvendo 

estas na estrutura da CNN são discutidos. 

 

Figura 10- Camada de rede totalmente conectada. 
 

 
 

Fonte: Adaptada de Gonzalez (2018). 
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2.2.2.1 Camada de entrada  

 

A camada de entrada (input layer) é responsável por receber os dados que serão 

inseridos na FCN para serem classificados. No contexto da CNN a camada de entrada é 

formada pelos elementos do mapa de características da última camada convolucional. Os 

elementos desta camada estão ligados com a primeira camada de neurônios ocultos. 

2.2.2.2 Camadas ocultas  

 

A camada oculta (hidden layer) é formada por neurônios do tipo perceptron que tem 

seus elementos totalmente conectados aos elementos da última camada da CNN, ou seja, cada 

um destes neurônios está conectado a todos os elementos da camada prévia. Esta conexão é 

dada, segundo Albawi, Mohammed e Al-Zawi (2018) pela Equação 12. 

 

                     

    

   

        (12) 

 

Onde: 

       representa o cálculo executado por cada neurônio i da camada totalmente 

conectada (l); 

       é o peso estabelecido para cada ligação existente entre o neurônio j da camada 

anterior l-1  e o neurônio i da camada atual; 

        é o valor de saída do neurônio j da camada anterior l-1; 

      é o valor de biases para cada neurônio i da camada l.  

Assim como mostrado na Equação 10, cada neurônio da FCN executa na sua saída 

uma função de ativação sobre os valores calculados a partir dos valores recebidos em suas 

entradas. A função de ativação h pode ser executada pelas funções não-lineares mostradas na 

Figura 9. Na Equação 13 é mostrado o valor de saída de cada neurônio i da camada l. 

 

               (13) 

 

 A FCN pode ser formada por várias camadas de neurônios ocultos. Nestas camadas 

são estabelecidas as lógicas que guardam as informações capazes de dar evidência as 
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características extraídas na camada convolucional. Quanto maior o número de camadas 

ocultas, maior é a capacidade de a rede neural armazenar informação, porém, com isto há o 

aumento do volume de processamento nas etapas de treinamento e classificação. 

 

2.2.2.3 Camada de saída 

 

A camada de saída da FCN é também a camada de saída da CNN, sendo esta 

responsável pela classificação final realizada pela CNN. É composta por tantos neurônios 

quantos forem às classes que se deseja classificar. Os neurônios desta camada executam 

também as operações matemáticas mostradas nas Equações 12 e 13. Além disso, a camada de 

saída é responsável por avaliar se as características recebidas são capazes de apontar para 

alguma classe que a rede está apta a reconhecer. O somatório das saídas dos neurônios da 

última camada corresponde a um valor unitário.  

Desta forma, a saída de cada neurônio representa um valor que estabelece a 

correspondência do dado submetido à entrada da CNN com cada classe de saída que a rede 

está apta a classificar. A resposta final para a classificação realizada pela CNN é dada a partir 

da classe que possui maior valor entre todas as classes de saída. 

 

2.2.3 Treinamento da CNN 

 

Considerando o processo de aprendizado do tipo supervisionado, ou seja, quando para 

cada dado de entrada submetido à entrada a respectiva classe de saída é conhecida. O 

processo de aprendizado da CNN se torna o processo de ajustar os valores dos pesos e bias 

dos filtros e de todos demais neurônios de maneira a tornar possível relacionar cada dado de 

entrada submetido à entrada da CNN com a respectiva classe de saída, na última camada da 

CNN.  

O processo de treinamento da CNN tem início com o ajuste dos valores dos pesos e 

bias dos neurônios através do processo que é chamado de inicialização dos pesos. Segundo 

Khan et al. (2018), este processo pode ser realizado pela inicialização randômica através da 

atribuição de pequenos valores para os pesos ou através de modelos pré-treinados, este que 

também é conhecido como transferência de aprendizado. 

Após os pesos para todos os neurônios terem sido atribuídos inicialmente, o processo 

de aprendizagem é realizado submetendo-se à entrada da CNN uma amostra de treinamento 

conhecida para que a CNN execute a classificação, este processo de propagação de uma 
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amostra pela entrada da rede é conhecida por feedforward (GONZALEZ, 2018). Neste 

processo é obtido na saída da CNN valores para cada classe de saída que, comparados aos 

valores desejados, ou seja, uma classe com valor unitário e as demais com valor nulo (zero), 

torna possível obter o erro realizado pela classificação para cada classe.  

O processo de treinamento é baseado na redução do erro até que a CNN forneça para 

cada dado submetido na entrada à respectiva classe de saída desejada na resposta. Segundo 

Gonzalez (2018), para o cálculo do erro pode-se utilizar o erro médio quadrático (Mean-

Squared Error - MSE), dado pela Equação 14. 

 

  
 

 
            

 
  

   

 (14) 

 

Onde: 

E é o erro médio quadrático verificado para cada amostra submetida à entrada da 

CNN; 

      é o valor de ativação do neurônio de saída i da última camada l; 

   é o valor da classificação desejada na saída da CNN para a classe i, ou seja,    = 1 se 

a amostra de treinamento pertence a classe i de saída que a CNN esta sendo treinada para 

classificar e   = 0 se a amostra de treinamento não  pertence a classe i de saída que a CNN esta 

sendo treinada para classificar; 

nl corresponde ao número de classes que a CNN esta treinada para classificar. 

Durante o processo de treinamento o objetivo é ajustar os valores de todos os pesos e 

bias da CNN para que não existam confusões na classificação das amostras, resultando na 

diminuição do erro verificado na Equação 14. O erro verificado nesta equação pode ser 

observado como a função objetivo no processo de otimização dos parâmetros da CNN.  

Ainda, no processo de obtenção dos parâmetros que reduzem os erros de classificação 

da CNN é natural a escolha de métodos baseados na obtenção do gradiente que indica a 

direção que deve ser tomada para a melhor redução do erro da “função objetivo” (KHAN ET 

AL., 2018).  

O procedimento de atualização dos pesos durante o processo de treinamento é 

mostrado por Khan et al. (2018), sendo este baseado na propagação do erro verificado na 

saída da CNN em direção a entrada da CNN, por isso o método é chamado de 

backpropagation. 
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No processo de treinamento são utilizadas funções de otimização do treinamento 

baseadas no cálculo do gradiente para redução do erro, conhecida por Gradient Descent – 

GD.   A partir do método Gradient Descent são desenvolvidos outros métodos de otimização 

como Stochastic Gradient Descent (SGD) e Nesterov Momentum. Também, durante o 

treinamento a atualização dos parâmetros é controlada pela velocidade de aprendizado, 

conhecido como learning rate. Todas estas técnicas são apresentadas em profundidades pelos 

autores Khan et al. (2018), Wu (2016), Gonzalez (2018) e Ruder (2017).  

No processo de treinamento realizado nesta dissertação é utilizado o método 

Stochastic Gradient Descent junto com Nesterov Momentum para, segundo a bibliografia, 

obter melhor desempenho no treinamento com maior velocidade de convergência. 

 

2.2.4 Modelagem da CNN 

 

A implementação da modelagem da CNN pode ser realizada a partir de diferentes 

estruturas de rede neural, visto que estas estruturas podem ser maiores ou menores conforme a 

quantidade de informação que se deseja guardar nestas redes neurais. Dash e Naik (2018) 

utilizou método intitulado Very Deep One Convolutional Neural Network para realizar a 

classificação de eventos. A modelagem realizada pelos autores foi implementada utilizando a 

linguagem de programação Python através da biblioteca de machine learning Tensorflow. 

 Nesta dissertação é utilizada a linguagem de programação Python para implementar a 

rede neural convolucional, pois nesta linguagem de programação há bibliotecas próprias para 

implementação de redes neurais que fornecem funções que auxiliam na implementação dos 

processos de treinamento e teste da CNN.  

Valenti et al. (2018) utilizou a técnica denoising autoencoder (dAE) para realizar a 

estimação da energia individual dos aparelhos. Para implementação da dAE os autores 

realizaram a extração de características do sinal de entrada através de CNN contendo uma 

camada convolucional unidimensional. Nesta são utilizados dois canais de entrada para 

representar as componentes de potência ativa e potência reativa das cargas elétricas. A 

modelagem desenvolvida por Valenti et al. (2018) foi elaborada em Python utilizando a 

biblioteca Keras tendo como backend a biblioteca Theano.  

Diferentemente do trabalho apresentado anteriormente, para modelar a CNN utilizada 

nesta dissertação a matriz de entrada tem formato bidimensional. A opção por CNN com 

matriz de entrada bidimensional tem o propósito de explorar a capacidade da CNN extrair 

informação de uma imagem. Para modelagem da CNN também é utilizada a bilioteca Keras, 
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no entanto ao invés do backend Theano é utilizado o backend TensorFlow por ser o backend 

preferencial sugerido pela biblioteca Keras.  

 

2.2.5 Utilização da CNN em monitoramento NILM 

 

A CNN tem sido utilizada em algoritmos de monitoramento NILM, sendo observado o 

seu emprego em diferentes abordagens, conforme são mostradas a seguir.   

Osathanunkul e Osathanunkul (2019) utilizou a rede neural Recurrent Neural Network 

- RNN com Long Short Term Memory - LSTM para realizar a desagregação de energia, técnica 

que utiliza redes neurais convolucionais em sua estrutura para realizar a extração de 

características do monitoramento agregado de energia. Nesta abordagem os autores não 

apresentam as janelas de tempo que são analisadas pela RNN utilizada, nem o tempo 

necessário para realizar a classificação de um evento após a sua ocorrência. Ainda, para 

avaliar o método proposto os autores utilizaram o banco público de dados UK-DALE, sendo 

avaliado apenas a operação do aparelho refrigerador da casa número 1. Como resultado do 

teste de classificação para a frequência de monitoramento de 1/6 Hz foi apresentado para 

métrica Precision o desempenho de 67%, para a métrica Recall o desempenho de 88%, para 

métrica F1-Score o desempenho de 75% e para métrica Accuracy o desempenho de 70%. 

Nesta dissertação, similar a Osathanunkul e Osathanunkul (2019) será utilizada a 

CNN, no entanto a CNN será utilizada para realizar a classificação de assinaturas de eventos 

extraídos diretamente dos dados de monitoramento agregado de energia. Assim, nesta 

abordagem a resposta para a classificação dos eventos será dada poucos segundos após a 

extração das assinaturas, permitindo que a identificação da carga elétrica que esta em 

operação possa ser realizada em tempo real. Também, para a realização do teste de 

classificação da metodologia desenvolvida será utilizado o banco de dados UK-DALE, devido 

a disponibilidade de monitoramento tanto agregado quanto individual contendo as grandezas 

elétricas necessárias para a formação das assinaturas utilizadas na metodologia desenvovida. 

De Baets (2018) utilizou a CNN para realizar a classificação de eventos utilizando 

assinaturas formadas por trajetórias V-I, este modelo de assinatura correlaciona as formas de 

onda de tensão e corrente para fornecer características de consumo de regime permanente de 

cada carga elétrica. O teste de classificação foi realizado utilizando dados de medição 

fornecidos por bancos de dados públicos, sendo estes dados obtidos através de monitoramento 

individual nas frequências de 30 kHz e 44 kHZ, caracterízando uma técnica baseada em 

medição em alta frequência. Para o teste de classificação os autores apresentam o desempenho 
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utilizando a métrica F1-Score, sendo chamado atenção para o desempenho das seguintes 

cargas elétricas testadas: refrigerador (50,98%), lava roupas (68,82%), forno micro-ondas 

(93,14%), Torradeira (64,44%), Chaleira (68,18%). Cargas elétricas estas que também tem 

seus eventos classificados no estudo de caso apresentado nesta dissertação.  

De Baets (2018) frisa em seu trabalho que foi realizada apenas a classificação das 

assinaturas fornecidas pelos bancos de dados, sendo necessário ainda testar o modelo de 

classificação em dados obtidos a partir do monitorameno agregado de energia. 

A metodologia desenvolvida nesta dissertação, assim como De Baets (2018), utiliza a 

CNN para realizar a classificação de eventos em monitoramento NILM, que são submetidos na 

entrada da CNN através matrizes que representam as imagens formadas pelas assinaturas dos 

eventos. Porém,  nesta dissertação o método utilizado explora assinaturas criadas a partir de 

monitoramento em baixa frequência e também realiza a extração das assinaturas para 

treinamento e teste de classificação a partir do monitoramento agregado de energia. 

Assinaturas obtidas a partir do monitoramento agregado permitem ao método desenvolvido 

nesta dissertação a implementação prática, pois através do método proposto é possível 

elaborar o conjunto de assinaturas dos aparelhos da mesma forma como estas assinaturas 

serão extraídas do monitoramento agregado para passar por classificação. 

Zhang et al. (2017) apresentou sistema de classificação de eventos utilizando Deep 

Neural Network composta por CNN junto com Gated Recurrent Unit (GRU). Neste trabalho 

os autores representaram na matriz de entrada da CNN a forma de onda da corrente elétrica, 

sendo representada nesta 10 ciclos da forma de onda da corrente elétrica, um ciclo em cada 

linha da matriz de entrada. Para realizar o treinamento e teste de clasificação foram utilizados 

dados de monitoramento amostrados na frequência de 7 kHz. O teste de classificação foi 

elaborado para o total de 8 cargas elétricas, sendo criados 10 eventos para representar os 

diferentes estados das cargas elétricas.  

No estudo  apresentado por Zhang et al. (2017) o ventilador, a lâmpada, o purificador 

de ar e os monitores foram representados por apenas um estado de operação cada, enquanto os 

aparelhos humidificador e notebook foram representados respectivamente por 2 e 3 estados de 

operação diferentes. Desta forma aparelhos com mais de um estado de operação podem ser 

classificados como se fossem aparelhos tipo ON/OFF. Ainda, no processo de teste foi 

apresentado o resultado de 92,9% de desempenho para a métrica Accuracy. 

 Semelhante a abordagem realizada por  Zhang et al. (2017), a metodologia 

apresentada nesta dissertação considera a classificação de cargas elétricas que apresentam 

mais de um nível de potência, tais como: geladeira e lava roupas. No entanto, na abordagem 
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proposta nesta dissertação as cargas elétricas são modeladas através de assinaturas que 

representam as transições entre os diferentes estados de funcionamento dos aparelhos. Assim, 

um aparelho tipo I será modelado por dois eventos, um de ativação e outro de desativação. De 

maneira semelhante aparelhos tipo II tem todos os seus possíveis eventos modelados através 

de eventos de ativação e desativação para cada possível transição entre os estados de operação 

que podem ocorrer durante o seu funcionamento. Assim, qualquer evento de uma carga 

elétrica tipo II pode ser reconhecida. 

Saif (2019) mostra sistema desenvolvido para classificação de cargas eletricas em 

tempo real, sendo este sistema composto por harware para aquisição de sinais em alta 

frequência e software para desagregação. Para realizar a classificação das cargas elétricas foi 

utilizada a rede neural convolucional para classificação de três tipos de cargas elétricas 

(lâmpada, secador de cabelos e aquecedor). A assinatura das cargas elétricas foi elaborada a 

partir da função envelope de sinal sobre o espectrograma de frequência obtido através da 

análise do sinal amostrado na frequência de 56 Khz.  

Nesta dissertação, assim como Saif (2019), é utilizada rede neural convolucional para 

classificação dos eventos ligados ao funcionamento das cargas elétricas, sendo no entanto 

desenvolvida metodologia para classificar o estado de funcionamento de cargas elétricas de 

uma instalação a ser monitorada. Para isto, na metodologia desenvolvida é considerada que 

sempre que um evento for detectado o mesmo deverá ser identificado. Outro aspecto é o fato 

da metodologia desenvolvida nesta dissertação considerar que os dados fornecidos do 

monitoramento são em baixa frequência, não sendo necessário a criação de um medidor 

específico para implementação da metodologia apresentada. 

Bonfigli et al. (2018) apresentou trabalho NILM com algoritmo baseado em dAE 

(denoising AutoEncoder), utilizando CNN unidimensional para extrair características de 

potência ativa obtidas do monitoramento agregado. No algoritmo implementado o sinal do 

monitoramento agregado é analisado utilizando diferentes janelas de tempo definidas em 

função dos períodos de funcionamento das cargas elétricas que se deseja reconhecer. Por este 

motivo a informação do estado de operação das cargas elétricas não pode ser fornecida em 

tempo real, visto a necessidade de análise completa da janela de tempo de funcionamento de 

cada carga elétrica. 

Diferente de Bonfigli et al. (2018), nesta dissertação a CNN utilizada é treinada para 

reconhecer assinaturas que são extraídas a partir da detecção de eventos obtidos do 

monitoramento agregado. Assim, tão logo estes eventos sejam detectados e as assinaturas 

sejam formadas o processo de classificação pode ser realizado e o estado de operação das 
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cargas elétricas definidas, podendo assim esta informação ser utilizada em sistemas de 

gerenciamento de energia elétrica da residência. 

 

2.3 CONCLUSÃO DO CAPÍTULO 

 

Neste capítulo foram apresentados os principais conceitos envolvendo o 

monitoramento de cargas elétricas no ambiente residencial, sendo tratados os elementos 

envolvidos no monitoramento não intrusivo de cargas elétricas. Entre os aspectos envolvidos 

destaca-se o desenvolvimento de sistemas NILM baseados em amostragem de baixa 

frequência, visto ser uma abordagem mais próxima de ser emprega na prática.  

Outro ponto a ser ressaltado é a técnica utilizada para determinar o estado de operação 

dos aparelhos, podendo ser ou não baseada em eventos. As técnicas baseadas em eventos são 

consideradas computacionalmente mais vantajosas.  

Para realizar a classificação de eventos no monitoramento NILM é apresentada na 

seção 2.2 a rede neural convolucional, um tipo de inteligência artificial que apresenta a 

habilidade de extrair informação de imagens e que tem sido utilizada em estudos envolvendo 

o monitoramento não intrusivo de cargas elétricas.  

Por fim são apresentados os elementos relativos ao treinamento e modelagem da CNN 

e as referências utilizadas como base para utilização da CNN no desenvolvimento da 

metodologia NILM apresentada nesta dissertação. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



59 
 

3 METODOLOGIA  

 

Neste capítulo é apresentada a metodologia desenvolvida para avaliar a classificação 

de eventos utilizando a rede neural convolucional no contexto do monitoramento não 

intrusivo de cargas elétricas.  

Devido à metodologia desenvolvida nesta dissertação utilizar a CNN para realizar a 

classificação de eventos a partir de monitoramento realizado em baixa frequência é 

apresentado modelo de assinaturas que representam tanto o período transitório como o regime 

permanente dos eventos de ativação e desativação, uma abordagem não observada na 

referência bibliográfica consultada. 

Outro aspecto considerado na metodologia desenvolvida é o caráter prático que uma 

abordagem NILM deve ter, sendo para isso apresentado todos os passos necessários para 

extração das assinaturas dos eventos a partir do monitoramento agregado de energia em baixa 

frequência. Também, deve-se frisar que o método desenvolvido pode fornecer o estado de 

operação das cargas elétricas que foram ativadas ou desativadas poucos segundo após a 

detecção destes eventos, o que torna o método desenvolvido adequado para fornecer sinais de 

monitoramento em tempo real para os sistemas de gerenciamento de energia residencial.  

Para isto é desenvolvida nesta dissertação metodologia seguindo as etapas 

apresentadas na Figura 11, sendo estas etapas detalhadas na sequência deste capítulo. 

 

Figura 11- Etapas da metodologia desenvolvida. 
 

 
 

Fonte: Elaborada pelo Autor. 

 
Teste de classificação 

Treinamento da CNN 

Aquisição do conjunto de assinaturas para treinamento 

Seleção dos eventos a serem classificados 

Elaboração das assinaturas 

Detecção de eventos 

Pré-processamento 

Aquisição de sinais 
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3.1 AQUISIÇÃO DE SINAIS 

 

A metodologia desenvolvida considera a disponibilidade das grandezas elétricas 

obtidas do monitoramento agregado a partir de amostragem realizada em baixa frequência, 

sendo necessárias, na frequência de 1 Hz, as seguintes grandezas elétricas: tensão elétrica, 

potência ativa P e potência reativa Q. Para aplicação do método desenvolvido estes sinais 

podem ser obtidos por meio de monitoramento local ou banco de dados públicos para 

pesquisas NILM, desde que as grandezas elétricas supracitadas estejam disponíveis na forma 

especificada.  

Outro aspecto da metodologia desenvolvida é considerar a aprendizagem 

supervisionada. Assim, para a aplicação da metodologia desenvolvida tanto em dados obtidos 

do monitoramento local quanto para dados oriundos de bancos de dados públicos se faz 

necessário à identificação dos aparelhos que foram ativados ou desativados durante o 

monitoramento agregado, para que seja possível a extração das assinaturas para treinamento e 

teste. 

 

3.2 PRÉ-PROCESSAMENTO 

 

O pré-processamento realizado visa considerar o impacto da variação da tensão 

elétrica de alimentação sobre os valores de P e Q medidos de forma agregada. Na 

metodologia desenvolvida é realizada a normalização dos valores de P e Q obtidos na etapa 

de aquisição de dados com base no valor da tensão nominal da rede elétrica. Com isto, espera-

se diminuir as variações nos valores de P e Q causados pela variação da tensão elétrica e 

assim compor um conjunto de assinaturas menos suscetíveis às variações dos valores de 

tensão da rede elétrica de alimentação da residência. 

A normalização dos valores de potência adotada nesta metodologia considera cargas 

elétricas lineares, assim como utilizado por Hart (1992). Portanto, a normalização dos valores 

de potência ativa e potência reativa para o método desenvolvido é realizada, respectivamente, 

pelas Equações 15 e 16. 

 

          
    

    
 

 

        (15) 
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        (16) 

 

Onde: 

Pnorm(t) é o valor normalizado da potência ativa para o instante de tempo t; 

Vnom é a tensão nominal da rede elétrica; 

V(t) é a tensão da rede elétrica monitorada no instante de tempo t; 

P(t) é o valor da potência ativa obtida no monitoramento agregado no instante t; 

Qnorm(t) é o valor normalizado da potência reativa para o instante de tempo t; 

Q(t) é o valor da potência reativa obtida no monitoramento agregado no instante t. 

 

3.3 DETECÇÃO DE EVENTOS 

 

Para aplicação da metodologia torna-se necessário definir como um evento será 

considerado, pois para os demais passos desta metodologia, independente do método como o 

evento é detectado, é necessário ter estabelecido: o valor de potência ativa utilizada para 

definir a ocorrência de um evento e o instante de tempo da ocorrência do evento.  

Baseado na definição de evento mostrado por Biansoongnern e Plungklang (2016), 

nesta metodologia é considerado a ocorrência de um evento quando observada a variação no 

valor da potência ativa ΔP da rede elétrica com amplitude maior que o limiar utilizado para 

definir um evento de ativação (ΔPev
a
), ou com amplitude maior que o limiar utilizado para 

definir um evento de desativação (ΔPev 
d
). Os valores de ΔPev

a
 e ΔPev

d
 são estabelecidos a 

partir da seleção dos eventos candidatos, como é apresentado na seção 3.4. 

A variação no valor da potência ativa ΔP durante um evento é positiva para um evento 

de ativação ou negativa para um evento de desativação. Para determinar o valor da variação 

da potência ativa ΔP nesta metodologia é necessário inicialmente realizar a extração do valor 

médio de potência ativa em dois períodos consecutivos de regime permanente, um situado 

imediatamente antes de um período transitório e outro situado imediatamente após este 

período transitório, respectivamente     
       e     

      . Na Equação 17 é apresentado o 

cálculo do valor de ΔP. 

 

        
             

       (17) 
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Onde: 

   é o valor de potência ativa verificada durante um evento de ativação ou 

desativação; 

    
       é o valor de potência ativa média verificada antes da ocorrência de um 

evento; 

    
       é o valor de potência ativa média verificada após a ocorrência de um 

evento. 

Para determinar os valores de     
       e     

       é necessário realizar teste para 

verificar o estado de operação da rede elétrica, que é verificado estar em regime permanente 

quando o teste realizado na Equação 18 é verdadeiro. Na Equação 18 é verificada a variação 

do valor da amostra atual de potência ativa no instante t em relação ao valor médio das duas 

amostras de potência ativa anteriores, dos instantes (t-1) e (t-2). Esta comparação é utilizada 

para verificar o regime permanente da rede elétrica e o início de um período transitório. 

 

            
                       

 
          (18) 

 

Onde:  

Pnorm(t) é a amostra de potência ativa esta atualmente sendo processada; 

Pnorm(t-1) é a amostra de potência ativa do instante anterior a amostra t; 

Pnorm(t-2) é a amostra de potência ativa do instante anterior a amostra t-1; 

      é o valor de potência ativa utilizado para garantir o regime permanente; 

Quando a comparação realizada na Equação 18 deixar de ser verdadeira será 

considerado o início de um período transitório, devido o valor de          apresentar 

variação superior a       em relação ao valor médio das duas amostras de potência ativa dos 

instantes anteriores. Neste caso o valor para     
       é definido pela Equação 19. 

 

    
        

                       

 
  (19) 

 

Onde: 

    
       é o valor de potência ativa média verificada antes da ocorrência de um 

evento; 
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Pnorm(t-1) é a amostra de potência ativa processada no instante anterior a amostra t; 

Pnorm(t-2) é a amostra de potência ativa processada no instante anterior a amostra t-1. 

Após ser detectado o início de um período transitório é realizado novo teste para 

definir o instante final do período transitório, e consequentemente o início de novo período de 

regime permanente. Este teste para determinar o final do período transitório é realizado 

através da Equação 20. Quando o teste mostrado na Equação 20 for verdadeiro o período de 

regime permanente, após o período transitório, é estabelecido. 

 

              
                     

 
          (20) 

 

Onde:  

Pnorm(t) é a amostra de potência ativa esta atualmente sendo processada; 

Pnorm(t-1) é a amostra de potência ativa do instante anterior a amostra t; 

Pnorm(t-2) é a amostra de potência ativa do instante anterior a amostra t-1; 

      é o valor de potência ativa utilizado para garantir o regime permanente; 

Quando o teste realizado na Equação 20 for verdadeiro têm-se as três primeiras 

amostras de potência ativa que apresentam pequena variação entre si, indicando o regime 

permanente. Neste caso, o valor de potência ativa média pós-evento     
       é estabelecido 

na Equação 21. 

 

    
        

                       

 
  (21) 

 

Onde: 

    
       é o valor de potência ativa média verificada antes da ocorrência de um 

evento; 

Pnorm(t-1) é a amostra de potência ativa processa no instante anterior a amostra t; 

Pnorm(t-2) é a amostra de potência ativa processa no instante anterior a amostra t-1. 

Estabelecidos os valores de     
       e     

       deve-se aplicar a Equação 17 para 

se obter o valor de ΔP verificado na curva de potência ativa do monitoramento agregado. 

Assim, caso encontrado um valor positivo com maior amplitude que o valor definido para 

ΔPev 
a
 tem-se a ocorrência de um evento de ativação, e caso encontrado um valor negativo 
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com maior amplitude que o valor definido para ΔPev 
d
 tem-se a ocorrência de um evento de 

desativação. 

Depois de definida a detecção de um evento de ativação ou desativação, deve-se 

estabelecer os instantes de tempo em que houve o evento de ativação ou desativação, 

respectivamente indicado por ta e td.  

Caso tenha sido detectado um evento de ativação, o instante de ativação ta é definido 

como o instante de tempo t em que o teste realizado na Equação 18 foi determinado falso pela 

primeira vez após um período de regime permanente, pois neste instante foi observada a 

primeira amostra com variação positiva do evento de ativação.  

Caso tenha sido detectado um evento de desativação, o instante de desativação td é 

definido como o instante t-2 em que o teste realizado na Equação 20 foi determinado 

verdadeiro pela primeira vez após um período transitório, pois neste instante foi observada a 

primeira amostra que se estabeleceu com valor de regime permanente após o evento ocorrido. 

Os instantes de tempo ta e td são utilizados na extração das assinaturas do perfil de 

consumo agregado da residência, por isso a definição destes instantes é fundamental na 

metodologia desenvolvida. Ainda, deve-se observar que devido à necessidade da análise de 

três amostras de potência ativa para definir um período de regime permanente após um 

período transitório, o conceito de detecção de evento utilizado nesta metodologia apresenta 

limitação para detectar eventos que acontecem de forma consecutiva dentro de um período 

menor do que três segundos.  

Semelhante a forma como foi definido o valor de    para obter-se o valor da variação 

da potência ativa durante a ocorrência de um evento, pode-se definir também o valor da 

variação da potência reativa de um evento (  ).  

O procedimento para obter o valor de    é realizado de maneira similar ao realizado 

através das Equações 17, 19 e 21, utilizadas para se obter o valor de   , devendo-se apenas 

substituir os índices de potência ativa pelos índices de potência reativa. Assim, através da 

Equação 22 pode-se obter o valor de    a partir dos valores de potências reativas médias pré-

evento e pós-evento, respectivamente     
      

 e     
      

.  

 

        
             

      
 (22) 
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Onde: 

   é o valor de potência reativa verificada durante um evento de ativação ou 

desativação; 

    
      

 é o valor de potência reativa média verificada antes da ocorrência de um 

evento; 

    
      

 é o valor de potência reativa média verificada após a ocorrência de um 

evento. 

O valor de potência reativa média observada antes da ocorrência do evento pode ser 

obtido através da Equação 23, devendo-se considerar para isto que o instante de tempo t deve 

ser o mesmo definido por ta ou td conforme o tipo de evento que se está analisando. 

 

    
        

                       

 
  (23) 

 

Onde: 

    
      

 é o valor de potência reativa média verificada antes da ocorrência de um 

evento; 

Qnorm(t-1) é a amostra de potência reativa do instante anterior a amostra t 

Qnorm(t-2) é a amostra de potência reativa do instante anterior a amostra t-1. 

O valor de potência reativa média observada após a ocorrência do evento pode ser 

obtido através da Equação 24, devendo-se considerar para isto que o instante de tempo t deve 

ser o mesmo definido por ta ou td conforme o evento que se está analisando. 

 

    
        

                       

 
  (24) 

 

Onde: 

    
      

 é o valor de potência reativa média verificada antes da ocorrência de um 

evento; 

Qnorm(t-1) é a amostra de potência reativa processada no instante anterior a amostra t; 

Qnorm(t-2) é a amostra de potência reativa processada no instante anterior a amostra t-1. 
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3.4 EXTRAÇÃO DAS ASSINATURAS 

 

A elaboração das assinaturas utilizadas nesta metodologia baseia-se na premissa de 

que os valores que devem compor as assinaturas dos eventos devem ser formados a partir de 

valores obtidos do monitoramento agregado de energia, ou seja, sem a necessidade de 

monitoramento individual de aparelhos para realizar a coleta de assinaturas. Assim, os valores 

que compõem as assinaturas para cada evento são obtidos a partir das variações dos valores de 

P e Q na ocorrência de eventos de ativação e desativação.  

Nesta dissertação as assinaturas são compostas por dois vetores com N posições cada, 

um com a componente P da assinatura e outro com a componente Q da assinatura. O processo 

de formação das assinaturas de ativação e desativação é detalhado a seguir. 

 

3.4.1 Assinaturas de ativação 

 

A formação das assinaturas de ativação a partir da medição agregada de energia é 

realizada com a separação do acréscimo de potência causado pela ativação do aparelho no 

instante ta dos valores agregados medidos. Para isto, inicialmente deve-se obter o valor médio 

de P e Q do monitoramento agregado dos instantes anteriores ao evento de ativação, 

chamados respectivamente de     
  e     

 
. Os valores que     

  e     
 
 são obtidos, 

respectivamente, através das Equações 25 e 26. 

 

    
  

                       

 
 (25) 

 

    
  

                       

 
 (26) 

 

Onde: 

    
  é o valor da potência ativa média anterior ao evento de ativação; 

Pnorm(ta-1) é o valor de potência ativa processada do instante ta-1;  

Pnorm(ta-2) é o valor de potência ativa processada do instante ta-2; 

    
 
 é o valor da potência reativa média anterior ao evento de ativação; 

Qnorm(ta-1) é o valor de potência reativa processada do instante ta-1; 

Qnorm(ta-2) é o valor de potência reativa processada do instante ta-2. 
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 Os valores obtidos     
  e     

 
 devem ser subtraídos dos valores de P e Q do 

monitoramento agregado. Os vetores com os valores das componentes de potência ativa e 

potência reativa das assinaturas de ativação, respectivamente Paa(x) e Qaa(x), são compostos 

respectivamente pelas Equações 27 e 28. 

 

                          
            (27) 

 

Onde: 

                               ; 

x varia de 1 até N; 

N é o número de amostras utilizadas para compor as assinaturas.  

 

                          
   (28) 

 

Onde: 

                               ; 

x varia de 1 até N; 

N é o número de amostras utilizadas para compor as assinaturas. 

Pode-se observar das Equações 27 e 28 que as assinaturas de ativação devem ser 

compostas por um valor anterior ao evento de ativação, com isso tem-se o objetivo de trazer a 

informação de que esta assinatura correspondente à um evento de ativação. O restante dos 

valores que devem compor as assinaturas de ativação são valores correspondentes ao 

acréscimo de potência causado pela ativação do aparelho. 

 

3.4.2 Assinaturas de desativação 

 

Para formar as assinaturas de desativação é necessário separar dos valores agregados 

medidos a parcela do consumo devido ao aparelho que foi desativado. Para isto se deve obter 

o valor médio das componentes de P e Q relativos ao período de regime permanente após o 

evento de desativação td, respectivamente     
  e     

 
. Os valores que     

  e     
 

, 

respectivamente, são obtidos pelas Equações 29 e 30. 
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 (29) 

 

    
  

                     

 
 (30) 

 

Onde: 

    
  é o valor da potência ativa média posterior ao evento de desativação; 

Pnorm(td) é o valor de potência ativa processada do instante td; 

Pnorm(td+1) é o valor de potência ativa processada do instante td+1; 

    
 

 é o valor da potência reativa média posterior ao evento de desativação; 

Qnorm(td) é o valor de potência reativa processada do instante td; 

Qnorm(td+1) é o valor de potência reativa processada do instante td+1.  

Os valores obtidos de     
  e     

 
 devem ser subtraídos dos valores de P e Q do 

monitoramento agregado. Os vetores com os valores das componentes de potência ativa e 

potência reativa das assinaturas de desativação, respectivamente Pad(x) e Qad(x), devem ser 

compostas conforme as Equações 31 e 32. 

 

                          
   (31) 

 

Onde:  

                              ; 

x varia de 1 até N; 

N é o número de amostras utilizadas para compor as assinaturas. 

 

                          
   (32) 

 

Onde: 

                              ; 

x varia de 1 até N; 

N é o número de amostras utilizadas para compor as assinaturas. 
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Pode-se observar a partir das Equações 31 e 32 que as assinaturas de desativação 

devem ser compostas por um valor devido à desativação do aparelho e mais N-1 valores 

referentes ao consumo do aparelho antes de sua desativação. 

 

3.5 SELEÇÃO DOS EVENTOS A SEREM CLASSIFICADOS 

 

Baseado no modelo de assinaturas utilizado nesta metodologia e considerando que um 

método baseado na classificação de eventos deve ser capaz de classificar todos os eventos 

detectados, a seleção dos aparelhos que terão seus estados de funcionamento reconhecidos 

passa pela análise das assinaturas de todos os eventos possíveis dentro do ambiente 

monitorado.  

A análise de todos os possíveis eventos é realizada com o intuito de se definir os 

menores valores de ΔP dos eventos de ativação e de desativação que serão utilizados para 

separar as assinaturas que podem ser classificadas ou não pela metodologia desenvolvida.  

Os valores mínimos de ΔP são os valores necessários para definir o valor de potência 

ativa utilizada na detecção de um evento de ativação (ΔPev 
a
) e de um evento de desativação 

(ΔPev 
d
), com isto é garantido que todo evento de ativação ou desativação detectado tenha 

condição de ser previsto no processo de classificação. 

Para definir o evento com o menor valor de ΔP das assinaturas de ativação (ΔPmin 
a
) a 

ser classificado é necessário realizar a extração de pelo menos uma assinatura de todos os 

eventos de ativação dos aparelhos existentes no ambiente de monitoramento em que esta 

metodologia é utilizada, devendo ser extraídos os valores de ΔP e ΔQ destas assinaturas para 

formar lista organizada em forma crescente de valores.  

A análise da lista com os valores de ΔP e ΔQ das assinaturas deve ser realizada na 

sequência crescente de valores a fim de definir o menor valor de ΔP que satisfaça as duas 

considerações elencadas nos itens a e b listados abaixo, sendo o valor de ΔP que satisfazer 

estas duas considerações o valor a ser considerado para ΔPmin 
a
. 

a) O evento com menor valor de ΔP a ser considerado deverá possuir a diferença igual 

o superior ao valor de potência ativa ΔPdif em relação ao evento que o antecede na lista de 

valores de potência ativa dos eventos; 

b) Os eventos com potência igual ou superior ao evento que apresenta o menor valor 

de ΔP, conforme definido no item a, devem apresentar também a diferença igual ou superior a 

ΔPdif ou ΔQdif, respectivamente entre os valores de ΔP ou ΔQ, em relação aos demais eventos. 
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A consideração realizada no item a é utilizada para garantir um valor mínimo de 

diferença entre os valores de ΔP dos eventos selecionados e os eventos não selecionados, a 

fim de garantir que os eventos selecionados possam ser detectados e que os eventos não 

selecionados não sejam detectados pelo método de detecção de eventos. A consideração 

realizada no item b insere a utilização da componente ΔQ das assinaturas como características 

que permite diferenciar dois aparelhos com consumo semelhante de potência ativa, 

principalmente para considerar os eventos com baixo valor de potência ativa. 

O procedimento para exemplificar a obtenção do valor de ΔPmin 
a
 é ilustrado a partir da 

lista de valores de ΔP e ΔQ de eventos de ativação apresentados na Tabela 1. Para isto será 

considerado o valor de ΔPdif e ΔQdif igual a 20 W e 20 VAr, respectivamente. Na Tabela 1 

pode-se observar que os primeiros cinco aparelhos não satisfazem a condição do item a 

definido anteriormente, ou seja, nenhum dos eventos apresenta diferença igual ou superior a 

20 W em relação aos demais eventos com menor valor de ΔP. Já o evento do aparelho F 

apresenta valor de potência ativa que supera em 20 W o valor de todos os demais eventos 

listados anteriormente ao seu. O evento do aparelho F também satisfaz a condição imposta 

pelo item b apresentado anteriormente, pois todos os demais eventos da sequência crescente 

de valores listados apresentam a diferença mínima de 20 W ou 20 VAr em relação aos demais 

eventos de valores semelhantes. Logo, o valor mínimo que será considerado nesta lista de 

eventos apresentados na Tabela 1 será ΔPmin 
a
 = 91 W, pois todos os eventos com igual ou 

maior valor de ΔP apresentam características para serem classificados, condição diferente dos 

eventos que apresentam valores de potência ativa inferiores a ΔPmin 
a
. 

 

Tabela  1 – Lista de valores das assinaturas de evento de ativação. 

 

Aparelho Evento ΔP (W) ΔQ (VAr) 

A EA1 50 -3 

B EA2 50 0 

C EA3 50 35 

D EA4 65 18 

E EA5 67 23 

F EA6 91 32 
G EA7 93 0 
H EA8 122 -8 
I EA8 150 60 
J EA10 200 

- 
 
 
 
 
 
 
 
 

-50 
 

Fonte: Elaborada pelo autor. 
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Para definir o evento de desativação com o menor valor de ΔP a ser considerado 

(ΔPmin 
d
) deve-se realizar procedimento semelhante ao descrito anteriormente para definir o 

valor de ΔPmin 
a
. 

 Definidos os valores de ΔPmin 
a
 e ΔPmin 

d
 dos eventos de ativação e desativação deve-

se então determinar o limiar para definir a detecção dos eventos de ativação e desativação, 

respectivamente ΔPev 
a
 e ΔPev 

d
. Para definir o limiar para detectar um evento de ativação 

deve-se utilizar a Equação 33 e para definir o limiar para detectar um evento de desativação 

deve-se utilizar a Equação 34. O termo subtraído de      
 
 e      

 
, respectivamente nas 

equações 33 e 34, serve para inserir uma margem que busca garantir a detecção dos eventos 

que apresentam os menores valores de potência ativa considerados. 

 

    
        

  
     

 
 (33) 

  

    
        

  
     

 
 

(34) 

 

Onde: 

    
 
 é o valor de potência ativa utilizada para definir a ocorrência de um evento de 

ativação; 

     
 
 é o valor de potência ativa mínimo a ser considerado durante um evento de 

ativação; 

       é o valor de potência ativa considerado para garantir a detecção dos 

eventos a serem classificados; 

    
 

 é o valor de potência ativa utilizada para definir a ocorrência de um evento de 

desativação; 

     
 

 é o valor de potência ativa mínimo a ser considerado durante um evento de 

desativação. 

 

3.6 AQUISIÇÃO DO CONJUNTO DE ASSINATURAS PARA TREINAMENTO 

 

Para elaboração do conjunto das assinaturas de ativação e desativação dos diferentes 

eventos que as cargas elétricas podem apresentar é considerado que deve haver a aquisição de 

pelo menos cinco amostras de cada evento de ativação e de desativação que apresente ΔP com 
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amplitude superior aos valores definidos por     
 
 e     

 
, com isso tem-se o intuito de se 

obter um número mínimo de assinaturas capaz de representar as características de cada tipo de 

evento.  

Caso a aquisição das assinaturas seja realizada através de monitoramento local, 

durante o processo de ativação e desativação deve-se realizar o registro do horário dos 

eventos de ativação e desativação dos aparelhos para que estes eventos possam ser 

devidamente identificados durante a análise do monitoramento agregado para extração das 

assinaturas.  

Caso sejam utilizados bancos de dados públicos é necessária a disponibilização de 

medição individual ou informações sobre ativações e desativações para tornar possível a 

extração das assinaturas do monitoramento agregado.  

As assinaturas criadas a partir das ativações e desativações dos aparelhos junto ao 

monitoramento agregado de energia são chamadas de assinaturas naturais dos eventos, pois 

carregam características obtidas do funcionamento real dos aparelhos. 

O conjunto de assinaturas naturais dos eventos de ativação e de desativação deve ser 

representado em planos PQ para que se observe o espectro de valores das assinaturas de cada 

tipo de evento. Para isto, devem ser criados planos PQ através de elipses ou circunferências as 

regiões delimitadas pelos valores de    e    das assinaturas de eventos de ativação e 

desativação.  

Desta maneira será possível observar a distribuição destas assinaturas com o intuito 

principal de se observar possíveis sobreposições de assinaturas e as distâncias entre as 

assinaturas que estão próximas dentro destes planos PQ, pois isso será necessário para que se 

possa realizar o aumento da abrangência dos valores das assinaturas que são utilizadas no 

treinamento da CNN. 

Com o intuito de aumentar a abrangência dos valores utilizados para as assinaturas de 

treinamento é utilizada nesta metodologia a criação de assinaturas sintéticas. As assinaturas 

sintéticas utilizadas nesta metodologia buscam expandir o espectro de valores das assinaturas 

naturais, permitindo que sejam criadas famílias de assinaturas para cada evento, tornando a 

elaboração do conjunto de assinaturas para treinamento mais rápido e com maior abrangência. 

Assim, as assinaturas sintéticas criadas nesta metodologia apresentam duas premissas básicas: 

a) Preencher os valores não abrangidos entre as assinaturas naturais; 

b) Ampliar os limites mínimo e máximo abrangidos pelas assinaturas naturais. 

 Para preencher os valores não abrangidos entre as assinaturas naturais devem ser 

criadas assinaturas sintéticas a partir de versões escaladas de uma ou mais assinaturas naturais 
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que representem de forma adequada cada tipo de evento. Devem ser criadas tantas assinaturas 

sintéticas quantas forem necessárias para preencher possíveis valores existentes entre as 

componentes de P e Q das assinaturas naturais.  

Para ampliar os limites mínimo e máximo abrangidos pelas assinaturas naturais devem 

ser criadas assinaturas sintéticas com valores superiores ao limite máximo observado nas 

assinaturas naturais e com valores inferiores ao limite mínimo observado nas assinaturas 

naturais, devendo estas serem versões escaladas das assinaturas naturais, sem que sejam 

criadas sobreposições de valores entre assinaturas de eventos distintos.  

Para facilitar a criação das assinaturas sintéticas citadas anteriormente deve-se 

observar a resolução R que será utilizada para representar as assinaturas na matriz de entrada 

da CNN, conforme é apresentado na seção 3.7. A partir da definição da resolução R é possível 

determinar o fator que será utilizado para a criação das assinaturas sintéticas, facilitando 

assim o processo de criação das assinaturas sintéticas. 

 

3.7 TREINAMENTO DA CNN 

 

Para realizar o treinamento da CNN a partir do conjunto de assinaturas elaborado é 

necessário inicialmente transformar esse conjunto de assinaturas para o formato de entrada da 

CNN utilizada nesta metodologia, na forma de matriz bidimensional. Para isto os vetores com 

as componentes P e Q das assinaturas devem ser convertidos em matrizes através dos passos 

descritos de a até f, apresentados a seguir: 

a) Observar entre os valores das componentes de P e Q das assinaturas de todos os 

eventos o maior e o menor valor a serem representados, respectivamente chamados de Smáx e 

Smin. Com isto, os limites dos valores que devem ser representados na matriz de entrada da 

CNN são definidos; 

b) Definir a resolução R que será utilizada para representar as componentes P e Q das 

assinaturas, pois quanto menor a resolução menor será o número de linhas da matriz de 

entrada da CNN. Adotar a resolução R=1, significa que duas linhas consecutivas da matriz são 

separadas por valores de 1 W ou 1 VAr, respectivamente para representar as componentes de 

P e Q das assinaturas. A resolução R=5, significa que duas linhas consecutivas da matriz de 

entrada são separadas por valores de 5 W ou 5 VAr, respectivamente para representar as 

componentes de P e Q das assinaturas. 

c) A matriz de entrada da CNN, denominada de forma genérica por M(LxC), deve ter as 

dimensões mínimas estabelecidas a partir da Equações 35 e 36. O número de linhas definido 
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na Equação 35 é o número mínimo de linhas necessário para representar os valores das 

assinaturas dos eventos, podendo ser considerado número maior de linhas. 

 

  
            

 
 (35) 

 

    (36) 

 

Onde: 

L é o número de linhas da matriz de entrada da CNN; 

Smáx é o maior valor encontrado entre as componentes de P e Q que compõem as 

assinaturas;  

Smín é o menor valor encontrado entre as componentes de P e Q que compõem as 

assinaturas;  

C é o número de colunas da matriz de entrada da CNN; 

N é o número de amostras que compõem os valores das componentes de P e Q das 

assinaturas;  

d) A representação dos valores contidos nos vetores das assinaturas Paa(x), Qaa(x), 

Pad(x) e Qad(x) na forma de matriz de entrada deve ser dada a partir da criação de duas 

matrizes de dimensões M(LxC), uma para representar os valores da componente P e outra para 

os valores da componente Q, contendo todos os elementos com valor zero. 

e) Para representar os valores das componentes P e Q das assinaturas na matriz de 

entrada deve-se estabelecer na matriz M(LxC) a linha utilizada para representar a amplitude de 

valor zero, sendo esta linha definida pela Equação 37. A definição da linha L0 indica que as 

linhas de valor menor que L0 devem representar os valores positivos das assinaturas e as 

linhas com valores maiores devem representar valores negativos das componentes P e Q das 

assinaturas. 

 

   
     

 
 +1 (37) 

 

Onde: 

L0 é o número da linha de referência para representar a amplitude de valor zero; 
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Smáx é o maior valor encontrado entre as componentes de P e Q que compõem as 

assinaturas; 

R é a resolução utilizada para representar os valores das componentes de P e Q na 

matriz de entrada.  

f) Os valores das componentes P e Q das assinaturas devem ser representados em 

M(LxC) através da substituição de elementos de valor zero por elementos unitários (valor 1). A 

substituição tem por objetivo representar através do valor unitário o que seria a ativação de 

um pixel em uma imagem, necessário para representar o formato das curvas das assinaturas. 

A substituição dos elementos da matriz de entrada M(LxC) deve ser realizada conforme a 

Equação 38. 

 

                 (38) 

 

Onde: 

L0 é o número da linha de referência para representar a amplitude de valor zero; 

Y(x) é utilizado para representar os valores de Paa(x), ou Qaa(x), ou Pad(x), ou Qad(x) 

para formar as matrizes de entrada para cada componente de P e Q de cada assinatura; 

x representa a posição dos elementos dos vetores Paa(x), Qaa(x), Pad(x) e Qad(x) e a 

coluna da matriz M(LxC), variando de 1 até C.  

A representação da ativação dos pixels mostrada na Equação 38 cria apenas pontos 

referentes a cada valor das componentes P e Q das assinaturas. Para trazer mais informação 

para a representação das assinaturas na matriz de entrada da CNN nesta metodologia é 

utilizada a ativação de pixels para unir os elementos representados nas diferentes linhas da 

matriz M(LxC). Para complementar a representação das componentes P e Q das assinaturas na 

matriz M(LxC), além da Equação 38 é também utilizada Equação 39. Com isso são 

representadas as bordas de ativação e desativação, como as linhas verticais em curvas de 

variação de potência. 

 

                   (39) 

 

Onde: 

L0 é o número da linha de referência para representar a amplitude de valor zero; 
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Y(x) é um vetor de valores genérico utilizado para representar os valores de Paa(x), ou 

Qaa(x), ou Pad(x), ou Qad(x) que devem ser escalados pela resolução R para formar as matrizes 

de entrada para representar cada componente de P e Q das assinaturas; 

x representa a posição dos elementos dos vetores Paa(x), Qaa(x), Pad(x) e Qad(x) e a 

coluna da matriz M(LxC), variando de 2 até C;  

l varia para cada posição de x entre os valores 0 (zero) até (Y(x) - Y(x-1)). 

Através da metodologia apresentada anteriormente as matrizes com as assinaturas dos 

eventos submetidos à entrada da CNN apresentam o aspecto mostrado na Figura 12. Na 

Figura 12 são ilustradas as representações das componentes de potência ativa de um evento de 

ativação e de um evento de desativação na forma da matriz de entrada da CNN. Para isto, é 

utilizada a resolução R=5 para representar o vetor de ativação com valores 

Paa(x)=[0,40,45,45,45,45,45,45,45,45], e de desativação com valores 

Pad(x)=[45,45,45,45,45,45,45,45,45,0]. 

 

Figura 12- Exemplo da representação de assinaturas na matriz de entrada da CNN. 
 

 
 

Fonte: Elaborada pelo Autor 

 

O processo de elaboração das matrizes de entrada da CNN é necessário para realizar os 

processos de treinamento e teste, sendo as dimensões das matrizes de entrada fixas para o 

modelo de CNN proposta. Tendo as amostras de treinamento devidamente representadas no 

formato matricial e devidamente identificadas é realizada a modelagem da estrutura da CNN 

utilizando a estrutura mostrada na Tabela 2.   

                                                                           
 

Linha P(W)         Amostras 

 1 50 0 0 0 0 0 0 0 0 0 0 

2 45 0 0 1 1 1 1 1 1 1 1 

3 40 0 1 1 0 0 0 0 0 0 0 

4 35 0 1 0 0 0 0 0 0 0 0 

 5 30 0 1 0 0 0 0 0 0 0 0 

6 25 0 1 0 0 0 0 0 0 0 0 

7 20 0 1 0 0 0 0 0 0 0 0 

8 15 0 1 0 0 0 0 0 0 0 0 

9 10 0 1 0 0 0 0 0 0 0 0 

10 5 0 1 0 0 0 0 0 0 0 0 

 11 0 1 1 0 0 0 0 0 0 0 0 

12 -5 0 0 0 0 0 0 0 0 0 0 
 

 
 

Linha P(W)        Amostras 

1 50 0 0 0 0 0 0 0 0 0 0 

2 45 1 1 1 1 1 1 1 1 1 1 

3 40 0 0 0 0 0 0 0 0 0 1 

4 35 0 0 0 0 0 0 0 0 0 1 

 5 30 0 0 0 0 0 0 0 0 0 1 

6 25 0 0 0 0 0 0 0 0 0 1 

7 20 0 0 0 0 0 0 0 0 0 1 

8 15 0 0 0 0 0 0 0 0 0 1 

9 10 0 0 0 0 0 0 0 0 0 1 

10 5 0 0 0 0 0 0 0 0 0 1 

 11 0 0 0 0 0 0 0 0 0 0 1 

12 -5 0 0 0 0 0 0 0 0 0 0 
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A camada de entrada da CNN é composta por dois canais, um para cada componente 

das assinaturas, tendo as dimensões L e C conforme estabelecidas nas Equações 35 e 36 na 

metodologia desenvolvida. A etapa convolucional será composta por duas camadas 

convolucionais, seguindo o mesmo modelo da etapa convolucional apresentada por LeCun et 

al. (1998). A camada de saída da CNN será composta pelo número de neurônios igual ao 

número de eventos a serem classificados, ou seja, pelo mesmo número de eventos 

selecionados. 

A estrutura de CNN mostrada na Tabela 2 é modelada utilizando-se a linguagem de 

programação Python, no ambiente Jupyter de simulação, com a utilização das bibliotecas 

Keras e SKLearn. Através destas bibliotecas são utilizada funções para realizar execução das 

rotinas de treinamento e teste da CNN, facilitando o processo de implementação do modelo 

para simulação. Ainda, para a realização do treinamento é utilizado nesta metodologia o 

método de otimização SGD com Nesterov momentum utilizando valor de 0,9 e learning rate 

com valor de 0,01. Para função erro é utilizado o erro médio quadrático, conforme mostrado 

na Equação 14. O treinamento deve ser realizado até que a métrica Accuracy não apresente 

evolução no desempenho apresentado. 

 

Tabela  2 – Estrutura da CNN modelada. 
 

 

Fonte: Elaborada pelo Autor 

Parâmetros Características  

Camada de entrada 

da CNN 
2 canais, com dimensões L x C 

1° camada 

convolucional 
32 filtros de dimensões 3x3 com função de ativação ReLu 

2°  camada 

convolucional 
32 filtros de dimensões 3x3 com função de ativação ReLu 

Camadas de 

poolling 
Regiões 2x2 executada por função maxpooling 

FCN 2 camadas totalmente conectadas + camada de saída com o número de 

neurônios igual ao número de eventos a serem classificados 
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3.8 TESTE DE CLASSIFICAÇÃO 

 

Para verificar se a CNN treinada é capaz de realizar a classificação dos eventos de 

ativação e desativação das cargas elétricas treinadas deve ser elaborada conjunto de 

assinaturas para teste. Este conjunto de assinaturas para teste deverá ser constituído através de 

nova fase de aquisição de assinaturas junto ao monitoramento agregado, devendo as 

assinaturas para teste ser constituídas com as mesmas premissas com as quais as assinaturas 

naturais foram criadas. 

Além do teste de classificação realizado com a CNN é também realizado teste de 

classificação utilizando a árvore de decisões. Para o teste com a árvore de decisões são 

utilizados como assinaturas os valores de ΔP e ΔQ extraídas das assinaturas durante a 

ocorrência de eventos, valores extraídos conforme descrito na seção 3.3. 

Os resultados obtidos na fase de teste devem ser colocados na forma de matriz de 

confusão, para que sejam vistos os acertos e as confusões ocorridos na classificação das 

amostras de teste. Para avaliar quantitativamente os resultados obtidos no processo de teste 

são utilizadas as métricas Precision, Recall, F1-Score e Accuracy. 

 

3.9 CONCLUSÃO DO CAPÍTULO 

 

Este capítulo apresentou a metodologia desenvolvida para avaliar a classificação de 

eventos utilizando a rede neural convolucional considerando o monitoramento de energia em 

baixa frequência. Para isto foi mostrada a forma utilizada para realizar a detecção de um 

evento, baseada na análise dos valores de potência ativa observados no monitoramento 

agregado.  

O modelo de assinaturas utilizado é apresentado, assim como a forma de extração 

destas assinaturas a partir do monitoramento agregado de energia elétrica. Para expandir o 

número de assinaturas para treinamento é realizada a criação de assinaturas sintéticas a partir 

das assinaturas extraídas do monitoramento agregado.  

É também apresentada a modelagem que será utilizada para realizar o treinamento da 

CNN assim como estrutura utilizada para formação da matriz de entrada para representar das 

assinaturas dos aparelhos. Por fim é apresentada a metodologia utilizada para avaliar o 

desempenho das classificações dos eventos. 
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4 ESTUDO DE CASO 

 

Para avaliar a metodologia proposta é realizado estudo de caso utilizando os dados de 

monitoramento disponibilizados pelo banco de dados público UK-DALE, sendo o principal 

motivo para a escolha deste a disponibilidade das grandezas necessárias na frequência de 

amostragem de 1 Hz. Deste banco de dados foram utilizados os dados da casa de número 1, 

devido o maior número de circuitos/aparelhos monitorados nesta base de dados.  

Para a utilização dos dados disponíveis é realizada etapa de pré-processamento dos 

valores disponíveis através da normalização dos valores de potência ativa e potência reativa, 

sendo esta normalização realizada através das Equações 24 e 25 considerando a tensão 

nominal de 240 V. 

Para o levantamento dos eventos candidatos e das assinaturas naturais dos eventos 

foram observados os dados de monitoramento a partir das 19h12min do dia 17/03/2013 até às 

17h47min do dia 20/03/2013, compreendendo período de quase três dias de observação do 

funcionamento de todos os aparelhos monitorados. No Apêndice A são apresentadas as curvas 

de potência ativa individual dos aparelhos que foram observados neste período, onde se pode 

observar que algumas cargas elétricas não foram utilizadas no período ou não tinham dados 

de monitoramento disponíveis.  

A partir da observação dos valores de potência ativa das curvas apresentadas no 

Apêndice A foi elaborada a Tabela 3, onde são mostrados os valores aproximados de potência 

ativa de cada canal de monitoramento individual, sendo observado grande número de 

aparelhos com consumo inferior a 50 W de potência ativa. Assim, para simplificar a escolha 

dos eventos candidatos, todos os aparelhos que apresentam todos os seus eventos com 

potencia inferior a 50 W são desconsiderados da análise para definir os eventos selecionados. 

Também, por motivo do circuito CH8 estar contido dentro do circuito CH25 apenas as 

assinaturas dos eventos do circuito CH25 que apresentam valores superiores a 50 W são 

apresentadas. 

Para determinar os valores de ΔPmin
 a

 e ΔPmin
 d

 a serem considerados na detecção de 

eventos são extraídas do monitoramento agregado uma assinatura de ativação e uma 

assinatura de desativação de cada tipo de evento observado, sendo todas estas colocadas em 

ordem crescente assim como especificado na seção 3.5 da metodologia. Na Tabela 4 são 

apresentados os valores de ΔP e ΔQ das assinaturas dos eventos de ativação e na Tabela 5 são 

apresentados os valores de ΔP e ΔQ das assinaturas dos eventos de desativação. 
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Tabela  3 – Circuitos e aparelhos monitorados no banco de dados UK-DALE. 
 

Cargas elétricas ΔP (W) Cargas elétricas ΔP (W) 

CH2 - Boiler 65 CH28 - Subwoofer da sala de estar 18 

CH3 - Bomba aquecimento solar 50 CH29 - Lâmpada da sala da TV 13 

CH4 - Laptop 47 CH30 - DAB rádio da sala de estar 2 

CH5 - Lava roupas 2000* CH31 - Lâmpadas da Cozinha 20 

CH6 - Lava louças 2200* CH32 - Telefone 10 

CH7 - Aparelho televisor 90 CH33 - Lâmpada 40 

CH8 - Circ. de iluminação da cozinha 400* Ch34 - Carregador Samsung 4 

CH9 - HTPC 65 CH35 - Lâmpada do quarto 35 

CH10 - Chaleira 2350 CH36 - Cafeteira ** 

CH11 - Torradeira 1570 CH37 - Rádio da cozinha 2 

CH12 - Refrigerador 90 e 250 CH38 - Carregadores do quarto 10 

CH13 - Forno micro-ondas 1600 Ch39 - Secador de cabelo 1690 

CH14 - Monitor PC 55 CH40 - Alisador 300 

CH15 - Roteador Wifi 9 CH41 - Ferro de passar roupas 1800 

CH16 - Máquina de fazer pão ** CH42 - Forno a gás 50 

CH17 - Aparelho sala de estar 23 CH43 - Datalogger 13 

CH18 - Roteador ADSL 6 CH44 - Abajur do quarto 15 

CH19 - Luzes da sala de estar 16 CH45 - Lâmpada do quarto 10 

CH20 - Ferro de solda ** CH46 - Babá eletrônica ** 

CH21 - USB hub 4 CH47 - Carregador de baterias ** 

CH22 - Exaustor 2000 CH48 - Lâmpada 1 escritório ** 

CH23 - Lâmpada da cozinha 40 CH49 - Lâmpada 2 escritório 9 

CH24 - Lâmpadas do quarto 25 CH50 - Lâmpada 3 escritório 7 

CH25 - Circuito de iluminação 400 CH51 - Computador do escritório ** 

CH26 - Iluminação da sala de estar 8 CH52 - Ventilador do escritório ** 

CH27 - Carregador Ipad ** CH53 - Impressora ** 
 

Fonte: Elaborada pelo Autor.* valor máximo entre os vários estados de operação do circuito/aparelho.** sem 

valor para o período analisado. 

 

Ainda, para determinar os valores de ΔPmin
 a

 e ΔPmin
 d

 é necessário estabelecer os 

valores de ΔPdif  e ΔPdif. É considerado neste estudo de caso o valor de 20 W para ΔPdif e       

20 VAr para ΔQdif. Os valores considerados visam inserir uma margem mínima para 

diferenciar de forma segura as assinaturas com menor valor de potência. 

Com base nos valores de potência ativa e potência reativa mostrados na Tabela 4 e nas 

definições realizadas na metodologia na seção 3.5, o valor de ΔPmin
 a

 para os eventos de 

ativação deve ser o valor de 91 W referente ao evento de ativação do aparelho televisor. Logo, 

a partir do definido na Equação 33 o valor a ser considerado para ΔPev  
a
 é 81 W.  

O valor de 81 W utilizados para detecção de um evento de ativação garante que os 

eventos de menor valor de potência ativa que apresentam características semelhantes não 
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sejam detectados como eventos válidos, e que os eventos que apresentam características que 

possibilitam o seu reconhecimento sejam detectados para que possam assim ser reconhecidos 

no processo de classificação. 

 

Tabela  4 – Valores das assinaturas dos eventos de ativação. 

 

Cargas elétricas Evento ΔP (W) ΔQ (VAr) 

CH3 - Bomba aquecimento solar EA1CH3 50 -3 

CH42 - Forno a gás EA1CH42 50 0 

CH14 - Monitor PC EA1CH14 50 35 

CH2 – Boiler EA1CH2 65 18 

CH9 – HTPC EA1CH9 67 23 

CH7 - Aparelho televisor EA1CH7 91 32 

CH12 – Refrigerador EA1CH12 93 0 

CH6 - Lava louças EA1CH6 122 -8 

CH25 - Circuito de iluminação EA1CH25 150 60 

CH25 - Circuito de iluminação EA2CH25 200 

- 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

-50 

CH5 - Lava roupas EA1CH5 200 350 

CH25 - Circuito de iluminação EA3CH25 210 100 

CH25 - Circuito de iluminação EA4CH25 220 -110 

CH12 – Refrigerador EA2CH12 243 26 

CH25 - Circuito de iluminação EA5CH25 300 95 

CH25 - Circuito de iluminação EA6CH25 300 140 

CH25 - Circuito de iluminação EA7CH25 350 120 

CH5 - Lava roupas EA2CH5 350 380 

CH25 - Circuito de iluminação EA8CH25 400 85 

CH5 - Lava roupas EA3CH5 450 700 

CH22 – Aspirador de pó EA1CH22 678 838 

CH22 – Aspirador de pó EA2CH22 1087 -711 

CH22 – Aspirador de pó EA3CH22 1427 -539 

CH11 – Torradeira EA1CH11 1600 180 

CH13 - Forno micro-ondas EA1CH13 1617 400 

CH39 + CH40 - Secador de cabelo + Alisador EA1CH39 1623 169 

CH22 – Aspirador de pó EA1CH22 2034 274 

CH5 - Lava roupas EA4CH5 2200 550 

CH6 - Lava louças EA2CH6 2298 450 

CH10 – Chaleira EA1CH10 2367 200 
 

Fonte: Elaborada pelo Autor 

 

Com base nos valores de potência ativa e potência reativa mostrados na Tabela 5 e nas 

definições realizadas na metodologia para seleção dos eventos selecionados, o valor de ΔPmin 
d
 

para os eventos de desativação deve ser o valor de 83 W referente ao evento de desativação do 

aparelho televisor. Logo, a partir da Equação 34 o valor a ser considerado para ΔPev 
d
 é 73 W. 
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Tabela  5 – Valores das assinaturas dos eventos de desativação. 

 

Cargas elétricas Evento ΔP (W) ΔQ (VAr) 

CH2 - Boiler ED1CH2 39 9 

CH3 - Bomba aquecimento solar ED1CH3 50 -3 

CH14 - Monitor PC ED1CH14 50 35 

CH42 - Forno a gás ED1CH42 51 0 

CH9 - HTPC ED1CH9 61 23 

CH7 - Aparelho televisor ED1CH7 83 26 

CH12 - Refrigerador ED1CH12 83 0 

CH6 - Lava louças ED1CH6 98 -4 

CH25 - Circuito de iluminação ED1CH25 160 85 

CH25 - Circuito de iluminação ED2CH25 200 -50 

CH5 - Lava roupas ED1CH5 200 250 

CH25 - Circuito de iluminação ED3CH25 240 80 

CH12 - Refrigerador ED2CH12 244 27 

CH25 - Circuito de iluminação ED4CH25 310 95 

CH5 - Lava roupas ED2CH5 350 380 

CH25 - Circuito de iluminação ED5CH25 380 110 

CH25 - Circuito de iluminação ED6CH25 420 85 

CH5 - Lava roupas ED3CH5 450 700 

CH22 – Aspirador de pó ED1CH22 661 828 

CH22 – Aspirador de pó ED2CH22 1084 -719 

CH22 – Aspirador de pó ED3CH22 1427 -539 

CH5 – Lava roupas ED4CH5 1480 -216 

CH11 - Torradeira ED1CH11 1554 121 

CH13 - Forno micro-ondas ED1CH13 1605 425 

CH39 + CH40 - Secador de cabelo + Alisador ED1CH39 1692 231 

CH22 – Aspirador de pó ED4CH22 2050 274 

CH5 - Lava roupas ED5CH5 2200 500 

CH6 - Lava louças ED2CH6 2237 320 

CH10 - Chaleira ED1CH10 2363 172 
 

Fonte: Elaborada pelo Autor 

 

Com a definição dos eventos selecionados para serem classificados deu-se início ao 

processo de formação do conjunto de assinaturas naturais. Para isto, a partir da análise do 

monitoramento agregado foi obtido, para cada tipo de evento considerado, o número de 

assinaturas naturais mostradas na Tabela 6.  

O número de eventos de ativação diferente do número de eventos de desativação 

verificados nos canais de monitoramento CH5 e CH25, apresentados na Tabela 6, se deve ao 

fato do não conhecimento dos modos de operação destes aparelhos, sendo estes eventos 

criados a partir da observação visual dos diferentes padrões verificados a partir da análise do 
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sinal agregado nos instantes em que houveram ativações e desativações apontadas através do 

monitoramento individual dos circuitos.  

 

Tabela  6 – Assinaturas naturais obtidas no período de monitoramento analisado. 

 

Evento N° de assinaturas Evento N° de assinaturas 

EA1CH7 1 ED1CH7 2 
EA1CH12 8 ED1CH12 8 

EA1CH6 5 ED1CH6 3 

EA1CH25 6 ED1CH25 4 

EA2CH25 4 ED2CH25 5 

EA1CH5 5 ED1CH5 5 

EA3CH25 5 ED3CH25 6 

EA4CH25 5 ED2CH12 4 

EA2CH12 4 ED4CH25 5 

EA5CH25 8 ED2CH5 12 

EA6CH25 4 ED5CH25 5 

EA7CH25 10 ED6CH25 5 

EA2CH5 12 ED3CH5 8 

EA8CH25 8 ED1CH22 2 

EA3CH5 9 ED2CH22 2 

EA1CH22 2 ED3CH22 1 

EA2CH22 1 ED4CH5 3 

EA3CH22 1 ED1CH11 9 

EA1CH11 11 ED1CH13 21 

EA1CH13 19 ED1CH39 3 

EA1CH39 3 ED4CH22 9 

EA1CH22 13 ED5CH5 8 

EA4CH5 14 ED2CH6 3 

EA2CH6 3 ED1CH10 12 

EA1CH10 12     
 

Fonte: Elaborada pelo Autor. 

 

A partir das assinaturas naturais coletadas apresentadas na Tabela 6, nota-se que no 

período considerado para aquisição das assinaturas naturais alguns tipos de eventos 

apresentaram poucas ocorrências. A baixa ocorrência de alguns eventos impacta a 

metodologia desenvolvida de duas formas. A primeira é devido ao baixo número de 

assinaturas naturais, o que é indesejável para se alcançar uma boa representação do evento. A 

segunda tem impacto na avaliação da metodologia, pois aparelhos que apresentam menor 

número de eventos contribuem com menor número de amostras para realização dos testes de 

classificação. 
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Assim, são descartadas das etapas de treinamento e teste neste estudo de caso as 

cargas elétricas que apresentaram todos os seus eventos com menos de cinco assinaturas 

naturais no período analisado para formar a Tabela 6. Assim, as cargas elétricas que tem seus 

eventos de ativação e desativação avaliados pela metodologia são: lava roupas (CH5), chaleira 

(CH10), torradeira (CH11), refrigerador (CH12), forno micro-ondas (CH13) e circuito de 

iluminação (CH25).  

Nas Figuras 13 e 14 são apresentados os planos PQ com as distribuições de valores de 

ΔP e ΔQ das assinaturas naturais dos eventos de ativação e desativação das cargas elétricas 

avaliadas neste estudo caso. Sendo, a partir deste ponto os diferentes eventos das cargas 

elétricas que apresentam mais de um evento de ativação ou de desativação são tratados, 

respectivamente, como sendo um único evento de ativação e um único evento de desativação 

por motivo do desconhecimento dos estados que os aparelhos apresentam durante sua 

operação. 

 

Figura 13- Distribuição das assinaturas naturais dos eventos de ativação no plano PQ. 
 

 

Fonte: Elaborada pelo Autor. 

 

Com relação ao espectro de valores das assinaturas naturais de cada tipo de evento 

apresentado nos planos PQ mostrados nas Figuras 13 e 14, pode-se observar que alguns tipos 

de eventos apresentam grande variação no espectro de valores de suas assinaturas naturais. 

Por exemplo, um dos tipos de evento de ativação da máquina de lavar roupas (EACH5) é o 

que apresenta a maior área entre todos os tipos de eventos de ativação observados. 

 



85 
 

Figura 14- Distribuição das assinaturas naturais dos eventos de desativação no plano PQ. 

 

 

Fonte: Elaborada pelo Autor. 

 

Para ilustrar a origem do maior espectro de valores das assinaturas do evento de 

ativação da máquina de lavar roupas é apresentado na Figura 15 as curvas de potência ativa e 

reativa durante a operação da máquina de lavar roupas. Nesta, é possível observar que dentro 

de poucos segundos de operação ocorrem eventos que variaram de aproximadamente 237 W 

até 390 W, contudo mantendo o formato de curva aproximadamente semelhante. 

 

Figura 15- Curva de potência agregada durante operação da lava roupas. 
 

 

Fonte: Elaborada pelo Autor. 
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Para realizar a classificação dos eventos é apresentado na seção 4.1 o treinamento da 

CNN. Para validar o desempenho da CNN é apresentado na seção 4.2 o treinamento da árvore 

de decisões.  

Para avaliar o desempenho de classificação foram testados 660 eventos de seis 

diferentes tipos de cargas elétricas domésticas: lava roupas, chaleira, torradeira, refrigerador, 

forno micro-ondas e circuito de iluminação. O primeiro cenário de teste é apresentado na 

seção 4.3, onde são apresentados os testes de classificação realizados com a CNN e a árvore 

de decisões, onde também é realizada a análise dos resultados obtidos nestes testes.  

Na seção 4.4 é apresentado um segundo cenário de treinamento e teste utilizando a 

rede neural convolucional, onde é testada hipótese para verificar o comportamento de 

classificação da CNN a partir de nova fase de treinamento onde são agregadas as amostras de 

treinamento amostras de assinaturas que a CNN não conseguiu classificar no primeiro cenário 

de testes. 

 

4.1  TREINAMENTO DA CNN 

 

Para elaboração das assinaturas para treinamento da CNN é importante observar que as 

assinaturas naturais coletadas não apresentam todos os valores de ΔP e ΔQ representadas nos 

planos PQ mostrados nas Figuras 13 e 14. Dentro daquele espectro de abrangência dos valores 

das assinaturas nem todos os valores estão cobertos pelas assinaturas naturais obtidas, 

conforme é mostrado na Figura 16.  

 

Figura 16- Assinaturas naturais de evento de ativação da lava roupas (EACH5). 
 

 

Fonte: Elaborada pelo Autor. 
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A partir da adequada obtenção das assinaturas naturais pode-se determinar o espectro 

de valores que podem ocorrer para os eventos durante a operação das cargas elétricas, sendo 

necessário ainda expandir o conjunto de assinaturas através de assinaturas sintéticas para que 

diferentes condições de operação possam ser previstas. O conjunto final de assinaturas para 

treinamento de um dos eventos de ativação da lava roupas (EACH5), criado a partir das 

assinaturas naturais apresentados na Figura 16, é apresentado na Figura 17.  

 

Figura 17- Conjunto de assinaturas de treinamento de evento de ativação lava roupas. 
 

 

Fonte: Elaborada pelo Autor. 

 

Na Figura 17 é possível observar através das assinaturas sintéticas que o conjunto de 

assinaturas utilizadas para o treinamento representa uma região, permitindo que a CNN 

treinada tenha maior subsídio de amostras para realizar as classificações desejadas. 

O conjunto de assinaturas elaboradas para realizar o treinamento de cada evento, 

formado pelas assinaturas naturais e assinaturas sintéticas, tem espectro de valores mostrados 

nos planos PQ apresentados na Figura 18 e na Figura 19.  

Na observação das Figuras 18 e 19 é possível verificar que para alguns tipos de 

eventos o espectro de valores das assinaturas poderia ser aumentado ainda mais sem que 

houvesse sobreposição de valores com as assinaturas de outros tipos de eventos. O que pode 

ser melhor explorado a partir da análise do comportamento das classificações realizadas na 

fase de testes caso o conjunto de assinaturas de treinamento elaboradas não contemple 

totalmente os padrões de consumo apresentados nos eventos testados. 
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Figura 18- Distribuição das assinaturas de treinamento dos eventos de ativação no plano PQ. 
 

 

Fonte: Elaborada pelo Autor. 

 

Figura 19- Distribuição das assinaturas de treinamento dos eventos de desativação no plano 

PQ. 

 

 

Fonte: Elaborada pelo Autor. 

 

Na Figura 19 é possível observar que entre as assinaturas de um evento do aparelho 

refrigerador (EDCH12) e de um evento do circuito de iluminação (EDCH25) há pequena 

diferença entre os valores de suas componentes de P e Q. Para melhor observar este detalhe 

são apresentadas na Figura 20 o conjunto de assinaturas de treinamento destes dois eventos, 

onde é possível notar que os valores das componentes reativas das duas assinaturas possuem 

valores próximos. Porém, notam-se comportamentos distintos entre os formatos das curvas 

das duas assinaturas, o que pode ser suficiente para diferenciar os dois eventos entre si, pois é 
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esperado que devido às características visualmente distintas entre as assinaturas destes dois 

eventos que as mesmas sejam reconhecidas de forma adequada pela CNN.  

 

Figura 20- Assinaturas dos eventos de desativação do refrigerador (EDCH12) e do circuito de 

iluminação (EDCH25). 
 

 

Fonte: Elaborada pelo Autor. 

 

Considerando as assinaturas naturais e as assinaturas sintéticas criadas para representar 

os 12 tipos de eventos selecionados, foram elaboradas 2064 assinaturas para formar o 

conjunto de amostras para serem utilizadas no processo de treinamento da CNN. Observa-se 

que estas 2064 amostras de assinaturas para treinamento representam um significativo número 

de padrões, que se fossem obtidos somente a partir da observação da operação das cargas 

elétricas certamente iria requerer a análise de vários dias de monitoramento. Assim, justifica-

se o uso da criação de assinaturas sintéticas para facilitar a elaboração do conjunto de 

assinaturas para treinamento da CNN. 

Para formação do conjunto de assinaturas deve ser definido o número de valores para 

compor cada componente da assinatura, definido na metodologia por N. Através de testes para 

diferentes valores de N observou-se que o valor 10 mostrou bons resultados para o conjunto 
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de amostras de treinamento, sendo neste caso cada assinatura composta por 10 valores de cada 

componente P e Q. Por isso, neste estudo de caso é considerado o valor 10 para N. Assim, as 

assinaturas utilizadas para treinamento da CNN apresentam o formato similar aos dos eventos 

de ativação e desativação da chaleira (CH10), apresentados na Figura 21. 

 

Figura 21- Componentes da potência ativa e reativa das assinaturas da chaleira (CH10). 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Fonte: Elaborada pelo Autor. 

 

A partir das assinaturas apresentadas na Figura 21 é possível observar que tanto as 

assinaturas de ativação quanto as assinaturas de desativação da chaleira provocam o consumo 

de potência reativa dentro de uma larga faixa de valores, com valores variando de 180 VAr 

até 400 VAr. Este comportamento não é esperado para aparelhos puramente resistivos, tal 

como a chaleira. 

Outro aparelho que apresentou consumo de potência reativa foi a torradeira, com 

valores variando entre 70 VAr e 270 VAr nos eventos de ativação e desativação. Assim, deve-
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se observar que este comportamento pode indicar um defeito de medição do banco de dados 

UK-DALE, que por sua vez pode prejudicar a avaliação de técnicas como a apresentada nesta 

dissertação. 

Para realizar a representação das assinaturas dos aparelhos analisados na matriz de 

entrada da CNN é necessário definir a amplitude das assinaturas que devem ser representadas 

nesta. Dos valores das assinaturas apresentadas nas Figuras 18 e 19 são determinadas as 

amplitudes máxima e mínima para serem representadas na matriz de entrada da CNN, 

respectivamente Smáx e Smin.  

Para Smáx é considerado o valor 2500 referente a amplitude positiva dos valores de 

potência ativa da assinatura do evento EACH10. Para Smin é considerado o valor de -300, 

referente à amplitude negativa dos valores de potência reativa da assinatura do evento 

EDCH5.  

Para definir o número de linhas da matriz de entrada L, definida na metodologia pela 

Equação 35 também é necessário definir a resolução utilizada para representar os valores das 

assinaturas. Neste estudo de caso é considerado os valores de 5 W e 5 VAr para resolução, 

logo R=5. Tendo definido a amplitude máxima e mínima das assinaturas e a resolução 

adotada, através da Equação 35 pode-se definir que a matriz de entrada da CNN utilizada para 

representar as assinaturas deve ter 560 linhas, ou seja, L=560.  

Para o número de colunas da matriz de entrada C será considerado C=10, assim cada 

assinatura dos eventos serão compostos por 10 valores de cada uma das componentes P e Q. É 

interessante ressaltar que após a ativação de um aparelho será necessário observar nove 

segundos do seu padrão de consumo para que a assinatura deste evento possa ser extraída e o 

processo de classificação possa ser realizado, sendo necessário o tempo mínimo de 9 

segundos para a classificação do evento de ativação. Já para o evento de desativação será 

necessário o tempo mínimo de três segundos devido ao cálculo do valor médio observado 

após a estabilização do sinal. 

Após definidas as dimensões da matriz de entrada da CNN, estabelece-se através da 

Equação 37 a linha de número 501 para representar a amplitude zero dos valores das 

assinaturas, assim   =501. A partir das definições apresentadas foram criadas as matrizes 

para representar as componentes de P e Q das assinaturas de todos os eventos, conforme a 

metodologia apresentada na seção 3.7. 

Com as amostras de treinamento devidamente representadas no formato matricial e 

identificadas realizou-se a modelagem da estrutura da CNN para treinamento e teste do 
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modelo desenvolvido. Para isto utilizou-se a linguagem de programação Python, no ambiente 

Jupyter com a utilização das bibliotecas Keras e SKLearn. A CNN utilizada para treinamento 

e teste tem a estrutura apresentada na Tabela 7, sendo a CNN composta por duas camadas 

convolucionais, duas camadas totalmente conectadas e camada de saída com dimensões para 

classificação de 12 classes. 

 

Tabela  7 – Estrutura da CNN utilizada para treinamento e teste da metodologia desenvolvida. 
 

 

Fonte: Elaborada pelo Autor 

 

Para realizar o treinamento foi utilizado o método de otimização SGD com Nesterov 

momentum com valor de 0,9 e learning rate com valor de 0,01. Para realizar o treinamento e 

teste da CNN foi utilizado computador com processador Intel core I5-3317U, 1.7GHz, 4GB. 

O treinamento foi realizado durante 25 fases de treinamento (épocas) utilizando minibatch 

composto por 50 assinaturas, sendo necessário para isto o tempo de processamento de 

aproximadamente 40 minutos. No final das 25 épocas de treinamento a CNN apresentou o 

desempenho de 100% de precisão (métrica Accuracy) na classificação das amostras utilizadas 

durante o treinamento, mostrando que a CNN modelada apresenta a capacidade de reconhecer 

assinaturas com os mesmos padrões utilizados durante o treinamento.  

Na Figura 22 é apresentada a evolução do treinamento durante o período de 25 épocas 

de treinamento, onde é possível observar que a partir da 5° época de treinamento o modelo já 

apresentava aproximadamente 95% de desempenho para a métrica Accuracy. 

 

 

 

Parâmetros Características  

Matriz de entrada 2 canais, com dimensões 560 x 10 

1° camada 

convolutional 
32 filtros de dimensões 3x3 com função de ativação ReLu 

2°  camada 

convolutional 
32 filtros 3x3 com função de ativação ReLu 

Camadas de 

Poolling 
Regiões 2x2 com função maxpooling 

FCN 2 camadas totalmente conectadas + camada de saída com 12 classes 
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Figura 22- Evolução do treinamento em função da métrica Accuracy. 
 

 

Fonte: Elaborada pelo Autor. 

Ao final do treinamento foi realizado teste com as amostras utilizadas no treinamento 

da CNN para verificar o desempenho da classificação destas amostras, sendo o resultado deste 

teste apresentado na matriz de confusão apresentada na Figura 23. Na Figura 23 é possível 

obsevar tanto o sucesso da CNN em reconhecer 100% das amostras utilizadas para o 

treinamento quanto o número de assinaturas utilizadas no treinamento de cada tipo de evento. 

 

Figura 23- Matriz de confusão do teste de classificação com as assinaturas de treinamento. 
 

 

Fonte: Elaborada pelo Autor. 

 

 

 

 

59,9 

78,5 

88,6 

94,44 

94,8 

96,1 

96,6 

96,8 

96,6 

97,5 

97,4 

98,1 

98,3 

98,9 

98,7 

98,8 

98,9 

98,9 

99,1 

98,7 

99,2 

99,5 

99,8 

100 

100 

50 

60 

70 

80 

90 

100 

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 

Época de treinamento 

A
cc

u
ra

cy
 (

%
) 



94 
 

4.2  TREINAMENTO DA ÁRVORE DE DECISÕES 

 

A partir dos valores de ΔP e ΔQ das assinaturas dos eventos elaborados para 

treinamento da CNN foi realizado treinamento utilizando o classificador árvore de decisões. A 

modelagem da árvore de decisões, assim como a CNN, foi elaborada na linguagem de 

programação Python, no ambiente Jupyter com a utilização das bibliotecas Keras e SKLearn. 

Para realizar o treinamento da árvore de decisões foi adotado o treinamento separado 

dos eventos de ativação e desativação, assim são criados dois planos de classificação, um para 

eventos de ativação e outro para eventos de desativação.  

Para os eventos de ativação foi realizada etapa de treinamento composta 1024 

assinaturas, sendo este número de amostras derivadas do número de 2064 assinaturas criadas 

para representar os eventos de ativação e desativação utilizados para treinamento da CNN. 

Através destas assinaturas de ativação para treinamento foram criadas através da árvore de 

decisões regiões de classificação para cada tipo de evento, conforme apresentado na Figura 

24. 

 

Figura 24- Regiões de classificação da árvore de decisões para os eventos de ativação. 
 

 

Fonte: Elaborada pelo Autor. 
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No treinamento dos eventos de desativação através da árvore de decisões foram 

utilizadas 1040 assinaturas, sendo este número de amostras derivadas do número de 2064 

assinaturas criadas para representar os eventos de ativação e desativação utilizados para 

treinamento da CNN. Na Figura 25 são apresentadas as regiões de classificação obtidas no 

treinamento para os eventos de desativação. 

 

Figura 25- Regiões de classificação da árvore de decisões para os eventos de desativação. 

 

 

Fonte: Elaborada pelo Autor. 

Na etapa de treinamento realizada com a árvore de decisões foi observado que árvore 

de decisões treinada foi capaz de estabelecer regiões para a classificação correta de 100% das 

amostras de treinamento. 

 

4.3  CENÁRIO 1: TESTE DE CLASSIFICAÇÃO COM A CNN E ÁRVORE DE 

DECISÕES 

 

Para testar a capacidade de classificação da rede neural convolucional e da árvore de 

decisões foi realizada etapa de testes utilizando os dados de consumo da casa de número 1 do 

banco de dados UK-DALE durante os dias 21/03/2013 e 22/03/2013. Neste período foram 

coletados, seguindo o método de detecção de eventos definido na seção 3.3, todos os eventos 

de ativação e desativação causados pelos circuitos CH10, CH11, CH12, CH13 e CH25. 

Também foram coletados eventos de ativação e desativação de um ciclo completo de 
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operação da máquina de lavar roupas (CH5) do dia 21/03/2013, sendo somente para este 

aparelho coletados 465 eventos de ativação e desativação. No total foram testados 660 

eventos, sendo o resultado obtido na classificação das amostras testadas com a CNN 

apresentada na Figura 26. 

 

Figura 26- Matriz de confusão do teste de classificação realizado pelo método CNN. 
 

 

Fonte: Elaborada pelo Autor. 

 

Na matriz de confusão apresentada na Figura 26 é possível observar o número de 

eventos testados para cada uma das 12 classes treinadas. Nesta abordagem foi utilizado o 

limiar de 0.5 para definir a classificação de um evento pela CNN, ou seja, quando uma classe 

de saída da CNN teve valor maior que 0.5 foi considerada esta a resposta da CNN como sendo 

a classe prevista. Quando a saída da CNN não apresentou nenhuma classe com valor maior 

que 0.5 foi considerado que a CNN não foi capaz de classificar a amostra de entrada, sendo 

classificado o evento testado como classe zero (0).  

Portanto, dos 660 eventos testados a CNN classificou 658 com valor de saída maior 

que 0.5, garantindo que a classe prevista apresenta uma correlação maior que 50% em relação 

às demais classes que a CNN esta treinada para classificar. 

Para obter resposta da classificação de cada evento testado com a CNN modelada foi 

observado o tempo variando entre 12 e 20 milissegundos, sendo utilizado para isto o mesmo 

computador citado anteriormente para realizar o treinamento da CNN. 
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Na Figura 27 são apresentadas as métricas de classificação Precision, Recall e F1-

score dos 12 eventos classificados na fase de teste da CNN. É possível obsevar que as classes 

EACH10, EACH11, EDCH13 e EDCH10 apresentaram 100% de desempenho na métrica 

Precision, ou seja, quando estes eventos foram classificados pela CNN eles realmente 

ocorreram, pois a ocorrência de outros eventos não resultou na classificação destas classes. 

Também se observa que os eventos EACH10, EACH11, EACH12 e EDCH10 apresentaram 

100% de desempenho na métrica Recall, ou seja, a CNN treinada sempre classificou de 

maneira correta a ocorrência destes eventos.  

 

Figura 27- Métricas NILM para o teste de classificação da CNN. 

 

Fonte: Elaborada pelo Autor. 

 

Considerando os eventos que apresentam os piores índices de classificação podem-se 

ressaltar os eventos EDCH11 e EDCH13. O evento EDCH11 apresentou 47% de desempenho 

na métrica Precision, sendo este baixo desempenho resultado dos 9 eventos EDCH13 que 

foram classificados pela CNN como eventos EDCH11. Os eventos EDCH11 e EDCH13 

apresentam valores de potência ativa em uma faixa de valores semelhantes, sendo importante 

para diferenciação entre estes tipos de evento a componente de potência reativa.  

Além dos 9 eventos EDCH13 erroneamente previstos como EDCH11 outros 7 eventos 

EDCH13 não foram classificados de forma correta, sendo 6 destes confundidos com o evento 

EDCH5. As assinaturas dos 16 eventos classificados de forma errada de EDCH13 são 

apresentadas na Figura 28, onde é possível observar que muitos destes apresentam 

comportamento bastante diferente do comportamento previsto nas amostras de treinamento. 
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Figura 28- Assinaturas do evento EDCH13 classificadas de maneira errada pela CNN. 

 

 

Fonte: Elaborada pelo Autor. 

 

A partir da análise dos 66 erros de classificação apresentados na Figura 26 foi 

realizada compilação das possíveis causas que originaram estes erros, sendo observado que 

todos os erros podem ser atribuídos a quatro causas, são elas: 

Causa A: Assinatura com formato e valores previstos em treinamento;  

Causa B: Assinatura com transitório não previsto ou ocorrência de outro evento dentro 

de curto espaço de tempo;  

Causa C: Assinatura com formato previsto e com valores não previstos; 

Causa D: Assinaturas com formato e valores não previstos em treinamento. 

Na Figura 29 é apresentado o número de erros atribuído a cada uma das quatro causas 

elencadas anteriormente. 

 

 

 

 



99 
 

Figura 29- Causas dos erros de classificação das amostras de teste com a CNN. 
 

 

Fonte: Elaborada pelo Autor. 

 

Para avaliação geral do desempenho da classificação realizada pela CNN é apresentada 

na Figura 30 os valores das métricas Precision, Recall e F1-Score para a classificação das 12 

classes testadas utilizando as versões microaveraging e macroaveraging. Na versão 

microaveraging foi obtido o desempenho próximo a 90% para as três métricas avaliadas. Para 

a versão macroaveraging obtiveram-se para as três métricas avaliadas valores entre 75% e 

80% de desempenho, deve-se observar que nesta versão da métrica não é considerado o maior 

número de amostras testadas para alguns tipos de eventos e sim a média dos resultados de 

todos os eventos avaliados. 

Por fim, através da Equação 7 e dos resultados obtidos na matriz de confusão 

apresentada na Figura 26 pode-se expressar o desempenho para a métrica Accuracy, sendo 

esta métrica utilizada quase que na totalidade dos trabalhos NILM para expressar o 

desempenho geral da classificação. Para a métrica Accuracy foi obtido o desempenho de 90% 

para a classificação realizada pela CNN. 
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Figura 30- Métricas NILM versões microaveraging e macroaveraging para teste da CNN. 

 

Fonte: Elaborada pelo Autor. 

 

Para melhor avaliar os resultados obtidos pela CNN é também realizado teste de 

classificação utilizando a árvore de decisões treinada, sendo para isto utilizados os mesmo 

eventos testados com a CNN. Na Figura 31 é apresentada a matriz de confusão obtida no teste 

de classificação realizado com a árvore de decisões. 

 

Figura 31- Matriz de confusão para o teste de classificação com a árvore de decisões. 
 

 

Fonte: Elaborada pelo Autor. 

 

Nas Figuras 32 e 33 são apresentadas as regiões criadas no treinamento da árvore de 

decisões e sobre estas os valores das amostras de treinamento, respectivamente para os 

eventos de ativação e de desativação. Nestas é possível observar a ocorrência de eventos com 

 

 

90 

80 

90 

77 

90 

75 

40 

50 

60 

70 

80 

90 

100 

Precision Recall F1-Score 

D
es

em
p

en
h
o

 (
%

) 

microaveraging macroaveraging 



101 
 

valores de ΔP e ΔQ fora das regiões de classificação criadas para cada tipo de evento pela 

árvore de decisões. 

 

Figura 32- Amostras testadas de eventos de ativação com a árvore de decisões. 

 

 

Fonte: Elaborada pelo Autor. 

 

Figura 33- Amostras testadas de eventos de desativação com a árvore de decisões. 

 

 

Fonte: Elaborada pelo Autor. 
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Na matriz de confusão apresentada na Figura 31 pode-se observar que a árvore de 

decisões apresentou vários erros na classificação de eventos da máquina de lavar roupas 

(CH5), estes erros se deram em grande parte pela lava roupas apresentar grande número de 

eventos com transitório bastante intenso.  

Na Figura 34 é apresentada uma das curvas de potência que foram classificadas de 

forma errada pela árvore de decisões, que apresenta padrão igual aos que originaram os quatro 

erros de classificação pela árvore de decisão para o evento EACH5. Nesta é possível observar 

que o evento apresenta comportamento transitório bastante acentuado, porém apresenta 

valores para as potências ativa e reativa em regime permanente que estão dentro da região de 

classificação para eventos do circuito de iluminação (EACH25). Na operação da máquina lava 

roupas (CH5), onde a árvore de decisões apresentou a maior parte de seus erros de 

classificação, ocorreram eventos com comportamento transitório intenso semelhante ao 

apresentado na Figura 34. 

 

Figura 34- Curva de potência de evento EACH5 testado. 
 

 

Fonte: Elaborada pelo Autor. 

 

Na Figura 35 são apresentadas as métricas para o teste de classificação realizado com 

a árvore de decisões. Nesta é possível observar que a árvore de decisões apresentou melhor 

desempenho se comparado aos resultados obtidos na classificação realizada pela CNN. 

Na Figura 36 são apresentadas as métricas de desempenho geral da árvore de decisões. 

Deve-se observar que os piores resultados obtidos na classificação realizada pela árvore de 

decisões estão em eventos com baixos valores de potência, principalmente com os eventos do 

canal de monitoramento CH25. 
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Figura 35- Métricas NILM para o teste de classificação com árvore de decisões. 

 

Fonte: Elaborada pelo Autor. 

 

Nas métricas de desempenho apresentadas na Figura 36 é observado desempenho de 

92% para todas as métricas na versão microaveraging, valor que se repete para a métrica 

Accuracy. Nesta métrica a árvore de decisões superou em 2% o desempenho obtido pela 

CNN. No entanto, é na versão macroaveraging que a árvore de decisões mostrou maior 

desempenho se comparado a CNN, superando a CNN nas métricas Recall e F1-Score em 15%. 

 

Figura 36- Métricas NILM versões microaveraging e macroaveraging para a árvore de 

decisões. 

 

Fonte: Elaborada pelo Autor. 

 

 A comparação individual entre os resultados obtidos pelos dois métodos testados é 

apresentada na Figura 37, onde são colocados lado a lado os desempenhos para a comparação 

de cada evento para cada uma das três métricas. Nesta, é observado que a árvore de decisões 

supera o desempenho da CNN na maioria das comparações, principalmente em relação aos 

eventos EDCH11 e EDCH13 já discutidos anteriormente.  
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No entanto, é chamada a atenção para o evento de ativação do aparelho refrigerador 

(EACH12), onde a CNN apresentou melhor desempenho comparada a árvore de decisões. A 

ativação do aparelho refrigerador é um evento que apresenta transitório bastante 

característico, como é apresentado na Figura 38, tendo este tipo de assinatura um 

comportamento que favorece a CNN devido possuir mais informação do que apenas um 

determinado valor em regime permanente.  

 

Figura 37- Métricas NILM para comparação de resultados no teste de classificação. 

 

Fonte: Elaborada pelo Autor. 
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Figura 38- Assinaturas do evento de ativação do aparelho refrigerador. 
 

 

Fonte: Elaborada pelo Autor. 

 

Assim como o evento do aparelho refrigerador, outro evento que apresenta 

comportamento transitório de ativação é o forno micro-ondas. As assinaturas utilizadas para 

treinamento do evento de ativação do forno micro-ondas são apresentadas na Figura 39 onde é 

possível observar que a assinatura deste evento apresenta características além dos valores das 

componentes P e Q de regime permanente. 

 

Figura 39- Assinaturas do evento de ativação do forno micro-ondas. 
 

 

Fonte: Elaborada pelo Autor. 

 

Analisando os erros ocorridos nas classificações realizadas pela CNN e árvores de 

decisões pode-se observar que significativa parcela de erros verificado no método árvores de 
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decisões foi em eventos com baixo valor de potência, sendo esta uma limitação bastante 

conhecida para as técnicas baseadas em monitoramento em baixa frequência. Os poucos erros 

em eventos de maior potência tem como motivo a alteração dos valores de potência devido a 

eventos simultâneos ou devido a valores não esperados na potência reativa.  

No método CNN foi observado grande número de erros de classificação no evento 

EDCH13, sendo observado que em muitos destes eventos houveram comportamentos 

diferentes dos previstos na fase de treinamento, o que parece impactar bastante o desempenho 

da CNN.  

 

4.4  CENÁRIO 2: NOVA FASE DE TREINAMENTO E TESTE DE CLASSIFICAÇÃO 

DA CNN 

 

Para avaliar se a CNN apresenta a capacidade de agregar mais informação ao seu 

modelo é testada a hipótese de juntar ao conjunto de treinamento as assinaturas de teste que a 

CNN deveria ter reconhecido ou que tiveram formato diferente das assinaturas previstas no 

conjunto de treinamento, ou seja, agregando ao conjunto de treinamento todas as amostras de 

teste em que a CNN errou a classificação. Excluindo destas apenas as que tiveram o formato 

da curva alterado por eventos simultâneos. Para isto, é agregado ao conjunto de assinaturas 

inicial um novo conjunto de assinaturas composto por assinaturas naturais dos erros e também 

assinaturas sintéticas destes erros, criadas da mesma forma como descrito na metodologia. 

Em nova fase de treinamento realizada por 25 épocas foi obtida 100% de precisão no 

reconhecimento das amostras utilizadas na nova fase de treinamento. Em novo teste de 

classificação realizado foram obtidos os resultados de classificação apresentados na matriz de 

confusão da Figura 40. 

Observando as confusões de classificação apresentadas na matriz de confusão 

apresentada na Figura 40 percebe-se o evento EDCH12 com o maior número de erros, estas 

cinco assinaturas classificadas de forma errada são apresentadas na Figura 41. Nesta, é 

possível observar que três das cinco assinaturas apresentam variação em seus valores de 

potência ativa devido a eventos que ocorreram poucos instantes antes do evento analisado. Os 

outros dois eventos apresentam comportamento semelhante entre si, porém apresentam 

valores de potência ativa bastante diferente das assinaturas utilizadas para o treinamento deste 

evento e podem ser variações causadas pela operação de outra carga elétrica em operação. 
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Figura 40- Matriz de confusão da 2° fase de teste de classificação da CNN. 
 

 

Fonte: Elaborada pelo Autor. 

 

Desta maneira, pode-se observar que embora a utilização de assinaturas compostas por 

maior número de valores possa trazer mais informação, a classificação realizada pela CNN na 

metodologia desenvolvida sofre com a ocorrência de eventos simultâneos ou em instantes 

próximos aos eventos analisados. 

 

Figura 41- Assinaturas de eventos EDCH12 classificados de forma errada pela CNN. 

 

 

 

 

 

 

 

 

 

Fonte: Elaborada pelo Autor. 
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O desempenho individual dos eventos testados no novo teste de classificação da CNN 

é apresentado na Figura 42. Nesta é possível observar a considerável melhora nos resultados 

obtidos durante novo teste de classificação, podendo ser observada a capacidade da CNN 

aprender ao longo do tempo através de novas fases de treinamento. Nesta é possível observar 

considerável evolução no desempenho dos eventos EDCH11 e EDCH13. Os eventos 

EACH25 e EDCH25 também apresentaram melhor desempenho após o novo teste de 

treinamento a partir da agregação de comportamentos não previstos na fase inicial de 

treinamento. 

 

Figura 42- Métricas NILM para a 2° fase de teste de classificação com a CNN. 

 

Fonte: Elaborada pelo Autor. 

  

Para avaliação geral do novo teste de classificação é apresentado na Figura 43 os 

desempenhos para as métricas Precision, Recall e F1-Score utilizando as versões 

microaveraging e macroaveraging. Nesta é ressaltado o desempenho de 98% para a versão 

macroaveraging da métrica Precision, indicando um alto índice de acertos geral.  

Para a métrica Accuracy foi alcançado o desempenho aproximado de 98%, resultado 

este que demonstra a capacidade da CNN para ser utilizada no processo de classificação de 

eventos em monitoramento NILM, principalmente por se mostrar uma ferramenta que pode 

evoluir em desempenho conforme há maior número de amostras disponíveis para ser utilizada 

no processo de treinamento.  
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Figura 43- Métricas NILM versões microaveraging e macroaveraging da 2° etapa de teste 

com a CNN. 

 

Fonte: Elaborada pelo Autor. 

 

4.5  CONCLUSÃO DO CAPÍTULO 

 

Neste capítulo foi apresentado o estudo de caso realizado para avaliar o desempenho 

de classificação da CNN em monitoramento NILM através da metodologia desenvolvida. Para 

avaliar o desempenho foram testados 660 eventos de seis diferentes tipos de cargas elétricas 

domésticas: lava roupas, chaleira, torradeira, refrigerador, forno micro-ondas e circuito de 

iluminação. Na etapa inicial de testes de classificação com a CNN foi alcançado 90% de 

desempenho para a métrica Accuracy, tendo a CNN apresentado desempenho inferior aos 92% 

de desempenho obtido pelo método árvore de decisões.  

O menor desempenho obtido pela CNN pode ser atribuído à menor capacidade de 

generalização no reconhecimento das amostras de teste a partir das amostras observadas 

durante a fase de treinamento, pois muitas das amostras de teste apresentaram comportamento 

semelhante às amostras de treinamento.  

Para avaliar se a CNN apresenta capacidade de agregar mais informação ao modelo 

desenvolvido foi realizada nova etapa de treinamento e teste para testar a capacidade da CNN 

aprender a partir agregação de novas assinaturas em seu treinamento, sendo utilizadas para 

isto as amostras que não foram reconhecidas na fase inicial de teste em nova etapa de 

treinamento. Na nova fase de treinamento e teste foi observada a melhora no desempenho de 

classificação da CNN, sendo alcançado o desempenho de 98% na métrica Accuracy.  

Além dos resultados de desempenho avaliados, onde a árvore de decisões apresentou 

desempenho superior a CNN, foi também chamada atenção para a melhor capacidade da CNN 
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em classificar amostras de treinamento que apresentam períodos transitórios mais acentuados. 

Assim, observa-se que a CNN apresenta características que podem ser interessantes para 

realizar a classificação de eventos em monitoramento NILM, podendo estas características 

permitirem a classificação de eventos de menor valor de potência em abordagens com 

monitoramento de baixa frequência. 
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5 CONCLUSÕES 

 

O monitoramento da carga elétrica residencial se apresenta como uma técnica que 

deve ganhar maior importância conforme o aumento do custo da energia elétrica e a 

disponibilidade de novas formas de tarifação. Outro aspecto que pode influenciar a utilização 

do monitoramento das cargas elétricas nas residências é a utilização de sistemas 

armazenadores de energia no ambiente residencial, visto que o conhecimento do perfil 

detalhado de carga da residência pode auxiliar tanto no dimensionamento deste sistema de 

armazenamento quanto no gerenciamento de armazenamento e despacho de energia. 

A utilização da técnica de monitoramento não intrusivo tem sido muito explorada 

devido às vantagens apresentadas, principalmente por se apresentar como uma alternativa de 

baixo custo de instalação. Também, apresenta potencial para ser agregada a operação dos 

medidores de energia elétrica inteligentes, podendo ser esta uma função para torná-los ainda 

mais inteligentes.  

No entanto, para isto, é fundamental o desenvolvimento de técnicas e algoritmos que 

consigam executar a tarefa de desagregação do consumo de forma que seja possível sua 

implementação prática e com resultados confiáveis, pois só assim a abordagem NILM 

realmente poderá se tornar um elemento a ser agregado aos sistemas de gerenciamento de 

energia elétrica residencial. 

Na busca por uma técnica que possa ser utilizada na prática procurou-se por 

desenvolver nesta dissertação uma metodologia baseada em monitoramento realizado em 

baixa frequência. Mesmo apresentando certas limitações técnicas que esta opção impõe, é 

visto como uma abordagem mais próxima de ser integrada à operação dos aparelhos 

medidores de energia elétrica. Aparelhos medidores estes que podem ser a nova geração dos 

medidores elétricos inteligentes utilizados para tarifação ou mesmo os medidores instalados 

com o fim específico de realizar o monitoramento de cargas elétricas, devido a menor 

capacidade de processamento exigida.  

É fundamental ressaltar que além da questão de menor capacidade de processamento 

necessária em técnicas baseadas em amostragem em baixa frequência, existe ainda a 

manipulação de menor volume de dados, o que também pode facilitar o processamento em 

nuvem da desagregação do consumo, caso seja necessário devido a limitações do hardware 

dos equipamentos instalados nas residências. 
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Outro aspecto a ser considerado no desenvolvimento de algoritmos NILM é a forma 

como são extraídas as assinaturas, o que é uma tarefa indispensável tanto para as etapas de 

treinamento do algoritmo quanto o posterior processo de desagregação. No método 

desenvolvido este aspecto foi considerado, sendo apresentada metodologia que permite 

realizar a aprendizagem do algoritmo sem a necessidade de qualquer monitoramento 

individual de aparelhos. Assim, o método desenvolvido permite a extração das assinaturas 

através do acionamento dos aparelhos nos próprios pontos de consumo onde os mesmo são 

utilizados normalmente, o que torna o processo de extração das assinaturas de treinamento 

menos trabalhoso. 

Com relação às técnicas utilizadas para realizar a classificação dos eventos pode ser 

observado através do estudo de caso desenvolvido que a árvore de decisões é um interessante 

método para realizar a classificação de eventos, por ser observado que este método possui a 

característica de criação de regiões de classificação, o que permite ao método a possibilidade 

de lidar com eventos não conhecidos durante a fase de teste por realizar melhor generalização 

para as assinaturas.  

No entanto, observou-se que para eventos com menor valor de potência a árvore de 

decisões apresentou menor desempenho, sendo esta uma limitação importante observada nesta 

técnica. Também, foi verificado que a utilização apenas das grandezas de regime permanente 

pode ser um fator limitante para detecção de aparelhos que apresentam transitório acentuado e 

valor de regime permanente similar ao de outros aparelhos.  

Com relação a rede neural convolucional foi observado inicialmente que a mesma 

apresentou resultados levemente inferiores aos observados com a árvore de decisões, tendo a 

CNN treinada apresentado certa limitação para generalizar as características observadas 

durante o processo de treinamento.  

No entanto, através da nova fase de treinamento foi observado que a CNN apresenta a 

capacidade de evoluir através de novas fases de treinamento, mostrando-se como uma 

ferramenta interessante para aplicações NILM. Sendo as vantagens maiores quanto maior for o 

transitório presente na ativação ou desativação das cargas elétricas.  

Desta forma, considerando a complexidade na determinação do estado de operação das 

cargas elétricas residenciais, pode-se concluir que a rede neural convolucional apresenta 

perspectiva positiva em relação a sua utilização no processo de classificação de eventos em 

monitoramento NILM, sendo alcançada na 2° fase de treinamento o desempenho de 98% para 

a métrica Accuracy.  
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Portanto, é concluído nesta dissertação que o monitoramento não intrusivo é uma 

técnica promissora para ser utilizada no monitoramento de cargas elétricas no ambiente 

residencial, devendo ter seu desenvolvimento e aprimoramento buscados no intuito de criar 

abordagens mais robustas para o melhor desempenho na desagregação da energia. Desta 

forma, o monitoramento não intrusivo poderá se tornar uma ferramenta importante para 

subsidiar a tomada de decisão em sistemas de gerenciamento de energia elétrica residencial. 

Assim, tais sistemas serão de extrema importância para permitir a integração dos 

consumidores de energia elétrica às novas formas de relacionamento que podem estar 

disponíveis a partir dos avanços técnicos que são vislumbrados no futuro eminente das redes 

elétricas de distribuição.  

 

5.1 PRINCIPAIS CONTRIBUIÇÕES 

 

Este trabalho buscou avaliar o desempenho da rede neural convolucional no processo 

de classificação de eventos no âmbito do monitoramento não intrusivo, sendo utilizada para 

isto modelo de assinaturas baseada em monitoramento realizado em baixa frequência.  

Para representar as assinaturas dos aparelhos foi utilizado modelo de assinaturas que, 

embora tenha uma abordagem simples em termos técnicos para a sua construção, mostra-se 

capaz de representar as características dos aparelhos exigindo baixo custo de processamento.  

É importante ressaltar que na metodologia desenvolvida nesta dissertação os eventos 

podem ser classificados poucos segundos após serem detectados, diferentemente de outras 

metodologias que utilizam a CNN para classificação de eventos através da análise de janelas 

de tempo que devem compreender o ciclo inteiro de operação do aparelho. Com isso, pode-se 

ter um feedback mais rápido do estado de operação dos aparelhos que entram e saem de 

operação. 

Por fim, outro aspecto importante que foi possível explorar através da utilização da 

CNN é a composição das assinaturas por uma série de valores devido ao funcionamento das 

cargas elétricas, o que permite explorar em uma mesma assinatura as características do 

transitório causado pela ativação ou desativação e o respectivo comportamento em regime 

permanente. 
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5.2 PERSPECTIVAS PARA TRABALHOS FUTUROS 

 

Como perspectiva de trabalhos futuros a serem realizados com base nesta dissertação 

tem-se: 

a) Avaliar o desempenho da classificação realizada pela metodologia em termos da 

energia desagregada, para isto é considerado ser necessário desenvolver algoritmo completo 

para tratar eventuais erros de detecção ou de classificação de eventos; 

b)  Avaliar a metodologia proposta considerando maior número de cargas elétricas, 

podendo assim observar o comportamento da CNN frente a maior variedade de assinaturas. 

Assim como avaliar um ambiente residencial que retrate melhor as características das cargas 

elétricas utilizadas no Brasil; 

c) Desenvolver sistema para realizar a desagregação de energia utilizando a 

metodologia proposta diretamente em uma placa com microprocessador para assim avaliar o 

tempo de processamento da CNN em microprocessadores embarcados; 

d)  Desenvolver interface para tornar o processo de treinamento mais intuitivo, de 

maneira que um usuário possa realizar o processo de extração das assinaturas para 

treinamento e testes com o auxílio de um aplicativo mobile para interação com o algoritmo de 

desagregação; 

e) Avaliar diferentes estruturas para composição da CNN a fim de avaliar o impacto 

destas estruturas no desempenho em termo de classificação e tempo de processamento; 

f) Avaliar a possibilidade de desenvolvimento de sistema de monitoramento NILM que 

utilize em conjunto às técnicas baseadas em eventos e não baseadas em eventos, a fim de 

avaliar alternativas para a realização da desagregação de energia; 

g) Avaliar outros métodos para realizar a detecção de eventos, visto a importância 

desta etapa para realizar a extração das assinaturas utilizadas na metodologia apresentada; 

h)  Desenvolver algoritmo para filtragem da assinatura a fim de excluir da imagem que 

passará por classificação a contribuição nos valores das componentes P e Q das assinaturas 

devido à ativação de outros aparelhos. 
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