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RESUMO

Dissertacao de Mestrado
Programa de Pds-Graduagao em Informatica
Universidade Federal de Santa Maria, RS, Brasil

CLASSIFICACAO DE PADROES ATRAVES DE WAVELETS
E METODOS BAYESIANOS

AuTtoRr: DougLAs CAMARGO FOSTER
ORIENTADORA: ALICE DE JESUS KOZAKEVICIUS
CO-ORIENTADORA: PATRiCIA KLARMANN ZIEGELMANN

Local da Defesa e Data: Santa Maria, 24 de Margo de 2011.

O interesse na area de classificacao de padroes tem aumentado ultimamente devido
a grande demanda computacional para a manipulacao de grandes conjuntos de dados,
e também ao aumento de aplicacoes desafiadoras. Métodos de classificacao estatistica,
como os métodos baseados na teoria de decisao das regras de Bayes, aplicam a abor-
dagem de estimacao de parametros a partir de um conjunto de dados de treinamento que
definem as diferentes classes dentro de uma base de dados. Neste trabalho é avaliada
a contribuigao da transformada wavelet discreta (TWD) na extragao de varidveis para
a realizacao de classificacao. A partir dos coeficientes de escala de diferentes niveis de
TWD serao compostos novos conjuntos de dados de treinamento para serem aplicados em
métodos de classificacao Bayesiano. Para as transformadas uni- e bidimensionais sao con-
sideradas fungoes da familia de wavelets ortonormais de Daubechies (Haar, Daubechies
Db2 e Db8). Também é proposta uma metodologia hibrida para o tratamento de dados
bidimensionais que compreende em aplicar tanto a transformada uni- quanto a bidimen-
sional em estagios consecutivos da andlise dos dados. Para a avaliacao da metodologia de
classificacao associada a transformada unidimensional sao utilizados dois conjuntos de da-
dos unidimensionais diferentes: o primeiro é composto por dados gerados sinteticamente,
e o outro é composto por informagdes de trafego de dados em rede (base DARPA 1999).
Para avaliar as metodologias bidimensional e hibrida sao utilizados dados bidimensionais
(imagens originadas de fotografias digitais, com e sem uso de flash). Uma vantagem da
aplicacao da metodologia hibrida é a manutencao da regularidade de classificacao e o
aumento nas classificagoes corretas em alguns casos.

Palavras-chave: classificagao de padroes; métodos bayesianos; wavelets; imagens.
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The interest in the pattern classification field has increased due to challenging ap-
plications and also due to computational demands, specially when big datasets have to
be analyzed. Statistical classification methods, as the based Bayes rules decision theory,
apply the parameter estimation from a training dataset for recognizing different classes
inside the dataset. In this work it is investigated the contribution of using the discrete
wavelet transformation (DWT) for feature extraction during the classification process.
From the scale coefficients of different decomposition levels, new training datasets, which
are used in Bayesian classifier, are formed. For the one and two dimensional transforms
the Daubechies wavelet family is considered. Three specifically wavelet functions are
analyzed (Haar, Daubechies Db2 and Db8). Also, a hybrid methodology is proposed,
in which 2D and 1D wavelet transformations are applied in consecutive stages of data
analysis. For the evaluation of the one dimensional transform methodology, two different
unidimensional datasets are used: one is composed by synthetic data, and the other is
composed by network traffic data (DARPA1999 dataset). For the evaluation of 2D and
hybrid methodologies two-dimensional data are considered. The two-dimensional data are
images with different digital pictures with and without using flash light. One advantage
of applying the hybrid methodology is the maintenance of the classification regularity and
the increase of correct classification in some cases.

Keywords: pattern classification; bayesian methods; wavelets; images.
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1 INTRODUCAO

O interesse na area de reconhecimento e classificacao de padroes tem sido renovado
ultimamente devido tanto ao aumento de aplicacoes desafiadoras, quanto também a de-
manda por grande capacidade computacional. Sele¢ao de dados, extracao de caracte-
risticas e a classificacao de sinais tornaram-se problemas comuns em varias aplicagoes.
Dentre estas aplicacoes, incluem-se entre outras, mineragao de dados, classificacao de
documentos, previsao financeira, organizacao de base de dados multimidia e biometria
(Jain, Duin e Mao 2000).

O grande desenvolvimento de recursos computacionais nos tltimos anos e a disponibi-
lidade de poténcia computacional habilitam o rapido processamento de grandes conjuntos
de dados, assim como também facilitam o uso de diferentes métodos para analise e classi-
ficacdo de dados. Ao mesmo tempo, devido a disponibilidade de grandes bases de dados,
aumentam-se as demandas por sistemas automaticos de reconhecimento de padroes que

atendam requisitos de desempenho (velocidade, exatidao e custo).

A classificacao de padrdes (como sinais cardiacos, sinais meteorolégicos, entre outros)
pressupoe o conhecimento prévio do nimero de padroes existentes. A idéia basica é que
partindo de um numero pré-estabelecido de padroes, o interesse é classificar um objeto
de padrao desconhecido em um destes padroes pré-estabelecidos. Neste trabalho estes
objetos sao chamados de amostras, que sao representadas por um vetor p-dimensional de

pontos.

Existem intmeros métodos aplicados a classificacao de padroes. Dentre estes
métodos, existem os métodos de classificacao estatistica, sendo muito aplicado
os métodos baseados na Teoria de Bayes (Duda e Hart 1973).  Classificacdo de
padroes via métodos Bayesianos sao utilizados para diferentes tipos de dados e apli-
cagbes, como reconhecimento de faces em imagens (Zhu e Schwartz 2002, Liu 2003,
Liping, XinYuan e Yuqiang 2009), diagndstico em imagens biomédicas (Al-Kadi 2009)

e exames clinicos (Dan, Yuan-yuan e Chen-xiang 2010), reconhecimento de assinatura
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(Cavalcanti et al. 2002), identificagao de padrdes de imagens (Keren 2002), caracterizagao

de padroes de sinais (Liu 2004), classificacdo de vinhos (Beltran et al. 2006).

Classificadores Bayesianos sao classificadores estatisticos que classificam uma amostra
desconhecida em uma determinada classe, baseando-se na probabilidade a posteriori desta
amostra pertencer a esta classe. Assim como outros métodos de classificagao, os métodos
Bayesianos sao baseados na existéncia de amostras de treinamento. Amostras de treina-
mento sao necessarias para estimar o comportamento médio do padrao de cada classe.
Neste sentido é fundamental a obtencao de uma relagao equilibrada entre a quantidade de
amostras de treinamento e o nimero de pontos de cada amostra. Em situagoes praticas
¢ muito comum a existéncia de poucas amostras de treinamento tornando impraticével a

aplicacao destes métodos de classificacao.

Uma parte importante quanto a formulacao do classificador é a questao da limitagao
do numero de amostras dentro dos conjuntos de dados, que sao parte importante no
procedimento de classificacao. A dificuldade esta em estimar os padroes que serao utiliza-
dos no método, quando as amostras sao compostas por muitos pontos e existem poucas

amostras de treinamento para o classificador.

E fundamental a obtenc¢ao de uma relagao equilibrada entre a quantidade de amostras
e o numero de pontos, uma vez que para a realizacao desta classificacao de padroes o
algoritmo necessita estimar as matrizes de covariancia para as classes e este precisa ser
suficientemente robusto para a realizacao da classificacao das amostras. Esse equilibrio
pode ser alcancado a partir da idéia de extracao de atributos das amostras para que sejam

as fontes de conhecimento para os algoritmos de classificacao realizarem as decisoes.

1.1 Proposta

Muitos dos trabalhos praticos com classificacao de padroes encontram o problema de
desequilibrio entre a grande dimensao das amostras e o niimero de amostras de treinamento
disponiveis. Em muitas situagdes o nimero de amostras é insuficiente para a pratica do
processo de classificacao. Desse desequilibrio trata a idéia chamada de "maldicao da

dimensionalidade” (Jain e Chandrasekaran 1982).

Afim de chegar a um equilibrio, aplicam-se técnicas de reducao de dimensionalidade.
Elas podem ser agrupadas em duas categorias gerais: extragao de atributos e selecao de
atributos. A selecao de atributos refere-se a algoritmos que selecionam um melhor sub-

conjunto de pontos do conjunto de entrada. A técnica de extracao de atributos refere-se
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a métodos que geram novos dados baseadas em transformacao dos dados de entrada.

Além de aplicagoes em estatistica, a transformada wavelet é uma ferramenta
muito utilizada na area de processamento de sinais, pois através da decomposicao
de sinais unidimensionais ou bidimensionais permite a extracao de caracteristicas
com grande representatividade dos sinais originais, possibilitando assim represen-
tacoes compactas destes sinais. E esta a propriedade que serda explorada na area
de classificacao de padroes, permitindo aumentar a eficiéncia e desempenho de
classificagao. O método de extracao de caracteristicas via transformada wavelet é
aplicado tanto a dados unidimensionais, através da transformada unidimensional
(ID) (Yen e Lin 2000, Bruce, Koger e Li 2002, Goumas, Zervakis e Stavrakakis 2002,
Subramani, Sahu e Verma 2006, Prochazka, Kukal e Vysata 2008) quanto a
dados Dbidimensionais através da transformada wavelet bidimensional (2D)
(Rajpoot e Rajpoot 2004, Yen e Chu 2008, Narote, Narote e Waghmare 2009,
Sung, Kwak e Lyou 2010).

Entre os varios procedimentos aplicados dentro da técnica de ex-
tracao de caracteristicas, ha os trabalhos que aplicam transformada wavelet
para a extracao de caracteristicas e métodos Bayesianos para classifica-
¢ao de  padroes (Zhu e Schwartz 2002, Beltran et al. 2006,  Al-Kadi 2009,
Liping, XinYuan e Yuqgiang 2009, Dan, Yuan-yuan e Chen-xiang 2010). O estudo

realizado aqui segue esta linha.

O trabalho que inspirou este estudo foi o artigo de Mallet et.al. (Mallet et al. 1997),
no qual é aplicado classificador Bayesiano para a classificacao de dados simulados e dados
mineralogicos, e uma transformada wavelet adaptativa é construida para a redugao do
nimero de varidveis das amostras. Além disso em (Mallet et al. 1997) é aplicada uma
transformada wavelet discreta triddica que é adaptada para otimizar critério discrimi-
nante, e a partir dos coeficientes wavelet é realizado o processo de classificagao. Neste
sentido, a aplicacao de transformada wavelet caracteriza-se como uma ferramenta impor-
tante no processo de reducao do nimero de variaveis, pois mantém as caracteristicas da
funcao em uma representacao multiresolucao, formada por componentes com um menor

nimero de pontos a cada nivel de fatoracao.

No trabalho desenvolvido aqui algumas das idéias propostas em (Mallet et al. 1997)
sao consideradas e estudadas. A partir de uma versao simplificada e nao adaptativa
do algoritmo dado em (Mallet et al. 1997) e do uso da transformada wavelet diddica,

cuja implementacao ¢é rapida e mais simples do que a em base trés utilizada no artigo
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de referéncia, é estudado o impacto desta transformada quando aplicada a extracao de
caracteristicas das amostras, e consequentemente, reduzindo a dimensao das amostras que

fazem parte do conjunto de dados de treinamento do classificador Bayesiano.

O objetivo deste trabalho é o estudo da contribuicao da transformada wavelet ortonor-
mal da familia de Daubechies ao algoritmo de classificacao Bayesiano quando o cendrio
de classificacao apresenta o desequilibrio na relagao entre quantidade de amostras das
matrizes de treinamento e dimensao das amostras. A aplicacao de transformada wavelet
é realizada as amostras de treinamento e objetos a classificar, e a partir dos coeficientes
obtidos pela transformagcao sao extraidas caracteristicas que serao utilizadas no processo

de classificagao.

Para a avaliacao da classificacao através do uso de transformada wavelet e métodos
Bayesianos, dados unidimensionais e bidimensionais sao utilizados. Para a extracao de
atributos de dados unidimensionais, a primeira abordagem utiliza a transformada wavelet
unidimensional (TWD 1D), e os coeficientes resultantes da decomposicao formam o novo
conjunto de atributos. Para os dados bidimensionais ¢ aplicada uma segunda abordagem
via transformada wavelet bidimensional (TWD 2D) para a extragdo de atributos dos
dados. A partir de uma nova representacao da imagem sao extraidas as caracteristicas e

realiza-se a classificagao.

Neste trabalho, uma terceira abordagem ¢é proposta, denomidada de método hibrido.
Neste método sao mescladas as aplicagoes das transformadas wavelet bi- e unidimensional
aos dados provenientes de imagens. Desta forma, a transformada unidimensional consegue
capturar informagoes existentes entre dois niveis consecutivos da transformada bidimen-
sional, o que permite a extragao de caracteristicas complementares em relacao aos dados

bidimensionais, provenientes apenas da transformada bidimensional.

Para cada uma das abordagens mencionadas, exemplos com aplicagoes especificas sao

analisados e o processo de classificacao é entao avaliado.

1.2 Organizacao do texto

O texto desta dissertacao esta organizado da seguinte maneira:

Os Capitulos 2 e 3 apresentam os fundamentos tedricos deste trabalho. No Capitulo 2
encontram-se as defini¢coes sobre transformada wawvelet discreta, considerando-se fungoes
wavelets da familia de fungoes ortonormais de Daubechies. Além disso, no Capitulo

2 sao apresentadas os aspectos de multiresolucao intrinsecos as decomposi¢oes uni- e
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bidimensionais. No Capitulo 3 sao apresentados conceitos de classificacao de padroes e
método de extracao de caracteristicas. Além disso, classificador Bayesiano é apresentado

como um método estatistico de classificagao de padroes.

No Capitulo 4 o algoritmo de classificacao baseado na teoria de decisao pela regra
de Bayes é formulado. Neste capitulo também se faz a juncao das duas componentes
da metodologia estudada: a transformada wawvelet é portanto associada ao processo de

extracao de caracteristicas para a reducao de dimensao dos dados.

No Capitulo 5 sao apresentados os resultados obtidos para diferentes aplicagoes. Para
a avaliagdo do algoritmo de classificagdo, primeiramente sao considerados conjuntos de
dados unidimensionais. Aqui dois conjuntos de dados sao analisados: um conjunto for-
mado por dados gerados sinteticamente e outro conjunto de dados de trafego de redes de
computadores. Os dados bidimensionais de teste sao formados por imagens de cartas de

baralho, cujas fontes de aquisicao possuem diferenca de intensidade de luz.

O Capitulo 6 apresenta uma discussao sobre os resultados obtidos para os problemas
unidimensionais e bidimensionais apresentados, as conclusoes e algumas perspectivas para

trabalhos futuros.
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2 WAVELET X FOURIER

Muitas funcoes matematicas podem ser representadas por somas de funcoes funda-
mentais, que sao conhecidas como funcoes base. Estas representacoes sao dadas como
expansoes em séries, e um exemplo bem conhecido é a expansao em série de Fourier
(Figueiredo 1997), que é vélida para qualquer fungao f periddica (em particular com

periodo 1). A expansao de Fourier de uma fungao f neste caso é dada por:

[e.9] o0

flx) = Z e = Z axcos(2rkx) + bpsen(2wkx), x € R, (2.1)

k=—00 k=—o00
que representa a decomposicao de f como superposicao de harmonicos com frequéncias k
em relacao a base de funcoes seno e cosseno. Os coeficientes ¢, e consequentemente, ay

e by, da expansao sao dados pelas integrais

o = /01 F(x)e ™o dz, ay = /01 f(z)cos(2mkx)dz, by = /01 f(z)sen(2mkz)dx. (2.2)

A transformada répida de Fourier (FFT) é a maneira de se calcular os coeficientes
ar e by para dados discretos, considerando extensoes peridédicas desses dados, através de
algoritmos rapidos e otimizados. Cada coeficiente ¢, pode ser pensado como sendo o

contetdo harménico médio (em um periodo) de f na freqiiéncia k.

Analiticamente, a reconstrucao de f é exata caso a funcao seja peridédica e atenda
certas hipdteses (ver (Figueiredo 1997) para aspectos tedricos sobre a transformada inversa
de Fourier), mas na pratica isto raramente acontece, principalmente pelo fato de serem

analisados sinais e fungoes essencialmente nao periddicos.

A transformada de Fourier, apesar de ser amplamente utilizada nas mais diversas

aplicagoes em engenharia, apresenta ainda outras restrigoes:

e Fenomeno de Gibbs: oscilagoes nas proximidades das fronteiras do sinal analisado,
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devido a expansao periédica considerada pela FFT.
e Impossibilidade de representacao exata de dados que apresentem descontinuidades.

e Para dados truncados e discretos, a FFT inversa pode nao recuperar o sinal original,
dependendo das simplificacoes realizadas, tipo de extensao nas fronteiras, hipotese

dos dados serem provinientes de fungoes pares ou impares.

e Caso um valor da fungao seja alterado, toda a série de Fourier sera alterada. Ou seja,
perturbacoes locais dos dados de entrada sao percebidas por todos os coeficientes

da expansao.

Como uma alternativa para a expansao de uma funcao em série de Fourier, existem
outras fungoes que podem ser consideradas como base para representacao. Na préxima
secao € apresentada a familia de funcoes Wawvelets Ortonormais de Daubechies e sua

Transformada Discreta rapida.

2.1 Wavelet Ortonormal de Daubechies

Existem varias familias de func¢oes wavelets. Este trabalho considera as fungoes
wavelets ortonormais de Daubechies. Para um estudo detalhado e bastante aprofundado

sobre esta e as demais familias de wavelets ver (Daubechies 1992).

Uma das propriedades mais exploradas dessas funcoes é que as wavelets também
podem ser usadas como base para a expansao de uma func¢ao f, assim como as funcoes
trigonométricas foram utilizadas na expansao em série de Fourier. No entanto, as wavelets
possuem uma caracteristica essencial que as diferem das fungoes trigonométricas: elas sao
“ . L - o . .

ondas pequenas”, ou seja, sao fungoes oscilatorias que decaem rapidamente e que diferem
da funcao nula apenas em um pequeno intervalo fechado da reta, ou como se diz em

terminologia especifica da area, wavelets possuem suporte compacto (Daubechies 1992).

Assim como para as fungoes trigonométricas, na familia das wavelets também exis-
tem duas fungoes fundamentais: a funcao escala ¢(z) e a fungdo wavelet 1)(x), ambas

pertencendo ao espago £?(R) das fungoes de energia finita, ou seja:
/ o(z)dr =1 / Y(z)de = 1.

A funcao escala ¢(x) é aquela que preserva a drea, como mostra a equagao 2.3 e

portanto serd capaz de captar informacoes médias, quando realizada a transformacao. A
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fungao wavelet 1 (x) é a encarregada de perceber as variagoes em relagdo a média.

/_ Z é(a)dr = 1 /_ : Y(x)dz = 0. (2.3)

Ambas sao ortogonais entre si:

Denotando ¢, () = 2//2¢(2x — k) e v (x) = 29/2(27x — k), j, k € Z, a propriedade
de ortogonalidade e norma unitaria ficam preservadas. Na verdade, a propriedade de

ortonormalidade pode ser expressa pelas expressoes a seguir (Daubechies 1992):

/OO ¢j7k(x)¢j,l(x)dx = 5k,la (2.4)
/OO Yik() Y (x)dr = 6; 0k, (2.5)
/00 ojxk(x)j(x)de =0, (2.6)

sendo 4, j, k, | € Z e 0y ¢é o delta de Kronecker.

2.1.1 Analise multiresolucao

As propriedades iniciais das wavelets ortonormais de Daubechies podem ser expres-
sas também em termos dos seus espacos gerados, ou seja, dos conjuntos de todas as
funcoes obtidas através de combinagcoes lineares envolvendo as wavelets, suas translacoes
e dilatacoes. E conveniente portanto definir os espagos de aproximagao, que serao im-
portantes na compreensao da estrutura multiresolu¢do (multi escala) apresentada pela

transformada discreta.

Assim fixada uma escala j qualquer, V; serd o espago gerado por todas as translagoes
da fungao escala ¢;(z) e W, serd o espago gerado por todas as translagoes da funcao
wavelet ;(z). E pelas relagoes 2.4, 2.5 e 2.6, os espacos V; e W, serdo também ortogonais

entre si, seja qual for a escala j escolhida.

Desta forma uma anélise multiresolucao (multiresolution analysis, MRA) é caracteri-
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zada pelas seguintes propriedades entre estes espacos V;, W, e o espago L*(R):

—_

A0yc--cV Cc VoV C-e- L3(R);

2. Uit Vi = L2(R);

j=—o0

3. {¢(x — k) }rezé base ortonormal para Vj;

=~

L feVi= f(2) eV

5 Vip =V, oW

O item (1) significa que todos os niveis de resolucao terdo energia finita. Segundo
o item (2) qualquer fungdo de energia finita pode ser representada por elementos dos
espagos V; com diferentes niveis de resolu¢ao. Pelo item (3), as translagoes da funcao
escala formam uma base para o espago Vy. O item (4) diz que dado um elemento do
espaco V;, sua dilatagao estara contida no nivel seguinte. Como consequéncia, as bases
para os espacos V; também diferirao entre si apenas por um fator de escala. E finalmente
o item (5) afirma que, apesar da passagem de um nivel para outro ser dado por um fator
de escala, ainda assim poderd existir informacao complementar entre estes niveis, esta

sendo entdo representada por elementos de W; (Daubechies 1992)(Nielsen 1998).

Como os espacos W sao complementos ortogonais de V; em Vj;, essa relacao pode
ser estendida entre quaisquer niveis. Assim dois espacos Vj, e V;, com J > Jy, podem ser

decompostos

v, =V, P (é}l Wj) .

Jj=Jo

Esta é a esséncia da transformada discreta, na qual diferentes niveis de resolugao
de uma fungao sdo traduzidos como uma informacao grosseira (aqui representada pelos
dados em V) que é corrigida por vérios niveis de informagoes complementares, aqui

representados pelas informagoes contidas em cada um dos espagos W;.

2.1.2 Relacao de escala e equacao wavelet

Como fixado pela estrutura de analise multiresolucao, Vy C Vi. E portanto qualquer
funcao em Vj pode ser expandida em termos de funcoes base de V;. Em particular, a

propria fungao escala ¢(x) = ¢oo(x) € Vp pode ser escrita como:
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px) = Y hppri(r) =V2 Y hpp(2z— k), (2.7)

k=—00 k=—o00

sendo

b= [ owponsta)ts 2.5)

Como as fungoes escala possuem suporte compacto, a integral indefinida é na verdade

definida, e apenas um numero finito de h;, sera diferente de zero. Assim

br) = V3 he(2 — ). (2.9

A equacao (2.9) é fundamental para a teoria wavelet e é conhecida como relag¢ao de
escala. D é um numero par inteiro positivo chamado de ordem da wavelet, e os nimeros
ho, hi,...,hp_1 sao chamados coeficientes do filtro. A funcao escala é unicamente carac-
terizada por esses coeficientes. Para maiores detalhes sobre a obtencao destes valores, ver
(Daubechies 1992).

Analogamente a equagao (2.9), tem-se a relagdo para a wavelet basica 1. Como

v e Wy, Wy € Vi e ¢ também de suporte compacto, pode-se expandir 1) como

V@) = V2 gu(2 — k). (210)

sendo os coeficientes g5 dados por:

g = / " (@) pa)da. (2.11)

A equagao (2.10) é chamada equagao wavelet e os coeficientes gy sao os filtros wavelets.
Uma propriedade importante é a possibilidade de representar g em termos de hj, como

segue:

gx = (=1)*hp_1_,k = 0,1,...D-1.

2.1.2.1 Propriedade dos Momentos Nulos

Outra importante propriedade da funcao escala é a capacidade de representar

polinomios exatamente para um grau N — 1, de acordo com o nimero de filtros D con-
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siderados na relagao de escala que a define, sendo que D = 2N. Consequentemente esses

polindmios serao ortogonais as fungoes wavelets. Mais precisamente,

/ 2Pp(x)dr =0 (2.12)
e o0
=Y M¢(x—k), z€R p=0,1,...N -1, (2.13)
k=—oc0
onde
M,f:/ PO —k), k€T, p=0,1,..N—1. (2.14)

O que em termos de espagos de multiresolucao significa que os polinomios até grau
N —1 estao em V; e nao necessitam de informacgoes complementares dos espacos W;. Isto

desde que a funcao escala e a wavelet tenham D = 2N filtros associados.

2.1.3 Expansao de uma funcao em Vj

Uma funcao f qualquer € V; pode ser expandida em funcao da base de V}, neste caso,

translagoes da funcao escala dada no nivel j, como dada na expressao 2.15 a seguir:

fz) = Z cii1p(x), x € R, (2.15)

l=—o00

sendo os coeficientes da expansao dados por:

Cjp = /_OO f(@)¢j(z)d. (2.16)

No entanto, quando pensamos em V; = V;_; UW;_;, a representacao de f pode ser
dada agora em funcao das bases de V;_; e W;_1, cuja uniao também forma uma base para
V; (lembrando que isso é valido, pois V;_; e W;_; sdo complementos ortogonais em V;).

Assim a expansao para a funcao f é dada por:

o0

f(z) = Z Cj1195-11(7) + Z dj—11%j-11(2), (2.17)

l=—00 l=—00

cujos coeficientes sao dados por:
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Cj-10 = /OO f(x)gj—14(r)dz,
djflyl = /Oo f(l')wj,17l(l’)dl'. (218)

Observa-se que V;_; por sua vez pode ser decomposto em fun¢ao de suas duas compo-
nentes ortogonais Vj_o e W;_5. Assim 2.17 pode ser novamente decomposta em mais um
nivel de resolucao, desta vez considerando-se j — 2 o nivel mais grosseiro e j o nivel mais
fino. Neste caso, dois niveis de detalhes sao necessarios para se recuperar as informagoes

dadas no nivel 7, como apresentado na representacao envolvendo dois niveis dada a seguir:

o0

F@) =" ciadjra(@) + (D diastbjan(x) + D dirhi-1a(x)), (2.19)

l=—00 l=—00 l=—00
cujos coeficientes sao dados de forma analoga aos coeficientes em 2.18.
Sendo assim, quando um certo nivel .Jy for escolhido como sendo o nivel mais grosseiro

para a representagao da funcao e J for considerado o nivel mais fino, a representacao em

multinivel é dada por:

e’} J—-1 oo
flz) = Z Clo P (T) + Z Z dj—1105-11(2), (2.20)
l=—00 j=Jo l=—00

novamente com coeficientes da expansao dados de forma andloga aos apresentados em
2.18.

2.2 Transformada wawvelet discreta unidimensional
(TWD 1D)

Quando a funcao f inicialmente considerada em V; estiver definida em um intervalo
[a, b] finito e for discretizada com uma quantidade inicial de pontos também finita e dada de
forma diddica por N; = 27™% pontos dentro do intervalo [a, b], entdo todas as expansoes
2.15, 2.17, 2.19 ou 2.20 serao simplificadas, uma vez que os somatorios em relacao ao
parametro de translacao serao finitos, percorrendo as N; posigcoes possiveis, de acordo

com a escala.

Da mesma forma que as expressoes para as séries em base wavelet serao simplificadas,
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também serd simplificada a maneira com que se obtém seus coeficientes. Essa simplificacao
no calculo dos coeficientes da expansao para o caso de funcgoes discretizadas e malhas
diddicas é o que se denomina transformada wavelet discreta. Neste trabalho é utilizado
o algoritmo rapido de Mallat para esta transformacao inversivel (fast wavelet transform,

FWT)(Mallat 1989).

Para se obter a transformada discreta, consideram-se as relagoes 2.18 para os coefi-
cientes. Escrevendo-se as relagoes de escala (2.9) e a equagdo wavelet (2.10) para fungoes
nos niveis 7 — 1 e substituindo-se entao estas relagoes nas integrais, obtém-se as seguintes

expressoes envolvendo coeficientes de dois niveis consecutivos:

- . D-1 D-1

Lembrando que D = 2N é a ordem da wavelet e é determinado de acordo com a escolha
feita para o numero de coeficientes de filtros na definicao da fungao escala e consequente-
mente, da wavelet. Observa-se ainda que a quantidade de coeficientes escala (e wavelet)
no nivel j — 1 é a metade do nimero de coeficientes do nivel j, ou seja, N;_; = N;/2.
As relagoes dadas em (2.2) sdo entao as expressoes para a Transformada wavelet Discreta

para 1° nivel de decomposicao.

Considerando-se o vetor inicial de coeficientes c¢; = (cj0,...c7n,—1) com Ny = 9Jmaz
como sendo o vetor contendo os valores discretos de uma funcao f na escala J, mais fina
de resolugao, e considerando-se ainda que o nivel mais grosseiro da transformada seja Jy,

entao a expansao em série neste caso discreto é dada por:

Nj,—1 J—1 N;j—1
f= Z CoiPosi T Z Z d;iV;i, (2.22)
i=0 j=Jo i=0

sendo os coeficientes cj,; referentes a informacao do sinal no nivel mais grosseiro. A
familia de coeficientes wavelet d;;, 7 = Jo, Jo+1, ..., J —1 sao todos detalhes em diferentes

escalas necessarios para a reconstrugao da fungao no nivel mais fino (funcao original).

Visualmente, pode-se observar o resultado de decomposicao de uma funcao f através
do fluxo de transformada wavelet dos coeficientes de escala resultantes a cada nivel de

decomposicao (Figura 1).
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Figura 1: Fluxo de decomposicao via transformada wavelet.

Do ponto de vista computacional, o processo de transformada wawvelet discreta de um
sinal unidimensional pode ser descrito como procedimento de filtragem deste sinal. Os
coeficientes h representam coeficientes de filtro passa-baixas, os coeficientes de escala da
decomposigao sao resultado da filtragem. Os coeficientes g representam coeficientes de
filtro passa-altas, gerando os coeficientes de detalhe (coeficientes wavelet) do sinal, que

representam o conteudo de alta-freqiiéncia.

O processo inverso, a transformada wawvelet discreta inversa realiza a reconstrucao do
sinal a partir do mesmo conjunto de filtros. A reconstrucao de c;_; passa pela reconstrucao
do sinal a partir dos coeficientes de escala c¢;_ e dos coeficientes de detalhe d;_o. A
operacao de transformada wawvelet discreta a partir de wavelets periodizadas é exatamente
inversivel (Nielsen 1998). As Figuras 2 e 3 representam a operagao de filtragem de um
sinal unidimensional de entrada denominado z: a Figura 2 representa a transformada

wavelet como operacao de filtragem, e a Figura 3 apresenta a reconstrucao do sinal.
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Figura 2: Transformada wavelet unidimensional: filtragem de sinal unidimensional .
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b
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Figura 3: Transformada wavelet inversa: reconstrucao do sinal unidimensional x.

2.3 Transformada wawvelet bidimensional (TWD 2D)

Para a decomposigao de uma func¢ao f(z,y) ou uma imagem s, esta deverd ser dada
de forma discreta e armazenada em uma matriz Ay;«ny cuja dimensao seja dada por
valores diddicos: M = 2% ¢ N = 2/™ma  [Uma, possibilidade de se obter a transformada
rapida bidimensional é através da execucao da operacao unidimensional de transformacao
primeiramente aplicada em todas as linha e entao aplicada em todas as colunas da matriz

A, como representado na Figura 4.

A transformada wavelet bidimensional (2D) pode ser obtida de diversas formas,
basta que a ordem de execucao das transformadas wavelet unidimensional para as li-
nhas e colunas seja realizada em ordem diferente. Para cada maneira de se compor es-
tas transformagoes unidimensionais, haverd uma transformada inversa correspondente.
Neste trabalho considera-se a transformada 1D aplicada primeiro em todas as linhas
e depois em todas as colunas, como apresentado em (Stollnitz, Derose e Salesin 1995,

Stollnitz, Derose e Salesin 1995).

Figura 4: Ordem de execugao da transformada wavelet: primeiramente, linhas, e entdao as colunas.

A partir da transformada wavelet discreta 2D (W) da imagem s, obtém-se a fatoragao
da imagem em 4 sub-bandas a cada nivel de decomposi¢ao. As sub-bandas CD, DC e DD,
representam os detalhes resultantes da decomposicao da imagem na direcao horizontal,

vertical e diagonal, respectivamente. A sub-banda CC representa os coeficientes de escala
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do sinal de imagem (Figura 5). A imagem aproximada (sub-banda CC) é usada para

obter o préximo nivel de decomposicao.

MEDIAS DETALHES
(©) (D)
y
MEDIA MEDIA
DAS DOS
MEDIAS DETALHES
(cc) (CD)
DETALHE DETALHE
DAS DOS
MEDIAS DETALHES
(DC) (DD)

Figura 5: Resultado da transformada wavelet em 2 dimensoes.

Para decompor a imagem em ¢ niveis, deve-se executar a transformada
wavelet na sub-banda CC: resulta-se em 4 novas sub-bandas, sendo W(CC;) =
[CCiy1,CD;y1, DCiyq, DD;14]. A cada nivel, cada sub-banda tem dimensao N/2' x N/2¢.

2.3.1 Tratamento das fronteiras para TWD 2D

Para as wavelets periddicas, o algoritmo de TWD periddica considera a utilizagao
dos dados do inicio de cada linha (ou coluna) para calcular o valor dos coeficientes do
proximo nivel e no processo inverso considera estes valores novamente. Neste trabalho

sao consideradas as wavelets periddicas Db2 e Db8 para o processamento das imagens.

A Figura 6 apresenta a decomposicao da imagem através de wavelets Db8 periddica.
Percebe-se a consequéncia do uso de wavelets periddica na observacao das fronteiras das
imagens resultantes em cada nivel de decomposicao. As imagens com menor resolugao
tem distorcao inserida nas fronteiras, e a distorcao fica maior a cada nivel de decom-
posicao principalmente para wavelets com maior nimero de coeficientes nos filtros de
decomposi¢cao como é o caso da wavelet DbS. Observando cada nivel da decomposicao,
nota-se que a imagem passa impressao que ¢ deslocada para a diagonal superior esquerda,
e parte da imagem reaparece na fronteira dentro das linhas brancas tracejadas. Assim
como para a transformada wavelet unidimensional, a operacao de transformada wavelet

bidimensional a partir de wavelets periodizadas é exatamente inversivel (Nielsen 1998).
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Imagem de entrada Decomposicdo da imagem: 1° nivel

>3

Figura 6: Decomposicao de imagem através de wavelet DbS periddica.
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3 CLASSIFICACAO DE
PADROES

(Classificacao de padroes é uma area que busca a classificacao de amostras em subcon-
juntos de elementos com atributos em comum. O estudo desta técnica busca realizar a
distingao entre diferentes padroes dentro de um espaco de observacao, e realizar decisoes
sobre as categorias de padroes observados. Exemplos deste tipo de aplicacao tém-se re-
conhecimento de letras manuscritas, classificacao de imagens nas areas biomédicas, dados

de sensoriamento remoto, bio-identificagao.

O design de sistemas de classificacao de padroes essencialmente envolve os seguintes
aspectos: 1) aquisicio de amotras e pré-processamento, 2) estimativa dos padroes, 3)
realizacao de decisao para dados futuros. O dominio do problema dita a forma para
aquisicao de dados, pré-processamento, forma de representacao. Em geral, um problema
de reconhecimento bem definido, onde ha pouca correlacao entre classes e muita correlagao
dentro das classes, conduzem para uma representacao compacta dos padroes e uma simples

estratégia de decisao (Jain, Duin e Mao 2000).

A aprendizagem a partir de um conjunto de treinamento é uma caracteristica impor-
tante e desejada na maioria dos sistemas de classificagao de padroes. As abordagens mais
conhecidas e aplicadas sdo: “template matching” (equiparagao com modelos), classificagao
estatistica e redes neurais (Jain, Duin e Mao 2000). Um fator que prejudica o processo
de classificacao é o desequilibrio entre a dimensao das amostras e nimero de amostras de

treinamento

H4 dois grandes motivos para manter a dimensionalidade da representagao dos padroes
(nimero de pontos) tao pequeno quanto possivel. O primeiro estd relacionado ao custo
de medicao e exatidao na classificacao. Um conjunto de caracteristicas limitado, porém
proeminente, simplifica tanto a representacao dos padroes quanto a construcao dos clas-
sificadores a partir da representacao selecionada. Assim, o classificador resultante sera

mais rapido e usard menos recursos de memorias. Além disso, um numero menor de ca-
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racteristicas pode reduzir o efeito da maldicao da dimensionalidade quando h& limitacao
no numero de amostras. Por outro lado, a reducao do nimero de caracteristicas pode
resultar em uma perda na capacidade de discriminacao e entao diminuir a exatidao do

resultado de classificagdo (Jain, Duin e Mao 2000).

As técnicas de reducao de dimensionalidade podem ser agrupadas em duas categorais

gerais: extracao de atributos e selecao de atributos.

No primeiro caso, transformacoes lineares ou nao-lineares sao aplicadas aos dados ori-
ginais, concentrando o poder de discriminacao entre as classes em um niimero menor de
pontos, permitindo desta forma reduzir a dimensionalidade dos dados originais com uma
perda de informagao desprezivel. No processo de selecao de atributos critérios de separa-
bilidade entre as classes sao utilizados para selecionar um subconjunto 6timo dos dados
originais (Moraes e Haertel 2007). E importante distinguir entre extracao de atributos e
selecao de atributos. O primeiro termo refere-se a métodos que criam novas caracteristi-
cas baseadas na transformagcao ou combinagoes do conjunto de dados originais. O termo
selecao de atributos refere-se a algoritmos que selecionam o melhor sub-conjunto de dados
do conjunto de entrada. Um conjunto de dados transformados gerados por método de
extracao de atributos pode prover uma melhor capacidade que o melhor subconjunto de
conjunto de atributos de entrada, mas estes novos dados podem nao conter um significado
fisico claro (Jain, Duin e Mao 2000).

3.1 Meétodos estatisticos de classificacao de padroes

Técnicas estatisticas tém sido utilizadas para desenvolver métodos de classificacao de
padroes, onde o foco esta nas propriedades estatisticas dos padroes, geralmente expres-
sas em densidades probabilisticas (Duda e Hart 1973). O padrao é representado por um
conjunto de p atributos, visto como um vetor de pontos p-dimensional. Conceitos bem
conhecidos da teoria de decisao sao utilizados para estabelecer limites de decisao entre
as classes de padroes. O sistema de classificacao funciona em duas etapas: etapa de
treinamento e etapa de classificagdo. No modo de treinamento o médulo extrai/seleciona
os atributos apropriados para representar os padroes pré-estabelecidos e o classificador é
treinado para representar as classes. Na etapa de classificacao, o classificador treinado
designa as amostras de entrada em uma das classes sob consideragao baseado nos atributos

medidos.

O principal objetivo é extrair/selecionar atributos que identifiquem corretamente
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padroes que classifiquem de forma efetiva os dados analisados, de tal forma que classes
bem definidas possam ser identificadas. Isto pode ser realizado usando teoria de classifica-
¢ao baseada em regras de decisao de Bayes (Mallet et al. 1997). De posses destas classes
o classificador tem por objetivo estabelecer limites de decisao. No classificador Bayesiano
os limites de decisao sao determinados pelas probabilidades a posteriori de uma particular

amostra pertencer a cada uma das classes.

A regra de decisao de Bayes designa uma amostra para a classe cuja probabilidade a
posteriori seja a maior. A regra de decisao de Bayes gera um classificador 6timo, no sentido
que, fixadas determinadas probabilidades a priori, funcao perda e densidades condicionais
probabilisticas conhecidas, nenhuma outra regra de decisao tera um risco tao baixo. Na
pratica, a regra de decisao de Bayes empirica, ou regra “plug-in”, é usada: estimativas
das densidades sao usadas no lugar das densidades verdadeiras que sao desconhecidas.
Estas estimativas de densidade podem ser obtidas através de métodos paramétricos ou
nao paramétricos. Os métodos paramétricos sao comumente aplicados sendo utilizada a
distribuicao normal multivariada para caracteristicas continuas e as distribuicoes binomial

e multinormal para caracteristicas discretos.

3.1.1 Classificador Bayesiano

Cada amostra representarda um espectro composto por medicoes discretas feitas em
p varidveis e representado por um vetor p—dimensional de pontos x = [z1,...,z,]T. Os
dados de treinamento constituem uma amostra aleatéria do vetor x para cada classe de
interesse r = 1, ..., R. Estes dados sdo armazenados em linhas de matriz X (n x p), com
n=ny+ny+..+ny =12, R) €N, sendo o numero de amostras de treinamento da classe
r. Abaixo, é representada uma matriz de treinamento com R = 3 classes. Esta matriz
tem o mesmo nimero de amostras de treinamento para cada uma das classes. Porém, o

nimero de amostras de treinamento nao precisa ser igual para todas as classes.
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Uma matriz de treinamento é entao construida para cada classe r. Baseado nestes
dados estima-se um comportamento médio com intervalos de confianga para cada classe.
Para estas estimativas supoem-se distribuigao normal multivariada para X;, Xs,..., Xg,
com médias distintas para cada classe e com matriz de varidncia/covariancia igual para

todas as classes.

Para se classificar uma amostra futura x de classe desconhecida, calcula-se as proba-
bilidades a posteriori P(r|xo) parar = 1,2,..., R. A amostra x, sera classificada na classe
cuja probabilidade a posteriori seja a maior. O cdlculo de P(r|xg) é realizado utilizando-se
o teorema de Bayes (Duda e Hart 1973). Todos os parametros necessarios para este cdl-
culo sao obtidos utilizando os dados da amostra x( e as estimativas das classes ja obtidas

com as amostras de treinamento. O valor de P(r|xg) é encontrado aplicando

p(xo|7) P(r)
S p(xolr) P(r)’

sendo P(r) a probabilidade apriori de um objeto pertencer a classe r (em geral assume-se

P(r|xg) =

r=1,..., R,

priori nao informativa, ou seja, mesma probabilidade a priori para todas as R classes).
p(xo|r) é o valor da densidade estimada da classe 7 no ponto zy. Supondo matrizes de
variancias/covariancias iguais para todas as classes (esta suposigdo conjuntamente com o
uso da probabilidade a posteriori maxima para classificagao caracteriza a andlise discri-
minante linear Bayesiana) e distribuigao normal multivariada, o valor p(xg|r) é calculado

por:

p(xo0lr) = (21) 5[ pooted| "2 exp| 0, 5(x0 — Xr)S oorea(x0 — %),
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R . A . .
sendo Spooied = |:Zr:1 nTST} /n a matriz de covariancia ponderada e S,, a matriz de

variancia/co-variancia estimada para a classe r dada por:

=1

Sr = [Z(Xz(r) - i7")T(Xi(r) - ir) /nr~

Na equacdo acima, X, = [Z?;l Xi(r):| /. é o vetor de médias estimado para a classe

T e X;(,) indica que a amostra de treinamento i pertence a classe r.

O algoritmo de classificagao baseado na regra de decisao de Bayes é descrito na Secao

4.1.
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4 CLASSIFICACAO
BAYESIANA E WAVELETS

Nesta secao é apresentada uma simplificacao do algoritmo de classificacao apresen-
tado em (Mallet et al. 1997). A transformada wavelet é aplicada no pré-processamento
dos dados de classificacao, tanto para os dados de treinamento como para os objetos de
classificagao. O algoritmo original aplica uma familia de wavelets triddicas e é construida
de forma adaptativa, e realiza a avaliacao de resultados de classificacao utilizando os co-
eficientes das 3 bandas de decomposicao para formar as matrizes de treinamento para o

classificador.

No algoritmo descrito a seguir (Se¢ao 4.1), a parte adaptativa de construgao da wavelet
foi retirada e uma wavelet diadica foi utilizada. Os coeficientes de escala sao utilizados

para formar as matrizes de treinamento e objetos de classificacao.

Na Secao 4.2 sao apresentadas as trés abordagens para a extracao de atributos a
partir da transformada wavelet. E apresentado ainda o modo como sao realizados os

procedimentos para esta extracao.

4.1 Algoritmo de classificacao Bayesiano

O método de classificacao Bayesiano considera que cada amostra a ser classificada é
representada por um vetor p—dimensional, xp = (21,29, ..., x,), de classe desconhecida.
Supondo que existam R classes, r1, ra,...,rg classes treinadas com base em n amostras de
treinamento, o objetivo é obter a qual dessas classes o vetor xp pertence. O classificador
atribuird o vetor zp a classe que tem a maior probabilidade a posteriori P(r|zr). Desse
modo, zp é associada a classe ry, se e somente se a probabilidade P(rg|xr) é maior que

P(rj|lzr). Ou seja:

P(Tk|XF) > P(Tj’XF)7vJ71 <] < R?j % k.
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Apesar da regra de classificacao acima ser 6tima, ela tem forte influéncia da qualidade

das amostras de treinamento.

Para avaliar a qualidade das amostras de treinamento utiliza-se neste trabalho a téc-
nica denominada leave-one-out. Neste técnica uma amostra de treinamento é considerada
uma amostra a ser classificada. Esta técnica esta descrita no Algoritmo 1. Cada amostra
de treinamento de cada classe r = 1,2, ..., R é considerada como uma amostra de classe
desconhecida e atribuida a xy. Esta amostra é retirada da matriz de treinamento, e sao
realizados os cdlculos de vetor de médias para as classes, matrizes de variancia/covariancia
para as classes, matriz de covariancia ponderada, e calculo das probabilidades a posteriori
de classificacao. Esta acao é repetida para todas as amostras de treinamento de todas as
classes, para avaliar cada amostra de treinamento. A idéia bésica desta técnica é cons-
truir a regra de classificacdo sem considerar a amostra retirada da matriz de treinamento
e classificd-la em sua classe de origem. Se as classes forem bem definidas e suficientemente
distintas umas das outras, este processo nao produzira falsos positivos. Caso haja uma
alto grau de similaridade entre as classes, nesta etapa entao esta caracteristica sera perce-
bida pelo algoritmo através de varias escolhas para a classificagao e, portanto, havera um

alto grau de falsos positivos.

A classificacdo é executada quando tem-se uma amostra de classe desconhecida e
deseja-se classificd-la em uma classe pré-estabelecida. O algoritmo de classificagcao é simi-
lar ao Algoritmo 1: as estimativas para as classes sao realizadas com todas as amostras de
treinamento de todas as classes, e xg recebe uma amostra de classes desconhecida zp. Ao
final sao calculadas as probabilidades a posteriori desta amostra de classe desconhecida
pertencer a cada classe. Este processo é repetido para todas as amostras de um conjunto

de amostras de classe desconhecida. Este procedimento é descrito no Algoritmo 2.
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Algoritmo 1: Algoritmo leave-one-out.

1) Entrada de matriz X de amostras de treinamento, n x p. n = ny +ng + ... + ng,
em que n representa nimero de amostras, e R é o total de classes, cada amostra
com p pontos. Tem-se entao n; amostras da matriz de dados referentes a curvas da
Classe 1, no amostras da Classe 2, etc...

2) Retira a amostra ;) da matriz de amostras de treinamento e xo = () -
Faz-se:

a) Célculo do vetor de médias para cada classe r = 1, ..., R a partir de:

Ny
X, = [Z Xi(r)] /nr
i=1
b) Célculo da matriz de variancia/covariancias Sr para cada classe r =1, ..., R:

=1

ST = [ZT<X7,(T’) - i7“)T(X7L(7“) - i7‘)] /nr

c¢) Célculo da matriz de variancia/covariancias ponderada Speoied

R
Spooled - [Z nrsr] /n
r=1

d) Para x, calcula-se a verossimilhanga p(zo|r), resultando em R

verossimilhancas.

p(xolr) = (27r)_g|spooled|_%exp[_oa 5(xo — X_T)S;ololed(xo - X_T)T]

e) Através dos valores determinados em 2(d), calcula-se as probabilidades a
posteriori P(r|zy). Inicialmente, utiliza-se P(r) = 1/R para todo r =1, ..., R.
Obtém-se R probabilidades a posteriori, e a soma destas probabilidades ¢é igual a
1. Esta posteriori representa a probabilidade atualizada de uma curva pertencer
a classe 7.
P(r|xo) = g(XO’T)P(T) s r=1.,R
D rm1 P(X0|T) P(1)

f) Classifique zo na classe cuja probabilidade a posteriori calculada em 2(e) é a

de maior valor.

3) Repita o passo 2 para todas as amostras de treinamento, ou seja, para

Ti(r) = T1(1)s L2(1)5 »++s L1(2)5 +++y L1(3)s +++» Tn(R)-
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Algoritmo 2: Algoritmo de classificacao.

1) Entrada de matriz X de amostras de treinamento, n x p. n = ny +ng + ... + ng,
em que n representa nimero de amostras, e R é o total de classes, cada amostra
com p pontos.

2) Calculo do vetor de médias para cada classe r = 1, ..., R a partir de:

ir - [Z Xi(r)] /TL,«
=1

3) Célculo da matriz de variancia/covariancias Sr para cada classe r = 1,..., R:
Sr - [Z(Xz(r) - i7”)T(Xi(7”) - ir)] /nr
i=1

4) Célculo da matriz de variancia/covariancias ponderada Spoored

R
Spooled - [Z nTST] /7’L
r=1

5) xo recebe amostra de classe desconhecida xp (xo=2p):

a) Para zg, calcula-se a verossimilhanga p(z¢|r), resultando em R

verossimilhancas.
_p _1 N _
p(xo|r) = (27) g|Spooled| 2exp[—0,5(xo — XT)Spololed(XO - XT)T]-

b) Calcula-se as probabilidades a posteriori P(r|zg). Inicialmente, utiliza-se
P(r) = 1/R para todo r = 1, ..., R. Obtém-se R probabilidades a posteriori, e a
soma destas probabilidades ¢ igual a 1. Esta posteriori representa a
probabilidade atualizada de uma curva pertencer a classe r.
P(r|xq) = £(X0|T)P(T) ,r=1,...,R
1 P(Xolr) P(r)

f) Classifique o na classe cuja probabilidade a posteriori calculada em 2(e) é a

de maior valor.

6) Repita o passo 5 para todas as amostras de classe desconhecida.
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4.2 Algoritmo de classificacao Bayesiano e pré-
processamento wavelet

Para realizagao da classificacao é essencial que exista uma relagao equilibrada entre o
nimero de amostras que compoem as matrizes de treinamento e a dimensao das amostras.
Essa relacao garante o cdlculo das matrizes inversas das matrizes de covariancia para as
classes, e viabiliza o cdlculo das probabilidades de classificacao. Um dos objetivos deste
trabalho é o estudo da contribuicao da transformada wavelet ao algoritmo de classificacao
quando o cenario de classificacao apresenta desequilibrio entre a quantidade de amostras
das matrizes de treinamento e suas dimensbes. A aplicacao de transformada wavelet é

realizada as amostras de treinamento e objetos a classificar.

A transformada wavelet é aplicada como parte da etapa de pré-processamento dos
dados (Figura 7). O pré-processamento simplifica as operagoes subseqiientes sem perda
de informagao relevante (Duda e Hart 1973). Este processo é executado afim de extrair os
valores mais significativos, reduzir ruidos devido a aquisi¢ao dos dados, e assim processar

um volume menor de dados com grande grau de representatividade dos dados originais.

Dados brutos

l

Coleg¢io/Conjunto de dados

Unidimensionais e
Bidimensionais

v
Extragao de
variaveis/caracteristicas

Transformada Wavelet 1D e 2D

v v
Classificacdo de padroes |« > Treinamento
Resultado de
classificagao
Figura T: Etapas de wum sistema de classificagao. Adaptado de (Pei et al. 1995),

(Pittner e Kamarthi 1997)

A aplicacao da transformada wavelet funciona como um método de extracao de atri-
butos das amostras. A partir da transformada wavelet de cada amostra da matriz de
treinamento, forma-se a nova matriz de treinamento com as caracteristicas levantadas a

partir da decomposicao wavelet. Os resultados de classificacao podem ser avaliados a cada
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nivel de decomposicao da transformada wawvelet, avaliando cada novo grupo de atributos
extraidos. A transformada wavelet também é aplicada ao objeto de classificacao, pois
deve-se avaliar o mesmo principio de extracao de atributos que é aplicado a matriz de

treinamento e amostra de classificacao.

i

CONJ. DE DADOS
UNIDIMENSIONAIS|

Extragao de
variaveis/caracteristicas

Transformada Wavelet 1D e 2D Y
l TW1D (V)

i

Figura 8: Abordagem unidimensional para dados unidimensionais.

O algoritmo de classificagao (descrito na Secao 4.1), em modo de classificagao de obje-
tos, avalia sinais unidimensionais. Para estes sinais a transformada wavelet unidimensional
é aplicada e os coeficientes de escala compoem as amostras de treinamento (Figura 8). O
nimero de niveis de decomposicao pela transformada wavelet é um parametro que pode
ser definido no inicio do processo de classificacao. Neste trabalho, para a transformada
unidimensional praticamente todos os niveis da decomposicao sao avaliados. A partir dos
coeficientes resultantes, obtém-se nova representacao aproximada das amostras. Entao,
uma nova matriz de treinamento é composta. O algoritmo de classificacao executa o pro-
cedimento de classificagao e avalia-se a taxa de acerto de classificacao. A cada nivel de
decomposigao ¢ feita essa analise, afim de avaliar o equilibrio entre niimero de amostras e

atributos extraidos das amostras.

Neste trabalho também ¢é avaliado o comportamento do classificador para o reconhe-
cimento de padroes de imagens, ou seja, dados bidimensionais. A partir desta avaliagao

sao utilizadas duas abordagens para a classificacao de dados bidimensionais.

A primeira abordagem aplica a transformada wavelet unidimensional aos dados bidi-
mensionais, mas os dados bidimensionais devem ser passados para o formato de um vetor
(devem ser unidimensionais) durante etapa de pré-processamento (bloco em destaque na
Figura 9). O vetor é formado pela concatenagao das linhas da matriz de dados. Tanto as
amostras das matrizes de treinamento quanto os objetos de classificacao devem passar por
este procedimento. A partir destas novas representacoes unidimensionais, a transformada
wavelet é aplicada e os coeficiente de escala compoem as novas matrizes de treinamento

das classes. A cada nivel de decomposicao é avaliada a classificacao dos objetos. O niimero
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de niveis de decomposicao que sao avaliados na classificacao é um parametro definido no

comeco do procedimento e neste trabalho sao avaliados praticamente todos os niveis.

CONJ. DE DADOS
BIDIMENSIONAIS

Extracao de I L |
variaveis/caracteristicas oz ] |
I 7= ™21 =[L, L, Lyl
Transformada Wavelet 1D e 2D | LN |
— 1_ — — )
TW 1D (V)

'

Figura 9: Abordagem 1D para dados bidimensionais.

A segunda abordagem utilizada para a andlise de dados bidimensionais é através do
uso da transformada wavelet 2D para a extracao de atributos das amostras. Através
da transformada wavelet 2D, os dados bidimensionais sao reduzidos e obtém-se novas
representacoes. Os dados da sub-banda CC, que representam os coeficientes de escala
do sinal de imagem, formam as matrizes de treinamento. Assim como a abordagem que
aplica a transformada unidimensional, para esta abordagem o ntimero de niveis para a
transformada bidimensional é um parametro definido no inicio do processo. Os dados
bidimensionais somente sdo passados para formato unidimensional (concatenacao das li-
nhas da matriz, como para o método unidimensional) a partir de um determinado nivel
da transformada wavelet 2D. Este nivel é definido como um parametro dado no inicio do
processo de classificacdo para compor as matrizes de treinamento (bloco em destaque na

Figura 10).
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Figura 10: Abordagem 2D para dados bidimensionais.
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Para a analise dos dados bidimensionais, neste trabalho é proposto um método hibrido.
Nesta abordagem executam-se as transformadas wavelet bidimensional e unidimensional
em dois processos consecutivos. Inicialmente, a transformada bidimensional é aplicada
aos dados bidimensionais até um nivel determinado inicialmente (parametro definido no
inicio do processo de classificacao). A partir da matriz de coeficientes de escala CC, que
representam os coeficientes de escala da imagem, as matrizes sao passados para vetores
através da concatenacao das linhas da matriz. A partir desta nova representacao, a
transformada wavelet unidimensional é executada para a extracao de atributos a partir dos
coeficientes de escala CC da imagem original. O ntimero de niveis de decomposicao para a
transformada unidimensional também é definido no inicio do processo. Os coeficientes de
escala resultantes da transformada unidimensional formam as amostras que compoem as
matrizes de treinamento. Assim como para as abordagens unidimensional e bidimensional
descritas anteriormente, praticamente todos os niveis sao avaliados durante a classificacao
dos dados. A Figura 11 ilustra a seqiiéncia dos procedimentos para a extracao de atributos
pelo método hibrido. Em destaque na imagem, a etapa de concatenacao das linhas da
matriz dos coeficientes de escala CC da imagem.

B v
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Figura 11: Abordagem hibrida para dados bidimensionais.

O algoritmo de classificacao Bayesiano que utiliza-se neste trabalho foi apresentado
na Secao 4.1. Na Secao 4.2 apresentou-se aplicagao da transformada wavelet no pré-
processamento dos dados unidimensionais e bidimensionais para realizacao de classificagcao

de padroes.

Para a avaliacao destes métodos propostos, sao utilizados duas fontes de dados uni-
dimensionais e uma fonte de dados bidimensionais (cole¢ao de imagens). O método de
pré-processamento via transformada wavelet 1D é aplicado para os dados unidimensionais.

Os dados bidimensionais sao tratados no pré-processamento de trés maneiras diferentes,
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tanto aplicando somente transformada wavelet 1D no pré-processamento, quanto tam-
bém avaliando-se o método de pré-processamento via transformada wavelet 2D. Também
propoe-se um método hibrido para o pré-processamento dos dados bidimensionais através
da aplicacao da transformada wavelet 2D em uma primeira selecao de variaveis, e partir
de um determinado nivel, essas novas representacoes a partir dos coeficientes de escala
resultantes da TWD 2D sao passadas para vetores (amostras unidimensionais) e apli-
cada a transformada wavelet 1D. No préximo capitulo sao apresentados os resultados de

experimentos numeéricos realizados com estes diferentes conjuntos de dados.
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5 EXPERIMENTOS
NUMERICOS

Neste capitulo sao apresentados os resultados obtidos através da aplicacao do algo-
ritmo de classificagdo de padroes na andlise de dados unidimensionais e bidimensionais.
A transformada wavelet é aplicada as amostras de treinamento. A partir dos coeficientes
de escala resultantes da transformada wavelet sao compostas as matrizes de treinamento
para os algoritmos de classificacao. Entao é executado o algoritmo de classificagao de
padroes e é avaliada a relagao entre os niveis de transformada e a resposta de classificacao
dos dados.

Neste trabalho dois pressupostos sao considerados para a realizacao de classificacao
segundo analise discriminante linear: os dados representam uma distribui¢ao normal mul-
tivariada (Mallet et al. 1997, Beltran et al. 2006), e igualdade de matrizes de covariancia
entre as classes (Duda e Hart 1973).

Na Secao 5.1 sao apresentados os resultados para conjunto de dados unidimension-
ais, separados em dois conjuntos de dados. As matrizes de treinamento tém diferentes
quantidades de amostras de treinamento. Os resultados sao apresentados nas seguintes

subsecoes:

e a Subsecao 5.1.1 apresenta os resultados para conjunto de dados sintéticos e sao

classificados 3 diferentes classes de dados; e

e a Subsecao 5.1.2 apresenta os resultados para conjunto de dados de trafego de rede.

Neste conjunto de dados classificam-se diferentes classes de ataques.

Os resultados para conjunto de dados bidimensionais sao apresentados na Segao 5.2.
As matrizes de treinamento tém diferentes quantidades para as amostras de treinamento
de cada classe. Um conjunto de imagens com rotacao sao classificadas de acordo com trés

abordagens para a extracao de caracteristicas dos dados:
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e na Subsecao 5.2.1 o método unidimensional (TWD 1D) para a extragao de caracte-

risticas é aplicado aos dados;

e na Subsegao 5.2.2 o método bidimensional (TWD 2D) para a extragao de caracte-

risticas é aplicado aos dados; e

e na Subsegao 5.2.3 o método hibrido (TWD 2D e TWD 1D) para a extragao de

caracteristicas é aplicado aos dados provenientes de imagens monocromaticas.

Os resultados obtidos com a aplicacao do algoritmo de classificacao sao apresentados
como porcentagens de acertos de classificacao: a partir de um conjunto de amostras
para classificagao, cujas classes sao conhecidas inicialmente, o acerto acontece quando a
probabilidade P(rx|zo) de uma amostra xy da classe r = k é maior do que as probabilidades

estimadas para as outras classes.

Para ambos os conjuntos de dados unidimensionais, foram analisadas duas fungoes
wavelet da familia de Daubechies: wavelet de Haar e wavelet de Daubechies Db2.
Para o conjunto de imagens foram utilizadas 3 fungoes wavelet diferentes da familia de
Daubechies: wavelet de Haar, wavelet de Daubechies Db2, e wavelet de Daubechies Db8.
A aplicagao da wavelet Db2 e Db8 tem como finalidade avaliar o comportamento do algo-

ritmo de classificagao ao usar uma transformada peridédica na decomposicao das imagens.

Durante a apresentacao dos resultados ha a indicagdo N/C' para a o resultado de
classificacao em determinadas condicoes. Esta indicagao significa Nao Classifica e faz
referéncia quando o algoritmo nao consegue convergir nas operagoes com as matrizes de
covariancia das classes e realizar os calculos de probabilidade de objetos de classificagao
pertencerem a determinada classe. Esta ocorréncia deve-se principalmente a quantidade
de amostras de treinamento nao ser suficiente para que realize-se a classificagao em um
cenario de amostras com grande dimensionalidade. Em um cenério em que a dimensio-
nalidade das amostras é muito grande, deve-se ter uma quantidade suficiente de amostras
em cada classe para que o processo de classificacao seja realizado. Essa relagao garante
o célculo das matrizes inversas das matrizes de covariancia para as classes, e viabiliza o

calculo das probabilidades de classificagao.

Todos os algoritmos de transformada wavelet, o algoritmo de classificacao Bayesiano,
e a manipulacao, geragao e tratamento dos dados unidimensionais e bidimensionais, foram
implementados dentro do ambiente do MATLAB. E uma ferramenta de alto desempenho
voltada para o calculo numérico, que apresenta ambiente simples e linguagem de progra-

macgao muito préxima da linguagem algébrica.
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5.1 Conjunto de dados Unidimensionais

Os dados unidimensionais sao provenientes de duas fontes distintas.

O primeiro conjunto foi extraido do artigo (Mallet et al. 1997) e é formado por
amostras sintéticas. As equacgoes geradoras para estes dados sao apresentadas no Capitulo
5, Segao 5.1. Dentro deste conjunto de dados tem-se 3 classes diferentes. As amostras
tem dimensao de 128 varidveis. Afim de avaliar a influéncia da relagdo entre ntmero
de amostras de treinamento para cada classe e a dimensao das amostras, o nimero de
amostras por classe sofre variacao e também sao observados os resultados de classificacao
de acordo com a dimensao das amostras, de acordo com os niveis de decomposicao das
amostras via transformada wavelet. O algoritmo de classificacao é avaliado durante o

modo de treinamento, onde aplica-se o método leave-one-out.

O segundo conjunto de teste foi construido com informacgoes de trafego de dados em
redes de computadores em que ha ocorréncias de anomalias e ataques que compoem a base
DARPA, que é uma base com dados relativos a trafego de rede de computadores. Nesta
base estao identificados alguns ataques, e outros nao estao identificados. Assim como
para o primeiro conjunto, o algoritmo de classificacao é avaliado no modo de treinamento

através do método leave-one-out.

5.1.1 Conjunto de dados simulados

Neste conjunto de dados simulados estao definidas R = 3 classes, contendo curvas
com p = 128 variaveis. Para a avaliacao do algoritmo sao realizados diferentes cenarios
para teste, e cada classe contém n, = 5, n, = 10, n, = 15, n, = 25, n,, = 50 e n,, = 100
amostras de cada classe, para cada cenario. Os conjuntos de dados simulados sao gerados

a partir das seguintes equagoes (Mallet et al. 1997):

x) = (64 Xen()+ € (), Classe 1
(7),  Classe 2
(), Classe 3

sendo que:

e j=1,...,128 representa o nimero de pontos para o vetor
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e =€ (j) ~ N(0, 1), nimero real randomico entre 0 e 1, de acordo com distribui¢ao

normal
® Xiap(J) =1 se j estd no intervalo [a, b], sendo x(j) =0
e a ~ Uy(16,32), nimero inteiro randomico entre 16 e 32

e (b—a)~ Uz(32,96), nimero inteiro randoémico definido pela diferenca b — a

A Figura 12 apresenta uma amostra de cada classe para este primeiro conjunto de

testes.

A transformada wavelet foi executada até o 52 nivel, e neste nivel de decomposicao
tem-se representacao de cada amostra com 4 pontos. Desta forma, para o algoritmo de
classificacao foram compostas diferentes matrizes de treinamento com os coeficientes de
escala de cada amostra. As Figuras 13, 14, 15 apresentam o resultado da decomposicao
wavelet de uma amostra de cada classe até 3° nivel, aplicando os filtros de Daubechies
Db2. Observa-se que através dos niveis de decomposicao, o resultado da transformada
mantém grande parte de informacao do sinal original em uma representacao média que

utiliza um nimero menor de pontos.

. Amostra da Classe 1 25 Amostra da Classe 2 25 Amostra da Classe 3
20 20 20
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Figura 12: Amostras de classes simuladas.

As Tabelas 2 e 3 apresentam os resultados de classificacao para este primeiro conjunto

de dados, aplicando transformada wavelet de Haar e Daubechies Db2.

Tabela 2: Resultados de classificacao dos dados simulados, com wavelet de Haar.

Classificagao de dados simulados - Wavelet de Haar

NIVEL n, = 5 amostras n, = 10 amostras n, = 15 amostras
Cl 1 Cl. 2 Cl. 3 Cl 1 Cl. 2 Cl. 3 Cl. 1 Cl. 2 Cl. 3
1 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 32) N/C N/C N/C N/C N/C N/C 100% 0% 46,67%
3 (p =16) N/C N/C N/C 100% 10% 50% 100% 53,33% 60%
4 (p = 8) 100% 20% 20% 100% 60% 70% 100% 73,33% 46,67%
5 (p=4) 100% 80% 40% 100% 90% 0% 100% 93,33% 26,67%
NIVEL n, = 25 amostras n, = 50 amostras n, = 100 amostras
Cl 1 Cl. 2 Cl. 3 Cl 1 Cl. 2 Cl. 3 Cl. 1 Cl. 2 Cl. 3
1 (p =64) 80% 0% 52% 100% 8% 48% 100% 89% 49%
2 (p = 32) 100% 8% 60% 100% 88% 42% 100% 100% 45%
3 (p = 16) 100% 84% 44% 100% 98% 42% 100% 100% 42%
4 (p = 8) 100% 100% 48% 100% 100% 44% 100% 100% 45%
5 (p=4) 100% 100% 40% 100% 100% 20% 100% 100% 40%

Para a execucao da etapa de classificacao com n, = 5 amostras para cada classe,

nos 12, 22, 3°2 e 4° niveis de decomposicao, nao houve convergéncia nos calculos, como
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Tabela 3: Resultados de classificagao dos dados simulados, com wavelet de Daubechies Db2.

Conjunto de dados simulados - Wavelet Daubechies Db2

NIVEL n, = 5 amostras n, = 10 amostras n, = 15 amostras
Cl 1 Cl. 2 Cl. 3 Cl 1 Cl. 2 Cl. 3 Cl. 1 Cl. 2 Cl. 3
1 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 32) N/C N/C N/C N/C N/C N/C 100% 0% 26,67%
3 (p = 16) N/C N/C N/C 100% 0% 50% 100% 60% 40%
4 (p=28) 100% 0% 40% 100% 70% 80% 100% 80% 46,67%
5 (p=4) 100% 60% 20% 100% 100% 60% 100% 86,67% 53,33%
NIVEL n, = 25 amostras n, = 50 amostras n, = 100 amostras
Cl 1 Cl. 2 Cl. 3 Cl 1 Cl. 2 Cl. 3 Cl. 1 Cl. 2 Cl. 3
1 (p = 64) 88% 0% 64% 100% 16% 52% 100% 91% 46%
2 (p =32) 100% 28% 64% 100% 84% 54% 100% 100% 46%
3 (p = 16) 100% 88% 60% 100% 100% 46% 100% 100% 50%
4 (p = 8) 100% 100% 36% 100% 100% 44% 100% 100% 46%
5 (p=4) 100% 100% 40% 100% 100% 44% 100% 100% 44%

indicado nas Tabelas 2 e 3. A etapa de calculo de probabilidade de classificacao leva em
consideracao o calculo de matrizes inversas para as matrizes de covariancia das classes,
e nesta etapa o algoritmo nao consegue determinar as probabilidades de classificacao.
Apenas no 5° nivel houve sucesso nos cdlculos. Este fato tem relacao direta ao niimero
de amostras por classe e o nimero de variaveis para cada amostra, pois deve-se ter um

nimero de amostras suficiente para compor a matriz de treinamento.

O mesmo acontece quando se executa o algoritmo com n, = 10 e n,, = 15 amostras
para cada classe, em que se obtém sucesso nos cdlculos a partir dos 2° e 3° niveis, res-
pectivamente. A partir da execucao do algoritmo com mais de n, = 25 amostras para
cada classe obtém-se convergéncia nos célculos em todos os niveis de decomposicao na

transformada wavelet.
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Para a classe r = 1, o classificador sempre obteve alto grau de acerto na classificacao,
com diferentes quantidades de amostras e em diferentes niveis de decomposicao. Na clas-
sificagao dos elementos da classe r = 2, o grau de acerto cresceu de acordo com o aumento
do numero de amostras por classe, e também em diferentes niveis de representacdao. A
classe r = 3 apresentou sempre os menores valores de acerto, devido aos dados desta classe
apresentarem alto grau de correlacao com as outras e podendo as amostras nesta classe

nao ficarem bem definidas apos a transformada wavelet.

Em geral, nota-se o mesmo comportamento no aumento no nimero de acertos de
classificacao quando aumenta-se o nimero de amostras para cada classe, e através dos
niveis de decomposi¢ao da transformada. Este comportamento vale para as diferentes

wavelets aplicadas na extracao de caracteristicas dos dados.

Os resultados apresentados nesta subsegao servem como validagao para a implemen-
tacao do algoritmo de classificacao. Comparativamente aos resultados apresentados em
(Mallet et al. 1997) para o conjunto de dados sintéticos, os resultados apresentados nesta
subsecao apresentam um comportamento semelhante mesmo executando um algoritmo
simplicado em relagao ao algoritmo de classificagao apresentado em (Mallet et al. 1997).
Este primeiro conjunto de dados serviu principalmente para avaliar a implementacao do

algoritmo de classificacao e as diferentes wavelets.

5.1.2 Conjunto de dados de anomalias da base DARPA 1999

O segundo conjunto de dados unidimensionais é composto por dados de trafego de
redes de computadores, provenientes da base de dados da DARPA (MIT 1999). O grupo
IST (Information Systems Technology Group) do Lincoln Laboratory do MIT, financiado
pela DARPA e o Laboratério de Pesquisa da Forga Aérea dos Estados Unidos (Air Force
Research Laboratory - ARFL), tem coletado e distribuido documento padrao para avali-
acao de sistemas de deteccao de intrusao IDS - Intrusion Detection System) em redes de
computadores. Cada conjunto de avaliagoes foi desenvolvido nos anos de 1998 e 1999. A
partir da base DARPA 1999 é possivel analisar o fluxo de dados em diferentes protocolos
de comunicagao ( ICMP, UDP, TCP e IP) e analisar a ocorréncia das anomalias em dife-
rentes periodos. Mais detalhes sobre estes protocolos disponiveis para analise sao dados

em (Tanenbaum 2002).

Dentro dessas informagoes de trafego de dados em rede, existem registros de eventos
que sao classificados como anomalias ou ataques maliciosos. Inicialmente sao R = 2

classes de anomalias de curta duracao e R = 2 classes de anomalias de longa duragao.
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Sao definidos dois cenarios para a aplicacao do algoritmo: o primeiro cenéario é composto
por duas classes de anomalias que apresentam caracteristica de periodo de curta duracao,
e as curvas de observagao tém p = 128 variaveis; o segundo cendrio é composto por duas
classes de anomalias que apresentam periodo de longa duracao e as curvas de observacao

contém p = 1024 variaveis.

A primeira dificuldade ao trabalhar com esse conjunto de dados estd em conseguir
reunir um conjunto minimo de amostras para compor a matriz de dados de treinamento.
Através da busca dentro dos dados identificados na base DARPA, reuniram-se 3 amostras
de cada anomalia e as outras amostras foram geradas/simuladas para construir as ma-
trizes de dados de treinamento com n, = 5, n, = 10, n, = 15, n, = 20 e n, = 25
amostras para cada classe. Este procedimento foi realizado a fim de viabilizar a execucao

do procedimento de classificacao destes dados.

Sao dois cenarios para classificacao dos ataques contidos na base DARPA: o primeiro
cendrio é composto por ataques de curta duragao (representados com até p = 128 varié-
veis) chamados de satan e pod, com n, =5, n, = 10, n, = 15, n,, = 25 amostras em cada
execucao do algoritmo; o segundo cendrio é composto por ataques de longa duragao (re-
presentados com 1024 varidveis) chamados de neptune e mailbomb, com n, =5, n, = 10,
n, = 20, n, = 25 amostras em cada execugao do algoritmo. A Figura 16 apresenta
amostras de cada classe de anomalias de curta e longa duracao. As Figuras 17, 18, 19 e
20 apresentam os resultados de decomposicao através da transformada wavelet de uma
amostra de cada classe. Observa-se que os ataques de curta duracao tém como principal
caracteristica um grande aumento na amplitude durante um curto espaco de tempo, e
essa caracteristica é preservada na decomposicao wavelet. Ja os ataques de longa du-
racao tém como caracteristica um aumento na amplitude, nao tao grande relativamente
ao trafego anterior ou posterior ao ataque, durante um periodo de tempo maior em relagao
aos ataques curtos. Esta caracteristica fica mais clara na decomposicao wavelet pois o
valores médios de trafego de dados tanto durante o trafego normal quanto do trafego sob

ataque ficam mais evidentes.



CAPITULO 5. EXPERIMENTOS NUMERICOS 25
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Figura 16: Amostra de cada anomalia, das diferentes classes.
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Figura 17: TWD de amostra da classe de Figura 18: TWD de amostra da classe de
ataques curtos, chamado pod. ataques curtos, chamado satan.

As Tabelas 4 e 5 apresentam os resultados de classificagao para o primeiro cenério de

avaliacao do algoritmo de classificacao, avaliando diferentes familias de wavelets.
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Figura 20: TWD de amostra da classe de
ataques longos, chamado neptune.

Tabela 4: Resultados de classificagdo de ataques curtos, com wavelet de Haar.

Ataques curtos simulados - Wavelet de Haar

NIVEL n, = 5 amostras N, = 10 amostras N, = 15 amostras N, = 25 amostras
Cl. 1 Cl. 2 Cl. 1 Cl. 2 Cl. 1 Cl. 2 Cl. 1 Cl. 2
1 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 32) N/C N/C N/C N/C N/C N/C 100% 100%
3 (p = 16) N/C N/C 50% 40% 66,67% 53,33% 100% 100%
4 (p = 8) N/C N/C 90% 60% 66,67% 60% 100% 100%

Tabela 5: Resultados de classificagao de ataques curtos, com wavelet de Daubechies Db2.

Ataques curtos simulados - Wavelet Daubechies Db2

NiVEL n, = 5 amostras N, = 10 amostras N, = 15 amostras n, = 25 amostras
Cl. 1 Cl. 2 Cl. 1 Cl. 2 Cl. 1 Cl. 2 Cl. 1 Cl. 2
1 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 32) N/C N/C N/C N/C N/C N/C 100% 100%
3 (p = 16) N/C N/C 50% 40% 40% 46,67% 100% 100%
4 (p = 8) N/C N/C 40% 50% 66,67% 46,67% 100% 100%

No primeiro cenario, obtiveram-se os primeiros resultados a partir de n,.

=10en, =15

amostras para cada classe e partir dos 3° e 42 niveis de decomposicao para ambas familias

wavelet analisadas, conforme pode-se ver nas Tabelas 4 e 5. A partir de n,

= 25 amostras

para cada classe obteve-se resultados a partir do 2° nivel de decomposicao. O grau de

acerto de classificacao chegou aos melhores valores quando se tem n, = 25 amostras por

classe. Para a wavelet de Haar, obtiveram-se os melhores resultados de classificacao e

nota-se o aumento no grau de classificagao quando se analisa os niveis mais grosseiros de

decomposigao.
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As Tabelas 6 e 7 apresentam os resultados de classificacao para o segundo cenério de

avaliagao do algoritmo de classificacao, analisando diferentes familias de wavelet.

Tabela 6: Resultados de classificagao de ataques longos, com wavelet de Haar.

Ataques longos simulados - Wavelet de Haar

NiVEL n, = 5 amostras n, = 10 amostras n, = 20 amostras n, = 25 amostras
Cl 1 Cl. 2 Cl. 1 Cl. 2 Cl 1 Cl. 2 Cl 1 Cl. 2
1 (p = 512) N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C
5 (p = 32) N/C N/C N/C N/C 100% 100% 100% 100%

Tabela 7: Resultados de classificagao de ataques longos, com wavelet de Daubechies Db2.

Ataques longos simulados - Wavelet Daubechies Db2

NiVEL n, = 5 amostras n, = 10 amostras n, = 20 amostras n, = 25 amostras
Cl 1 Cl. 2 Cl 1 Cl. 2 Cl 1 Cl. 2 Cl 1 Cl. 2
1 (p = 512) N/C N/C N/C N/C N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C N/C N/C N/C N/C
5 (p = 32) N/C N/C N/C N/C 90% 100% 100% 100%

No segundo cenario, obteve-se resultado a partir de n, = 20 e n,, = 25 amostras para
cada classe e a partir 4° nivel de decomposicao, obtendo valores maximos de acerto de
classificacao (Tabelas 6 e 7). As classes sdo bem definidas, pois embora sejam represen-
tados com p = 1024 variaveis, os ataques tem duracao diferente dentro da “janela” de
observacao. Com matrizes de treinamento com menos de 25 amostras para cada classe
nao foi possivel executar o algoritmo para os primeiros niveis de decomposi¢ao, mostrando

que a transformada wavelet contribuiu para a redugao dos dados, e permitindo a execucao

da classificagao.

Inicialmente, quando a base DARPA foi escolhida para validacao do algoritmo de
classificacao, nao se tinha a informacao precisa de quantas amostras para cada tipo de
ataque estavam disponiveis no banco de dados. Infelizmente, o niimero extremamente
limitado de exemplares para cada tipo de ataque catalogado prejudicou o desempenho do
algoritmo de classificacao. Esta limitacao de amostras para composicao das matrizes de
treinamento prejudicou a execugao do algoritmo e a avaliagao do potencial de classificacao.
Foi necessaria a geracao de dados sintéticos, com as mesmas caracteristicas dos ataques
identificados, para aumentar o nimero de amostras de treinamento. Foram geradas novas

amostras para as diferentes classes de ataques para viabilizar a execucao da classificacao.
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5.2 Conjunto de dados bidimensionais - Conjunto de
imagens

Os dados bidimensionais sao obtidos de conjunto de imagens de cartas de baralho,
disponibilizados pelos professores André Moura e José Manuel Fonseca, do Departamento
de Ciéncia da Computacao e Eletronica da Universidade Nova de Lisboa. Sao imagens
coloridas capturadas por maquina digital, com dimensao de 12 megapixels. Algumas
imagens tem presenca de flash, enquanto outras nao tem a presenca de flash. A partir
deste conjunto de imagens, sao definidas 4 classes de imagens baseadas nos 4 diferentes

naipes de cartas de baralho.

Os dados bidimensionais sao formados por imagens de naipes de cartas de baralho.
Os registros dos naipes sao originados de imagens coloridas de cartas de baralho, em
que parte destas imagens ha presenca de flash e outras imagens nao tém presenca de
flash. Foram formadas r = 4 classes (4 naipes de cartas). Para avaliar o conjunto de
dados bidimensionais, sao aplicados os métodos de extracao de caracteristicas através
de transformada wavelet discreta unidimensional (TWD 1D), extragao de caracteristicas
através de wavelet bidimensional (TWD 2D), e extracdo de caracteristicas através de
método hibrido (TWD 2D e TWD 1D).

As imagens apresentam as cartas com recorte de apenas 25% da carta, em que apare-
cem a informacao do naipe e nimero da carta e o fundo preto.A Figura 21 apresenta uma

amostra destas imagens. As imagens coloridas tém dimensao de 12 megapixels.

Imagens sem flash Imagens com flash

Figura 21: Amostras que compéem o conjunto de imagens de cartas de baralho.
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Figura 22: Obtengao de imagem do naipe a partir das imagens originais: recorte da area do naipe,
gerando nova imagem com dimensao de 512 x 512 pixels.

A partir do conjunto de imagens originais, sao formadas 4 classes de imagens a partir
do recorte da imagem do naipe da carta em cada imagem original (como apresentado na
Figura 22), obtendo novas imagens com dimensao de 512 x 512 pixels. Algumas amostras

destas imagens que contém apenas os naipes sao apresentadas nas Figuras 23, 24, 25 e 26.

Ve

Figura 23: Naipe de Figura 24: Naipe de Figura 25: Naipe de Figura 26: Naipe de
copas. ouros. paus. espadas.

As 4 classes sao: copas, ouros, paus e espadas. Obtém-se entao 13 amostras para cada
classe, pois sao 13 cartas/nimeros (2,3,4,5,6,7,8,9,10,J,Q,K,A) para cada naipe, de acordo
com a presenca ou nao de flash. Entao, somando-se todas as amostras de cada naipe de
carta, cada classe tem 26 amostras para cada imagem de naipe. Todas as imagens que

compoem as classes estao em escala de cinza.

Para avaliacao do método de classificagao aplicando wawvelets, foram elaborados 2
cendarios que diferem no nimero de amostras nas matrizes de treinamento. A avaliacao
do método nesses dois cendrios tem como finalidade observar a relagao entre niimero de
amostras de treinamento para as classes e a qualidade de classificacao do algoritmo, e
nesse sentido observar a contribuicao da transformada wavelet. O primeiro cendrio tem
R = 4 classes com n, = 26 amostras de treinamento em cada. As 26 amostras de cada
classe nao tem algum tipo de variabilidade: sao imagens sem rotacao ou deformidades. O

segundo cenario tem n, = 130 amostras de treinamento para cada uma das R = 4 classes.
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No segundo cenario, as amostras de treinamento das classes tem, além das imagens dos
naipes em forma padrao, imagens dos naipes rotacionados tanto para o sentido horario

quanto para o sentido anti-horario. Os angulos de rotagao aplicados foram +5° e £10°.

5.2.1 Meétodo de classificacao via transformada wavelet 1D

O método de classificagao Bayesiano utilizado neste trabalho tem as matrizes treina-
mento e amostra de entrada representada por vetores. Para aplicar esse método a classi-
ficagao de imagens, deve-se, primeiramente, transformar as informagoes das imagens em
vetores. Entao, as imagens sao convertidas em vetores que sao formados pela concate-
nacao das linhas das imagens, por exemplo: imageml,e; = [L1, Lo, L3, ...Ls12]. Realiza-se
este procedimento para todas as amostras das 4 classes (4 naipes). Ao final do processo
de conversao das imagens em vetores, tem-se que cada amostra é representada por 262144

pontos.

Os cendrios de classificacao desenvolvidos para a avaliacao do algoritmo de classifica-
¢ao tém em comum que a relacao de nimero de amostras de treinamento e a dimensao das
amostras nao permite a classificacao das imagens. A aplicacao da TWD 1D aos vetores
das imagens tem como objetivo realizar uma extragao de caracteristicas das imagens afim
de reduzir o niimero de variaveis que compoem as amostras das matrizes de treinamento.
A TWD 1D é aplicada a matriz de treinamento (a cada amostra de cada classe) e também
¢ aplicada ao objeto a ser classificado. A cada nivel de decomposi¢ao da TWD ¢ avaliada

a relacao entre nimero de variaveis extraidas e a eficiéncia da classificacao.

As Figuras 27 e 28 apresentam as representagoes vetoriais das amostras das 4 classes
de naipes, tanto para imagens com flash quanto as imagens sem flash. Elas apresentam as
curvas para as 4 classes, com dimensao de 262144 pontos. Apos a transformada wavelet,
percebe-se que as amostras de cada classe seguem um padrao. As Figuras 29 e 30 apre-
sentam as amostras com 1024 pontos (89 nivel de transformacgao). Observando as Figuras
29 e 30, as classes de imagens sem flash mantém um padrao das amostras dentro de cada
classe. As amostras das imagens com flash também seguem um padrao, mas, na média,
semelhante ao padrao das imagens sem flash. O ruido que observa-se na representagao
das amostras das imagens com flash é decorrente da presenca de flash. A presenca de
uma fonte de luz (flash) na imagem marca uma diferenga maior entre os pixels claros
(brancos) da imagem e os pixels escuros (pretos) que formam a imagem do naipe na ima-
gem. As imagens sem presenca de flash tém os pixels claros e escuros com valores nao

tao desequilibrados, e na decomposicao wavelet tém seus valores mais equilibrados.
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Figura 27: Representacao das amostras de imagens com flash para as 4 classes de naipes de cartas: (a)
classe Copas, (b) classe Ouros, (c) classe Espadas, (d) classes Paus.
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Figura 28: Representagao das amostras de imagens sem flash para as 4 classes de naipes de cartas: (a)
classe Copas, (b) classe Ouros, (c) classe Espadas, (d) classes Paus.
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Figura 29: Representacao das 4 classes de naipes de cartas no 82 nivel de TWD, a partir de imagens com

flash.
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Figura 30: Representacao das 4 classes de naipes de cartas no 8° nivel de TWD, a partir de imagens sem

flash.

As amostras representadas nas Figuras 29 e 30 sao referentes ao 8° nivel de decom-

posicao e tém dimensao p = 1024. Os resultados apresentados nas tabelas seguintes sao

decorrentes da execucao do algoritmo de classificacao para matrizes de treinamento for-
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madas com amostras inicialmente com p = 512 variaveis, ou seja, amostras resultantes
do 9° nivel de decomposicao da transformada wavelet. Afim de avaliar a qualidade destas
amostras para compor a matriz de treinamento, o algoritmo de classificacao é executado
primeiramente em modo [eave-one-out, no qual cada amostra é retirada da matriz de
treinamento de sua classe e deve ser classificada em sua respectiva classe. Se as amostras
forem classificadas corretamente de acordo com suas classes, elas representam muito bem
a classe. Os resultados obtidos durante a execugao da classificagao em modo leave-one-out
foram sempre maximos. Ou seja, todas as amostras foram classificadas corretamente nas

suas classes de origem.

Tabela 8: Resultados de classificacdo de imagens de naipes de cartas. Imagens com rotacao. Método
unidimensional, wavelet de Haar.

Classificagdo de Naipes - Wavelet de Haar.

NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) 100,00% 100,00% 100,00% 100,00% 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 100,00% 100,00% 100,00% 100,00% 12 (p = 64) N/C N/C N/C N/C
13 (p = 32) 100,00% 100,00% 100,00% 100,00% 13 (p = 32) 26,92% 96,15% N/C N/C
14 (p = 16) 100,00% 100,00% 100,00% 100,00% 14 (p = 16) 0,00% 42,31% 88,46% 0,00%
15 (p = 8) 100,00% 100,00% 100,00% 100,00% 15 (p = 8) 0,00% 100,00% 0,00% 0,00%
NiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) N/C N/C N/C N/C 12 (p = 64) N/C N/C N/C N/C
13 (p = 32) 3,85% 100,00% N/C N/C 13 (p = 32) 0,00% 100,00% 88,46% 0,00%
14 (p = 16) 0,00% 96,15% 88,46% 0,00% 14 (p = 16) 0,00% 80,77% 0,00% 0,00%
15 (p = 8) 0,00% 100,00% 0,00% 0,00% 15 (p = 8) 0,00% 100,00% 19,23% 0,00%
NiVEL TN, = 26 amostras NiVEL TN, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl. 3 Cl 4
9 (p =512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) N/C N/C N/C N/C 12 (p = 64) N/C N/C N/C N/C
13 (p = 32) 0,00% 34,62% N/C 0,00% 13 (p = 32) 0,00% 19,23% N/C N/C
14 (p = 16) 0,00% 7,69% 80,77% 0,00% 14 (p = 16) 0,00% 7,69% 73,08% 0,00%
15 (p = 8) 0,00% 100,00% 88,46% 0,00% 15 (p = 8) 0,00% 96,15% 100,00% 0,00%

A Tabela 8 apresenta os resultados de acertos de classificacao para um cenéario com
matrizes de treinamento com n, = 26 amostras para cada classe, sendo todas as amostras
de treinamento sem nenhum tipo de variabilidade (rotagdo, corte, ou ruido). Para os
resultados desta tabela, o método de transformada unidimensional utilizando a wavelet

de Haar foi aplicado no processo de extracao de caracteristicas.

Os resultados sao apresentados a partir do 92 nivel da decomposicao. Neste nivel

as amostras apresentam dimensao p = 512 varidveis, e para cada nivel seguinte reduz a

metade a dimensao.
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Afim de avaliar a robustez do cenario de classificacao, as imagens para classificagao
apresentam rotagao em seu eixo no sentido horario, num total de 104 objetos para classi-

ficacao.

Para o método unidimensional de extracao de caracteristicas utilizando wawvelet de
Haar, a classificacao de objetos sem rotacao tem acerto total a partir de amostras com

128 variaveis, mas apresenta muita irregularidade para objetos com rotacao.

As Classes 1 e 4 para rotagoes a partir de 10° apresentam os piores resultados de
classificacao para qualquer nivel de decomposicao wavelet e, de acordo com o aumento
no grau de rotagdo do objeto de classificagdo, os erros sdo méximos (nenhum acerto
de classificagdo). Para as Classes 2 e 3, os resultados de classificagdo sdo melhores em
relacao as outras classes. Para estas classes, devido ao aumento da rotacao do objeto,
a classificacao do objeto tornou-se mais eficiente quando a extracao de caracteristicas
reduzia & um nimero de 16 ou 8 varidveis (niveis 14 e 15, respectivamente).

Tabela 9: Resultados de classificagdo de imagens de naipes de cartas. Imagens com rotagao. Método
unidimensional, wavelet de Daubecheis Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NiVEL TN, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl. 2 Cl 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) 100,00% 100,00% 100,00% 100,00% 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 100,00% 100,00% 100,00% 100,00% 12 (p = 64) 76,92% 96,15% 15,38% N/C
13 (p = 32) 100,00% 100,00% 100,00% 100,00% 13 (p = 32) 100,00% 96,15% 100,00% 19,23%
14 (p = 16) 100,00% 100,00% 100,00% 100,00% 14 (p = 16) 100,00% 100,00% 96,15% 30,77%
15 (p = 8) 100,00% 100,00% 100,00% 100,00% 15 (p = 8) 100,00% 100,00% 100,00% 80,77%
NIiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl 2 Cl 3 Cl 4 Cl 1 Cl 2 Cl 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 57,69% 88,46% N/C N/C 12 (p = 64) 50,00% 50,00% N/C N/C
13 (p = 32) 100,00% 96,15% 65,38% 0,00% 13 (p = 32) 100,00% 80,77% 0,00% 0,00%
14 (p = 16) 100,00% 96,15% 19,23% 0,00% 14 (p = 16) 100,00% 84,62% 0,00% 0,00%
15 (p = 8) 100,00% 100,00% 100,00% 23,08% 15 (p = 8) 100,00% 96,15% 50,00% 0,00%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl. 2 Cl 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 19,23% N/C N/C N/C 12 (p = 64) N/C N/C N/C N/C
13 (p = 32) 88,46% 57,69% N/C N/C 13 (p = 32) 26,92% 61,54% N/C N/C
14 (p = 16) 53,85% 69,23% 0,00% 0,00% 14 (p = 16) 11,54% 96,15% N/C N/C
15 (p = 8) 42,31% 92,31% 0,00% 0,00% 15 (p = 8) 3,85% 96,15% 0,00% 0,00%

A Tabela 9 apresenta os resultados de acertos de classificacao para cenario com ma-
trizes de treinamento com n,. = 26 amostras por classe. Todas as amostras de treinamento

nao apresentam variabilidade (rotacao, corte, ruido).
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Para os resultados desta tabela, o método de transformada unidimensional utilizando
a wavelet de Daubechies Db2 foi aplicado no processo de extragao de caracteristicas.
Assim como na tabela anterior, sao apresentados resultados de classificacao a partir do
99 nivel de decomposicao wavelet. Os objetos de classificacao apresentam rotacao de seu

eixo de até 45° no sentido hordrio. Os objetos de classificacao totalizam 104 amostras.

Para objetos sem rotagdo (0°) obtém-se o numero méaximo de acertos para todas as

classes a partir do 11° nivel de decomposicao.

Os resultados de classificacao para as Classes 1 e 2 apresentam maior regularidade até

rotagao de 30°.

As Classes 3 e 4, a partir de rotagoes maiores que 15° apresentam muitos erros de

classificagao para qualquer nivel de decomposicao da transformada wavelet.

Mesmo com a diminuicao dos acertos de classificacao para as Classes 3 e 4 para
rotacoes maiores que 15°, a extracao de caracteristicas via wavelet de Daubechies Db2
apresenta melhores resultados de classificacao geral quando comparado a wavelet de Haar.

Tabela 10: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
unidimensional, wavelet de Daubechies DbS.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) 100,00% 100,00% 100,00% 100,00% 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 100,00% 100,00% 100,00% 100,00% 12 (p = 64) 65,38% 92,31% 19,23% N/C
13 (p = 32) 100,00% 100,00% 100,00% 100,00% 13 (p = 32) 100,00% 92,31% 100,00% 19,23%
14 (p = 16) 100,00% 100,00% 100,00% 100,00% 14 (p = 16) 100,00% 92,31% 100,00% 42,31%
15 (p = 8) 100,00% 100,00% 100,00% 100,00% 15 (p = 8) 100,00% 92,31% 100,00% 61,54%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 73,08% 76,92% N/C N/C 12 (p = 64) 61,54% 53,85% 0,00% N/C
13 (p = 32) 100,00% 88,46% 61,54% 0,00% 13 (p = 32) 100,00% 61,54% 0,00% 0,00%
14 (p = 16) 100,00% 100,00% 76,92% 0,00% 14 (p = 16) 100,00% 92,31% 3,85% 0,00%
15 (p = 8) 100,00% 88,46% 50,00% 0,00% 15 (p = 8) 100,00% 50,00% 7,69% 0,00%
NiVEL N, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 3,85% 0,00% N/C N/C 12 (p = 64) N/C 0,00% N/C N/C
13 (p = 32) 88,46% 57,69% N/C N/C 13 (p = 32) 0,00% 57,69% N/C N/C
14 (p = 16) 46,15% 80,77% 3,85% 0,00% 14 (p = 16) 0,00% 100,00% N/C N/C
15 (p = 8) 100,00% 11,54% 0,00% 0,00% 15 (p = 8) 50,00% 15,38% 0,00% 0,00%

A Tabela 10 apresenta os resultados de acertos de classificagdo para cenario com ma-
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trizes de treinamento com n,. = 26 amostras por classe. Estas amostras de treinamento, as-

sim como para os cendrios anteriores, nao apresentam varibilidade (corte, rotacao, ruido).

Neste momento, o método de transformada unidimensional utiliza a wavelet de
Daubechies Db8 para processo de extracao de caracteristicas. Assim como na tabela
anterior, sao apresentados resultados de classificacao para niveis de decomposicao a partir
do 9° nivel. Os objetos de classificacdo apresentam rotacao de seu eixo de até 45° no

sentido horario, e os objetos de classificacao totalizam 104 amostras.

Os resultados de classificacao para as Classes 1 e 2 apresentam maior regularidade até
rotagao de 30°, assim como para a wavelet Daubechies Db2, principalmente para os niveis
13, 14, e 15.

As Classes 3 e 4 a partir de rotacoes maiores que 15° apresentam muitos erros de

classificagao, como visto para a wavelet Daubechies Db2.

Mesmo com diminuicao dos acertos de classificacao para as Classes 3 e 4 para rotagoes
maiores que 15°; a extragao de caracteristicas via wavelet de Daubechies Db8 apresenta os
resultados semelhantes aos resultados de classificacao geral quando comparado a wavelet
Db2, e esses resultados também sao melhores do que os resultados de classificagao para

wavelet de Haar.

A partir das proximas tabelas, os cenarios de classificacao apresentam aumento no
numero de amostras de treinamento das classes. O aumento de amostras de treinamento
para cada classe tem origem na insercao de amostras com rotacao em seu eixo de £5° e
+10°, assim totalizando em n, = 130 amostras de treinamento por classe. Neste cenario
com mais amostras por classe, observa-se os efeitos da relacao de niimero de amostras e

dimensao das amostras.
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Tabela 11: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
unidimensional, wavelet de Haar.

Classificagdo de Naipes - Wavelet de Haar.

NiVEL n, = 130 amostras NIiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 0,00% 0,00% 0,00% 0,00% 12 (p = 64) 0,00% 0,00% 0,00% 0,00%
13 (p = 32) 0,00% 0,00% 0,00% 0,00% 13 (p = 32) 0,00% 0,00% 0,00% 0,00%
14 (p = 16) 0,00% 0,00% 0,00% 0,00% 14 (p = 16) 0,00% 0,00% 0,00% 0,00%
15 (p = 8) 0,00% 0,00% 73,08% 0,00% 15 (p = 8) 0,00% 0,00% 73,08% 0,00%

NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 0,00% 0,00% 0,00% 0,00% 12 (p = 64) 0,00% 0,00% 0,00% 0,00%
13 (p = 32) 0,00% 0,00% 0,00% 0,00% 13 (p = 32) 0,00% 0,00% 0,00% 0,00%
14 (p = 16) 0,00% 0,00% 0,00% 0,00% 14 (p = 16) 0,00% 0,00% 0,00% 0,00%
15 (p = 8) 0,00% 0,00% 73,08% 0,00% 15 (p = 8) 0,00% 0,00% 69,23% 0,00%

A Tabela 11 apresenta os resultados de acertos de classificagao para um cenario de

classificagdo com matrizes de treinamento com n, = 130 amostras para cada classe.

Para os resultados desta tabela, o método unidimensional para extracao de caracte-

risticas foi aplicado utilizando a wavelet de Haar. Os resultados sao apresentados a partir

do 9° nivel da decomposicao. Neste nivel as amostras apresentam p = 512 varidveis. Os

objetos de classificacao apresentam rotacao em seu eixo, no sentido horario, num total de

104 objetos para classificagao.

Independente do grau de rotagao do objeto de classificagao e nivel de decomposicao,

para o método unidimensional utilizando wavelet de Haar, a classificacao apresenta muita

irregularidade. Este comportamento fora observado antes para o cenédrio com n, = 26

amostras por classe, onde os objetos com rotacao a partir de 15° nao apresentaram resul-

tados de acertos de classificacao.
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Tabela 12: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
unidimensional, wavelet de Daubechies Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p =512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 100,00% 100,00% 100,00% 100,00% 12 (p = 64) 100,00% 100,00% 88,46% 88,46%
13 (p = 32) 100,00% 100,00% 100,00% 100,00% 13 (p = 32) 100,00% 100,00% 92,31% 92,31%
14 (p = 16) 100,00% 100,00% 100,00% 100,00% 14 (p = 16) 100,00% 100,00% 100,00% 96,15%
15 (p = 8) 100,00% 100,00% 100,00% 100,00% 15 (p = 8) 100,00% 100,00% 100,00% 76,92%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 69,23%  100,00% N/C N/C 12 (p = 64) 96,15% 73,08% N/C N/C
13 (p = 32) 96,15% 100,00% 0,00% 0,00% 13 (p = 32) 100,00% 80,77% 0,00% 0,00%
14 (p = 16) 96,15% 100,00% 96,15% 0,00% 14 (p = 16) 76,92% 100,00% 0,00% 0,00%
15 (p = 8) 100,00% 100,00% 100,00% 0,00% 15 (p = 8) 96,15% 50,00% 96,15% 0,00%

A Tabela 12 apresenta os resultados de acertos de classificagao para um cendrio com

matrizes de treinamento com n, = 130 amostras para cada classe.

Para os resultados desta tabela, o método unidimensional para extragao de caracteris-
ticas foi aplicado utilizando a wavelet de Daubechies Db2. Os resultados sao apresentados
a partir do 92 nivel da decomposicao. Sao 104 objetos para classificacao, com diferentes

graus de rotacao.

Para imagens com rotacao de 15° e 20°, os resultados apresentam grande grau de

acerto para todas as classes, principalmente para niveis 13 e 14.

A Classe 4 apresenta reducao total nos acertos de classificacao para objetos com
rotagao a partir de 30°, enquanto para Classe 3 o niimero de acertos reduz de acordo com

o aumento de grau de rotagao (a partir de 30°) e niimero maior de varidveis por amostra.

Para todos os graus de rotacao as Classes 1 e 2 apresentam regularidade na clas-
sificacdo, com grande taxas de acerto, principalmente para os 12°, 13° e 14° niveis de

decomposicao wavelet.
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Tabela 13: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
unidimensional, wavelet de Daubechies DbS.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p =512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 100,00% 100,00% 100,00% 100,00% 12 (p = 64) 100,00% 100,00% 84,62% 84,62%
13 (p = 32) 100,00% 100,00% 100,00% 100,00% 13 (p = 32) 100,00% 100,00% 100,00% 92,31%
14 (p = 16) 100,00% 100,00% 100,00% 100,00% 14 (p = 16) 100,00% 100,00% 100,00% 96,15%
15 (p = 8) 100,00% 100,00% 100,00% 100,00% 15 (p = 8) 100,00% 100,00% 100,00% 65,38%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
9 (p = 512) N/C N/C N/C N/C 9 (p = 512) N/C N/C N/C N/C
10 (p = 256) N/C N/C N/C N/C 10 (p = 256) N/C N/C N/C N/C
11 (p = 128) N/C N/C N/C N/C 11 (p = 128) N/C N/C N/C N/C
12 (p = 64) 84,62%  100,00% N/C N/C 12 (p = 64) 96,15% 69,23% N/C N/C
13 (p = 32) 92,31% 100,00% 3,85% 0,00% 13 (p = 32) 80,77% 80,77% N/C N/C
14 (p = 16) 96,15% 100,00% 3,85% 0,00% 14 (p = 16) 69,23% 100,00% 0,00% 0,00%
15 (p = 8) 100,00% 100,00% 80,77% 0,00% 15 (p = 8) 76,92% 69,23% 0,00% 0,00%

Assim como para os dois ultimos cendrios, a Tabela 13 apresenta os resultados de
acertos de classificacao para um cenario de classificacdo com matrizes de treinamento com

n, = 130 amostras por classe.

Para os resultados desta tabela, o método unidimensional para extragao de caracteris-
ticas foi aplicado utilizando a wavelet de Daubechies Db8. Os resultados sao apresentados

a partir do 92 nivel de decomposicao. Sao 104 objetos para classificacao.

Assim como observado para a aplicagao da wavelet Daubechies Db2, para imagens
com rotagao de 15° e 20° os resultados apresentam grande nimero de acertos para todas

as classes.

A Classe 4 também apresenta redugao total nos acertos de classificagao para objetos
com rotacao a partir de 30°, enquanto a Classe 3 reduz os acertos de classificacao de

acordo com o aumento de grau de rotacao (a partir de 30°).

Para todos os graus de rotagao as Classes 1 e 2 apresentam regularidade na clas-

sificagao, com grande taxas de acerto, assim como observado para wavelet Daubechies

Db2.

5.2.2 Método de classificagao via transformada wavelet 2D

Neste método para a extracao de varidaveis das imagens, a transformada wavelet 2D é
aplicada. A TWD 2D é aplicada a cada amostra de cada classe na matriz de treinamento.

A classificacao dos objetos é realizada para cada nivel de decomposicao. Cada nivel de
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decomposicao resulta em nova representacao da imagem, uma representacao média da
imagem original e com dimensao menor: o nivel 1 tem dimensao 256x256 pixels, o nivel 2

tem dimensao 128x128 pixels, nivel 3 tem dimensao 64x64 pixels.

O algoritmo de classificacao tem as matrizes de treinamento e objetos de classificacao
representados por vetores. Entao, cada representacao de cada nivel da decomposicao
wavelet 2D deve passar para representacao em um vetor, através da concatenacao das
linhas da imagem. O mesmo procedimento é aplicado para o objeto de classificacao. As
representacoes das amostras de treinamento apds a transformada wavelet 2D estao na

Figura 31, para imagens com flash, e na Figura 32, para imagens sem flash.

Nota-se que as curvas que representam as amostras pos-extracao de caracteristicas

sao muito diferentes quando observa-se as Figuras 29 e 30, tanto para imagens com flash

quanto para imagens sem flash.
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Figura 31: Representacao das 4 classes de naipes de cartas no 52 nivel de TWD 2D, a partir de imagens
com flash. Entao, as imagens tém as linhas concatenadas em um vetor.



CAPITULO 5. EXPERIMENTOS NUMERICOS

71
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Figura 32: Representagao das 4 classes de naipes de cartas no 52 nivel de TWD 2D, a partir de imagens
sem flash. Entao, as imagens tém as linhas concatenadas em um vetor.

Tabela 14: Resultados de classificacdo de imagens de naipes de cartas. Imagens com rotacao. Método

bidimensional, wavelet de Haar.

Classificagcdo de Naipes - Wavelet de Haar.

NiVEL

n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl 2 Cl. 3 Cl 4 Cl 1 Cl 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x186) 11,54% 34,62% N/C N/C 5 (p=16x186) 3,85% 46,15% 100,00% 23,08%
6 (p=8x8) 100,00% 100,00% 100,00% 100,00% 6 (p=8x8) 100,00% 100,00% 100,00% 100,00%
NIiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl 2 Cl 3 Cl 4 Cl 1 Cl 2 Cl 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x186) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 100,00% 100,00% 100,00% 80,77% 6 (p=8x8) 100,00% 100,00% 100,00% 46,15%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl 2 Cl 3 Cl 4 Cl 1 Cl 2 Cl 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 80,77% 92,31% 73,08% 3,85% 6 (p=8x8) 0,00% 96,15% 0,00% 0,00%

A Tabela 14 apresenta os resultados de acertos de classificagdo para cendrio com ma-

trizes de treinamento com n,. = 26 amostras para cada classe. As amostras de treinamento

nao tém algum tipo de variabilidade (rotagao, corte, ou ruido).
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Para estes resultados, o método de transformada bidimensional utilizando a wavelet
de Haar foi aplicado no processo de extracao de caracteristicas. Sao 104 objetos para clas-
sificagao, que apresentam rotacao de até 45°. Os resultados sao apresentados a partir do
19 nivel da decomposicao, utilizando a representacao da sub-banda CC da decomposicao.
Neste nivel de decomposicao, esta sub-banda tem dimensao de 256x256 varidaveis. O
classificador opera com amostras representadas por vetores, entao as representagoes das
imagens devem ser transformadas para vetores através da concatenacao das linhas da
imagem. Assim, o 12 nivel tem representacdo em um vetor com dimensao p = 65536

varigveis.

A tendéncia de grande reducao da dimensao das amostras para que seja possivel a
classificacao, observada para o método unidimensional para a extracao de caracteristicas,

também segue para a extracao de caracteristicas através do método bidimensional.

Para o método bidimensional utilizando wawvelet de Haar, os primeiros resultados de
classificagao surgem quando tem dimensao p =16x16= 256 varidveis para as amostras,

embora nao tenha resultados de classificacao para todas as classes.

Para o préoximo nivel de decomposigao, a dimensao é reduzida para p =8x8= 64 ¢ os
resultados apresentam grande ntimero de acertos de classificagao para objetos com rotacao
até 15°.

A partir de 20° de rotagao para os objetos de classificagao os resultados de acertos de

classificacao apresentam reducao pequena para as Classes 1, 2 e 3 e a Classe 4 apresenta

a maior reducao de acertos de classificagao.

Para objetos com rotacao de 45° apenas para a Classe 2 ha acertos de classificacao.
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Tabela 15: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
bidimensional, wavelet de Daubechies Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NIiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) 26,92% 46,15% 23,08% N/C 5 (p=16x16) N/C 3,85% N/C N/C
6 (p=8x8) 100,00% 100,00% 100,00% 100,00% 6 (p=8x8) 100,00% 92,31% 100,00% 96,15%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 100,00% 80,77% 100,00% 57,69% 6 (p=8x8) 80,77% 30,77% 100,00% 7,69%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 50,00% N/C 26,92% N/C 6 (p=8x8) 0,00% 3,85% N/C N/C

A Tabela 15 apresenta os resultados de classificacdo para cenario com matrizes de
treinamento com n, = 26 amostras por classe. As amostras de treinamento nao tém

algum tipo de variabilidade (rotagao, corte, ou ruido).

O método de transformada bidimensional utilizando a wavelet de Daubechies Db2 foi

aplicado no processo de extragao de caracteristicas. Sao 104 objetos para classificacao, e

apresentam rotacao de até 45°.

Assim como observado na tabela anterior, a reducao da dimensionalidade tornou pos-

sivel a execucao de classificacao.

Os resultados de classificagao surgem a partir de amostras com dimensao p =16x16=
256 variaveis para objetos sem rotagao, mas nao para todas as classes. A partir do préximo

nivel ha resultados de classificacao para todas as classes.

Comparativamente, os resultados obtidos com wavelet Daubechies Db2 apresentam

grande niimero de acertos de classificagao assim como a wavelet de Haar para objetos com

até 15° de rotacao.

A partir da classificacao de objetos com 15° de rotacao, os acertos de classificacao

diminuem muito em relacao com rotacoes menores e também em relagao a wavelet de

Haar.
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Para rotagoes a partir de 30° os acertos de classificagao reduzem, e em algumas classes

nao ha nenhum acerto de classificacao.

Tabela 16: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
bidimensional, wavelet de Daubechies DbS.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 50,00%  46,15%  42,31%  11,54% 6 (p=8x8) N/C  34,62% N/C N/C
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) N/C N/C N/C N/C 6 (p=8x8) N/C N/C N/C N/C
NiIiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl. 1 Cl 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) N/C N/C N/C N/C 6 (p=8x8) N/C N/C N/C N/C

A Tabela 16 apresenta os resultados de classificacao para cenario com matrizes de

treinamento com n, = 26 amostras por classe. As amostras de treinamento nao tém

algum tipo de variabilidade.

O processo de extracao de caracteristicas utiliza transformada bidimensional aplicando

wavelet de Daubechies Db8. Sao 104 objetos para classificacao que apresentam rotagao

de até 45° em seu eixo.

Dentre as 3 func¢oes wavelet avaliadas, a wavelet de Daubechies Db8 apresenta os piores
resultados de classificacdo. Apenas hé resultados de classificacao de objetos sem rotagao

e, ainda assim, tém quantidades de acertos menores quando comparadas as wavelet de
Haar e Daubechies Db2.

Para os objetos com rotagoes a partir de 10°, nao ha acerto de classificacao para

qualquer nivel de decomposicao e em qualquer classe.

Para avaliacao desta metodologia de classificacao, que utiliza a transformada wavelet
2D para a extracao de caracteristicas, também foi avaliado o desempenho da classificacao

em cenarios com mais amostras de treinamento. Para o aumento de amostras de treina-



CAPITULO 5. EXPERIMENTOS NUMERICOS

75

mento para cada classe, sao inseridas novas amostras com rotacao em seu eixo de +5° e

+10°, assim totalizando em n, = 130 amostras de treinamento por classe.

Tabela 17: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
bidimensional, wavelet de Haar.

NIVEL

Classificagdo de Naipes - Wavelet de Haar.

n, = 130 amostras

NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) 100,00% 100,00% 100,00% 100,00% 5 (p=16x16) 100,00% 100,00% 92,31% 96,15%
6 (p=8x8) 100,00% 100,00% 100,00% 100,00% 6 (p=8x8) 100,00% 100,00% 100,00% 100,00%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C 61,54% N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 100,00%  100,00% 84,62% 53,85% 6 (p=8x8) 0,00% 100,00% N/C N/C

A Tabela 17 apresenta os resultados de acertos de classificacao para cendrio com

matrizes de treinamento com n, = 130 amostras para cada classe.

Para estes resultados, o método de transformada bidimensional utilizando a wavelet

de Haar foi aplicado no processo de extracao de caracteristicas. Sao 104 objetos para

classificagao.

Ao comparar-se com os resultados obtidos com a wavelet de Haar para o cendario

com n, = 26 amostras por classe, observa-se que o aumento do nimero de amostras de

treinamento por classe contribuiu para a execucao de classificacao quando as amostras

tém dimensao p =16x16= 256 variaveis. Neste nivel de decomposi¢cao os resultados de

classificacao apresentam grande nimero de acertos para objetos com rotacao até 15°.

Para as amostras com dimensao p =8x8= 64 variaveis, os objetos com rotacao até 30°

apresentam grande nimero de acertos de classificacao

Para
sao de p

classificagao.

Para os objetos com rotacao de 45° os acertos de classificagao diminuem muito e

apenas a Classe 2 tem acertos de classificacao para dimensao p =8x8= 64 variaveis.

objetos com rotacao a partir de 30°, os resultados para amostras com dimen-

=16x16= 256 variaveis reduzem muito, ou nao apresentam nenhum acerto de
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Tabela 18: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
bidimensional, wavelet de Daubechies Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NIiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x186) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 100,00% 100,00% 100,00% 100,00% 6 (p=8x8) 100,00% 100,00% 100,00% 100,00%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C 61,54% N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) 96,15% 100,00% 84,62% 26,92% 6 (p=8x8) 0,00% 100,00% 92,31% 0,00%

A Tabela 18 apresenta os resultados de acertos de classificacao para cendrio com

matrizes de treinamento com n, = 130 amostras para cada classe.

Para estes resultados, o método de transformada bidimensional utilizando a wavelet de

Daubechies Db2 foi aplicado no processo de extracao de caracteristicas. Sao 104 objetos

para classificacao em que apresentam rotacao de até 45°.

Comparando com os resultados obtidos com a wavelet de Daubechies Db2 para o
cenario anterior, onde o niimero de amostras de treinamento por classe é n,. = 26, observa-
se que nao houve classificagao para as amostras com dimensao maior que p =8x8= 64 va-

riaveis. A classificacao dos objetos para dimensoes maiores que p =8x8= 64 foi observada

para o caso que aplica a wavelet de Haar.

Para o 6° nivel de decomposicao os resultados de classificacao apresentam grande

nimero de acertos para objetos com rotacao até 30°, embora a Classe 4 tenha um baixo

numero de acertos para a objetos com rotacao de 30°.

Para objetos com rotagao a partir de 30°, apenas as Classes 2 e 3 tém acertos de

classificagao, enquanto as outras classes nao apresentam resultados de classificacao.

Comparando com o cenario em que ha n, = 26 amostras por classe para a wavelet de
Daubechies Db2, o aumento no nimero de amostras por classe (n, = 130) contribui para

o aumento no numero de acertos de classificagao para objetos com rotacao de 20° e 30° .
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Tabela 19: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
bidimensional, wavelet de Daubechies Db8.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NIiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x186) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) N/C N/C N/C N/C 6 (p=8x8) N/C N/C N/C N/C
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl. 4
1 (p=256x256) N/C N/C N/C N/C 1 (p=256x256) N/C N/C N/C N/C
2 (p=128x128) N/C N/C N/C N/C 2 (p=128x128) N/C N/C N/C N/C
3 (p=64x64) N/C N/C N/C N/C 3 (p=64x64) N/C N/C N/C N/C
4 (p=32x32) N/C N/C N/C N/C 4 (p=32x32) N/C N/C N/C N/C
5 (p=16x16) N/C N/C N/C N/C 5 (p=16x16) N/C N/C N/C N/C
6 (p=8x8) N/C N/C N/C N/C 6 (p=8x8) N/C N/C N/C N/C

A Tabela 19 apresenta os resultados de acertos de classificacao para cendrio com

matrizes de treinamento com n, = 130 amostras para cada classe.

O método de transformada bidimensional utilizando a wavelet de Daubechies DbS§ foi
aplicado no processo de extracao de caracteristicas. Sao 104 objetos para classificagao em

que apresentam rotacao de até 45°.

O processo de classificacao utilizando esta wavelet para a extracao de caracteristi-
cas apresenta os piores resultados: nenhuma amostra foi classificada corretamente. Em

nenhum dos niveis de decomposigao houve classificacao.

Este comportamento pode estar relacionado a decomposicao wavelet via Db8 descarac-
terizar as representagoes com menor resolucao a cada nivel. Isto acaba gerando informacao
que nao define as caracteristicas da imagem de maneira suficiente para que cada classe

seja bem identificada.

5.2.3 Meétodo de classificagcao via método hibrido

Uma alternativa é apresentada neste trabalho quanto a selegao das varidveis das
amostras de treinamento para compor a matriz de treinamento. O método hibrido aplica
TWD 2D e TWD 1D as amostras da matriz de treinamento e as amostras a serem clas-

sificadas.

O procedimento de transformada wavelet 2D é aplicado até o nivel 4 de decom-
posicao, quando obtém-se representacao da imagem com dimensao de 32x32 pixels. Assim

como no método unidimensional, deve-se, primeiramente, transformar as informacoes das
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classes de imagens dos naipes das cartas em vetores. Entao, as imagens sao convertidas
em vetores que sao formados pela concatenagao das linhas das imagens, por exemplo:
[Lh L2) L37 "'L512]‘

das 4 classes (4 naipes). Através da concatenacao das linhas da imagem, obtém-se os ve-

imageml e = Realiza-se este procedimento para todas as amostras
tores de amostras que compoem as matrizes de treinamento com 1024 variaveis. A partir
dessa representacao, é aplicada a transformada wavelet unidimensional. As Figuras 33 e 34
apresentam as amostras para as imagens com flash e sem flash, respectivamente, a partir
do 4° nivel de TWD 2D. Os objetos de classificacao também passam pelo mesmo proced-
imento: é realizada a transformada wavelet 2D do objeto de classificacao e concatena-se
as linhas desta representagao mais grosseira da imagem. Entao realiza-se a transformada

wavelet 1D do vetor que representa o objeto de classificacao.
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Figura 33: Representacao das 4 classes de naipes de cartas no 42 nivel de TWD 2D, a partir de imagens
com flash. Entao, as imagens tém as linhas concatenadas em um vetor.
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Figura 34: Representacao das 4 classes de naipes de cartas no 42 nivel de TWD 2D, a partir de imagens
sem flash. Entdo, as imagens tém as linhas concatenadas em um vetor.

Tabela 20: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método

hibrido, wavelet

de Haar.

Classificagdo de Naipes - Wavelet de Haar.

NIVEL n, — 26 amostras NIVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) 100,00% N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 26,92% 42,31% N/C N/C
5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 100,00% 100,00% 23,08%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 100,00% 100,00% 26,92%
7 (p =8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 38,46%
NIVEL n, = 26 amostras NIVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl. 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 100,00% 84,62% 88,46% 0,00% 5 (p = 32) 100,00% 57,69% 0,00% 0,00%
6 (p = 16) 100,00% 100,00% 38,46% 0,00% 6 (p = 16) 100,00% 96,15% 0,00% 0,00%
7 (p = 8) 100,00% 100,00% 30,77% 0,00% 7 (p = 8) 100,00% 100,00% 0,00% 0,00%
NIVEL n, — 26 amostras NIVEL n, = 26 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 96,15% 46,15% N/C 0,00% 5 (p = 32) 26,92% 50,00% N/C N/C
6 (p = 16) 42,31% 88,46% 0,00% 0,00% 6 (p = 16) 3,85% 100,00% 0,00% 0,00%
7 (p=8) 100,00% 38,46% 0,00% 0,00% 7 (p =8) 50,00% 38,46% 0,00% 0,00%

A Tabela 20 apresenta os resultados de acertos de classificacdo para um cendrio de

classificagdo com matrizes de treinamento com n, = 26 amostras para cada classe. Um

conjunto de 104 objetos sao classificados e eles tém rotacao de até 45°.

Para os resultados desta tabela, o método hibrido para extracao de caracteristicas foi

aplicado utilizando a wavelet de Haar.
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Os resultados de classificagao para as Classes 1, 2 e 3 apresentam maior regularidade

até rotacao de 15°, principalmente para os 5° e 6° niveis de decomposicao wavelet.

A Classe 4, a partir de rotagoes maiores que 15° apresenta muitos erros de classificagao.

O mesmo acontece para a Classe 3 para objetos com rotagao maiores que 20°.

Mesmo com diminuicao dos acertos de classificacao para as Classes 1 e 2 para ro-
tacoes maiores que 15°, o método hibrido de extracao de caracteristicas via wavelet de
Haar apresenta melhores resultados de classificagao em relagao ao método unidimensional

utilizando a mesma wavelet.

Observa-se esse aumento de dos acertos de classificacao principalmente pela classifi-
cacao de objetos com 10° de rotacao, em que todas as classes apresentam resultado de
classificagao. No método unidimensional, a classificagao das Classes 1, 2 e 4 ja era ine-
ficiente para objetos com rotacgao a partir de 10°. A classificagdo dos objetos no método
bidimensional tem resultado semelhante para amostras com dimensao p =8x8= 64 varia-

veis, ao comparar a decomposicao via wavelet de Haar.

Tabela 21: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotacao. Método
hibrido, wavelet de Daubecheis Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p =512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) 100,00% N/C N/C 100,00% 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 50,00% 50,00% N/C N/C
5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 96,15% 100,00% 42,31%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 96,15% 100,00% 76,92%
7 (p = 8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 84,62%
NIiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 100,00% 96,15% 65,38% 0,00% 5 (p = 32) 100,00% 96,15% 0,00% 0,00%
6 (p = 16) 100,00% 96,15% 88,46% 15,38% 6 (p = 16) 100,00% 88,46% 7,69% 0,00%
7 (p = 8) 100,00% 96,15% 57,69% 19,23% 7 (p=8) 100,00% 65,38% 3,85% 0,00%
NiVEL N, = 26 amostras NiVEL mn, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 100,00% 53,85% N/C N/C 5 (p = 32) 26,92% 38,46% N/C N/C
6 (p = 16) 88,46% 57,69% 0,00% 0,00% 6 (p = 16) 11,54% 65,38% N/C N/C
7 (p = 8) 100,00% 7,69% 0,00% 0,00% 7 (p =8) 53,85% 0,00% 0,00% 0,00%

A Tabela 21 apresenta os resultados de acertos de classificagao para um cenario de

classificagdo com matrizes de treinamento com n, = 26 amostras para cada classe.
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Para obter os resultados apresentados na Tabela 21, o método hibrido para extracao

de caracteristicas foi aplicado utilizando a wavelet de Daubechies Db2.

Os resultados de classificacao para as Classes 1, 2 e 3 apresentam maior regularidade
até rotacao de 15°, principalmente para os niveis 7 e 8 da decomposicao. A Classe 4
apresenta queda de acertos de classificacao para objetos com rotagao de 15° e tem poucos
acertos para amostras formadas com pequeno numero de varidveis (niveis 7 e 8 de decom-

posi¢ao wavelet).

A partir de rotagoes maiores que 15°, as Classes 3 e 4 apresentam aumento de erros

de classificacao, e com rotacao de 30° nao tém classificacao correta de nenhuma amostra.

Embora ha diminuicao do nimero de acertos de classificacao para as Classes 1 e 2
para rotacoes maiores que 30°, a extracao de caracteristicas via wavelet de Daubechies
Db2 apresenta melhores resultados de classificacao em relacao a wavelet de Haar. Ainda
observa-se o aumento de acertos de classificacao para objetos com rotagao até 15° em
relacao ao método unidimensional com a wavelet Daubechies Db2. Analisando a classifi-
cagao dos objetos no método bidimensional utilizando wavelet de Daubechies Db2 (Tabela
15), os resultados de classificagao sao muito semelhantes para objetos com dimensao p =

8x8 = 64 variaveis.

Tabela 22: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
hibrido, wavelet de Daubechies Db8.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NIiVEL N, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl 2 Cl 3 Cl 4 Cl 1 Cl. 2 Cl 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 34,62% 46,15% N/C N/C
5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 100,00% 100,00% 15,38%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 96,15% 100,00% 26,92%
7 (p =8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 38,46%
NIiVEL n, = 26 amostras NIiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl 3 Cl 4
1 (p =512) N/C N/C N/C N/C 1 (p =512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 100,00% 84,62% 96,15% 0,00% 5 (p = 32) 100,00% 61,54% 7,69% 0,00%
6 (p = 16) 100,00% 96,15% 76,92% 0,00% 6 (p = 16) 100,00% 76,92% 3,85% 0,00%
7 (p = 8) 100,00% 96,15% 53,85% 0,00% 7 (p = 8) 100,00% 57,69% 7,69% 0,00%
NiVEL n, = 26 amostras NiVEL n, = 26 amostras
Cl 1 Cl. 2 Cl 3 Cl. 4 Cl 1 Cl 2 Cl 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) N/C N/C N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 53,85% 53,85% N/C N/C 5 (p = 32) 0,00% 7,69% N/C N/C
6 (p = 16) 42,31% 61,54% 0,00% 0,00% 6 (p = 16) 0,00% 76,92% N/C N/C
7 (p = 8) 100,00% 30,77% 0,00% 0,00% 7 (p = 8) 42,31% 7,69% 0,00% 0,00%
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A Tabela 22 apresenta os resultados de acertos de classificacao para um cenario com

matrizes de treinamento com n, = 26 amostras para cada classe.

O método hibrido para extragao de caracteristicas foi aplicado utilizando a wavelet de
Daubechies Db8. As amostras de treinamento e objetos de classificagao tém inicialmente

1024 variaveis.

Os resultados de classificagao para as Classes 1, 2 e 3 apresentam regularidade dos
acertos de classificagao até rotagao de 15°. A Classe 4 nao apresenta acertos de classificagao

para objetos com rotacao a partir de 15°.

A partir de rotacao de 20°, a Classe 3 tem grande queda no nimero de acertos clas-
sificagao. Para a classificacao de objetos com rotacao de 45° todas as Classes apresentam

queda ou nenhum acerto de classificacao.

Em comparagao com a wavelet Daubechies Db2, apresenta regularidade semelhante

nos acertos de classificacao.

Os resultados obtidos com método hibrido para esta wavalet sao muito semelhantes aos
resultados obtidos com o método unidimensional, diferenciando-se principalmente para a
classificacao de objetos sem rotagao que no método unidimensional apresentaram grande
acerto de classificacao para dimensao p = 128. Comparando com o método bidimensional

para dimensao p = 64, os resultados apresentados na Tabela 22 sao melhores.

Para avaliagao desta metodologia de extragao de caracteristicas aplicando TWD 2D
e TWD 1D consecutivamente, também foi avaliado o desempenho da classificacao em
cenarios com mais amostras de treinamento. Para aumentar a quantidade de amostras de
treinamento para cada classe, sao inseridas novas amostras com rotagao em seu eixo de

+5° e +£10°, assim totalizando em n, = 130 amostras de treinamento por classe.
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Tabela 23: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
hibrido, wavelet de Haar.

Classificagdo de Naipes - Wavelet de Haar.

NIiVEL n, = 130 amostras NIiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p =512) N/C N/C N/C N/C 1 (p =512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 100,00% 100,00% 100,00% 88,46%
5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 100,00% 100,00% 92,31%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 100,00% 100,00% 80,77%
7 (p = 8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 76,92%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 65,38% 84,62% N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 100,00%  100,00% 3,85% 0,00% 5 (p = 32) 100,00% 88,46% N/C N/C
6 (p = 16) 92,31% 100,00% 7,69% 0,00% 6 (p = 16) 38,46% 100,00% 0,00% 0,00%
7 (p = 8) 100,00% 100,00% 61,54% 0,00% 7 (p = 8) 46,15% 92,31% 11,54% 0,00%

A Tabela 23 apresenta os resultados de acertos de classificagao para um cendrio com

matrizes de treinamento com n, = 130 amostras para cada classe.

Para os resultados desta tabela, o método hibrido para extracao de caracteristicas foi

aplicado utilizando a wavelet de Haar. Sao 104 objetos para classificacao, com diferentes

graus de rotacao.

Para graus de rotacao de 15° e 20°; os resultados apresentam grande ntimero de acertos

de classificacao para todas as classes.

A partir da classificagdo de objetos com 30°, a Classe 4 apresenta reducao total nos
acertos de classificagdo. A Classe 3 reduz o grau de acerto de classificacao a partir da

rotagao de 30°.

Para todos os graus de rotacao as Classes 1 e 2 apresentam regularidade na classifi-

cagao, com grande taxas de acerto em diferentes niveis de decomposigao.

Importante observar que para o método unidimensional, a wavelet de Haar teve os

piores resultados de classificagdo com muito poucos acertos para a Classe 2.

Para o método hibrido aplicando wavelet de Haar, os resultados sao bem diferentes e
atinge alto grau de acerto quando comparado com método unidimensional. Comparando
com o método bidimensional para dimensao p = 64, os resultados sao muito semelhantes,
embora para a dimensao p = 128 varidveis o método bidimensional apresenta bons resul-

tados para a classificacao de objetos com 15° e 20°.
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Tabela 24: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
hibrido, wavelet de Daubechies Db2.

Classificagdo de Naipes - Wavelet de Daubechies Db2.

NIiVEL n, = 130 amostras NIiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p =512) N/C N/C N/C N/C 1 (p =512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 100,00% 100,00% 100,00% 92,31%

5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 100,00% 96,15% 92,31%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 100,00% 100,00% 92,31%

7 (p = 8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 57,69%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00%  100,00% N/C N/C 4 (p = 64) 19,23% 0,00% N/C N/C
5 (p = 32) 96,15% 100,00% 0,00% 0,00% 5 (p = 32) 96,15% 80,77% 0,00% 0,00%
6 (p = 16) 100,00% 100,00% 65,38% 0,00% 6 (p = 16) 100,00% 100,00% 0,00% 0,00%
7 (p = 8) 100,00% 100,00% 46,15% 0,00% 7 (p = 8) 84,62% 61,54% 0,00% 0,00%

A Tabela 24 apresenta os resultados de acertos de classificagao para um cenario de

classificagdo com matrizes de treinamento com n, = 130 amostras para cada classe.

O método hibrido para extragao de caracteristicas foi aplicado utilizando a wavelet

de Daubechies Db2. Sao 104 objetos para classificagao, com diferentes graus de rotacao.

Para graus de rotacao de 15° e 20°; os resultados apresentam grande ntimero de acertos
para classificacdo das amostras em todas as classes, principalmente para os 5°, 6% ¢ 7°

niveis de decomposicao.

A partir de 30°, a Classe 4 nao apresenta acertos de classificagdo para objetos com

rotacao.

A Classe 3 tem redugao dos acertos para objetos com rotagao de 45°. Para todos os

graus de rotacao as Classes 1 e 2 apresentam grande taxas de acerto.

Em comparacao com o método unidimensional de extracao de caracteristicas com
wavelet Db2 tem resultados muito semelhantes para a classificacao dos objetos com ro-
tagao, analisando as mesmas dimensoes dos objetos. Em comparagao com o método
bidimensional, apenas a dimensao p = 64 pode ser comparada e em ambos métodos tém

bons resultados.
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Tabela 25: Resultados de classificacao de imagens de naipes de cartas. Imagens com rotagao. Método
hibrido, wavelet de Daubechies Db8.

Classificagdo de Naipes - Wavelet de Daubechies Db8.

NIiVEL n, = 130 amostras NIiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl. 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p =512) N/C N/C N/C N/C 1 (p =512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 100,00% 100,00% 100,00% 100,00% 4 (p = 64) 100,00% 100,00% 100,00% 88,46%
5 (p = 32) 100,00% 100,00% 100,00% 100,00% 5 (p = 32) 100,00% 100,00% 100,00% 76,92%
6 (p = 16) 100,00% 100,00% 100,00% 100,00% 6 (p = 16) 100,00% 100,00% 100,00% 65,38%
7 (p = 8) 100,00% 100,00% 100,00% 100,00% 7 (p = 8) 100,00% 100,00% 100,00% 76,92%
NiVEL n, = 130 amostras NiVEL n, = 130 amostras
Cl 1 Cl. 2 Cl. 3 Cl 4 Cl 1 Cl. 2 Cl. 3 Cl 4
1 (p = 512) N/C N/C N/C N/C 1 (p = 512) N/C N/C N/C N/C
2 (p = 256) N/C N/C N/C N/C 2 (p = 256) N/C N/C N/C N/C
3 (p = 128) N/C N/C N/C N/C 3 (p = 128) N/C N/C N/C N/C
4 (p = 64) 57,69% 88,46% N/C N/C 4 (p = 64) N/C N/C N/C N/C
5 (p = 32) 84,62% 100,00% 53,85% 0,00% 5 (p = 32) 46,15% 76,92% N/C N/C
6 (p = 16) 84,62% 100,00% 15,38% 0,00% 6 (p = 16) 38,46% 88,46% 0,00% 0,00%
7 (p = 8) 100,00% 100,00% 84,62% 0,00% 7 (p = 8) 46,15% 69,23% 3,85% 0,00%

A Tabela 25 apresenta os resultados de acertos de classificagao para um cenario de

classificagdo com matrizes de treinamento com n, = 130 amostras para cada classe.

O método hibrido para extragao de caracteristicas foi aplicado utilizando a wavelet

de Daubechies Db8. Sao 104 objetos para classificagao.

Assim como para a wavelet Daubechies Db2 (resultados apresentados anteriormente),
para objetos com graus de rotagao de 15° e 20°, os resultados apresentam grande efetivi-

dade para classificacao das amostras em todas as classes.

A Classe 4 nao apresenta acertos de classificagdo para objetos com rotacao a partir
de 30°.

A Classe 3 tem reducao dos acertos para objetos com rotagao de 45°.

Para graus de rotacao de 30° e 45°, as Classes 1 e 2 apresentam taxas de acerto menores

quando comparados aos resultados com wavelet Daubechies Db2.

Comparando com o método unidimensional de extragao de caracteristicas com wavelet
Db, para todos os niveis em que foram possiveis realizar a classificacao, os resultados
sao muito semelhantes para a classificacao dos objetos com rotacao. Comparando com o
método bidimensional, analisando objetos com dimensao p = 64, os resultados sao muito

diferentes.
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5.2.4 Analise dos Resultados de Classificacao de Dados Bidi-
mensionais

Foram aplicados 3 métodos de extracao de caracteristicas via transformada wavelet
para a redugao de dimensao: (a) aplicagdo de transformada unidimensional aos dados
agrupados de tal modo que o vetor de entrada é composto pelas linhas da matriz da ima-
gem, (b) aplicacao de transformada bidimensional aos dados da matriz de imagem, e (c)
uma abordagem hibrida, na qual os coeficientes de escala da transformada bidimensional

sao ainda analisados por uma transformada unidimensional.

Extragéo via método unidimensional (TWD 1D)

Amostras de Copas (sem flash) Amostras de Copas (sem flash)
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Figura 35: Representacao das amostras para a classe Copas, a partir das imagens sem flash. Os 3 métodos
de extracao sao apresentados.

As Figuras 35, 36, 37 e 38 mostram os resultados de extracao de atributos através
dos 3 métodos utilizados neste trabalho para cada conjunto de amostras das 4 diferentes
classes. Nestas figuras, observa-se a representacao das amostras com p = 64 pontos e
observa-se principalmente a diferenca do processo de extracao de atributos via método
bidimensional (TWD 2D) para os métodos unidimensional (TWD 1D) e método hibrido.
Estes ultimos 2 métodos, para a representacao com p = 64 pontos, apresentam curvas de
extracao de atributos semelhantes, sendo que para o método unidimensional este resultado
é obtido apds o 12° nivel de decomposicao e para o método hibrido foram necessérios 4
niveis de decomposicao através da TWD 2D e 4 niveis de decomposicao através da TWD
1D. O método bidimensional executa somente a TWD 2D e os coeficientes resultantes de

cada nivel formam as matrizes de treinamento.
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Extragéo via método unidimensional (TWD 1D)
Amostras de Ouros (sem flash)
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Figura 36: Representacao das amostras para a classe Ouros, a partir das imagens sem flash. Os 3 métodos
de extracao sao apresentados.

Extracdo via método unidimensional (TWD 1D)
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Figura 37: Representagao das amostras para a classe Espadas, a partir das imagens sem flash. Os 3
métodos de extragao sao apresentados.
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Extragdo via método unidimensional (TWD 1D)
Amostras de Paus (sem flash) Amostras de Paus (sem flash)
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Figura 38: Representagao das amostras para a classe Paus, a partir das imagens sem flash. Os 3 métodos
de extragao sao apresentados.

Para o cenario com n, = 26 amostras de treinamento para cada classe, os trés métodos
para a extragao de atributos foram utilizados para a redugao da dimensao das amostras.
Para cada nivel da transformada wavelet os resultados de classificacao sao avaliados. A
Figura 39 apresenta as taxas de erros de classificacao de padroes formados por atributos
extraidos através do método unidimensional. Na Figura 40 sao apresentados os resul-
tados de erros de classificacao de padroes resultantes da extracao de atributos através
do método bidimensional, e na Figura 41 sao apresentadas as taxas de erros de classi-
ficacao para padroes formados por caracteristicas extraidas via método hibrido. Para
o método unidimensional, os erros de classificacao sao menores para amostras com di-
mensoes menores que 64 pontos e, em geral, a diminui¢ao de erros de classificacao esta
relacionada com as fungoes wavelet (Db2 e Db8) que tém um nimero maior de coeficientes

para os filtros.

Através do método bidimensional, a reducao de dimensao entre os niveis de decom-
posigao wavelet é maior (através de TWD 1D, a cada nivel reduz-se & metade a dimensao,
enquanto para TWD 2D reduz-se a razao 4) e a classifica¢do é realizada para dimensoes
p=64=8x8 e p=4x4=16 pontos. Para este método a funcao Haar produz menos erros de
classificacao para dimensao p = 16 pontos para cada amostra e esta caracteristica pode
estar relacionada ao fato das transformadas com as fungoes wavelet Db2 e Db8 utilizarem

extensoes periodicas. Para estas fungoes, o calculo dos coeficientes das fronteiras das ima-
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gens necessita de informagoes fora do dominio e estes, quando aproximados por valores
tomados de forma peridédica, podem descaracterizar as informagoes originais das imagens

e dificultar a classificacao dos objetos.

Quanto maior o numero de coeficientes para os filtros das fun¢oes wavelet periodizadas,
maior a quantidade de informacoes inseridas artificialmente para o calculo dos coeficientes
das fronteiras, e conseqiientemente maior erro de classificacao. E essas informacgoes sao
levadas adiante em cada nivel da decomposicao wavelet. Nota-se que para a funcao Db8
nao ¢ realizada a andlise de resultados para a dimensao p = 16 pontos para as amostras,
porque esta funcao tem 16 coeficientes nos seus filtros, e para dimensoes menores do que

8 pontos nao é possivel realizar a operagao da transformada.

Ao observar os resultados para o método hibrido, os erros de classificacao entre as
diferentes funcoes wavelet sao semelhantes. A diminuicao de erros de classificacao é ob-
servada para as dimensoes menores que p = 64 pontos. Nota-se a diminuicao dos erros
de classificagao para a fungao Haar, quando comparado ao método unidimensional. No
método bidimensional esta funcao apresenta os menores resultados de erros e, como o
método hibrido aplica TWD 2D e TWD 1D (consecutivamente) as amostras do classifi-
cador, esta etapa de aplicagao de TWD 2D acrescenta qualidade no processo de extragao

de atributos e influencia diretamente no processo de extracao via TWD 1D.

Método unidimensional, Haar, n,=26 Método unidimensional, Db2, n,=26 Método unidimensional, Db8, n,=26
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Figura 39: Erros de classificagao para cenarios com n, = 26 amostras de treinamento por classe. Método
unidimensional usado para extragao de atributos.

Método bidimensional, Haar, n =26 Método bidimensional, Db2, n,=26 Método bidimensional, Db8, n,=26
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Figura 40: Erros de classificagao para cenarios com n, = 26 amostras de treinamento por classe. Método
bidimensional usado para extracao de atributos.
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Método hibrido, Haar, n,=26 Método hibrido, Db2, n,=26 Método hibrido, Db8, n,=26
100,00% 100,00% 100,00%
90,00% 90,00% 90,00%
80,00% 80,00% 80,00%
70,00% 70,00% 70,00%
60,00% mp=64 60,00% mp=64 60,00% Hp=64
50,00% mp=32 50,00% mp=32 50,00% mp=32
40,00% 40,00% 40,00%
30,00% mp=16 20,00% mp=16 30,00% mp=16
20,00% mp=8 20,00% mp=38 20,00% mp=8
10,00% 10,00% 10,00%
0,00% 0,00% 0,00%
15graus  20graus  30graus  45graus 1Sgraus 20graus 30graus  A4Sgraus 15graus  20graus  30graus 45 graus

Figura 41: Erros de classificacao para cendarios com n, = 26 amostras de treinamento por classe. Método
hibrido aplicado para extragao de atributos.

Os erros de classificagdo para cendrio com n, = 130 amostras para as matrizes de
treinamento das classes também sao avaliados. Na Figura 42 sao apresentadas as taxas
de erros de classificacao de padroes formados por caracteristicas extraidas pelo método
unidimensional. Na Figura 43 sao apresentados os erros de classificacao de padroes re-
presentados por caracteristicas extraidas via método bidimensional, e na Figura 44 sao
apresentadas as taxas de erros de classificacao para padroes formados por atributos ex-

traidos através do método hibrido.

O simples aumento de amostras de treinamento, com a insercao de novas amostras que
apresentam variabilidade, faz com que a classificagao dos dados apresente menos erros. Os
conjuntos de atributos que sao extraidos fazem o processo de classificacao mais eficiente
para as imagens com rotagao. Observa-se isto na diminui¢ao dos erros de classificagao

para os trés métodos de extracao de atributos.

Método unidimensional, Haar, n, =130 Método unidimensional, Db2, n,=130 Método unidimensional, Db8, n,=130
100,00% 100,00% 100,00%
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Figura 42: Erros de classificagao para cendrios com n,, = 130 amostras de treinamento por classe. Método
unidimensional aplicado no processo de extragao de atributos.

Método bidimensional, Haar, n.=130 Método bidimensional, Db2, n,=130 Método bidimensional, Db8, n,=130
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Figura 43: Erros de classificacao para cendrios com n, = 130 amostras de treinamento por classe. Método
bidimensional usado para extracao de atributos.
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Método hibrido, Haar, n,=130 Método hibrido, Db2, n,=130 Meétodo hibrido, Db8, n,=130
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Figura 44: Erros de classificacao para cenérios com n,. = 130 amostras de treinamento por classe. Método
hibrido usado para extracao de atributos.

Para o método unidimensional, a fungao Haar produz muitos erros de classificacao,
enquanto que para o método bidimensional o comportamento é o contrario, inclusive apre-
sentando muitos acertos para amostras com dimensao p = 64 pontos. Para os processos
de classificacao em que as extragoes de atributos sao realizadas através das fungoes Db2 e
Db8 apresentam os menores erros de classificagao para o método unidimensional e hibrido,
embora o maior ganho de eficiéncia de classificagdo (diminuicao dos erros) esteja na ex-
tragao de atributos pela funcao Haar no método hibrido. Assim como para o cenario com
nr = 26 amostras de treinamento, o método hibrido de extragao de atributos aplicando
Haar resulta em um conjunto de caracteristicas que discriminam as classes de forma mais
eficiente e, conseqiientemente, contribui para que o processo de classificacao tenha menos

€rros.
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6 CONCLUSOES

Neste trabalho foi estudado um algoritmo de classificacao Bayesiano cujos dados de
entrada sao os coeficientes de escala da expansao em série wavelet do conjunto de dados
originais a ser classificado. Para validacao do algoritmo e verificacao da contribuicao da
transformada wavelet na reducao de dimensao dos dados, foram analisados problemas

com dados unidimensionais e bidimensionais.

Este trabalho apresenta a transformada wavelet como ferramenta para o pré-
processamento de dados para a classificacao de padroes. Para o processo de extracao
de caracteristicas sao apresentadas 3 abordagens: o primeiro método, o método unidi-
mensional, aplica a transformada wavelet 1D e é utilizado principalmente para dados
unidimensionais e é adaptado para a classificacao de dados bidimensionais; o segundo
método, chamado método bidimensional, aplica a transformada wavelet 2D para a ex-
tracao de caracteristicas e é usado para a classificacao de dados bidimensionais; o terceiro
método é chamado de método hibrido e aplica a transformada wavelet 2D e transformada

wavelet 1D consecutivamente para a extracao das caracteristicas dos dados.

Para a classificacao dos dados unidimensionais sao utilizadas duas diferentes fontes
de dados. O primeiro conjunto de dados, formado a partir de 3 equacoes matematicas
apresenta grande variabilidade no conjunto de amostras, e ¢ um conjunto totalmente
gerado sinteticamente. O segundo conjunto de dados tem origem em observacao de com-
portamento de trafego de rede de computadores, e nesta observacao buscou-se analisar a
presenga de anomalias no trafego (ataques a rede). Amostras adicionais foram geradas
afim de possibilitar a avaliacao de classificagao dos padroes. Essas novas amostras tém

grande correlacao com as amostras originais.

Observou-se durante a execugao de classificagdo em ambos conjuntos de dados unidi-
mensionais a importancia em manter equilibrada a relacao entre o nimero de amostras
de treinamento e a dimensao das amostras. A transformada wavelet colabora para a exe-
cucao do algoritmo de classificagao, porque auxilia na reducao da dimensao das amostras

através da extragao de suas caracteristicas via coeficientes da transformacao.
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O efeito da transformada é percebido a cada nivel da decomposicao, quando se obtém
a dimensao de amostras que permite realizar as operagoes com as matrizes de covariancia
das classes e permite executar os cédlculos de probabilidade de objetos pertencentes a

determinada classe. Ou seja, permitindo que a classificagao seja executada com sucesso.

Na classificacao dos dados bidimensionais, observou-se que os resultados de classi-
ficagdo apenas sao obtidos a partir da grande reducao na dimensao das amostras de
treinamento e objetos de classificacao. Inicialmente, para amostras com 262144 pontos e
com poucos representantes para cada classe, a classificacao nao foi possivel. A alterna-
tiva entao analisada foi a aplicagao de transformadas wavelets e a partir dos coeficientes

produzidos pela transformada, reavaliar as etapas do classificador.

O método hibrido apresenta-se como uma alternativa promissora para a classifica-
¢ao de imagens, possibilitando aumento de desempenho de classificacao em cenarios com
reduzido nimero de amostras de treinamento, quando comparado aos métodos unidimen-

sional e bidimensional para a extragao de caracteristicas.

6.1 Trabalhos Futuros

Ao longo deste estudo apenas os coeficientes de escala foram utilizados como valores
de entrada para a construgao das matrizes de variancia e covariancia e, portanto, para
o algoritmo de classificagao. Uma possibilidade de investigacao seria analisar o compor-
tamento do classificador quando um certo nivel de coeficientes wavelets (coeficientes de
detalhe) fossem utilizados para gerar essas matrizes e, conseqiientemente, para alimenta-

rem o processo de classificacao.

No caso especifico de serem usados coeficientes wavelets (coeficientes de detalhe) para
serem dados de entrada do algoritmo de classificacao, varias perguntas relacionadas a isso
seriam relevantes, como por exemplo, se algum nivel de resolucao da transformada seria
mais eficiente do que outro, ou se conjuntos de coeficientes truncados poderiam oferecer

uma melhor maneira de calculo para as matrizes de variancia e covariancia dos dados.

Neste trabalho a aplicacao da familia de wavelets ortonormais de Daubechies se
mostrou bastante estavel quanto a ferramenta de pré-processamento, na extracao de ca-
racteristicas dos dados. Caberia investigar se outras familias de wavelets aplicadas ao pro-

cesso de extracao de caracteristicas poderiam aumentar o desempenho do classificador.
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ANEXO A - FUNCOES WAVELETS DA
FAMILIA DE DAUBECHIES

A.1 Exemplos de funcoes wavelet

Neste anexo sao apresentadas as fungoes escala e wavelet da familia de Daubechies que
foram utilizadas ao longo deste trabalho. A notacao considerada é DbN, sendo N = D/2.

Assim as fungoes Db2 e Db8 possuem filtros dados por:

ea wavelet Daubechies Db2:
ho = —0.1294095226, h; = 0.2241438680,
ho = 0.8365163037, hg = 0.4829629131

go = —0.4829629131, ¢, = 0.8365163037,
go = —0.2241438680, g5 = —0.1294095226

ea wavelet Daubechies DOS:
ho = —0.00011747678400228192, h; = 0.00067544940599855677,
he = —0.00039174037299597711, hy = —0.0048703529930106603,
hy = 0.0087460940470156547, hs = 0.013981027917015516,
he = —0.044088253931064719, h; = —0.017369301002022108,
hg = 0.12874742662018601, hg = 0.00047248457399797254,
hio = —0.28401554296242809, hi1; = —0.015829105256023893,
his = 0.58535468365486909, hi3 = 0.67563073629801285,
his = 0.31287159091446592, hy; = 0.0544158422430816009,
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Coeficientes h para DaubechiesDb2
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Figura 45: Coeficientes para filtros de decomposigao para Db2.

Coeficientes h para DaubechiesDb8

T

00— —0—© ® © © l ©
05 I I I I I I I I
2 4 6 8 10 12 14 16

Tl

051

Figura 46: Coeficientes para filtros de decomposigao para D0bS.

go = —0,0544158422430816, ¢, = 0, 312871590914466,

go = —0, 675630736298013, g3 = 0, 585354683654869,

g1 = 0,0158291052560239, g5 = —0, 284015542962428,

g6 = —0,000472484573997973, g, = 0, 128747426620186,

gs = 0,0173693010020221, gy = —0, 0440882539310647,

g10 = —0,0139810279170155, g1 = 0, 00874609404701566,
g12 = 0,00487035299301066, g15 = —0,000391740372995977,



ANEXO A - FUNCOES WAVELETS DA FAMILIA DE DAUBECHIES 99

g14 = —0,000675449405998557, g15 = —0,000117476784002282

Os graficos para as fungoes escala e wavelet Db2 sao apresentados na Figura 47. Para

D08, na Figura 48.
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Figura 47: Funcgoes geradoras para Db2.
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Figura 48: Funcoes geradoras para DbS.

Outro exemplo utilizado aqui sao as wavelets de Haar, definidas em 1909 por Al-

fred Haar e compreendidas como wavelet ortonormal da familia de Daubechies em 1988

(Daubechies 1992)(Nielsen 1998). E uma wavelet muito simples em sua implementacao
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e muito rapida. Ao contrario das wavelets de Daubechies, nao necessita de nenhum tipo
de tratamento especial para analisar dados finitos cujas fronteiras devam ser preservadas.
Além disso, produz transformada rapida exatamente inversivel, nao causando efeitos inde-
sejados nas fronteiras dos sinais. A wavelet de Haar opera nos dados através do cédlculo de
médias e diferengas de elementos adjacentes (opera a cada par de elementos). Na Figura
49 sao apresentados os graficos da funcao escala, que é a fungao constante igual a 1 no
intervalo [0,1] e da funcdo wavelet correspondente, que é a funcao escada também em

[0,1]. Observa-se que ambas fungoes sdo nulas fora do intervalo [0,1].
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15 T T
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-05F B
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Figura 49: Funcgoes geradoras para Haar.

Os coeficientes de Haar, considerando a correcio de v/2 para que em qualquer escala
as fungoes tenham norma igual a 1, para aplicacao de transformada wavelet discreta, sao

os seguintes:

ewavelet de Haar:

hy = 0.7071067812, hy = 0.7071067812

go = —0.7071067812, ¢g; = 0.7071067812



ANEXO A - FUNCOES WAVELETS DA FAMILIA DE DAUBECHIES 101

Coeficientes h para Haar
08 T T

' o
i |

Figura 50: Coeficientes para filtros de decomposicao para Haar.

A.2 Exemplo de transformada wavelet discreta

Para exemplificar o comportamento da transformada discreta wavelet e apresentar
uma representacao da fungoes em termos de seus coeficientes de escala e wavelet em

diferentes niveis, consideremos a funcao

z, 0 <x <05

r—1, 05 <x <1

que apresenta uma descontinuidade bem localizada. Abaixo, na Figura 51, esta rep-

resentada a aproximacao por série wavelet desta funcao.

Observa-se nos detalhes (Figura 52) a posi¢ao onde a funcao é descontinua, o con-
tetdo de alta freqiiéncia no local da descontinuidade é captada pela aproximacao pela
expansao wavelet. Nas representacoes truncadas da funcao f nota-se que o erro decor-
rente da aproximacao fica localizado na vizinhanca onde a funcao nao é continua, sendo
resultado da caracteristica de “localidade” das wavelets. O comportamento nao suave de f
é traduzido pela grande variacao dos coeficientes que estao localizados préximos a regiao

da descontinuidade.

Também se observa que a maior parte linear da funcao f é representada “exatamente”,

mesmo em niveis grosseiros de representacao em que poucos coeficientes sao utilizados para
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a aproximacao. Isto é manifestacao de uma propriedade das wavelets chamada momentos
nulos que significa que as fungoes de escala podem localmente representar polinomios de

baixa ordem de forma exata.
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Figura 51: Aproximagdo para a fungdo f(z), a partir de coeficientes de escala.
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Figura 52: Coeficientes de detalhe para a fungao f(x).



